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Abstract Energy Monitoring is a crucial activity in Energy Efficiency, which involves the study of techniques

to supervise the energy consumption in a power grid, regarding the main purpose is to assure a good level of

detail, to achieve consumption quotas for each connected device, for a low infrastructure cost. This paper presents

the evaluation of different Machine Learning models to classify electric current patterns to identify and monitor

electric charges present in circuits with a single sensing device. The models were trained and validated by a

database created from signal samples of 4 electrical devices: Notebook Charger, Refrigerator, Blender and Fan.

The models that presented the best metrics achieved, respectively, 97% and 100% Accuracy and 98% and 100%

F1-Score, surpassing results obtained in related researches.

Keywords: Applications of AI, Pattern Recognition, Electric Current Pattern Analysis, Machine Learning,

Energy Efficiency.

1 Introdução

O uso de energia elétrica está fortemente atribúıdo a todos os setores que compõem uma sociedade,
tais como Economia, Educação, Saúde, Tecnologia, Segurança, Lazer, entre outros. Esse consumo de
energia, por todos os setores, ocorre de maneira muito natural e se faz essencial para a vida humana,
sendo imposśıvel imaginá-la sem o uso direto da energia elétrica ou de outras tecnologias advindas desta.
Um grande desafio neste contexto é gerenciar o consumo de energia elétrica visando maximizar sua
economia. Dessa forma, surge uma área concentrada em encontrar a maneira mais racional de consumo
de energia denominada Eficiência Energética, que consiste no estudo da relação entre a quantidade de
energia empregada em uma atividade e aquela disponibilizada para sua realização [1].

Um ponto importante para Eficiência Energética é o Monitoramento Energético [2], visto que apenas
com um alto ńıvel de detalhamento de consumo é posśıvel obter informações necessárias para, de fato,
atuar em busca de economia. Em uma residência, por exemplo, para obter-se a melhor economia posśıvel
de energia é importante ter o conhecimento de quais aparelhos consomem mais em função do seu tempo
de uso.

Uma solução comum para monitoramento de consumo de energia elétrica são os contadores inteligentes
[3], que fazem a medição total de energia consumida em tempo real. Entretanto, essa solução não é rica
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em detalhes de consumo, não sendo capaz de obter informações fundamentais, como por exemplo qual
aparelho consome mais energia, restringindo-se assim apenas a informações de consumo total.

Outra possibilidade, seriam as tomadas inteligentes [4], que consistem em dispositivos acoplados a
tomadas que realizam medições de corrente e tensão elétrica e são capazes de definir a energia consumida
para cada aparelho conectado a cada tomada. Essa solução, por outro lado, permite um ńıvel maior
de detalhamento, ou seja, permite monitorar dispositivos elétricos individualmente. No entanto, não
garante que não há mais de um dispositivo por tomada, podendo assim perder algum ńıvel, embora
pouco, de detalhamento no consumo de energia elétrica. Ainda assim, mesmo que com um detalhamento
suficientemente maior que dos contadores inteligentes, há um problema fundamental de implantação: o
custo. Para implantar essa solução em um ambiente com n tomadas, seriam necessárias ao menos n
tomadas inteligentes, o que elevaria significativamente o custo de infraestrutura.

Este trabalho apresenta um sistema de monitoramento energético capaz de, com um único dispositivo
de sensoriamento, identificar quais aparelhos estão conectados a um determinado circuito elétrico através
do uso de Aprendizado de Máquina [5] para realizar a tarefa de classificação de sinais de corrente elétrica.
Tendo, portanto, como objetivo obter o maior ńıvel de detalhes no monitoramento de energia elétrica com
o menor custo de infraestrutura. Na Seção 2 serão apresentados trabalhos relacionados ao contexto deste,
em seguida, na Seção 3, serão informados os materiais e métodos utilizados seguido da apresentação e
análise dos resultados obtidos, na Seção 4. Por fim, na Seção 5, serão expostas as considerações finais e
perspectivas de trabalhos futuros.

2 Trabalhos Relacionados

Trabalhos relacionados a monitoramento de consumo de energia elétrica têm sido bastante frequentes,
abordando principalmente estratégias de monitoramento remoto, isto é, através de dispositivos fisicamente
distantes de um circuito, obter suas informações de consumo. Nesse aspecto, soluções que abordam IoT [6]
têm tido bastante ênfase, onde há, geralmente, a criação de uma plataforma para onde dados de corrente
e tensão coletados de um determinado circuito são enviados e podem ser acessados de dispositivos móveis,
como ocorre em [7] e [8].

Soluções dessa natureza não têm preocupação em discriminar as fontes de consumo, mas simplesmente
informar, em tempo real, os valores totais consumidos. Neste cenário encontram-se as soluções [9] e
[10], que consistem em sistemas de medidores residenciais, cujo objetivo é justamente apresentar o total
de energia consumido pela residência. Entretanto, [11] e [12] apresentam sistemas de monitoramento
que buscam discriminar os consumos dos dispositivos conectados à rede elétrica, para isso ocorre a
implementação de tomadas inteligentes que coletam dados de consumo dos aparelhos a ela conectados,
conseguindo gerar informações individuais de consumo. Portanto, são soluções com um maior ńıvel de
detalhes, possuindo, no entanto, a restrição de necessitar de uma tomada inteligente exclusiva para cada
aparelho que se deseja monitorar.

Como a preocupação deste trabalho é apresentar uma solução que proporcione informações com alto
ńıvel de detalhe e ao mesmo tempo um baixo custo de implantação, propõe-se um modelo capaz de,
com um único dispositivo embarcado que realiza coleta de dados de um circuito, identificar as cargas
elétricas presentes para assim discriminar as fontes de consumo em uma rede elétrica local. Uma posśıvel
abordagem para essa problemática consiste na utilização de técnicas clássicas de processamento digital de
sinais [13] na busca de identificação de padrões de corrente elétrica, como ocorre em [14], que apresenta
uma solução limitada ao reconhecimentos de dispositivos conectados individualmente em um circuito
através da análise de algumas grandezas elétricas.

Este trabalho se diferencia dos citados por fazer uso de Inteligência Artificial para reconhecimento de
padrões através de uma base de dados de sinais corrente elétrica de diferentes dispositivos, utilizando,
para isso, técnicas de Aprendizado de Máquina. Tal solução torna-se viável por considerarmos a comple-
xidade que seria desenvolver soluções anaĺıticas a partir da análise prévia de caracteŕısticas dos sinais,
aspecto esse agravado pela possibilidade do monitoramento de diversos dispositivos e da combinação
entre eles. Uma solução semelhante ocorre em [15], onde há o uso de redes neurais artificiais (RNA) de
neurônios simples e totalmente interconectados, o que neste trabalho é referenciado por rede Perceptron
de Multicamadas (MLP) [16], juntamente com técnicas de seleção de atributos [17] para o reconheci-
mento de cargas encontradas isoladamente no circuito, isto é, não leva em consideração a possibilidade
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de dispositivos associados simultaneamente. Por outro lado, [18] apresenta uma solução, baseada em
Transformada de Fourier de tempo curto (STFT) [19] e kernel PCA [20] para a possibilidade de todas
as combinações entre os dispositivos estudados, aproximando ao máximo os experimentos conduzidos ao
problema real, bem como acontece neste trabalho, que destaca-se ainda por apresentar um comparativo
de desempenho entre diferentes técnicas de Aprendizado de Máquina.

3 Materiais e Métodos

Esta seção descreve os materiais e métodos utilizados para o desenvolvimento e análise dos experimentos
conduzidos. As subseções abrangem os seguintes tópicos: Dados Experimentais, que apresenta e analisa
a base de dados criada; Descrição da Tarefa de Aprendizado de Máquina, que expõe como o Aprendizado
de Máquina será utilizado no contexto deste trabalho em face à base de dados apresentada; em seguida,
as quatro últimas subseções indicam as abordagens utilizadas, bem como a construção e emprego dos
modelos desenvolvidos, além de destacar as diferentes técnicas de pré-processamento de dados utilizadas.
Os algoritmos utilizados para criação desses modelos para a solução da tarefa em questão apresentam
parâmetros e hiperparâmetros estabelecidos a partir de uma análise emṕırica, ou seja, outros valores
foram testados, embora sejam apresentados apenas os que obtiveram melhor desempenho de acordo com
um conjunto de validação distinto do conjunto preditivo.

3.1 Dados Experimentais

O conjunto de dados utilizado consiste na coleção de exemplos de assinaturas de diferentes cargas, isto
é, amostras de sinais de corrente de dispositivos elétricos. Para o desenvolvimento do trabalho, foram
escolhidos, arbitrariamente, 4 dispositivos: Carregador de Notebook; Geladeira; Ventilador e Liquidifica-
dor. Cada exemplo da base de dados é formado por 300 amostras do sinal de corrente elétrica coletadas
a uma frequência de amostragem igual a 9 KHz e de um rótulo indicando o dispositivo correspondente
ao sinal. Para isso, foi utilizado um sensor de corrente alternada ACS712 de 30 A, que fornece os valores
amostrados para um Arduino UNO que, primeiramente, captura uma sequência de amostras do sinal
em fase e em seguida, por meio de interface serial, envia os dados para o computador. Estes dados são
recebidos e manipulados por um script em Python que é responsável pela associação do exemplo a um
rótulo fornecido por um supervisor e pelo armazenamento na base de dados. Esse sistema de aquisição
de dados é representado na Figura 1.

Figura 1: Sistema de Aquisição de dados de Corrente Elétrica e Criação da Base de Dados.

Para cada dispositivo, realizou-se a captura de 200 exemplos, obtendo-se assim uma base de dados
balanceada e com exemplos o suficiente para garantir um bom desempenhos dos modelos, diminuindo os
riscos de over�tting. A Figura 2 apresenta gráficos, no domı́nio do tempo, dos sinais de corrente coletados.
Observa-se a existência de padrões que diferem os sinais de cada aparelho, indicando assim a expectativa
de um bom desempenho de técnicas de Aprendizado de Máquina para a tarefa de classificação dos sinais.
A base de dados foi disponibilizada pelos autores e pode ser acessada em [21].
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Figura 2: Exemplos de sinais de corrente (A) de dispositivos elétricos no domı́nio do tempo (s).

3.2 Descrição da Tarefa de Aprendizado de Máquina

A base de dados será utilizada para realização de um aprendizado de máquina supervisionado com a
tarefa de classificação multiclasse. Tal tarefa será executada em duas etapas: fase de treino e fase de
validação.

Na fase de treino, um determinado conjunto de exemplos contido na base de dados será utilizado para
geração de um modelo inteligente, capaz de realizar a classificação proposta a partir de novos dados.
Para garantir o poder de generalização do modelo, este passará pela fase de validação, que consiste em
submeter atributos preditores de exemplos não contidos no conjunto de treino e avaliar seu desempenho
com relação ao atributo alvo desejado para cada exemplo.

Os conjuntos de treino e validação para todas as abordagens utilizadas foram definidos por uma
partição da base de dados do tipo holdout, onde 80% dos dados foram destinados ao conjunto de treino
e 20% ao conjunto de validação.

3.3 Abordagem 1: Análise de Correntes Isoladas no Domı́nio do Tempo

A primeira abordagem consiste na análise dos sinais no domı́nio do tempo. Foi realizado o treinamento
de quatro modelos para classificação dos quatro tipos diferentes de aparelhos que se encontram na base
de dados.

Os modelos treinados foram baseados nos métodos: K-vizinhos mais próximos (KNN) [22], considerando-
se a distância euclidiana e K=5 vizinhos; Centroides mais próximos (NC) [23], considerando-se a distância
euclidiana; Naive-Bayes Gaussiano (GNB) [24]; e Rede Neural do Tipo Perceptron de Multicamadas [16],
com 3 camadas ocultas com 7, 6 e 5 neurônios, respectivamente; função de ativação ReLU; taxa de aprendi-
zado 0,001; tamanho de batch igual a 1; e otimizador Limited-Memory Broyden{Fletcher{Goldfarb{Shanno
(lbfgs) [25]. Para essa abordagem foram adotadas como classes os 4 tipos diferentes de aparelhos que se
encontram na base de dados.

3.4 Abordagem 2: Análise de Correntes Associadas no Domı́nio do Tempo

Tendo em vista que apenas em um sistema ideal os dispositivos estariam conectados isoladamente,
necessitou-se uma abordagem que efetue a classificação considerando mais de um aparelho ligado si-
multaneamente. Para isso, a partir da segunda abordagem, considerou-se o conjunto P(A) – Ø, sendo A
do conjunto de classes da base de dados, P(A) o conjunto potência de A e Ø o conjunto vazio, ou seja,
todas as classes resultantes da combinação um a um, dois a dois, três a três e quatro a quatro dos sinais
contidos na base, como acontece em [18]. Essa combinação foi simulada computacionalmente, através das
somas dos sinais, armazenando, para cada nova classe, também 200 exemplos, a fim de manter a base
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balanceada. A Figura 3 apresenta exemplos das classes resultantes da combinação dos sinais da base de
dados.

Figura 3: Exemplos resultantes das combinações de sinais originalmente contidos na base de dados.

A Figura 3 explicita o aumento do número de classes do problema de 4 para 15, levando em conta os
sinais de correntes isolados e também todas combinações formadas pela soma entre eles. Essa situação,
visivelmente, demonstra um aumento na dificuldade do problema, não apenas pelo aumento considerável
na quantidade de classes, mas principalmente pela forma com que os novos sinais apresentam padrões
que os tornam mais confund́ıveis entre si, o que é o caso das classes ‘Liquidificador+Geladeira’ e ‘Venti-
lador+Liquidificador+Geladeira’, por exemplo.

A segunda abordagem utilizada, portanto, consiste no treino de 4 modelos baseados nos mesmas
métodos utilizados na primeira abordagem: KNN, considerando-se a distância euclidiana e K=5 vizinhos;
NC, considerando-se a distância euclidiana; GNB; e MLP, com 3 camadas ocultas com 12, 11 e 11
neurônios, respectivamente; função de ativação Identidade; taxa de aprendizado 0,00001; tamanho de
batch igual a 128 e otimizador lbfgs. Desta vez foram utilizadas todas as 15 classes de sinais no domı́nio
do tempo como base para a tarefa de classificação.

3.5 Abordagem 3: Análise de Correntes Associadas no Domı́nio da Frequência

Ao contrário das duas abordagens anteriores, a terceira abordagem consiste na análise dos sinais no
domı́nio da frequência, a fim de identificar caracteŕısticas não triviais de serem observadas no domı́nio
do tempo. Para a realização dessa abordagem, aplicou-se uma Transformada Rápida de Fourier (FFT)
para obter-se as componentes de frequência presentes em cada sinal.

Assim, para a tarefa de classificação das 15 classes no domı́nio da frequência, realizou-se o treino de
4 modelos também baseados nos métodos: KNN, considerando-se a distância euclidiana e K=5 vizinhos;
NC, considerando-se a distância euclidiana; GNB; e MLP, com 3 camadas ocultas com 12, 11 e 10
neurônios, respectivamente; função de ativação Identidade; taxa de aprendizado 0,005; tamanho de batch
igual a 3 e otimizador lbfgs. Cada exemplo utilizado para essa abordagem consiste das 50 primeiras
componentes de frequências de cada sinal. A Figura 4 apresenta exemplos dos sinais utilizados na terceira
abordagem.



Inteligencia Arti�cial 66(2020) 41

Figura 4: Exemplos de sinais de corrente (A) no dom��nio da frequência (Hz).

3.6 Abordagem 4: An�alise do Espectrograma dos Sinais

A quarta abordagem consiste na an�alise do espectrograma dos sinais, isto �e, analisar as amplitudes de cada
componente de frequência do sinal em fun�c~ao do tempo, na tentativa de obter um maior detalhamento do
sinal. Para essa abordagem, por tratar-se de um sinal representado bidimensionalmente, fez-se pertinente
a inclus~ao no modelo MLP de camadas convolucionais, criando ent~ao um modelo de Redes Neurais
Convolucionais (CNN) [26] para a realiza�c~ao da tarefa.

De�niu-se para a CNN a arquitetura de 3 camadas convolucionais com 32, 64 e 128 n�ucleos de tamanho
3x3 intercaladas por 2 camadasmaxpooling. Ap�os a �ultima camada convolucional de�niu-se uma camada
de ativa�c~ao com a fun�c~ao LeakyReLU, uma camada de regulariza�c~ao de 20% para evitarover�tting ,
seguida de uma nova camadamaxpooling, na sequência uma camada densa com 128 neurônios e fun�c~ao
de ativa�c~ao identidade, uma camada de regulariza�c~ao de 50%, uma camada de ativa�c~ao com a fun�c~ao
LeakyReLU e por �m a camada densa de sa��da com fun�c~ao de ativa�c~aosoftmax. A Figura 5 mostra
exemplos dos espectrogramas das 15 classes do problema.

4 Resultados e Discuss~oes

Nesta se�c~ao s~ao descritos os resultados obtidos a partir da metodologia proposta em classi�car automa-
ticamente sinais de corrente el�etrica. As subse�c~oes abrangem os seguintes t�opicos: Desempenho an�alise
de Correntes Isoladas no Dom��nio do Tempo, que apresenta e analisa os resultados do treino e valida�c~ao
da classi�ca�c~ao multiclasse referente apenas aos 4 dispositivos conectados individualmente; Desempenho
da an�alise de Correntes Associadas no Dom��nio do Tempo, que exp~oe os resultados obtidos na classi-
�ca�c~ao das 15 classes referentes a todas as combina�c~oes de sinais no dom��nio do tempo; Desempenho
da an�alise de Correntes Associadas no Dom��nio da Frequência, que apresenta os resultados obtidos para
a classi�ca�c~ao das 15 classes a partir da an�alise dos sinais no dom��nio da frequência; Desempenho da
an�alise do Espectrograma dos Sinais, que mostra o desempenho da Rede Neural Convolucional para a
tarefa proposta; Prot�otipo, que apresenta um prot�otipo desenvolvido a partir da an�alise dos melhores
resultados dos modelos propostos.
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Figura 5: Exemplos dos Espectrogramas de sinais.

4.1 Desempenho da an�alise de Correntes Isoladas no Dom��nio do Tempo

Os modelos da primeira abordagem foram treinados e testados para classi�car os sinais de corrente no
dom��nio do tempo dos 4 dispositivos contidos na base de dados. Os conjuntos de treino e valida�c~ao foram
de�nidos a partir de uma parti�c~ao do tipo holdout na base de dados divida em 80% e 20% respectivamente
para cada conjunto. Ap�os os exemplos do conjunto de treino terem sido apresentados aos modelos, com
intuito de con�rmar o aprendizado, realizou-se uma valida�c~ao: os atributos dos dados do conjunto de
valida�c~ao foram submetidos a rede enquanto as respectivas sa��das obtidas foram comparadas com as
sa��das desejadas.

As m�etricas utilizadas para a valida�c~ao dos modelos foram a Acur�acia, Precis~ao, Revoca�c~ao e F1-
Score. Foram avaliados os 4 modelos propostos baseados nos m�etodos: KNN; NC; GNB; e MLP. Os
resultados s~ao apontados na Tabela 1.

Tabela 1: Resultados da Primeira Abordagem.
M�etodo Acur�acia Precis~ao Revoca�c~ao F1-Score
KNN 1,00 1,00 1,00 1,00
NC 0,98 0,99 0,97 0,98

GNB 0,99 1,00 0,98 0,99
MLP 1,00 1,00 1,00 1,00

Observa-se um bom desempenho de todos os modelos, como esperado, visto a percept��vel diferen�ca
entre os padr~oes de corrente dos dispositivos quando conectados individualmente. Sobretudo, os modelos
baseados em KNN e MLP obtiveram os melhores resultados, ambos com todas as m�etricas em 100%.
A Figura 6 apresenta os gr�a�cos de aprendizado das redes neurais baseados em acur�acia eloss [27] em
rela�c~ao �as �epocas.

Nota-se, pela �gura, a simplicidade da tarefa de classi�car dispositivos com assinaturas de carga bem
distintas quando conectados individualmente no circuito. A curva de acur�acia converge para 1 logo ap�os
as primeiras �epocas o que demonstra, ainda, um bom poder de generaliza�c~ao do modelo, uma vez que
atingiu 100% de acur�acia para o conjunto de valida�c~ao antes do mesmo acontecer para o conjunto de
treino. O mesmo acontece com a curva deloss, que converge rapidamente para 0, o que implica que o
modelo encontrou seus parâmetros ideias em poucas �epocas de treino.
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Figura 6: Curvas de aprendizado em rela�c~ao a acur�acia eloss do modelo baseado em MLP para a
Abordagem 1.

4.2 Desempenho da an�alise de Correntes Associadas no Dom��nio do Tempo

A segunda abordagem procurou classi�car os sinais de correntes no dom��nio do tempo com todas as
possibilidades conex~ao simultânea dos dispositivos. Dessa forma, as classes da tarefa aumentam de 4
para 15. Foram treinados 4 modelos a partir do conjunto de treino, equivalente a 80% da base de
dados, e veri�cado o aprendizado destes a partir do conjunto de valida�c~ao, equivalente a 20% da base
de dados, em que os sinais foram submetidos aos modelos treinados e as sa��das obtidas comparadas �as
sa��das desejadas. A avalia�c~ao realizada quanto �as m�etricas Acur�acia, Precis~ao, Revoca�c~ao e F1-Score �e
apresentada na Tabela 2.

Tabela 2: Resultados da Segunda Abordagem.
M�etodo Acur�acia Precis~ao Revoca�c~ao F1-Score
KNN 0,87 0,92 0,84 0,88
NC 0,66 0,60 0,73 0,66

GNB 0,80 0,83 0,79 0,81
MLP 0,97 0,98 0,98 0,98

Esta abordagem traz uma tarefa mais dif��cil por dois motivos: aumento no n�umero de classes e maior
semelhan�ca entre exemplos de diferentes classes. Isso justi�ca, a queda de desempenho nos modelos de
todas as t�ecnicas utilizadas. No entanto, o desempenho da rede neural do tipo Perceptron de Multicama-
das se manteve com alto ��ndice de acerto: Acur�acia de 97% e Precis~ao; Revoca�c~ao; e F1-Score de 98%,
resultados estes satisfat�orios para a tarefa proposta. A Figura 7 apresenta as curvas de aprendizado do
modelo baseado em MLP, em que se percebe um devido ajuste do modelo que atingiu a convergência ao
�nal de 15 �epocas de treino, quando se obteve cerca de 98% de acur�acia acompanhada de uma estabilidade
na curva de loss.

Figura 7: Curvas de aprendizado em rela�c~ao a acur�acia eloss do modelo baseado em MLP para a
Abordagem 2.



44 Inteligencia Arti�cial 66(2020)

4.3 Desempenho da an�alise de Correntes Associadas no Dom��nio da Frequência

A terceira abordagem consistiu na classi�ca�c~ao dos sinais de correntes no dom��nio da frequência das 15
classes da tarefa. Foram treinados 4 modelos com os dados do conjunto de treino e em seguida validados
pelo conjunto de valida�c~ao, conjuntos estes de�nidos peloholdout que particionou a base de dados em
80% e 20% respectivamente para cada conjunto. A avalia�c~ao realizada quanto �as m�etricas Acur�acia,
Precis~ao, Revoca�c~ao e F1-Score �e apresentada na Tabela 3.

Tabela 3: Resultados da Terceira Abordagem.
M�etodo Acur�acia Precis~ao Revoca�c~ao F1-Score
KNN 0,52 0,44 0,67 0,53
NC 0,48 0,50 0,48 0,49

GNB 0,70 0,70 0,70 0,70
MLP 0,80 0,77 0,83 0,80

Embora o modelo baseado em redes MLP tenha alcan�cado 80% de Acur�acia e F1-Score, todos os
resultados obtidos pelos modelos da terceira abordagem foram bem menores que os das abordagens
anteriores. Portanto, conclui-se que, para poucos aparelhos associados, os padr~oes nos sinais de corrente
el�etrica s~ao mais percept��veis no dom��nio do tempo que no dom��nio da frequência. Particularmente, essa
abordagem equivale ao trabalho apresentado em [15], pois adota um modelo de MLP e os principais
dispositivos l�a monitorados tamb�em est~ao representados na base de dados utilizada neste trabalho.

As curvas de aprendizado do modelos baseado em MLP s~ao apresentadas na Figura 8. Percebe-se,
pela convergência da curva de acur�acia de valida�c~ao abaixo da curva de acur�acia de treino e pela varia�c~ao
na curva deloss, uma di�culdade de generaliza�c~ao do modelos, isto �e, uma certa limita�c~ao da Abordagem
3 quanto �a detec�c~ao de padr~oes em rela�c~ao as anteriores, o que sustenta a conclus~ao de existirem mais
caracter��sticas que contribuem para classi�ca�c~ao de sinais de poucos dispositivos associados no dom��nio
do tempo que no dom��nio da frequência.

Figura 8: Curvas de aprendizado em rela�c~ao a acur�acia eloss do modelo baseado em MLP para a
Abordagem 3.

4.4 Desempenho da an�alise do Espectrograma dos Sinais

A quarta abordagem, ao contr�ario das demais abordagens, consistiu no processamento inteligente das
imagens do espectrograma dos sinais de cada uma das 15 classes propostas para a tarefa. O modelo foi
treinado e validado de acordo com a parti�c~ao do tipoholdout, em que 80% da base de dados foi destinada
para o conjunto de treino e 20% para o conjunto de valida�c~ao. A Tabela 4 apresenta a Acur�acia, Precis~ao,
Revoca�c~ao e o F1-Score do modelo proposto baseado em CNN.

A abordagem obteve bom desempenho, no entanto n~ao o su�ciente para superar as m�etricas obtidas
pelos modelos que analisam o sinal de corrente el�etrica no dom��nio do tempo. Portanto, sustenta-se,
para a an�alise do espectrograma do sinal, a conclus~ao obtida a partir da observa�c~ao dos resultados dos
modelos que classi�cam o sinal no dom��nio da frequência, de que, para poucos aparelhos associados, �e
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