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1. Resumen

En la dltima década, la metodologia GLM se ha convertido en el recurso mas
empleado en la modelizacién de tarifas de Nueva Produccion. Acompafiada durante este
tiempo, las aseguradoras han desarrollado importantes plataformas de “Big Data”, en
donde se almacena abundante informacién, que posteriormente puede ser empleada,

entre otras cosas, para mejorar la prediccion del riesgo de los clientes.

Este hecho conlleva un “problema” de sobredimensionamiento en el proceso de
tarificacion, que en los proximos afios, puede ser notable en la mayoria de empresas

aseguradoras.

El objetivo de este estudio ha ido encaminado, casi en su totalidad, a introducir
diferentes técnicas estadisticas especializadas en la seleccidon de variables; aplicando

estas técnicas como complementos a la modelizaciéon GLM.

Con el desarrollo de estas técnicas, se pretende reducir la complejidad de los andlisis,
maximizando la eficiencia de los recursos empleados durante el proceso de tarificacion.
Para llevarlo a cabo, sera necesario emplear diferentes software estadisticos (SAS, R),

que nos facilitaran los resultados del estudio.

Palabras Claves: Ridge Regression, Lasso, Elastic Net, Stepwise, GLM, SAS, R, Big Data,

Tarificacion, Machine Learning.
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2. Abstract

In the last decade, the GLM methodology has become one of the most ultilized resource

of modelization in the tariff of new business.

During this period, insurers have developed the platforms of “Big Data” significantly,
which is a wealth of information who can improve the accuracy of risk prediction of

customers subsequently.

This methodoloy involves a “problem” of oversizing in the pricing process, but in the

next few years, will be remarkable in most of the insurance companies.

This study has been totally targeted on applying different statistical techniques,
especially in variables selection. All of these techniques can be complements for the

GLM modeling process.

With the development of these techniques that can reduce the complexity of analysis,
maximizing the efficiency of resources in pricing modeling. Several statistical softwares

are necessary and helpful for achieving our study results.

Keywords: Ridge Regression, Lasso, Elastic Net, Stepwise, GLM, SAS, R, Big Data, Pricing,

Machine Learning.

Pagina 7 de 139



3. Introduccion

El ilimitado desarrollo que las dreas de infraestructura analitica estan construyendo
en sus diferentes plataformas de “Data Warehouse”, incorpora un valor afiadido a esas
empresas aseguradoras que las implementan, al disponer éstas de cuantiosa
informacién acerca del negocio que a medio-largo plazo fructificara en un mayor

rendimiento y beneficio.

Pero esa ingente cantidad de datos disponibles puede tratarse en algunos casos de
un “problema”, ya que debe saber capturarse, tratarse y analizarse; para poder

experimentar todos sus beneficios.

7

Nadie duda de que estos recursos continuaran su expansion, viéndonos “obligados
a necesitar de técnicas estadisticas que faciliten la compleja manipulacién de trabajar
con estas cantidades de variables. Sabemos que conocer estas técnicas conllevara un
coste de tiempo y esfuerzo tremendo para los actuarios, al no tratarse de metodologias
simples, pero esperamos que sean muy valiosas de cara al futuro en los departamentos

de pricing.

Ante esta futura demanda del mercado de conocer nuevas técnicas estadisticas que
sean capaces de manipular esa cantidad de variables, el objetivo de este estudio ha sido
complementar la modelizacién GLM con nuevas metodologias procedentes de ramas de
la inteligencia artificial (Machine Learning); proponiendo asi diversas alternativas que
ayuden en la ardua tarea de seleccionar variables (Ridge Regression, Lasso, Elastic Net),

en escenarios con un alto dimensionamiento de variables.

Por todo lo que acabamos de comentar, se trata de un desarrollo académico
novedoso, ante lo reciente que datan las técnicas centrales del trabajo (desarrolldndose
en torno al afio 2005), la necesidad de encontrar nuevas técnicas estadisticas para poder
trabajar con la mineria de datos procedente de “Big Data” y sus escasas implicaciones
en el mundo actuarial, las cuales, practicamente se han visto focalizadas en su totalidad
a la rama de vida (estudio sobre el “Andlisis de Supervivencia” por parte del profesor

Jesus Herranz).
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Para poder llevar a la practica una tarificacion en espacios de alta dimensionalidad,
hemos modelizado la Frecuencia de Siniestros RC Material Culpa para la rama de seguros
de automdviles. Se trata, junto a la Frecuencia de Siniestros RC Lesiones, de la garantia
mas estudiada por los departamentos de Gestion del Negocio, con la finalidad de

determinar cuanto porcentaje de “malos clientes” presentan cada una de las carteras.

Aprovechando el gran numero de variables externas disponibles, se incorpora un
segundo objetivo secundario como es: “verificar que las variables externas tienen un

impacto positivo en la prediccion de la Frecuencia de Siniestros RC Material Culpa”.

Para realizar este estudio ha sido necesario conocer el lenguaje de programacion de
“R”, con el que, conseguir obtener la seleccién de variables éptima, y “SAS Enterprise
Guide” para realizar: la manipulacién, depuracion, andlisis y categorizacidon de las
variables y observaciones originales de la base de datos; ademas de las modelizaciones

GLM definitivas.

El empleo de estas nuevas técnicas estadisticas junto a la mejora predictiva de la
incorporaciéon de variables externas, posibilitara a las aseguradoras mejorar la
discriminacidon de riesgos en sus tarifas; a las que se pueden sumar otros muchos
“nuevos” mecanismos que emplean las aseguradoras en sus tarificaciones, y que no
hemos tratado en dicho estudio académico, como pueden ser el empleo del: Rating,

Zonning...

El presente articulo se ha estructurado de la siguiente manera: en primer lugar,
contextualizaremos la historia del Seguro del Automovil para conocer como hasta no
hace muchos afios, el funcionamiento del mercado de seguros era completamente
opuesto al que hoy en dia conocemos. En la actualidad, el mercado del seguro de
automovil se ha vuelto terriblemente competitivo ajustando al maximo sus tarifas;
pudiendo ser visible la convergencia, en términos de prima, con las otras ramas

aseguradoras de no vida.

Tras presentar ambos escenarios antagdnicos, creemos conveniente mostrar un
capitulo de tarificacion del riesgo, en el que, se detallard diferentes teorias de
tarificacién, posibles distribuciones a emplear para modelizar la frecuencia o la

severidad (aunque como dijimos anteriormente, nosotros Unicamente emplearemos las
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distribuciones ligadas a la frecuencia) o la desigualdad a la hora de tarificar riesgos

procedentes de nueva produccién o retenidos en la cartera.

En el capitulo 7, nos detenemos en explicar las peculiaridades de los modelos
lineales generalizados (GLM), con el que, la mayoria de las aseguradoras tarifican sus
riesgos de nueva producciéon modelizando, creyendo conveniente en este estudio,

emplear dicha modelizacién.

Durante el capitulo 8 y 9, introducimos brevemente el concepto de “Big Data” y
“Machine Learning” por la envergadura que ambos conceptos poseen en el estudio y en

el futuro de la tarificacion.

Tras los capitulos enumerados anteriormente, nos situaremos en la parte central del
proyecto. En primer lugar, realizamos un andlisis tedrico de los modelos de seleccion de
variables estudiados y aplicados (Stepwise, Ridge Regression, Lasso, Elastic Net). Tras
estudiar estos complejos métodos de seleccién estadisticos, intentamos llevar a la
practica lo visto en el capitulo tedrico. Para ello, desde un inicio disponemos de una base
de datos a la que debemos de aplicarle un correcto tratamiento, para posteriormente
comenzar con un primer proceso de depuracién de variables. Tras llevarse a cabo esta
etapa de tratamiento, se profundiza en el estudio de las variables restantes, realizando
para ello un pormenorizado andlisis univariante, bivariante y de asociacién entre las
variables. Este proceso nos permitid categorizar con rigor las variables cuantitativas y
recategorizar en determinadas situaciones variables externas previamente
categorizadas. Por ultimo, establecemos la distribucion que mejor se ajusta a la

frecuencia de RC Material Culpa.

Por ultimo, en los capitulos 12 y 13 se procederd a llevar a cabo los modelos de
seleccion de variables empleados, comprobando si los resultados obtenidos resultan
consistentes con la modelizacion GLM y pueden emplearse como complemento en los

procesos de tarificacion.
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4. Contextualizacion Historica del Seguro del Automovil en Espaina

El mundo del seguro en Espafia, no solo el del automovil, ha cambiado mucho en
muy poco tiempo. Hasta hace poco mds de 3 décadas, las entidades aseguradoras no
eran libres de poder fijar sus propias tarifas, sin justificarlo ni comunicarlo previamente
a los supervisores de la Direcciéon General del Seguro. Es mas, las restricciones y el
control que la administracidn poseia sobre las aseguradoras era tal, que incluso, si éstas
deseaban establecer alguna variacion en sus tarifas, debian necesitar de re-

aprobaciones constantes que impedian esa libre competencia entre empresas.

Esto hoy en dia nos parece algo impensable, ya que constantemente las
aseguradoras se encuentran retocando sus tarifas tras haber realizado periédicamente
diferentes estudios de seguimiento sobre: el comportamiento de ventas de la tarifa NB?,
la siniestralidad, la competencia..., pero como detallamos hasta hace muy pocos aios la

situacion era muy diferente.

La historia de los seguros espafioles se fragmenta en dos periodos temporales que
lo delimita el afio 1980. Hasta esa fecha, dicho periodo es conocido por los historiadores
como la “Edad Media”, mientras que a partir de esa fecha se la denomina “Edad
Moderna”, caracterizandose éste Ultimo por su rapida transicién hacia un mercado de
libre competencia adecuado a la intencidn de crear un mercado de empresas privadas,

dindmicas e internacionales.

Este es el escenario en el que conviven todos los ramos aseguradores en la
actualidad en Espafia, pero el ramo de autos tuvo que sufrir su propio calvario para

conseguirlo.

Mientras que en 1980 y 1982, seguros como el de accidentes, enfermedades,
transporte o incendios entre otros conseguian liberalizarse gracias al Real Decreto
1335/1979 de 1980, y a la Orden Ministerial del 22 de Octubre de 1982; otros muchos

seguros como el de automovil tuvieron que esperar hasta 1990, para poder fijar con

! Nueva Produccion.

Pagina 11 de 139



total libertad todas las coberturas que conforman el seguro de autos, bajo el decreto ley

21/1990.

Con la ley 21/1990 se liberaliza el resto de seguros distintos de vida, adaptandose a

la normativa europea que marcaba la Directiva 88/357/CEE de 1988.

Con la libertad plena por parte de las aseguradoras para fijar la tarifa en autos,
aparecia un problema que en realidad siempre ha existido pero que ahora se acrecienta,

la tarificacion del riesgo.

Desde el inicio del mercado asegurador de automéviles en Espafiia, las aseguradoras
no han sido nunca capaces (hasta ahora) de cuantificar correctamente el riesgo de sus

clientes ante la falta de:

o Conocimientos.
o Experiencia.

o Libertad plena en la toma de decisiones.

Este problema todavia se vio agigantado con la obligatoriedad de disponer de un
seguro de responsabilidad civil a partir de 1965 como fijaba la Ley de Uso y Circulacién
de Vehiculos a Motor 122/1962, provocando que se duplicaran el numero de

asegurados en las carreteras, acrecentando el problema de las aseguradoras espafolas.

La mayoria de empresas aseguradoras tuvieran resultados negativos durante
amplios periodos de tiempo como consecuencia de la volatilidad de la siniestralidad,
que ha “oscilado histéricamente entre un 75% y un 90%” (Embid. 1, 2011). Solo una gran
empresa pudo escapar y crecer a pesar de la dificultad para las aseguradoras en los afios
60 y 70, como es: la Mutua Madrilefia, que con su politica de costes bajos? y ausencia

de accionistas?, consiguio situarse entre en el top de aseguradoras.

Este problema todavia se vio agigantado con la obligatoriedad de disponer de un

seguro de responsabilidad civil a partir de 1965 como fijaba la Ley de Uso y Circulacion

2 Esta politica pudo ser posible al disponer Ginicamente de un canal de venta, Directo el cudl, no trabaja
con agentes, los cuales, perciban comisiones.

3 La empresa al estar constituida como una mutua no debia a los accionistas, pudiendo asi aplicar
mayores descuentos a los mutualistas.
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de Vehiculos a Motor 122/1962, provocando que se duplicaran el nimero de

asegurados en las carreteras, acrecentando el problema de las aseguradoras espafolas.

De ahi la importancia de crear tarifas de NB con las que poder competir en el

mercado sin poner en peligro la viabilidad contable de las empresas.
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5. Mercado de Seguros de Automoviles Actual

Tras la crisis econdmica del periodo 2007-2014, todos los datos econédmicos hacen
indicar que el sector asegurador del automdvil vuelve a despegar, en términos de

primas.
Grafica 5.1. Evolucion Primas en millones de euros. Seguros Auto
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Fuente: Serie Historica. Icea. Grafico elaborado por el autor.

Como vemos en la grafica 2.1, tras una larga y pronunciada caida de los niveles
de prima total desde 2007 hasta situarnos por debajo de la prima de 2002 en 2014, las
primas totales vuelven a crecer un 1.69% entre el periodo 2014-2015. Como explica
Ramdn Nadal en su articulo “La eficiencia en precios y costes, como elementos clave para
mantener la competitividad en el seguro del automovil”, las noticias que llegan desde el
mercado presagian que la guerra de precios ha terminado.

Otros indicadores como el nimero de matriculaciones de coches o el aumento
del uso del combustible corroboran lo expuesto anteriormente.

Pero las expectativas de futuro no Unicamente se sitian por la parte de los
ingresos, por la parte de los gastos se apunta a que los costes aumentaran como

consecuencia de la reforma del Baremo® del 1 enero de 2016.

4 Segun la Ley 35/2015: “se reforma la valoracién de dafios y perjuicios causados a las personas en
accidentes de circulacion”.

Pagina 14 de 139



Esta incertidumbre, en términos de ingresos y costes, provoca que muchas
aseguradoras estén reaccionando de manera muy diferente, ya sea, modificando sus
tarifas para impedir la entrada de clientes con malos riesgos, bajando primas para
obtener mayor cuota de nuevos clientes...

AUn con la caida de primas de los Ultimos 7 afos, el ramo en seguros de no vida
que encabeza la facturacidn sigue siendo los automoéviles; aunque durante este periodo
de crisis econdmica unida a la guerra de precios entre aseguradoras, el resto de ramos
han convergido hacia los niveles de facturacion de autos, disminuyendo la brecha de
facturacién existente entre el resto de ramos aunque sin alcanzarles. En la actualidad, el
peso que representa los seguros de vida es algo mas de un tercio, en contraposicion a la

mitad que representaba el afio 2002 (Nadal. R, 2014).

Grafica 5.2. Primas Ramo No Vida
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Fuente: Serie Histérica. Icea. Grafico elaborado por el autor.
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6. Tarificacion de Seguros de Autos

6.1. Teoria del Riesgo Individual vs Colectivo

La tarificacién en Seguros de No Vida consiste en predecir el coste esperado de cada
pdliza para un periodo temporal, que por lo general, suele ser de un afio. Para ello,

existen dos teorias que intentan medir el coste agregado de una cartera:

e Teoria del Riesgo Individual.

e Teoria del Riesgo Colectivo.

La Teoria del Riesgo Individual parte de la premisa de identificar el coste esperado
de cada pdliza por separado agregando posteriormente todas las pdlizas y estableciendo

el coste agregado de la cartera.

Y:ZSl

N
=1

La teoria del Riesgo Individual seria lo ideal pero no deja de ser algo utdpico en

7

la actualidad, ya que para ello necesitas disponer de una “gran masa de informacion
gue no dispones cuando presupuestas a un potencial cliente. Por eso, empleamos la

Teoria del Riesgo Colectivo.

La teoria del Riesgo Colectivo consiste en estudiar el coste agregado Y de una
cartera. Dicha cartera deberia tener riesgos lo mas homogéneo posible y ser

independientes entre si.

Tarificar la prima de un seguro es un proceso estocastico que refleja dos variables

a predecir: el numero de siniestros y la severidad de cada siniestro.
St :X1 +X2 +“‘+Xn
Siendo la esperanza del coste agregado de toda la cartera:

E(Y) = E(N) = E(S)
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6.2. Distribuciones Modelizadoras de la Frecuencia Siniestral

Para modelizar estadisticamente la variable “Numero de Siniestros” empleamos
distribuciones de conteo, aunque la mas utilizada de todas es la distribucion de Poisson,
siendo su distribucion de probabilidad y sus momentos de orden uno y dos los
siguientes:

pe

A
— — p—A
P(N—x)—e ;

E(N)=Var(N) =24

La distribucion Poisson presenta tres anomalias muestrales muy comunes que hay
gue tenerlas en cuenta a la hora de analizar la variable respuesta como son: el contagio,

la sobre-dispersion y el inflado de ceros.

o El contagio denota que los siniestros tienen una propensiéon o unos tiempos de
espera diferente.

o La sobre-dispersion se da cuando la varianza muestral es diferente a la media
muestral.

o El inflado de ceros se observa cuando la muestra presenta una frecuencia

elevada de ceros. El inflado de ceros provoca sobre-dispersion.

Para solventar la anomalia del inflado de ceros y la sobre-dispersién se puede aplicar
un modelo de distribucion Poisson inflado de ceros. Este modelo asigna Unicamente dos
probabilidades, uno para los “0” y otros para el resto de observaciones muestrales
distintas de 0, tratandose de una distribucion de Poisson truncada. Expresandose sus

probabilidades como:
PY;=0)=q;+(1—q) e

e—li)'yi
i
PY=y;>0)=1—-q)*———
Vi
El problema que tiene este modelo es que al estar confeccionado con la
distribucién de Poisson, no se sabe realmente si las observaciones se distribuyen como

una Poisson o como una Poisson inflada de ceros.
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Otra de las distribuciones mas utilizadas para modelar la frecuencia de siniestros es
la distribucién Binomial Negativa. La distribucion Binomial Negativa se puede obtener

por dos procedimientos diferentes:

e Como una composicidn entre una Poisson y una Logaritmica.

e Como una mixtura entre una Poisson y una Gamma.

Se suele emplear dicha distribucién cuando la propensién o la intensidad de los
siniestros de una Poisson "A" no son constantes. Esto puede darse por la heterogeneidad

de una cartera.

Su probabilidad y sus momentos de orden uno y dos son:

Pv=x=p,=(* T wra-p-

1
E(Y|X;) =1+

Var(Y|X;) =1 *

p2

Si la muestra con la que trabajamos presentard muchos ceros, seria conveniente
emplear una distribuciéon truncada, que en este caso se denomina, Binomial Negativa
inflada de ceros. Al igual que la distribucién truncada para una Poisson, la distribucién
truncada para una Binomial Negativa asigna Unicamente dos probabilidades: una para
los “0” y otra para todo lo que no sean “0”, expresandose las probabilidades y sus

momentos como:
P¥;=0)=q;+(1-q)P)"
Pvi>0)=1-g)(* T @ra-pr

No se trata de la distribucion de conteo mas empleada por las aseguradoras,
pero muchas veces pueden ser los mas apropiados para emplearse, sobre todo, si la

variable respuesta presenta muchos ceros en sus observaciones.

Por lo tanto, hay que tener mucho cuidado con la distribucion a escoger para
modelizar el nimero de siniestros de una garantia, ya que las observaciones pueden

presentar muchos ceros obligando a emplear distribuciones truncadas.
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6.3. Distribuciones Modelizadoras de la Severidad Siniestral

Para modelizar la severidad de los siniestros de una muestra empleamos otras
distribuciones completamente diferentes a las analizadas anteriormente para modelizar
la frecuencia de los siniestros. A priori la distribucion mas empleada para modelar la

severidad es la Gamma.

La gamma es la distribucion ideal para modelizar siniestros de cola corta (valores no
catastroéficos). Su funcién de densidad y sus momentos vienen dada por las siguientes

expresiones:

)k
f(S—x)—Ae A m
E _k
(x)_i

k
Var(x)zﬁ

Otra distribucién frecuente para modelizar la severidad de la siniestralidad es la Log-
Normal. Se trata de una distribucién mas destinada a emplearse para siniestros con
colas grandes. Su funcién de densidad y sus momentos vienen dada por las siguientes

expresiones:

£(s ) 1 _(In(x)-p)? ,
=X, U,0) =————me 20
" X0V 2T

2

E(x) = e”+a /2
Var(x) = (e — 1)e?r+o
Y por ultimo, una distribucion que igual no es tan frecuente emplearla para analizar
la severidad es la Pareto. Dicha distribucién se emplea fundamentalmente para
modelizar riesgos catastroficos. Su funcién de densidad y sus momentos vienen dado
por las siguientes expresiones:

rs=9-1- (L)
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6.4.

B
E0 =21
ap?
Var(®) = - D@ -2

Caracteristicas de los Riesgos a Cuantificar

Para realizar una nueva tarifa lo ideal seria disponer de una:

(@]

6.5.

Una cartera grande, debido a que agrupando riesgos individuales podemos
diversificar el riesgo global de una aseguradora.

La cartera deberia presentar riesgos individuales entre si, debido a que las
pérdidas que sufra un individuo no deberian de afectar al resto de pdlizas de la
cartera.

Riesgos homogéneos. Si la cartera a tarificar fuera heterogénea, la compafiia
estaria expuesta a la seleccién adversa, ya que algunos clientes se les estaria
asignando una prima no equivalente a su riesgo, lo que propiciaria que aquellos
individuos con un riesgo menor a lo que corresponde su prima abandonaran la
cartera, permaneciendo dentro de ella aquellos individuos con riesgos mas
mayores.

Si ocurriera la situaciéon de que la cartera fuese heterogénea, la entidad
aseguradora deberia subdividir la cartera en subcarteras homogéneas para

tarificar los riesgos sin seleccién adversa.

Sistemas de Tarificacion

Existen dos enfoques de tarificacion diferentes para los clientes: por una parte, la

que se conoce como el sistema de tarificacion a priori (class rating) y el sistema de

tarificacion a posteriori (experience rating).
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6.5.1. Sistema de Tarificacion a Priori (Class Rating)

El sistema de tarificacién a priori permite poder asignar una prima a una péliza de
nueva produccion sobre la que no se tienen datos propios sobre su siniestralidad, lo que

dificulta asignar una prima a un riesgo desconocido.

Por ello, previamente a ese individuo se le pregunta una serie de factores de riesgo
gue permiten poder ir asignandole en diferentes grupos de riesgo, y que con ello se le

pueda establecer una prima para la siniestralidad y el coste esperado.

Por lo tanto, cuando realizamos una tarificacidn a priori, la parte esencial de este
analisis es la experiencia de la cartera. Con la experiencia de dicha cartera debemos
conformar los niveles de riesgo significativos que predigan la siniestralidad esperada de

esos grupos de riesgo homogéneos, siendo el GLM el modelo predictivo mas utilizado.

6.5.2. Sistemas de Tarificacion a posteriori (Experience-Rating)

En contraposicién a lo especificado anteriormente, el sistema de tarificacidon a
posteriori parte ya de una cierta experiencia sobre la siniestralidad de ese individuo, y
por tanto, dispone también de una prima inicial que se ird modificando en cada periodo
de renovacion segun la siniestralidad presentada por ese individuo. Para modificar la
prima de tarificacién a priori, las empresas aseguradoras emplean diferentes
mecanismos permitiendo ajustar mejor la prima de la cartera. Estos mecanismos entre

otros pueden ser:

» Optimizacion. Proceso de re-tarificacion de un cliente cuando se procede a
estudiar su renovacién. En este proceso, se aplica una simulacion de posibles
escenarios en los que los clientes pueden caerse de la cartera y analizando la
cartera segun la elasticidad-precio de ese periodo temporal.

» Scoring Técnico. Técnica segun la cual, se identifica el perfil de cliente y segin
su perfil se le asigna un rango de una clasificacién previamente disefiada, por la

cual, se le bonificara o se le recargara.
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» Saneamiento. En los casos “extremos”, en los que, se trate de un cliente con
muchos siniestros a lo largo de un periodo temporal, la empresa puede

someterle a un proceso de saneamiento, por el que, se le anulara el contrato.

Ahora las clases de riesgo que nos encontramos ya no son homogéneas como antes.
Esos individuos puede que hayan tenido una siniestralidad diferente a la esperada,
habiendo sido agrupados incorrectamente al considerar mal los factores de riesgo, o lo
mas légico, no haber tenido en cuenta otra serie de factores desconocidos para la
compaiia aseguradora como pueden ser: la forma de conduccién o el diferente
comportamiento de los individuos, entre otros factores. Aunque las aseguradoras
intentan disponer de datos acerca de estos factores de riesgo, implementando diferente
know-how tecnolégico que proporcione informacion acerca de la forma de conduccién
del individuo, como puede ser el OnStar creado por General Motors, k2k creado por
Telefénica y empleado por Generali Seguros o el UBI fabricado por Vodafone con la
ayuda de Tower Watson, o analizando el comportamiento de los individuos en las redes
sociales o estudiando la inteligencia computacional de los individuos. De todos modos,
para que estas medidas se pongan en funcionamiento todavia vamos a tener que

esperar unos cuantos afios pero posiblemente seran el futuro.

6.5.3. Fichero Historico del Seguro del Automovil (SINCO)

Como hemos dicho, la informacién sobre la siniestralidad histérica de un individuo
es muy importante para tarificar lo mejor posible la entrada de una pdliza a nuestra
cartera. Para ello, las aseguradoras disponen de un “Fichero Historico del Seguro del
Automdvil” facilitado por TIREA®, con el que es posible ajustar mejor la prima del cliente,
segun su historial siniestral de los ultimos 5 afios. Este sistema se denomina Bonus-
Malus, y consiste en bonificar o recargar la prima pura del individuo seglin sus
antecedentes. Mencionar que las entidades aseguradoras reciben los datos de
siniestralidad de los individuos, y segun sus criterios propios fijaran las bonificaciones o

los recargos que impondran a sus nuevos clientes.

5> Tecnologia de la Informacién y Redes para las Entidades Aseguradoras.
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Este sistema de bonus se emplea en las tarificaciones a priori, ya que en las
renovaciones aplicaremos un sistema a posteriori, en el que, tendriamos en cuenta
todos los mecanismos comentados en el apartado anterior que permiten un mejor

valoracion del riesgo.

Pero este método de tarificacion empleado en la actualidad por las aseguradoras

tiene varios problemas:

» El fichero comun SINCO solo recoge los datos de siniestralidad que los
conductores asegurados han sufrido durante los Ultimos 5 afos para la garantia
“RC Material Culpable”. Esto significa que, si por ejemplo, un individuo que
durante los ultimos afios ha declarado varios siniestros por dafos propios y no
haya tenido ningln siniestro “RC Material Culpable” aparezca con un 0 en
siniestralidad aunque como sabemos si ha generado siniestralidad para la
antigua empresa aseguradora, no permitiendo recoger toda la informacién
deseable para la nueva empresa aseguradora.

» Ensegundo lugar, no todas las entidades aseguradoras estan adheridas al fichero
comun de siniestros SINCO, lo que provoca una cierta reticencia del resto de
empresas aseguradoras a aceptar esos riesgos, al desconocer que clientes estas

aceptando en tu cartera®.

6 Hay muchas empresas que ante este problema, solicitan al cliente que la otra empresa aseguradora les
facilite el historial siniestral de ese cliente durante su vinculacidn con esa empresa aseguradora.
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7. Modelos Lineales Generalizados

Hasta 1972 todo analisis predictivo se realizaba a través del “Modelo Lineal
General”, hasta que en dicho afo dos estadisticos britanicos llamados Nelder y
Wedderburn revolucionan el mundo estadistico actual del que se nutre la tarificacion
no vida, desarrollando una extension del anterior modelo, conocido como: Modelo

Lineal Generalizado (mas conocido por sus siglas, GLM).

Dicho modelo presenta varias virtudes en comparacién con el Modelo Lineal General
permitiendo solventar distintas situaciones tan comunes en el mundo actuarial como

pueden ser:

» Modelizar distribuciones con errores no normales.

» Transformar la variable dependiente, linealizandola a través de lo que se conoce
como: la Funciéon Vinculo, Enlace o de Ligadura. Esta funcién nos permite
describir relaciones no lineales entre la variable dependiente y las variables
explicativas del modelo original. Esta falta de relacion de identidad entre los
valores ajustados y el predictor era impensable en los Modelos Lineales
Generales.

» Presentar modelos con varianzas heterocedasticas.
Los Modelos Lineales Generalizados se construyen a través de tres componentes:

o Una Componente Aleatoria que hace referencia a una distribucién de
probabilidad de la variable respuesta “y”.

o La Componente Sistémica que estd conformada por una matriz de variables
explicativas a las que se las asigna parametros, pudiéndose describir en términos
matriciales como Xf.

o La Funcién Link, la cual, es capaz de combinar linealmente la componente
aleatoria y sistémica. Las Funciones Link mas empleadas en la modelizacién de
pricing no vida suele proceder de distribuciones pertenecientes a la familia de Ia
exponencial conociéndose estas funciones link con el término de Funciones de

Enlace Candnicas. En el proximo cuadro, vamos a detallar las funciones

candnicas mas empleadas:
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Funcion Funcidn Link Formulacién
Normal Identidad U
Binomial Logit Log ( K )
n—u
Poisson Logaritmica (Log) Log(u)
Gamma Reciproca 1
u

Un excelente ejercicio seria comparar las expresiones matemadticas del Modelo

Lineal General frente al Modelo Lineal Generalizado con la finalidad de comparar las

diferencias esenciales mencionadas entre ellos:

Modelo Lineal General Modelo Lineal Generalizado
Vi =ﬁ0+ﬁ1*x1i+ﬁz*x2i+...+ei Vi =:80+:81*x1i+:82*x2i+"'+5i
= n =g
g~(0,0%) £;~(0,02)

Los departamentos de pricing no vida emplean estd técnica estadistica con la

finalidad de:

+» Modelar sus nuevas tarifas para cada producto y ramo de la compafiia. Con esta
técnica intentamos discriminar al maximo el precio en funcién del riesgo del
cliente.

+* Realizar un detallado control de la clase de asegurados de los que esta
compuesta la cartera de ese negocio, clasificando a los clientes a través de

Scoring Técnicos y recargando o descontando las primas por renovacién de éstos.

Pero siempre hay que tener en cuenta que para realizar un modelo GLM se debe

disponer y evaluar los siguientes puntos que a continuacién detallaremos:

e Elcimiento sobre el que se debe sustentar toda modelizacion GLM es la base de
datos. La disposiciéon de una buena base de datos acompafiada de un correcto
empleo es la parte fundamental del estudio. Con la base de datos tratada es
necesario analizar los datos disponibles, con el objetivo de conocer los datos con

los que se va a trabajar a través, por ejemplo, de gréficos
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univariantes/bivariantes o matrices de correlacion. Con este tipo de analisis,
seremos consecuentes antes de realizar el modelo, sobre la necesidad de
transformar las variables, analizar la posible presencia de multicolinealidad
entre las variables...

e Tras un primer analisis de las variables a emplear, es necesario escoger la
estructura de errores y las funciones de vinculo que mejor predicen la variable
dependiente. Para ello, puede ser buena idea comparar distintas funciones de
vinculo para comprobar cudl de ellas se ajusta mejor al modelo.

e Como en cualquier otro modelo estadistico, cuando fijamos nuestra hipotética
regresion es necesario observar la cantidad de variabilidad explicada por el
modelo, conociéndose esta terminologia en los “Modelos Lineales
Generalizados” como “Devianza” (D). Mencionar que para cada una de las
posibles distribuciones de la variable respuesta, el calculo de la devianza difiere
matematicamente, aunque en términos genéricos se expresa como la diferencia
de un modelo residual con todos los parametros y un modelo estimado sin
ninguna variable.

D = —2log[L(;y) — L(y; )]

En términos generales, a mayor deviance, mas pobre sera el ajuste del modelo

Distribucion Devianza
Normal Z(y, — 02
L l
i
Poisson Vi N
2 xY[yilog <ﬁ_l) -y + 4l
i i i 1-y;
Binomial 2+ Yiwimy[yilog (Z—l) + (1 =) *log (1_—2;)]
Gamma cw[— Yi Yizhi
2 x Y, wi[-log (Mi) + ( ” )]
Binomial Negativa w; O+wy)
2 %ilyilog (%) = (3 tog <m

Mientras que, la significacidén de los estimadores vendra dada por el coeficiente:

~

Bi — Bi

 se(B)
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Donde:

Se(ﬁi) =X ¥ Wi

1 ((’)ui)Z
= —_— % | —
Y= Varty) T \ay;

Unido con el punto anterior, podemos utilizar diferentes criterios para evaluar
los diferentes modelos propuestos. Los dos criterios estadisticos mas empleados
para examinar la idoneidad del modelo son: el Criterio de Informacion de
Akaike (AIC) y el Criterio de Informacion Bayesiano (BIC). Dichos modelos
califican los modelos considerando la incorrelacién residual de las variables y la
cantidad de parametros empleados. Como vemos en las expresiones siguientes,
el criterio BIC penaliza en mayor grado el empleo de un mayor nimero de
variables’, interesandonos que los modelos sean los modelos sean lo mas

simplificados posibles siguiendo el principio de parsimonia.

AIC=2K-21In(L) BIC = -2 1In(L) + K In(n)

Donde los pardmetros anteriores hacen referencia a:

- K:numero de parametros del modelo.

- L eselmaximo de la funcién méaximo verosimilitud.
Por ultimo y no menos importante, es muy interesante estudiar los residuos
obtenidos del modelo estimado. En muchas situaciones nos encontraremos que
la estructura de errores y la funcidn de vinculo escogida no son las idéneas para
los datos presentes, debiendo modificar el modelo propuesto. Ademas con este
estudio, podemos identificar atipicos no detectados en la primera etapa (analisis

inicial de los datos) que puedan distorsionar la modelizacidn.

7 Puede incluso que en algunas ocasiones, la valoracién del nimero de variables a través de la metodologia
BIC este demasiado penalizada por la inclusién de variables. En esos casos extremos, tomaremos como
referencia el Criterio de Informacion de Akaike para seleccionar el modelo de variables internas y
externas.
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8. Big Data

Hoy en dia, el activo mds importante para una empresa aseguradora son sus datos.

Esto ha generado que en la uUltima década, los equipos de “Analytics” tomen mucha
importancia dentro de las empresas aseguradoras ante la expansion del “Big Data”. El “Big
Data” no deja de ser mas que la recoleccion y el tratamiento de un repositorio de datos
que los individuos generan diariamente con sus comportamientos. Estos departamentos
permiten a los actuarios de pricing disponer de un gran volumen de informacidn tratada,
y en muchos casos, reportada que posibilitan: la incorporacién de nuevas variables
discriminantes a la modelizacién GLM de las tarifas, la rapida reaccién de los equipos de
gestion de negocio frente a posibles desviaciones del plan de la compania (como puede
ser, en términos, de primas, siniestralidad, posicionamiento...), aprovecharnos de

oportunidades que nos ofrezca el mercado frente a la competencia....

Se trata de una tarea ardua y pesada, ya que, recopila informacién muy densa y
dispar, pero como vemos, los beneficios que repercuten a las empresas son muy

importantes en su actividad diaria.

Es mas, el “Big Data” sigue en continuo crecimiento dentro de las aseguradoras
mundiales, habiéndose creado en la mayoria de empresas grandes, diferentes
estructuras, como pueden ser el “Data Warehouse”, que canalizan los flujos de datos,
recopilando la informacion y derivando en “Data Marts®”. Entre la informacion tan
peculiar que podemos encontrar destacan: el comportamiento de los individuos en las
redes sociales, habitos de navegacién o incluso variables cognitivas®; que en un futuro

cercano servird a las aseguradoras para completar la tarificacién de los individuos.

La industria aseguradora no se detiene en la innovacidn de nuevas técnicas
avanzadas actuariales. Posiblemente, el futuro del pricing no vida se centre en la
modelizacion a través de los “Modelos de Aprendizaje Automatico” o también
conocidos como, “Machine Learning”, que sea capaz de gestionar eficazmente la

enorme masa de informacién de la que se dispondra.

8 Estructuras que realizan las dreas analiticas.
% Conjunto de factores que influyen en el aprendizaje de una persona.
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De ahi que, nuestro estudio académico este centrado en la complementacion de
herramientas de estadisticas avanzada en la modelizacion GLM ante la alta
dimensionalidad de variables de las que disponemos en una base de datos cuando

realizamos una tarifa de NB.
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9. Machine Learning (Aprendizaje Automadtico)

Como sabemos, en el area de seguros no vida la competencia entre las compafiias
es atroz y la identificacion del “buen riesgo” es muy importantisimo para los resultados
de la compafiia, lo que obliga a que las compaiiias de seguros deban estar en continlda
renovacion en cuanto a sus tarifas se refieren. Las técnicas avanzadas actuariales
“Machine Learning” empiezan a introducirse lentamente en el mundo actuarial, aunque

su implantacién en el mercado asegurador espafiol es practicamente nula.

El amplio desarrollo del “Big Data” junto con las técnicas “Machine Learning” han
permitido a un amplio abanico de modelos predictivos, aunque la mayoria de ellos son
“especies de cajas negras a la espera de ser abiertas” e investigadas en profundidad para

entender su funcionamiento.

Podemos definir el “Machine Learning” como: una rama de la inteligencia artificial
capaz de automatizar comportamientos aplicando diferentes algoritmos de

aprendizajes.

Entre las diferentes técnicas que componen el mundo del “Machine Learning” aparte

de seleccién que detallaremos en el siguiente capitulo, destacamos:

> Redes Neuronales Artificiales (RNA): Se trata del principal exponente del
“Machine Learning.” Aunque se empezd a estudiar en la analogia bioldgica con
el cerebro, ha sido capaz de extrapolarse al mundo actuarial de vida y no vida.
Su modelacidon es muy compleja, pero puede simplificarse como la suma de “n”
inputs, cada uno de ellos ponderados e interconectados entre si creando un
modelo capaz de transformar los inputs en una salida, ya sea binaria, de rango
[-1,1] o continuas. En pricing no vida, los primeros estudios han estado
encaminados a predecir una posible caida de cartera de los asegurados.

» Maquinas de Vectores de soporte (SVM): Es capaz de supervisar el analisis de
los datos y reconocer diferentes patrones, pudiendo tanto clasificar como
realizar predicciones de los datos, ya sean éstas, continuas o categoricas.

> Arboles de Decisién (CHAID): En este estudio se han empleado brevemente

esta técnica para conformar clisters procedentes de variables numéricas
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esencialmente, aunque también puede emplearse en las variables categdricas
(como la marca del automdévil). Su funcionamiento se basa en agrupar segun

unos algoritmos?©.

10 Esta metodologia serd explicada méas detalladamente en el capitulo de “Categorizacién de Variables”
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10. Modelos de Seleccion de Variables a través del Aprendizaje
Automatico

Dentro de lo que concierne al objetivo central del estudio, vamos a pasar a elaborar
un estudio inicialmente tedrico/matematico, aunque posteriormente practico con el
que, poder seleccionar variables a través de técnicas estadisticas extrapoladas al mundo
actuarial. Se trata de plantear una solucién a un problema bastante serio y costoso
dentro de las aseguradoras, acrecentado en estos ultimos aifos por la incorporacién del
uso del Big Data, sistema por el cual, podemos disponer de un mayor nimero de
variables con las poder tarificar un producto recogiendo mejor el riesgo de los
individuos; a sabiendas de que gran parte de las nuevas variables disponibles serdn
redundantes con el resto de variables o irrelevantes no viéndose aumentado en exceso

el nUmero de variables significativas dentro de las tarifas.

Cuando realizamos un modelo es importante tener en cuenta que la modelizacién
debe tener el nimero éptimo de variables con las que poder predecir el nimero de
siniestros y la siniestralidad de la cartera, ya que realizar un modelo con una gran
cantidad de variables puede conllevar aumentar la cantidad de porcentaje explicado
respecto a la variable dependiente pero a costa de aumentar la varianza de las variables
y perder precision en cada variable predicha, sobre-ajustando por tanto Ia
modelizacidn. En caso contrario, si seleccionamos un pequeiio nimero de variables con
las que pretendemos predecir el riesgo de los asegurados, esto propiciara que el modelo
se encuentre sub-ajustado al poder predecir un menor porcentaje explicado de Ila
variable dependiente que si introdujéramos alguna otra variable significativa,
presentando cada una de las variables un mayor sesgo a costa de presentar una varianza
muy pequefia. Por lo tanto, lo ideal seria disponer de un modelo que te sea capaz de

seleccionar el nimero de variables éptimas con las que poder modelizar una tarifa.

Cuatro son las técnicas estadisticas, que vamos a estudiar y que permiten seleccionar
y regularizar variables con el objetivo de modelizar en este caso una tarifa multivariante

para el ramo de autos:
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10.1. Seleccion Stepwise

Seleccion Stepwise: Se trata del método tradicional de seleccién de variables, en el
gue, se busca encontrar las variables que mejor expliquen la variable respuesta a través
de una secuencia gradual de incorporaciones o extracciones de variables del modelo.

Dicha técnica puede dividirse en las siguientes dos metodologias:

Segun el método Forward-Stepwise, el proceso comenzaria prediciendo la variable
respuesta a través de un unico coeficiente, el intercepto, y a partir de ahi

introduciriamos paulatinamente variables analizando la mejora del modelo.

Mientras que el método Backward-Stepwise seria el proceso contrario al anterior,
donde partiriamos de un modelo compuesto por todas las variables seleccionadas en el
estudio y a partir de ese punto, descartariamos variables no relevantes para este

modelo.

Esta técnica se desarrolla aplicando aplicando “algoritmos greedy”, la cual consiste

en intentar buscar un Optimo global a través de los sucesivos éptimos locales

encontrados:
Forward-Stepwise: 1+A+D+A+2)+-+@-2+D+ @ =pl+1)/2
Backward-Stepwise: p+t@-D+@-2)++@-r-2)+D)=plp+1)/2

Dicho algoritmo presenta varios inconvenientes que hacen que la técnica stepwise

pueda no seleccionar correctamente las variables a modelizar por las siguientes razones:

1. El algoritmo no aplica una exploracién combinada completa con todas
las variables sino que va realizandole secuencialmente segun las variables
gue habia escogido anteriormente.

2. Problemas de seleccion con variables correlacionadas. Si dispones de
variables muy correlacionadas entre si, puede que éstas no entren dentro
del modelo a pesar de predecir mejor que la otra variable que permanece

en el modelo.
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3. Se trata de un algoritmo muy inestable ante pequefios cambios en las
observaciones, pudiendo realizar grandes cambios en el modelo

inicialmente fijado.

Con todos los inconvenientes mencionados en los tres puntos anteriores, es muy
posible que no se alcance el dptimo global y por lo tanto, no sea el mejor modelo
predictivo. Es mas, es relativamente facil que aplicando ambas metodologia, Forward-
Stepwise y Backward-Stepwise, no alcancemos el mismo modelo “6ptimo” entre si. Por
esta razon, no es recomendable emplear esta técnica para seleccionar variables, aunque

a pesar de ello, sea el modelo mas conocido y empleado por las aseguradoras.

De ahi, la necesidad de busqueda de otras técnicas de selecciéon de variables
actuariales avanzadas. Las técnicas que vamos a estudiar a continuacién se enmarcan

dentro de los modelos conocidos como “Shrinkage” o de “Regularizacion”.

10.2. Modelos Shrinkage

Los modelos Shrinkage son métodos estadisticos capaces de regularizar (penalizar)
coeficientes. Los modelos Shrinkage, mas conocido en la actualidad dentro del mundo
estadistico son: el modelo Ridge Regression, el modelo Lasso y por ultimo, los modelos

Elastic Net.

Pueden tratarse de modelos mas interesantes y eficientes que las técnicas stepwise
debido a que son capaces de regularizar las estimaciones de los coeficientes segun sus
varianzas. Ademas, se trata de técnicas no tan restrictiva como los modelos de regresiéon
clasicos. El modelo de regresidn clasico esta basado en una serie de supuestos muy
restrictivos conocidos como los supuestos de Gauss-Markov, que a continuacién

enumeraremos brevemente:

Supuesto 1 - Linealidad de los Parametros

En un modelo poblacional, la variable dependiente estd relacionada linealmente con

las variables independientes x,, y el error ¢;

Vi = Bo+ Bix1i + By + o+ Bpxpi + &
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Supuesto 2 > Muestreo Aleatorio

Muestra aleatoria de tamafio n, {xpi,yi|i =1, ...,n}

Supuesto 3 - Variacién Muestral en las Variables Explicativas

Las variables independientes no son iguales entre si:
{xpi =1, ...,n}

Supuesto 4 > Media Condicional Cero

El valor explicado del error ante cualquier variable dependiente es siempre cero.

E(*/x)=0

Supuesto 5 > Homocedasticidad

El error u tiene la misma varianza ante cualquier variable explicativa.
Var(#/x) =2

Uno de los problemas clasico existente entre los modelos predictivos es la existencia

de Multicolinealidad.

La multicolinealidad es la existencia de una fuerte correlacidn entre varias variables
explicativas del modelo propuesto. Se trata de un problema muy grave para la

prediccién, demostrando a través de la siguiente ecuacidn matematica:

2

A o
Var(ﬁj) = m

Donde:
a% — Var(Y/y)

ST C— Suma Total de Cuadrados, es decir, es la medida de la variaciéon muestral total.

n
2
Z(xij - %))
i=1

(1 - RJ-Z)—>es el R? de x; frente al resto de variables independientes. Es decir, R?

denota las relaciones lineales entre las variables independientes.
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Si Rj2 se encuentra cercano a 1, eso quiere decir que esa variable independiente

puede ser explicada en gran parte por la variable independiente i, estando ambas

fuertemente correlacionadas.
La multicolinealidad entre variables provoca que si:
2 _ A
R = 1= Var(B;) — x

El hecho que haya multicolinealidad si somos estrictos, no viola el supuesto 3 de

Gauss-Markov, pero provoca un aumento demasiado grande de la varianza.

La ventaja de los modelos Shrinkage es que “fuerzan” |la reduccion de la varianza de
los estimadores aumentando el sesgo, y por tanto, penalizando los coeficientes de las
variables analizadas. Con estas estimaciones, conseguiremos coeficientes mas eficientes

y una mejor construccion de "y" sobre "x;".

Este proceso se consigue gracias a un parametro de ajuste regularizacién, conocido
en la literatura estadistica inglesa como “tunning” (1). Cuanto mayor es el A, mayor serd
la penalizacidén sobre los coeficientes de regresion. Por lo tanto, parte fundamental del
problema serd encontrar el A éptimo. Esto se puede conseguir a través de multiples
procesos pero el mas sencillo y visual serd a través de un proceso de validacion cruzada
o bootstrap, el cual simula una secuencia de A con la finalidad de encontrar el menor

error de la prediccién esperado.

Dentro de los modelos Shrinkage podemos diferenciar los modelos de esparsidad

(Lasso y Elastic Net) y los modelos de no espasidad (Ridge Regression).

La diferencia entre este tipo de modelos es que los primeros son capaces de
seleccionar variables, pudiéndose encargarse de solucionar el problema de construccién
de un modelo regresivo, sobre todo ante un espacio de alta dimensionalidad de

variables.
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10.2.1. Ridge Regression

El método Ridge Regression (RR) es el “método shrinkage” mas famoso de todos.
Dicho método fue inventado por el matematico soviético, André Tikhonov a mediados
del siglo XX ante la necesidad de encontrar solucién a los “problemas bien definidos”.
Con este modelo, Tikhonov desarrollo, lo que anteriormente hemos denominado, la
regularizacidn, pero no fue hasta los afios 70 cuando Hoerl y Kennard la dieron a conocer

en el mundo estadistico.

Aunque no se trata de un modelo de seleccidén de variables, se estudia dentro de los
modelos esparsivos al tratarse de la base matematica de la que se sustenta dichos

modelos estadisticos avanzados.

Se trata de un modelo en el que todos sus predictores son penalizados, en mayor o

menor grado, por el tunning segun la varianza estimada.

Como sabemos, el mayor grado de varianza de una variable (o mejor dicho, una

menor precision de en la estimacién) puede venir dado entre las principales razones por:

e Baja exposicion de esa variable dentro de la base de datos.
e La multicolinealidad entre dos variables, como lo hemos comprobado

anteriormente.

Esto quiere decir que el modelo Ridge Regression penalizara los coeficientes
resultantes de la estimacion lineal, minimizando los “;" segun la varianza y el tunning

seleccionado, como puede verse en la expresién matematica:

N P 2
BATidge — argmin Z Vi — ﬁo - z ﬁjxij + ){Z ﬁ]z
B i=1 j=1 J=t

Donde:

A: Parametro capaz de controlar la cantidad de variables en un modelo a través de

penalizaciones a los coeficientes.

Se puede expresar en términos matriciales como:

Pagina 37 de 139



priase = (X'X + ADNT'X'y

En términos generales, los modelos estimados por Ridge Regression producen
resultados mas precisos que los obtenidos a partir de un Modelo Lineal Clasico, a menos
que el menor error estimado en la validacién cruzada se encuentre en A = 0, con el que,
no penalizarias las "B" permaneciendo las estimaciones igual que en la modelizacion
MCO. La idea es penalizar la suma de cuadrados de los parametros si hay correlaciéon

entre las variables.
Una forma equivalente de escribir el problema al método lagrangiano anterior seria:

N

2
14
pri49¢ = argmin z Yi—Bo— Z Bjxij
8 =

i=1

P
s.a. Yy f?<s
.a. ? <
j=1

El método Ridge Regression minimiza las "f;", pero en su calculo no se incluyen la

minimizacion del intercepto "f,", como deseo de querer mostrar la dependencia

original existente entre origen y la variable dependiente.

10.2.2. Lasso

El modelo de seleccidn Lasso (“Least Absolute Shrinkage and Selection Operator”) es
otro “métodos shrinkage” como el modelo Ridge Regression pero con importantes
diferencias entre si. En primer lugar, se trata de un modelo bastante mas reciente que
el modelo Ridge Regression. Data de 1996 cuando Tibshirani fue capaz de introducir

dicho método en el mundo estadistico actual.

Se trata de un modelo que al igual que el modelo Ridge Regression permite penalizar
los regresores, pero a que ademas a diferencia de lo que ocurre con el modelo explicado

anterior, Lasso puede anular o excluir predictores del modelo.

Como en el caso del modelo Ridge Regression, cuanto mayor sea el "A" mayor

contracion de los "B;" hacia 0, y a su vez como consecuencia, mayor numero de
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exclusiones. Los estadisticos dicen que con el método Lasso “se produce una estimacion

de pardmetro y seleccién de variables simultanea”.

Matematicamente, el modelo Lasso es muy similar al modelo Ridge Regression, con
la diferencia esencial de que se incluye el intercepto dentro de la minimizacién del

problema como puede verse en la expresién Lasso:

N p p

'[?lasso — arﬁgnﬁlin Z Vi — Bo — Zﬁjxij + AZ'ﬁ]l

0 i=1 j=1 j=1

Si preferimos desarrollarlo a través de un problema de optimizacién con

restricciones

N

2
p

1995 = argmin Z Yi = Bo— Zﬁjxij
=1

o i=1

P
s.a.Z|ﬁj| <s
j=1

La penalizacién del problema anterior produce que la estimacidn de las variables

independientes frente a la variable dependiente no sea lineal, y por lo tanto, no se pueda

conseguir una expresion matematica del 31455

, pridge
; como se habia detallado con el ] “9¢ al

J

no existir un minimo global al que se tienda.

Como en el modelo anterior, aplicamos “validacion cruzada” para seleccionar la
estimacion que minimiza el error predicho y que nos permitird hacer una seleccién de
variables segun el pardmetro de regularizacién, "A". Esta metodologia de fijar el "1"
seguramente sea la alternativa mas eficiente para estimar los "f;", ya que se soluciona
a través de una solucion lineal por tramos (Efron et at, 2004), siendo la expresion

matematica del algoritmo aplicado:
BH45S0(2) = 4SSO (A) + (A — A)é A S A< Ay

Aplicando este algoritmo repetidamente conformaremos un camino completo de

todas las soluciones de 24559 (1), si 0 < A < o, aunque no seran soluciones 6ptimas.

Pagina 39 de 139



10.2.3. Elastic Net

Se trata del modelo de regularizacion y seleccidn de variables mds reciente de todos
los estudiados, en el que se consigue mezclar en un mismo modelo las ventajas del
modelo Ridge Regression y del Lasso, siendo este ultimo el modelo fundamental sobre
el que se sustenta. El modelo Elastic Net fue propuesto por los estadisticos Zou y Hastie

en 2005 como una variante mejorada del método Lasso.

Se trata de un modelo, que a diferencia de los dos anteriores, cumple las tres
condiciones deseables que un modelo de regularizacion y seleccidn de variables debe

cumplir, segun lo que detalla en su estudio Fany Li (2001:

1. Esparsidad. El modelo debe efectuar seleccién automatica de variables.
2. Continuidad en sus datos para ofrecer estabilidad a la prediccion.
3. Insesgadez. El sesgo debe de ser bajo para valores altos de los coeficientes.

Si recordamos el estudio de los dos modelos anteriores recordamos que el modelo
Ridge Regression no es un modelo de seleccion de variables, ya que no es capaz de
anular coeficientes, no cumpliendo por tanto, la condicion de esparsidad; mientras el
modelo Lasso si seleccionaria automaticamente las variables pero a costa de incurrir en
un elevado sesgo en los coeficientes f;, no cumpliendo en este caso la propiedad de

insesgadez.

El estimador del modelo Elastic Net puede resolverse minimizando la siguiente
expresidon matematica, que combina como vemos las penalizaciones del Ridge

Regression y del Lasso:

2

p
Yi—Bo— Zﬁjxij + 1 (B)
=

IBelastlc net — argmin

:80':8 :

l

p 14
(1_ ) 2
buB) =5 ) Bi+a ) |B)
j=1 j=1

N
=1
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10.3. Extension a Modelos Lineales Generalizados

Dichas técnicas pueden extenderse como vamos a aplicar nosotros en este estudio
a los Modelos Lineales Generalizados, pudiéndose aplicar a todas las distribuciones, en
el que, la variable respuesta pertenezca a la familia de la de la exponencial, entre las que
encontraremos las siguientes distribuciones: logisticas, multinomial, poisson, gamma,

binomial negativa o normal/gaussiana.

Matematicamente los modelos de seleccidn de variables aplican la regularizacion en
los Modelos Lineales Generalizados igual que con los Modelos Lineales Clasicos, cuando
se resuelve el problema, que en este caso vendrd dada por la resolucidon de la

minimizacién de la funcidon de verosimilitud:

n 14
= > 108 f(Gelg(X'i)) + 1) by (8))
i=1 j=1

Donde:

}; (Bj): denota el diferente modelo de seleccion de variables empleado.
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11.BBDD, Variables y Herramientas Empleadas

El objetivo central de mitrabajo consiste en emplear diferentes técnicas de seleccién
de variables con la finalidad de modelizar la frecuencia del nimero de siniestros RC culpa
a través de la Modelizacidn Lineal Generalizada. Para ello, dispongo de una base de
datos real procedente de una cartera de autos que recopila informacidon sobre un
periodo de 3 Rolling Year comprendidos entre los ailos 2009 y 2012. A pesar de disponer
de una base de datos original con mas de 4.000.000 de observaciones, hemos decidido
después de sumarizar registros con distintos movimientos de riesgo y filtrar la BBDD con
pdlizas procedentes del canal directo, quedarnos aleatoriamente con 500.000 de

registros.

En dicha base de datos, se presentan unas 230 variables con las que poder trabajar,
aunque tras un primer andlisis hemos decidido desechar variables que no nos aportan
nada, quedandonos en una primera instancia con los siguientes factores de riesgo

agrupados de la siguiente manera segun:

Variables Internas

Factores Relativos al Conductor

Profesién Conductor Sexo Conductor Habitual

Edad Conductor Habitual Sexo Conductor Ocasional
Antigliedad Vehiculo Conduce Otros Automoviles
Porcentaje Bonus Nacionalidad

Estado Civil Conductor Siniestros Ultimos 5 Afios Asegurado
Ndmero Conductores Ocasionales Nota Morosidad

Unidad Familiar Cliente Recomendado

Indicador Multas
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Factores Relativos al Vehiculo

Grupo Vehiculo Marca-Modelo

Marca Peso-Vehiculo

Motor Puertas

Potencia Categ. Tip. Clas. Vehiculo

Cilindrada Segmentacién

Peso-Potencia Velocidad Maxima

Plazas Vehiculo Categ. Clas. Vehiculo & Segmentacion
Valor Vehiculo Garaje

Antigliedad Vehiculo N2 de Automoviles en la Familia

Factores Relativos a la Poliza

Uso Vehiculo Numero Afios Compafiia Anterior
Km Anuales Forma Pago
Modalidad Péliza Antigliedad Pdliza

Variables Externas!!

Factores Sociodemogrdficos

Tasa Paro Condicién Econdmica

Ingresos Medios Tasa de Actividad

Porcentaje Peso Sector Terciario Porcentaje Peso Sector no Terciario
Poblacion Edad Media Poblacion Edad Mediana

Poblacién Desvianza Tipica Edad Poblacién Rango Intercuartilico Edad
Poblacién con mas 20 afios Poblaciéon con menos 20 afios
Tamafio Medio Familia Solteros

Casados Viudos

Separado Divorciado

Parejas de Hecho Hijos Medio Familia

11 Las variables externas se encontraban en su mayor parte ya categorizadas, debido a que estdn
referenciadas al cédigo censal donde el cliente habita.
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Total Viviendas

Indicacién Contaminacion
Areas Poco Limpias

Areas Ruidosas

Area Pob. Extranjera

Area Pob. No Europea

Nivel Estudios Pob. 30-39 afios
Estudios Postobligatorios
Indicador Juventud
Dependencia Senil

Indicador Dependencia

Porc. Gastos Transporte

Porc. Estudios 22 y 32 Grado
Porc. Autos Nuevos

Porc. Motos

Porc. Mantenimiento y Reparacion

Porc. Transporte Publico

Factores Meteorolégicos

Altitud

Temperatura Media Mdaxima
Temperatura Maxima Absoluta
Temperatura Inferior Mdxima
Precipitaciones Totales

Dias Precipitacion

Dias Lluvia

Dias Granizo

Rachas Viento

Rachas Viento sup 55 km
Velocidad Media Viento
Porcentaje Insolacion

Presion Atmosférica Maxima

Presién Atmosférica Nivel Mar

Total edificios

Areas Mal Comunicadas
Areas Verdes

Area Pob. Espafiola
Area Pob. Europea
Estudios 32 Grado
Estudios Preobligatorios
Poblacién Residente
Dependencia Juventud
Tasa Autoctonia

Porc. Ingresos Libre de Gastos
N2 Medio Vehiculos
Porc. Delincuencia

Porc. Autos 2 Mano
Porc. Vehiculos Motor
Porc. Carburantes

Porc. Seguros de Motor

Temperatura Media
Temperatura Media Minima
Temperatura Minima Absoluta
Temperatura Superior Minima
Precipitaciones Maximas Diarias
Dias Precipitacion Superior a 10 ml
Dias Nieve

Dias Helada

Velocidad Rachas Viento

Rachas Viento sup 91 km
Insolacién Media

Presion Atmosférica

Presion Atmosférica Minima

Cuenca Nival
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Zona Inundable Dias Temp. Maxima menor a 1 Grado

Dias Temp. Maxima menor a 1 Grado Congelacion
Precipitaciones Abundantes N2 Dias Temp. Max. Mayor al percentil 50
N2 Dias Temp. Max mayor al percentil 75 Desv. Tipica Temp. Max y Min. Diaria

N2 Dias Rango Temp Max y Min mayor al 5% N2 Dias Rango Temp Max y Min mayor al 95%

11.1. Sentencia Test-Achats

De las 131 factores de riesgo que hemos detallado anteriormente como posibles
factores de riesgo de riesgo influyentes en la tarificacion de nueva produccién, dos de
éstas variables no pueden ser empleadas en la modelizacion desde el 21 de diciembre

del 2012, fecha en la que se hizo vigente la sentencia europea Test-Achats.

“El articulo 5 de la Directiva de la Directiva 2004/113/CE del Consejo, relativa a la
aplicacion del principio de igualdad entre hombres y mujeres en el acceso a bienes y
servicios y su suministro regula el uso de factores actuariales basados en el sexo en la

prestacion de servicios financieros afines. {...).

A partir del 21 de diciembre de 2012, la norma de independencia del sexo que figura
en el articulo 5, apartado 1, debera aplicarse sin ninguna excepcion para el cdlculo de
las primas y prestaciones a efectos de los nuevos contratos. (...)”. (Articulo 5, Directiva

2004/113/CE).

Dicha sentencia impide usar a las entidades aseguradoras como factor de riesgo las
variables de sexo al tratarse segun esta sentencia de un “problema de discriminacion

indirecta”.

Desde hace unos afios siguiendo con la linea de la sentencia Test-Achats de no
discriminar al cliente, se ha prohibido tarificar la nacionalidad del cliente como posible

factor de riesgo para ese individuo.
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11.2. Variable Respuesta y CICOS

La variable que vamos a predecir es la frecuencia de la garantia RC Material Culpable.
Se trata de una variable muy analizada dentro del area gestora de autos, debido a que
nos indica el grado de malos conductores que tiene una cartera. De ahi la eleccidn de
esta variable como factor a predecir. Dentro de esta garantia podemos subdividir esta
garantia, entre aquellos siniestros que se resuelven a través de un convenio y los que no

se encauzan a través de un convenio.

Desde el 1 de enero de 1988 en Espafia existe el denominado “Convenio de
Indemnizacion Directo Espafiol” por el que, se intenta dar una solucién agil a todos
aquellos siniestros cuyos clientes no han sido culpables, habiéndose fijado previamente

un mddulo®? .

Con este convenio se intenta simplificar el tramite de los siniestros entre las
aseguradoras, mejorando y reduciendo los tiempos de espera de las indemnizaciones a

los asegurados.
El funcionamiento de este convenio es muy simple:

e Cuando se produce un siniestro, cada conductor comunica su siniestro a su
compafiia aseguradora.
e La compaiiia “inocente” comunica el siniestro al sistema CICOS.
e La compaiiia “culpable” puede aceptar o no el siniestro.
o Sile acepta, pagara el modulo.
o Sinolo acepta, deberd comunicérselo a la otra aseguradora, conllevando

consigo, un proceso de resolucidon mas largo.
Al cabo del afio, una compaiiia puede encontrarse con dos situaciones:

+» Tener ganancias debido a que el importe fijado en el mddulo y recibido sea

superior al coste real de todos los siniestros acaecidos por sus clientes sin culpa.

12 Actualmente dicho modelo se encuentra fijado en 882€, pero anualmente dicha cuantia es susceptible
a variaciones.
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+* Tener pérdidas debido a que el coste real de todos los siniestros acaecidos por

sus clientes sin culpa sean superiores al importe fijado en el médulo.

Hoy en dia para que veamos la importancia que tiene este convenio con datos, mas
del 70%!3® de los siniestros que se generan se resuelven a través del convenio CICOS,
ahorrandose en muchos de los casos entrar en posibles litigios entre las compaiiias
aseguradoras. Por lo tanto, se trata de un buen sistema para los clientes y un buen

sistema para las aseguradoras.

Ante el gran porcentaje que representa el convenio dentro del sector asegurador,

hemos decido Unicamente modelizar la frecuencia y no la severidad de esta variable.

11.3. Herramientas

Tres van a ser los programas informaticos estadisticos utilizados en el estudio,
aunque dos de ellos seran los softwares fundamentales en el desarrollo del trabajo: el
SAS Enterprise Guide y el R Studio. Se trata de dos de los softwares mas empleados por

las aseguradoras en su dia a dia (sobre todo el primero de ellos).

El primero de ellos le emplearemos para el tratamiento previo de la base de datos
original, el analisis descript ivo de los datos y la definitiva modelizacién de la
frecuencia a través de un Modelo Lineal Generalizado. Mientras que, el R le utilizaremos
especialmente en la modelizacidn de la seleccién de variables, ya que disponemos de un
potente repositorio de paquetes especializados en la seleccién de variables. También,

emplearemos el R por su sencillez y desarrollo en la elaboracién de graficos.

Por ultimo, emplearemos el software estadistico de IBM SPSS 22, con la Unica
finalidad de definir los cluster de las variables cuantitativas procedentes de factores
detallados por el cliente o por las caracteristicas de los automodviles asegurados

extraidos de base SIETe!?.

13 Lo que en términos absolutos asciende a 2.000.000 de siniestros al afio.
14 Sistema informativo que emplean las entidades aseguradoras en la identificacion y conocimiento de
las caracteristicas de los vehiculos.
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12.Andlisis Exploratorio de los Datos

12.1. Variable Respuesta y Ajuste de Distribucion.

Como imaginabamos, existe poca frecuencia de siniestros catalogada dentro de la
garantia RC Material Culpable, asumiendo un porcentaje de la cartera de algo mas del

2%.

Figura 12.1.1. Frecuencia de Siniestros RC Material Culpa

Frecuencia Porcentaje

N_SIN_RC_MAT CULPA Frecuencia Porcentaje acumulada acumulado
0 458405 97 68 488405 97 68

1 11595 232 500000 100.00

Grafico elaborado por el autor.

Figura 12.1.2. Grafico de Distribucion del Niimero de Siniestros RC Material Culpa

Distribucién de N_SIN_RC_MAT_CULPA

500000

400000

300000

Frecuencia

200000

100000

N_SIN_RC_MAT_CULPA

Grafico elaborado por el autor.
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Figura 12.1.3. Momentos de la variable explicada “Numero de Siniestros RC Material Culpa”.

Momentos
N 500000 Sumar pesos 500000
Media 0.02319 Observ suma 11595
Desviacion std 0.15050671 Varianza 0.02265227
Asimetria 6.33608844 Curtosis 38.1461694
S5C no corregida 11595 SC corregida 11326.112

Coef. variacion 649015559 Media error std | 0.00021285

Grafico elaborado por el autor.

Como hemos explicado anteriormente en el capitulo 6, la modelizacién de la
frecuencia se ajusta a través de distribuciones discretas o de conteo. Vamos a considerar
las cuatro distribuciones enumeradas anteriormente para modelizar la frecuencia
estudiando la probabilidad tedrica que mejor se ajusta a la variable “Numero de

Siniestros RC Material Culpa”.

Figura 12.1.4. Probabilidad Observada y Estimada para una Distribucion “Poisson”
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Grafico elaborado por el autor.
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Tabla 12.1.5. Probabilidad Observada y Estimada para una distribucion “Poisson”

Prob. estimada
Poisson

0 488405 97 681 0.97119 0.97681
1 11585 2.319 0.02835 0.02319

0.00045

0.00001

0.00000

0.00000

0.00000

0.00000

0.00000

0.00000

0.00000

Numero siniestros| Nomero obs. Porcentaje obs. Prob. observada

Tabla elaborada por el autor.

Figura 12.1.6. Probabilidad Observada y Estimada para una Distribucién “Binomial Negativa”
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Grafico elaborado por el autor.
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Tabla 12.1.7. Probabilidad Observada y Estimada para una Distribucion “Binomial Negativa”

Prob. estimada
Binomial Negativa
0 488405 97.6581 0.97132 0.97681
1 11595 2319 0.02763 0.02319

0.00066
0.00012
0.00009
0.00006
0.00004
0.00003
0.00002
0.00001
0.00001

Numero siniestros Namero obs.| Porcentaje obs. Prob. cbservada

Tabla elaborado por el autor

Figura 12.1.8. Probabilidad Observada y Estimada para una Distribucion “Poisson con Exceso de Ceros”
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Grafico elaborado por el autor
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Tabla 12.1.9. Probabilidad Observada y Estimada para una Distribucion “Poisson con Exceso de Ceros”

Prob. estimada

Numero siniestros| Namero obs.| Porcentaje obs.| Poisson con exceso| Prob. observada
de ceros

0 488405 97.681 0.98177 0.97681
1 11585 2.319 0.01050 0.02319

0.00522

0.00183

0.00031

0.00012

0.00003

0.00001

0.00000

0.00000

0.00000

Tabla elaborado por el autor

Tabla 12.1.10. Probabilidad Observada y Estimada para una Distribucion “Binomial Negativa con

Exceso de Ceros”
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Grafico elaborado por el autor.
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Tabla 12.1.11. Probabilidad Observada y Estimada para una Distribucion “Binomial Negativa con

Exceso de Ceros”

Prob. estimada
Binomial Negativa
con exceso de
ceros
0 488405 97 681 0.98177 0.97681
1 11595 2.319 0.01050 0.02319

0.00522

0.00183

0.00051

0.00012

0.00003

0.00001

0.00000

0.00000

0.00000

Namero siniestros| Nomero obs.| Porcentaje obs. Prob. cbservada

Tabla elaborada por el autor.

Mostrando las distribuciones tedricas de las posibles modelizaciones para la variable
dependiente, vemos que cualquiera de las cuatro distribuciones analizadas pueden
predecir la variable respuesta, pero debemos escoger alguna de ellas. Por ello,
descartamos aquellas distribuciones infladas de cero debido a que su probabilidad
estimada difiere mas que en las otras dos, ademds de infravalorar las carteras con

siniestros RC Material Culpa.

Entre las otras dos distribuciones restantes, hemos decidido modelizar a través de
una Poisson ya que a pesar de que se ajusta un poco mejor la Binomial Negativa, en el
mundo asegurador para modelizar la frecuencia estd mas convencionalizado modelar a
través de una distribucidn Poisson y no va a existir, visto los resultados anteriores, un

erréneo ajuste de distribucion de la variable respuesta.

12.2. Andlisis Descriptivo de las Variables Predictivas

En los tiempos en los que corren tras ver cdmo ha avanzado el pricing no vida en el

ramo de autos es impensable modelizar una tarifa competitiva sin realizar previamente
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un Andlisis Multivariante que permita estudiar las relaciones existentes entre las
variables. Por eso, nosotros hemos realizado un exhaustivo y preciso analisis de las
variables independientes que anteriormente hemos enumerado. Este andlisis le
consideramos vital en nuestro estudio, ya que nos ha permitido: desechar algunas
variables por su baja exposicion que impedia discriminar correctamente entre
asegurados (ej: indicador de multas, cliente recomendado), corregir categorizaciones
iniciales que habian distorsionado la esencia de la variable, obtener una intuicién de
aquellas variables que segun el andlisis grafico podrian ser significativas en la
modelizacidn, conocer la dependencia entre variables ante un posible problema de

multicolinealidad que aumente la varianza e imprecision de las variables...

Destacar la importancia que el andlisis grafico'® tiene sobre la tramificacion de
variables. Para categorizarlas, se ha empleado distintas técnicas especificas

dependiendo de la variable tratada.

12.2.1. Analisis Cluster

Desde hace muchos afios, en tarificacion no vida se emplea métodos de andlisis
de cluster, con el objetivo de formar grupos homogéneos de individuos que

presenten un riesgo similar.
En la actualidad existen dos metodologias de cluster, que se dividen segun sea:

e Una Estructura Jerarquica.

e Una Estructura no Jerarquica.

La estructura jerarquica intenta agrupar observaciones de una variable segln
algoritmos basados en una matriz de distancias mientras que la estructura no
jerarquica agrupa sus observaciones optimizando sus datos segun el objetivo
funcional fijado a priori, como puede ser haber fijado de antemano el nimero de

cluster.

15 E| capitulo del analisis grafico univariante y bivariante de las variables predictivas va a ser expuesto
en el apéndice debido a la abundancia de variables de la que disponemos y la materialidad del estudio.
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Dentro de la estructura jerarquica existen dos tipos de técnicas:

e Técnicas Aglomerativas.

e Técnicas Divisivas.

La diferencia esencial entre las técnicas aglomerativas y las divisivas es que las
primeras parten de una escenario sin conglomerados, y paulatinamente van
produciéndose los cluster entre si, haciéndose cada vez mdas mayores a través de
subclusters; mientras que las técnicas divisivas parten de un escenario opuesto, en el
que, todas las observaciones en principio se encuentran dentro de un conglomerado y
a medida que se va desarrollando el algoritmo, el conjunto inicial de datos conformados

en un cluster van subdividiéndose en nuevas aglomeraciones mas particionadas.

En nuestro estudio, nosotros vamos a emplear una técnica de segmentacién divisiva
como es la CHAID (Chi-Square Automatic Interaction Detection). Su intencién es dividir
las observaciones en subgrupos creando asi variables categdricas a través de un
algoritmo de diagrama de arbol que maximice la diferencia entre cada cluster y reduzca
la parte de varianza no explicada midiéndolo a través de la Chi-Cuadrado. Como hemos
explicado anteriormente en el capitulo 9, esta metodologia a través de “Arboles de

Decisidon” se enmarca dentro de la teoria del Aprendizaje Automatico.

Se trata de un método muy intuitivo y correcto estadisticamente al seleccionar los
grupos mas homogéneos, presentando cada grupo unos valores similares respecto a la
variable respuesta. Con esta técnica, conseguiremos categorizar correctamente los

diferentes colectivos segun su riesgo.

Con esta metodologia hemos categorizado todas las variables procedentes de Base
SIETe referentes a las caracteristicas de los automdviles, al igual que aquellas variables

propias de los individuos como puedan ser la edad, niumero de vehiculos por familia...

En cambio, las variables externas ya se encontraban categorizadas de la base de
datos original, por lo que, Unicamente en algunas variables se ha producido pequefias
recategorizaciones con la finalidad de disponer de grupos con mayor exposicién que no

se vean tan afectados por problemas de varianza.
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12.2.2. Grado de Asociacion entre Variables

Como hemos remarcado al principio de este capitulo es muy importante cuantificar
el grado de dependencia entre las variables para no concebir problemas de

multicolinealidad durante las estimaciones.

Al encontrarse todos los factores de riesgo tramificadas en diferentes niveles de
riesgo, se debe emplear medidas de asociacidon destinadas a variables categodricas
nominales. Entre las medidas disponibles para analizar la asociaciéon entre variables
hemos escogido la “V-Crammer” por su sencillez a la hora de calcular e interpretar

resultados.

Esta medida no deja ser una correccién del coeficiente Chi-Cuadrado, que permite
medir a través de un indice el grado de asociacién entre variables. Su formulacién

matemadtica es la siguiente:

Donde:
N: Numero total de Observaciones en la Tabla.
m:min(f —1,c—1)

A continuacidn vamos a mostrar una tabla con una seleccidon de variables que

presentan un elevado grado de asociacion (cercano al 1).

Figura 12.2.2.1. Grado de asociacion de variables a través de la V-Crammer

Porc. Pob. Espafiola Porc. Pob. Extranj 0.98678635
Presion Media Presion Abs. Max 0.94358716
Temperatura Minima Temp. Media Min. 0.93515022
Presion Media Presion Abs. Min 0.88074071
Presion Abs. Max Presion Abs. Min 0.84111777
Precip. Totales Dias Precip. Mds 10 ml 0.77662251
Edad Conductor Ocas Antig. Carnet Ocas 0.76044476
Congelacion Cuenca Nival 0.75557298
Dias Precipitacion Precip. Totales 0.74567154

Pagina 56 de 139



Porc. Insolacion Precip. Totales 0.74345183
Cuenca Nival Temperaturas Media 0.74133319
Velocidad Media Viento Cuenca Nival 0.72777997
Temp. Media Min Cuenca Nival 0.72766709
Temp. Media Max Porc. Insolacidn 0.72718757
dias_granizos222 Cuenca Nival 0.72613681
Rachas Viento Mas 91 km Cuenca Nival 0.72499923
Temperatura Minima Cuenca Nival 0.7231489
Zona Inundable precipit_totales222 0.72292065
Precipitaciones Totales Cuenca Nival 0.71486891
Cuenca Nival Rachas Viento Mas 55 km 0.71449665
Temp. Inf. Min. Zona Inundable 0.71435105
Precipitaciones Maximas Cuenca Nival 0.71409986
Rural Urbano 5% Zona Inundable 0.71390342
Dias Precipitacion Cuenca Nival 0.71345726
Zona Inundable Ingresos Medios 0.71273952
Zona Inundable Peso Activ. No Terciario 0.71190427
Dias Precipitacion Temperaturas Media Max 0.71182676
Rural Urbano 5% Cuenca Nival 0.71082872
Zona Inundable Tasa Paro 0.70740121
Dias Precipitacion Temp. Inferior Max 0.69687879
Temp. Media Min. Temp. Inferior Max 0.6859432
Temp. Media Max. Dias Lluvia 0.68550166
Temperaturas Medias Dias Precip. Mdas 10 ml 0.68181689
Dias Precipitacidn Temp. Media Min. 0.67837289
Velocidad Media Viento Porc. Insolaciéon 0.67770012
Dias Precipitacidn Porc. Insolacion 0.67708459
Dias Granizo dias_precipit_sup10ml22 0.67237389

Porc. Insolacion Pres. Atmosfér. Niv. Mar 0.67193573

Tabla elaborada por el autor.

Este analisis nos ha servido a lo largo del trabajo para cerciorarnos de la alta
correlacién que presentan las variables externas entre si, algo por otra parte totalmente
légico. Esto provocara que el modelo de regresiéon final no contenga muchas variables
externas sin incurrir en multicolinealidad y aumentar consecuentemente la varianza de

la regresion.
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13. Modelizacion Variables Internas

13.1. Ridge Regression

Vamos a poner en practica el objetivo de dicho estudio, mostrando en ella las
diferentes técnicas de regularizacién y selecciéon de variables explicadas durante el
capitulo 10. Para ello, hemos empleado el paquete glmnet del software estadistico R

para poder llevar a cabo la regularizacién y seleccion variables.

Empezamos analizando el modelo de penalizacion mas primitivo de todos, el modelo
Ridge Regression, asumiendo que nuestra variable respuesta presenta una estructura

de link logaritmica.

Con el objetivo de identificar el 1°P¢, el primer paso serd realizar la validacién
cruzada'®, mostrando con ello la verosimilitud de cada A evaluada a través de multiples

particiones a través de la funcién cv.glmnet en R.

Figura 13.1.1. Validacion Cruzada modelizacién Ridge Regression
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Poisson Deviance
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log(Lambda)

Tabla elaborada por el autor.

16 para llevar a cabo la validacién cruzada con la secuencia de lambdas empleo la funcién cv.gimnet().
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En dicha grafica se puede identificar perfectamente los cambios de tendencia que se

produce con cada particién.

Cuando se aplica poca penalizacién (4 pequefia), la Poisson Deviance decrece hasta
llegar a su minimo global (linea serpenteada situada mds a la izquierda), marcando esta
linea el valor 6ptimo de la regresidn. Posteriormente medida que se penaliza mas el
modelo, la Poisson Deviance crece!’ paulatinamente, aumentando su ritmo de

crecimiento a partir de una log(1) < —4.3 aproximadamente.

La segunda linea serpenteada (situada a la derecha de la figura) corresponde con el
valor del 4 mas una desviacion tipica. Con esta A se desea aplicar un modelo ridge
regression muy penalizado que distorsionara bastante los coeficientes resultantes de un
modelo GLM. A partir de este punto, la Deviance crece mas lenta consecuencia de las

escasas variables relevantes con esos niveles de A (drea redondeada de amarillo).

De todo el proceso de validacién cruzada extraido, para la modelizacién Ridge
Regression voy a estudiar el que contenga la menor Deviance (punto 6ptimo), que en
este caso equivaldrd a un A°P* de 0.003387337, o lo que es lo mismo, a un log(1) =

—5.68771121, situandose su Poisson Deviance en un valor de 0.1496993.

Comparando los modelos Ridge Regression y GLM en una tabla, podemos apreciar
la penalizacién aplicada a cada variable dummy con el A°Pt obtenido en la seleccién

cruzada:

Tabla 13.1.2. Coeficientes Ridge Regression vs GLM

C. Num Variables Dummy Coef. RR | Coef. GLM Dif. %
1 Intercepto -4.2418 -4.4131 -3.88%
2 N2 afios cia anter <4 0.0455 0.0333 36.64%
3 N2 afios cia anter Indeterminado 0.2202 0.2944 -25.20%
4 Potencia <=68 -0.0251 -0.1251 -79.94%
5 Potencia (68;89] -0.0434 -0.0623 -30.34%
6 Potencia (89;99] -0.0060 0.0092 -165.22%
7 Potencia >122 -0.0093 -0.0013 615.38%
8 Cilindrada <=1351 -0.0526 -0.0262 100.76%
9 Cilindrada (1868;1896] 0.0552 0.0568 -2.82%
10 Cilindrada (1896;2188] 0.0376 0.0379 -0.79%
11 Cilindrada >2188 0.1089 0.1324 -17.75%
12 Peso Potencia <=10.47 -0.0570 -0.0886 -35.67%

17 Area circulada en color azul.
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13 Peso Potencia >13.44 0.0631 0.0889 -29.02%
14 Valor Vehiculo <=11450 -0.0436 -0.0064 581.25%
15 Valor Vehiculo (11450;15485.50] -0.0263 -0.0133 97.74%
16 Valor Vehiculo (13370.85;17565] 0.0611 0.0795 -23.14%
17 Ant. Vehiculo (12;38] -0.0691 -0.0886 -22.01%
18 Ant. Vehiculo 9999 0.4181 0.2522 65.78%
19 Peso Vehiculo <=979.92 -0.0594 -0.0469 26.65%
20 Peso Vehiculo >1619.76 0.0404 0.0666 -39.34%
21 Velocidad <=167 -0.0112 -0.0123 -8.94%
22 Velocidad (187;209] -0.0479 -0.0364 31.59%
23 Velocidad >209 -0.0758 -0.0824 -8.01%
24 E. Cond. Hab. [18;28] 0.2280 0.1365 67.03%
25 E. Cond. Hab. (53;74] 0.0749 0.1166 -35.76%
26 Ant. Carn. Hab. [0;10] 0.0168 0.0093 80.65%
27 Ant. Carn. Hab. [23;25] -0.0948 -0.1447 -34.49%
28 Ant. Carn. Hab. (25;78] -0.0390 -0.0749 -47.93%
29 E. Cond. Ocas. [18;30] 0.2083 0.5984 -65.19%
30 E. Cond. Ocas. (30;53) -0.1091 0.3424 -131.86%
31 E. Cond. Ocas. (53;87] -0.0330 0.3985 -108.28%
32 Ant. Carn. Ocas. [0;7] 0.1885 -0.2337 -180.66%
33 Ant. Carn. Ocas. [8;38] -0.1016 -0.5694 -82.16%
34 Ant. Carn. Ocas. [39;57] 0.3798 0 .

35 Modalidad Terc. Basicos 0.0492 0.0719 -31.57%
36 Modalidad Terc. Ampliados 0.0152 0.0174 -12.64%
37 Modalidad TRSF 0.0252 -0.0161 -256.52%
38 Forma de Pago Semestral 0.1364 0.1492 -8.58%
39 Forma de Pago Trimestral-Mensual 0.1855 0.1737 6.79%
40 Uso Vehiculo Trab y Uso Prof 0.0174 -0.0038 -557.89%
41 Km Anuales Hasta 5000 Km -0.0300 -0.0323 -7.12%
42 Km Anuales De 10001 a 15000 Km 0.0691 0.0248 178.63%
43 Km Anuales Desde 15001 Km 0.0140 0.0167 -16.17%
44 Motor Gasolina -0.0615 -0.0378 62.70%
45 Motor Otros/Desconocido 0.1040 -0.0804 -229.35%
46 Plazas >5 0.0350 0.0120 191.67%
47 Plazas Otros -1.6019 -15.2500 -89.50%
48 Bonificacion Bonus Bajo -0.5002 0.3262 -253.34%
49 Bonificaciéon Bonus Medio -0.2705 -0.5530 -51.08%
50 Puertas 3 -0.0424 -0.0606 -30.03%
51 Puertas Indefinido -1.1236 -14.4756 -92.24%
52 Unidad Familiar Si 0.0968 0.0596 62.42%
53 N2 Auto Familia 0 0.2897 -0.0871 -432.61%
54 N2 Auto Familia M3s de 2 0.0725 0.0749 -3.20%
55 N2 Auto Familia Indefinido 0 -14.6957 | -100.00%
56 Cond. Otros Veh. Si -0.1116 -0.0619 80.29%
57 Morosidad A-B -0.0977 -0.0837 16.73%
58 Morosidad D-E 0.0383 0.0286 33.92%
59 Morosidad F 0.2635 0.2614 0.80%
60 Morosidad Desconocido 0.1582 0.1582 0.00%
61 Grupo Marca 1 0.0589 0.0602 -2.16%
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62 Grupo Marca 3 -0.1363 -0.1228 10.99%
63 Grupo Marca 4 0.1720 0.1394 23.39%
64 Grupo Marca 5 0.2513 0.2556 -1.68%

65 Grupo Veh. Tur. Famil/Monov -0.0010 -0.0309 -96.76%
66 Grupo Veh. Todot./Veh. Sobrep. 0.0978 0.0584 67.47%
67 Grupo Veh. Otros Grupos Vehiculos | -0.0490 -0.0594 -17.51%
68 Estado Civil Divorciado/Separado 0.0763 0.1246 -38.76%
69 Estado Civil Soltero -0.0434 -0.0740 -41.35%
70 Estado Civil Otros 0.0050 0.1434 -96.51%
71 Garaje Garaje Individual 0.0214 0.0259 -17.37%
72 Garaje Sin Garaje 0.0429 0.0923 -53.52%
73 Profesion Grupo 1 -0.0213 -0.0279 -23.66%
74 Profesion Grupo 2 -0.0321 -0.0299 7.36%

75 Profesion Grupo 4 0.0616 0.0198 211.11%

Tabla elaborada por el autor.

Como vemos, el modelo Ridge Regression regulariza las variables con el objetivo de
disminuir la varianza que estas presentan (ya sea consecuencia de multicolinealidad,
poca exposicion de las variables...) y consecuentemente penalizar los coeficientes de las

variables. Es decir, que no todas las variables se regularizan por igual segin la A°P¢,

Grafico 13.1.3. Regularizacion de las variables modelizadas a través de Ridge Regression
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Coefficients

-2

-3

Log Lambda

Grafico elaborado por el autor

Como vemos en el grafico anterior, todas las variables convergen a 0 a medida que

la A crece, no existiendo una seleccion de variables.
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El siguiente grafico tiene una explicacion en la misma linea. En este caso, muestra
como a medida que se va aumentando las 4, los coeficientes de las variables disminuyen
y la cantidad de Deviance que en conjunto todas las variables son capaces de explicar

también disminuyen.

Figura 13.1.4. Cantidad de Deviance explicada por el conjunto de todas variable modelizacion Ridge
Regression.
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Grafico elaborado por el autor.

Si hacemos una comparativa a través de un grafico de dispersion entre los
coeficientes modelizados a través de un GLM y Ridge Regression, eliminando aquellas
variables con unos coeficientes muy elevados que distorsionen cualquier analisis (ya sea,
procedentes de una baja exposicién o tras haber eliminado el intercepto que marca la

relacién entre la variable dependiente y el origen).
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Figura 13.1.5. Grafica de Dispersion comparativa de coeficientes GLM y Rigde Regression
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Grafica elaborada por el autor.

En dicho grafico podemos ver como las variables mas alejadas del origen tendran en

los préximos modelos una mayor relevancia en el estudio al tratarse de verdaderas

variables discriminantes siendo seleccionadas en

posteriores. Esto no quiere decir que inmediatamente todas aquellas variables que se
encuentran cercanas al origen no sean seleccionadas en préximos modelos, pero con

seguridad no serdn variables tan relevantes como la mayoria de estas y en su mayoria

no se trataran de variables significativas/seleccionadas.

13.2.

A continuacidn, vamos a detallar los resultados obtenidos a través del modelo de
seleccion Lasso. Para ello al igual que hicimos para el modelo Ridge Regression, lo

primero que vamos a hacer es analizar a través de la validacién cruzada cual seria el 1°P¢,

Lasso
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Figura 13.2.1. Validacion Cruzada modelizacién Lasso
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Grafico elaborado por el autor.

Como es ldgico, la validacién cruzada para el modelo Lasso presenta una mayor
pendiente y tendencia que el modelo Ridge Regression respecto a la Poisson Deviance.
Hasta que no seleccionamos 64 de las 75 posibles variables, la Poisson Deviance se
mantiene practicamente constante. Desde la primera linea serpenteada, la tendencia
de la Poisson Deviance cambia aunque cuando realmente aumenta es a partir de
log(1) = —8. A partir de esa penalizacion, la aplicacion de una A mas restrictiva provoca

gue esa menor seleccidon de variables incremente la Poisson Deviance.

Los A para los modelos Shrinkage no son comparables entre si. Los A de los modelos
de esparsividad son mas pequeiios que los modelos Shrinkage Unicamente

regularizadores.

El A°Pt que indica la validacién cruzada como dptimo corresponde a un A de
0.00007297796, o lo que es lo mismo, un log(1) = —9.52535308, situdndonos en una
Poisson Deviance de 0.1497042.

A continuacion, mostraremos los coeficientes del modelo Lasso haciendo una
comparacion en la misma tabla con los modelos Ridge Regression y GLM, habiendo visto
previamente en el grafico de validacion cruzada que la esparsividad de variables va a ser

muy pequefia (Unicamente 11 variables son desechadas).
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Figura 13.2.2. Coeficientes Lasso, Ridge Regression y GLM.

C. Num Variables Dummy Coef. Lasso | Coef.RR | Coef. GLM | Dif % L-RR | Dif % L-GLM
1 Intercepto -4.2658 -4.2418 -4.4131 0.57% -3.34%
2 N2 afios cia anter <4 0.03904 0.0455 0.0333 -14.20% 17.24%
3 N2 afios cia anter Indeterminado 0.1629 0.2202 0.2944 -26.02% -44.67%
4 Potencia <=68 -0.0209 -0.0251 -0.1251 -16.73% -83.29%
5 Potencia (68;89] -0.0412 -0.0434 -0.0623 -5.07% -33.87%
6 Potencia (89;99] -0.0060 0.0092
7 Potencia >122 . -0.0093 -0.0013 . .

8 Cilindrada <=1351 -0.0517 -0.0526 -0.0262 -1.71% 97.33%
9 Cilindrada (1868;1896] 0.0531 0.0552 0.0568 -3.80% -6.51%
10 Cilindrada (1896;2188] 0.0365 0.0376 0.0379 -2.93% -3.69%
11 Cilindrada >2188 0.1231 0.1089 0.1324 13.04% -7.02%
12 Peso Potencia <=10.47 -0.0612 -0.0570 -0.0886 7.37% -30.93%
13 Peso Potencia >13.44 0.0623 0.0631 0.0889 -1.27% -29.92%
14 Valor Vehiculo <=11450 -0.0273 -0.0436 -0.0064 -37.39% 326.56%
15 Valor Vehiculo (11450;15485.50] -0.0149 -0.0263 -0.0133 -43.35% 12.03%
16 Valor Vehiculo (13370.85;17565] 0.0654 0.0611 0.0795 7.04% -17.74%
17 Ant. Vehiculo (12;38] -0.0691 -0.0691 -0.0886 0.00% -22.01%
18 Ant. Vehiculo 9999 0.2699 0.4181 0.2522 -35.45% 7.02%
19 Peso Vehiculo <=979.92 -0.0627 -0.0594 -0.0469 5.56% 33.69%
20 Peso Vehiculo >1619.76 0.0187 0.0404 0.0666 -53.71% -71.92%
21 Velocidad <=167 -0.0072 -0.0112 -0.0123 -35.71% -41.46%
22 Velocidad (187;209] -0.0438 -0.0479 -0.0364 -8.56% 20.33%
23 Velocidad >209 -0.0787 -0.0758 -0.0824 3.83% -4.49%
24 E. Cond. Hab. [18;28] 0.1983 0.2280 0.1365 -13.03% 45.27%
25 E. Cond. Hab. (53;74] 0.0878 0.0749 0.1166 17.22% -24.70%
26 Ant. Carn. Hab. [0;10] . 0.0168 0.0093 . .

27 Ant. Carn. Hab. [23;25] -0.1022 -0.0948 -0.1447 7.81% -29.37%
28 Ant. Carn. Hab. (25;78] -0.0450 -0.0390 -0.0749 15.38% -39.92%
29 E. Cond. Ocas. [18;30] 0.2979 0.2083 0.5984 43.01% -50.22%
30 E. Cond. Ocas. (30;53) -0.0235 -0.1091 0.3424 -78.46% -106.86%
31 E. Cond. Ocas. (53;87] . -0.0330 0.3985 . .

32 Ant. Carn. Ocas. [0;7] 0.0886 0.1885 -0.2337 -53.00% -137.91%
33 Ant. Carn. Ocas. [8;38] -0.1729 -0.1016 -0.5694 70.18% -69.63%
34 Ant. Carn. Ocas. [39;57] 0.2974 0.3798 0 -21.70% .

35 Modalidad Terc. Basicos 0.0363 0.0492 0.0719 -26.22% -49.51%
36 Modalidad Terc. Ampliados 0.0010 0.0152 0.0174 -93.42% -94.25%
37 Modalidad TRSF 0.0125 0.0252 -0.0161 -50.40% -177.64%
38 Forma de Pago Semestral 0.1452 0.1364 0.1492 6.45% -2.68%
39 Forma de Pago Trimestral-Mensual 0.1864 0.1855 0.1737 0.49% 7.31%
40 Uso Vehiculo Trab y Uso Prof 0.0130 0.0174 -0.0038 -25.29% -442.11%
41 Km Anuales Hasta 5000 Km -0.0272 -0.0300 -0.0323 -9.33% -15.79%
42 Km Anuales De 10001 a 15000 Km 0.0725 0.0691 0.0248 4.92% 192.34%
43 Km Anuales Desde 15001 Km 0.0050 0.0140 0.0167 -64.29% -70.06%
44 Motor Gasolina -0.0717 -0.0615 -0.0378 16.59% 89.68%
45 Motor Otros/Desconocido 0.0304 0.1040 -0.0804 -70.77% -137.81%
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46 Plazas >5 0.0324 0.0350 0.0120 -7.43% 170.00%
47 Plazas Otros . -1.6019 -15.2500 . .

48 Bonificaciéon Bonus Bajo 0.5569 -0.5002 0.3262 -211.34% 70.72%
49 Bonificacién Bonus Medio 0.3134 -0.2705 -0.5530 -215.86% -156.67%
50 Puertas 3 -0.0458 -0.0424 -0.0606 8.02% -24.42%
51 Puertas Indefinido . -1.1236 -14.4756 . .

52 Unidad Familiar Si 0.1183 0.0968 0.0596 22.21% 98.49%
53 N2 Auto Familia 0 0.3070 0.2897 -0.0871 5.97% -452.47%
54 N2 Auto Familia Mas de 2 0.0693 0.0725 0.0749 -4.41% -7.48%
55 N2 Auto Familia Indefinido . 0 -14.6957 . .

56 Cond. Otros Veh. Si -0.1233 -0.1116 -0.0619 10.48% 99.19%
57 Morosidad A-B -0.0954 -0.0977 -0.0837 -2.35% 13.98%
58 Morosidad D-E 0.0441 0.0383 0.0286 15.14% 54.20%
59 Morosidad F 0.2845 0.2635 0.2614 7.97% 8.84%
60 Morosidad Desconocido 0.1696 0.1582 0.1582 7.21% 7.21%
61 Grupo Marca 1 0.0615 0.0589 0.0602 4.41% 2.16%
62 Grupo Marca 3 -0.1330 -0.1363 -0.1228 -2.42% 8.31%
63 Grupo Marca 4 0.1789 0.1720 0.1394 4.01% 28.34%
64 Grupo Marca 5 0.2558 0.2513 0.2556 1.79% 0.08%
65 Grupo Veh. Tur. Famil/Monov . -0.0010 -0.0309 . .

66 Grupo Veh. Todot./Veh. Sobrep. 0.1095 0.0978 0.0584 11.96% 87.50%
67 Grupo Veh. Otros Grupos Vehiculos -0.0246 -0.0490 -0.0594 -49.80% -58.59%
68 Estado Civil Divorciado/Separado 0.0638 0.0763 0.1246 -16.38% -48.80%
69 Estado Civil Soltero -0.0397 -0.0434 -0.0740 -8.53% -46.35%
70 Estado Civil Otros . 0.0050 0.1434 . .

71 Garaje Garaje Individual 0.0160 0.0214 0.0259 -25.23% -38.22%
72 Garaje Sin Garaje 0.0356 0.0429 0.0923 -17.02% -61.43%
73 Profesidn Grupo 1 -0.0108 -0.0213 -0.0279 -49.30% -61.29%
74 Profesion Grupo 2 -0.0247 -0.0321 -0.0299 -23.05% -17.39%
75 Profesidn Grupo 4 0.0584 0.0616 0.0198 -5.19% 194.95%

Tabla elaborada por el autor.

A pesar de tratarse de un A°P! bastante pequefio y poco relevante, se puede intuir

viendo el comportamiento de los coeficientes, las variables que no seran seleccionadas

siaumentamos un poco el tunning en la modelizacidn Elastic Net. Todo hace indicar que

variables como: la profesidn, el uso del vehiculo, la edad del conductor ocasional, no

serdn entre otras variables si decimos aumentar el tunning.

Por lo contrario, también podemos intuir que variables serdn significativas en el

modelo de regresidon de variables internas definitivo. Hemos apreciado que varias

variables cuando se produce la regularizacién aumentan sus coeficientes, llevandonos a

la légica que si estas variables han reducido su varianza y aumentan sus estimadores

seran variables significativas. Entre estas variables que hemos detectado con el

Pagina 66 de 139




aprendizaje, podemos enumerar: el intercepto, la morosidad, la bonificacién, la unidad

familiar, la forma de pago y el peso vehiculo.

En el siguiente grafico veremos la regularizacion y seleccion de variables

dependiendo del A seleccionado durante el proceso de validacién cruzada.

Grafico 13.2.3. Regularizacidn de las variables modelizadas a través de Lasso.

73 71 66 60 42 14 4

Coefficients
05

-1.0

-1.5

T T T T T T T
-12 -1 -10 -9 -8 -7 -6

Log Lambda

Grafico elaborado por el autor.

La linea serpenteada verde indica aproximadamente donde se encuentra el A°P¢
mientras que la linea serpenteada roja indica aproximadamente un log(4) de 8. Como
vemos, la seleccion de variables en ese tramo comprendido es mas intensa
desechandose aproximadamente 20 variables. Se aprecia también como las variables 47
y 51 (correspondientes a: puertas indefinidas y plazas indefinidas) presentan unos
coeficientes muy elevados por su baja exposicion pero seran eliminadas con la

introduccién de un pequefio tunning®2.

18 Sj habria un menor nimero de variables, la nitidez de la regularizacién de las variables seria mas

clara.
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El grafico siguiente va muy en linea de lo explicado en el parrafo anterior pero
enmarcado dentro de la cantidad de Deviance explicada por el conjunto cada variable

seglin el Ay estimador en cada tramo de la validaciéon cruzada.

Figura 13.2.4. Cantidad de Deviance explicada por el conjunto de todas variable modelizacién Lasso.

05

Coefficients
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Fraction Deviance Explained

Grafico elaborado por el autor.

Igual que para la modelizacion Ridge Regression, voy a comparar a través de un
grafico de dispersion los estimadores resultantes a través del modelo Lasso y GLM. Eso

si, antes de nada voy a eliminar el intercepto al distorsionar el grafico®.

1% En este caso, no nos ha hecho falta eliminar del grafico todas aquellas variables con poca exposicién al
haberse desechado en su mayoria en la modelizacion Lasso.
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Figura 13.2.5. Grafica de Dispersion comparativa de coeficientes GLM y Lasso.
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Grafico elaborado por el autor.

Lo primero que destacar es la reduccién del “racimo de puntos” que se situan en
torno al origen en comparacion con la figura 13.1.5, tras un primer proceso de seleccién.
Todas estas variables que se sitlan en torno al origen no tienen porque al final no ser
significativas y ademas, no serdn muy discriminantes a la hora de identificar la diferencia
de clientela. Por esta razén, lo mas seguro es que la penalizacién del modelo Elastic Net

sea superior y mas restrictiva que la presentada en este capitulo.

13.3. Elastic Net

Como dijimos con anterioridad, un modelo Elastic Net tiene la potestad de emplear
un “a €[0.1;0.9]”. Para detectar el @ empleado ejecutaremos una macro con 9
validaciones cruzadas, estudiando en cada uno de los casos la Poisson Deviance de cada

elastic net

validacién cruzada para cada A°P¢, decidiendo asi escoger aquella a que

presente la Poisson Deviance minima.

Tras realizar la serie de validaciones cruzadas para cada a, encontramos que la

menor Poisson Deviance se da paraun a = 0.6. Con ese «, nos situamos en una Poisson
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Deviance igual a 0.1305854, siendo su A°P = 0.0001213549, o lo que es o mismo, un
log(4) = —9.01679125.

En la grafica siguiente, se puede comprobar los diferentes Poisson Deviance que se

conseguian para cada A°Pt,

Figura 13.3.1. Seleccién del a°P! para la modelizacién Elastic Net.

Elastic Net

Poisson Deviance
0130595 0130805 0130615
|

0.130585
|

02 04 06 0.8

Alphas

Grafico elaborado por el autor.

Como puede verse, el modelo Elastic Net presenta una funcién idéntica a la
modelizacion Lasso, pero como comentamos en el capitulo 8 este modelo no incurre en
un coste de oportunidad de sesgo por varianza, tratandose de un modelo mejorado
respecto al anterior. Esta mejora también se puede extrapolar a la practica, ya que
siempre los modelos dptimos Elastic Net presentan una Poisson Deviance menor que los

modelos Lasso o Ridge Regression.

Si empezamos estudiando la modelizacién Elastic Net a través de la validacién
cruzada, igual que lo hicimos con los anteriores modelos, vemos que ésta presenta una
menor pendiente en términos de Poisson Deviance que la del modelo Lasso. Esto quiere
decir que, para conseguir una mayor penalizacion de las variables se necesita un mayor

valor de A, siendo los modelos Elastic Net menos restrictivos que la modelizacidn Lasso.
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Figura 13.3.2. Validacién Cruzada?® modelizacién Elastic Net.
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Grafico elaborado por el autor.

Al tratarse de una modelizacién menos restrictiva, el 1°Pt donde se minimiza la
Poisson Deviance para el modelo Elastic Net selecciona un mayor nimero de variables
gue el modelo Lasso, por lo que en este caso es conveniente sacrificar Poisson Deviance
a cambio de mayores niveles de penalizacion. Como vemos en la grafica, estariamos
penalizando muy poco de Poisson Deviance obteniendo una seleccion de variables
mucho mas ajustada, situdandonos para realizar el estudio en la linea serpenteada de

color verde.

Por resituarnos rapidamente, hemos seleccionado un 4 = 0.0006711, o lo que
equivalente, a un log(1) = —7.3. Con estos niveles conseguimos seleccionar 48 de las
75 posibles variables dummies establecidas para el estudio de las variables internas,

mientras que con el A°Pt dispondriamos de 65 variables.

En este caso, hemos realizado una tabla similar al de los otros dos casos pero con la
diferencia mostrando los estimadores resultantes del modelo Elastic Net y GLM, aunque
con el modelo establecido de variables internas que prediga la frecuencia de los

siniestros RC Material Culpa.

20 En el anexo se adjuntara las A extraidas de la validacién cruzada, con la finalidad de escoger un A que
se ajuste a nuestro objetivo.
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Figura 13.3.3. Coeficientes Elastic Net y modelizacion GLM definitiva.

C. Num Variables Dummy Coef. Elastic Coef. GLM % Dif
1 Intercepto -4.1877 -4.3256 -3.19%
(0.0285**%*)
2 N¢ afios cia anter <4 -0.0241
3 N2 afios cia anter Indeterminado
4 Potencia <=68 .
5 Potencia (68;89] -0.0007
6 Potencia (89;99]
7 Potencia >122 .
8 Cilindrada <=1351 -0.0300
9 Cilindrada (1868;1896] 0.0072
10 Cilindrada (1896;2188] .
11 Cilindrada >2188 0.0613 . .
12 Peso Potencia <=10.47 -0.0565 -0.0633 -10.74%
(0.0333**)
13 Peso Potencia >13.44 0.0278 0.0545 -48.99%
(0.0271%**)
14 Valor Vehiculo <=11450 -0.0008
15 Valor Vehiculo (11450;15485.50] .
16 Valor Vehiculo (13370.85;17565] 0.0430
17 Ant. Vehiculo (12;38] -0.0116
18 Ant. Vehiculo 9999 . . .
19 Peso Vehiculo <=979.92 -0.0673 -0.1218 -44.75%
(0.0387**%*)
20 Peso Vehiculo >1619.76 0.0455 0.2 -77.25%
(0.0330%**%*)
21 Velocidad <=167 -0.0538
(0.0315%*)
22 Velocidad (187;209] -0.0016 -0.0429 -96.27%
(0.0255%*)
23 Velocidad >209 -0.0163 -0.0826 -80.27%
(0.0453%*)
24 E. Cond. Hab. [18;28] 0.0814
25 E. Cond. Hab. (53;74] 0.0291
26 Ant. Carn. Hab. [0;10] .
27 Ant. Carn. Hab. [23;25] -0.0206
28 Ant. Carn. Hab. (25;78] .
29 E. Cond. Ocas. [18;30] 0.2534
30 E. Cond. Ocas. (30;53) -0.0136
31 E. Cond. Ocas. (53;87] . . .
32 Ant. Carn. Ocas. [0;7] 0.1063 0.3423 -68.95%
(0.0338%**%*)
33 Ant. Carn. Ocas. [8;38] -0.1021 -0.1816 -43.78%
(0.0664***)
34 Ant. Carn. Ocas. [39;57] -0.4033
(0.2776)
35 Modalidad Terc. Basicos
36 Modalidad Terc. Ampliados
37 Modalidad TRSF . . .
38 Forma de Pago Semestral 0.1320 0.1584 -16.67%

Pagina 72 de 139




39

40

41

42

43

44

45

46

47

48

49

50

51

52

53

54

55

56

57

58

59

60

61

62

63

64

65

66

67

68

Forma de Pago
Uso Vehiculo
Km Anuales
Km Anuales
Km Anuales
Motor
Motor
Plazas
Plazas
Bonificacién
Bonificacidn
Puertas
Puertas
Unidad Familiar
N2 Auto Familia

N2 Auto Familia

N2 Auto Familia

Cond. Otros Veh.

Morosidad
Morosidad
Morosidad
Morosidad
Grupo Marca
Grupo Marca
Grupo Marca
Grupo Marca
Grupo Veh.
Grupo Veh.

Grupo Veh.

Estado Civil

Trimestral-Mensual
Trab y Uso Prof
Hasta 5000 Km

De 10001 a 15000 Km
Desde 15001 Km
Gasolina
Otros/Desconocido
>5
Otros

Bonus Bajo

Bonus Medio

Indefinido
Si
0
Mas de 2
Indefinido
Si
A-B

D-E

Desconocido

Tur. Famil/Monov
Todot./Veh. Sobrep.
Otros Grupos
Vehiculos
Divorciado/Separado
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0.1572
-0.0074
0.0507

-0.0914

0.0259
0.5324
0.2854

-0.0363

0.0811
0.2947

0.0161

-0.0877
-0.0765
0.0107
-0.2485
0.1388
0.0375
-0.0801
0.1387

0.2138
0.0094

0.0088

(0.0218%***)
-0.1829
(0.0444%*%)

-0.0719
(0.0222%*%)
-0.1425
(0.2190)

0.5723
(0.0328%**)
0.3356
(0.0243%**)
-0.0607
(0.0242*%)
-15.6382
(13356.12)
0.0602
(0.0210%**)
-0.0782
(0.0284%**)
0.0852
(0.0433*%)
-15.6873
(139.4904)
-0.0626
(0.0227%**)
-0.0755
(0.0324*%)
0.0309
(0.0234)
0.2778
(0.0383%**)
0.1617
(0.0281%***)
0.0575
(0.0198***)
-0.1350
(0.0657*%)
0.1895
(0.0569%**)
0.2988
(0.0834%**)

0.1363

-185.95%

27.12%

-6.97%
-14.96%

-40.20%

34.72%
-476.85%

-81.10%

40.10%
1.32%
-65.37%
-189.45%
-14.16%
-34.78%
-40.67%
-26.81%

-28.45%

-93.54%




69

70

71
72
73
74
75

Estado Civil
Estado Civil

Garaje
Garaje
Profesidn
Profesidn
Profesidon

Soltero

Otros

Garaje Individual
Sin Garaje

Grupo 1
Grupo 2
Grupo 4

-0.0119

0.0122

-0.0087
0.0222

(0.0563**)
-0.0760
(0.0302*%)
-0.1625
(0.0775%*)

-84.34%

Tabla elaborada por el autor.

Figura 13.3.4. Criterios para la Bondad de Ajuste del modelo GLM.

Criterios para la Bondad de Ajuste

Criterio Valor
Deviance 88179.90
Chi-Cuadrado de Pearson 545332.60
Verosimilitud log -55684.95
AIC 111439.90
BIC 111829.18

Tabla elaborada por el autor.

Como vemos, la modelizacién interna seleccionada para predecir la variable

respuesta, Nimero de Siniestros RC Material Culpa, no va muy desencaminada con la

seleccionada a través del modelo Elastic Net. Las variables que conforman la regresién

de variables internas son las siguientes: Peso Potencia, Peso Vehiculo, Velocidad,

Antigiliedad Carnet Conductor Ocasional, Forma de Pago, Motor, Bonificacion, Puertas,

Unidad Familiar, Nimero de Autos por Familia, Morosidad, Grupo Marca y Estado

Civil.

Es maravilloso atender a la columna de modelizacién GLM y ver la segregacién que

las dummies realizan sobre los grupos de riesgo, en el podemos destacar a las variables:

la nota de morosidad, la antigliedad del carnet del conductor ocasional, peso potencia,

peso vehiculo...
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Comparando ambos modelos, vemos que la mayoria de las variables dummies han
sido seleccionadas por el modelo Elastic Net y las que no han sido seleccionadas se debe

principalmente a la baja exposicion?! que presentan.

Mencionar que todas las variables seleccionadas por el modelo GLM son
significativas, en términos generales, al 10% de significacién individual y colectiva. En
todos los casos, la incorporacidn de una de estas variables al modelo consiguen reducir

los criterios de bondad de ajuste (ya sea: AIC, BIC y Deviance).

Tras estimar el modelo que mejor predice el niUmero de siniestros RC material culpa,
el siguiente paso serd validar los residuos frente a los valores observados de “y”, y por
otra parte, visualizar la existencia de datos atipicos que puedan distorsionar el estudio,

determinando para ello la existencia de posibles puntos palanca que puedan ser puntos

influyentes. Para poder detectarlos emplearemos dos metodologias estadisticas como
son: el estudio del efecto palanca (Robustez a Priori) y la Distancia de Cook (Robustez a
Posteriori). Adelantamos que el Modelo Lineal Generalizado trabajado no presenta
valores outliers influyentes a un nivel de significacién del 5%. Aun asi, el estudio de las

observaciones influyentes se encuentra detallado en el apéndice.

Validando los residuos a través de una grafica de dispersion de la variable predictiva
frente a los residuos estandarizados, vemos que como esperabamos, los residuos se

sitlan en rachas en torno a los valores de la variable predictiva (en este caso, entre el 0

y 1).

21 Estas variables que no han sido seleccionadas a través de las Elastic Net son: puertas - indefinida,
numero de autos por familia — indefinido, motor — otros/desconocido, antigiiedad carnet conductor
ocasional [39,57], velocidad - <=167, estado civil — otros.

En el anexo, pueden comprobarse sus niveles de exposicidn en los graficos bivariantes.
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Figura 13.3.5. Criterios para la Bondad de Ajuste del modelo GLM.

Grafica de Dispersion de la Variab. Pred. frente a Resid. Estandarizados
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Grafica elaborada por el autor.

Mencionar a continuacion que no vamos a mostrar los graficos de: la regularizaciéon
de las variables a través de un modelo Elastic Net y la cantidad de Deviance explicada
por el conjunto de variables bajo las Elastic Net??; debido grafico que nos ilustra lo

mismo que el modelo Lasso pero para otros niveles de log (4).

Por ultimo, para finalizar el estudio de la modelizacion de variables internas voy a
construir un grafico de dispersion entre los coeficientes GLM del modelo final y los

coeficientes del modelo Elastic Net.

22 \Vamos a introducir estos graficos en el apéndice.
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Figura 13.2.5. Grafica de Dispersion comparativa de coeficientes GLM y Elastic Net?3,
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Grafica elaborada por el autor.

Lo primero que podemos comentar sobre este grafico es que las variables que se
sitlan cerca del origen son una minoria. Los coeficientes resultantes del GLM se parecen
mucho a los coeficientes Elastic Net, marcandose una clara linea de tendencia creciente
entre los puntos (que conlleva la excelente discriminacion de riesgos segun la

categorizacion).

Seguramente los coeficientes que estan préximos al eje de coordenadas seran los

siguientes coeficientes regularizados si aumentdsemos la A.

Tras este analisis de la modelizacién interna, una primera y rapida conclusion que se
puede extraer sobre lo visto en la practica, es que parece que estamos corroborando el
objetivo del estudio: verificar que podemos emplear técnicas de seleccidén de variables
como complemento para la modelizacién GLM. Aun asi, vamos a esperar a realizar la

modelizacion externa para extraer unas conclusiones certeras y definitivas.

2 Hemos decidido no introducir el valor del intercepto para que no distorsione la interpretacién del
grafico de dispersion.
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14.Modelizacion Variables Externas

Tras realizar el analisis de las variables internas, vamos a intentar estudiar si las
variables externas consiguen mejorar la prediccién de la variable respuesta: Namero de
Siniestros RC Material Culpa. Para ello, ante las numerosas variables externas de las que
disponemos en la base de datos original, hemos decidido realizar una batida de posibles
variables significativas con la finalidad de no mostrar un estudio de variables
sobredimensionado y perder con ello la nocién del estudio. Hemos decidido introducir
en el estudio de la modelizacidon de variables externas, las 14 variables internas que
consiguen predecir la variable respuesta segun lo analizado en el capitulo anterior y 27
variables externas que hemos seleccionado para el modelo, tras la elaboracidn de un
detallado estudio grafico y estadistico univariable y bivariante de cada una de las

variables externas disponibles.

Con dichas variables igual que en la modelizacién de variables internas, hemos

ejecutado por este orden, los modelo Ridge Regression, Lasso y Elastic Net.

14.1. Ridge Regression

Como con la modelizacién de variables internas, seleccionamos la penalizacién que
presente la menor Poisson Deviance, en este caso, correspondiente a un A°Pt =
0.004914446, o lo que es equivante, un log(1°P!) = —5.31557625 traduciendose este

tunning en una Poisson Deviance de 0.1496503.
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Figura 14.1.1. Validacion Cruzada modelizacidn Ridge Regression
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Grafico elaborado por el autor.

Comparando esta A°P¢ con la modelizacién de variables internas Ridge Regression,
ésta es un “poquitin” mas intensa, pero en cambio, la distorsién que se percibe sobre
los coeficientes de las variables dummies externas es muy fuerte, causada por la baja
exposicion que presentan la mayoria de dummies al encontrarse muy tramificadas ante
el interés personal de que sean variables muy discriminantes?. Sin embargo, las
variables internas contintan presentando unas estimaciones similares a las presentadas

en la modelizacion Ridge Regression del capitulo anterior.

La comparativa de resultados Ridge Regression - GLM se adjunta en el apéndice. En

ella se puede ver lo comentado en el parrafo anterior.

14.2. Lasso

Continuando con el mismo esquema de lo expuesto durante el apartado anterior, en

este caso la A°Pt es bastante mas intensa que la que se empleaba para modelizar las

24 este hecho nos va a causar un gran problema en la definicién de las variables externas al incrementar
consecuentemente la varianza de las variables.
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variables internas. Esto significa que se necesita una mayor penalizacién a las variables
para conseguir desechar variables que permitan minimizar la Poisson Deviance, situada
en un valor de 0.1496652 (se consigue con un A°P* = 0.0001536116, o lo que es lo
mismo, con un log(1) = —8.78108322 -> seleccionando aproximadamente 100 de las

232 variables introducidas en la modelizacion).

Figura 14.2.1. Validacién Cruzada modelizacion Lasso.
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Grafico elaborado por el autor.

Al igual que hemos realizado con la modelizacidn Ridge Regression, los estimadores
obtenidos a través de la modelizacion Lasso se van a adjuntar en el anexo del estudio,
pero con estos resultados podemos resaltar la algunas variables externas que podrian
ser significativas en la modelizacién GLM definitiva, como puede ser: peso sector
terciario, temperatura minima, velocidad media del viento, racha de viento mayor a

91 km, dias granizo.
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14.3. Elastic Net

Al igual que en el capitulo anterior, en la modelizacién Elastic Net debemos detectar
antes de nada el a°Pt que se definiré a través de la menor Poisson Deviance previamente
un analisis de cada a para conocer cual es la modelizacidn que mejor se ajusta. Para ello,
hemos ejecutado la macro con cada una de las posibles «, presentando los siguientes

resultados:

opt

Figura 14.3.1. Seleccion del a®?* para la modelizacion Elastic Net.

Elastic Net

0.14965

Poisson Deviance
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0.14961
|
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Grafico elaborado por el autor.
Como marca el grafico anterior, el a®Pt que menor Poisson Deviance es el 0.1. Para
este a, la Poisson Deviance se situa en 0.1496082.

Como hemos dicho, la misma funcionalidad de la modelizacién Lasso y Elastic Net
conlleva que ambas presenten un aspecto similar en su validacién cruzada como

puede comprobarse entre la figura 14.2.1y la figura 14.3.2:
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Figura 14.2.1. Validacion Cruzada modelizacién Elastic Net.
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Grafico elaborado por el autor.

Como en el caso de la modelizacién Lasso, en un primer momento la seleccion de
variables conlleva implicitamente una caida moderada de la Poisson hasta situarnos en
un valor de 0.1496082, que corresponde a una A°P* = 0.001399652, o lo que es lo
mismo, un log 1°Pt = —6.57153164. Estos valores éptimos provocan que nos situemos
en torno a 100 variables seleccionadas. Una mayor precision en la seleccién de variables

conlleva casi inmediatamente un fuerte incremento del Poisson Deviance.

Al realizar la seleccion de variables a través de los valores dptimos sefialados en la
validacidn cruzada, nos ha parecido que dicho tunning era muy estricto ante el problema
de masa existente entre estas variables. Por ello, hemos decidido realizar el caso
contrario a lo empleado en la modelizacidén de variables internas exclusivamente, es
decir, sacrificar mayores niveles de Poisson Deviance a cambio de conseguir un mayor
numero de variables durante la regularizacion (menor penalizacién), situandonos
aproximadamente en la linea serpenteada de color azul (109 frente a 134 variables
seleccionadas). Este cambio provoca que el tunning seleccionada para el andlisis sea:

A =0.0008009.
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Al realizar la modelizacién GLM, hemos conseguido seleccionar tres de las 27
posibles variables externas para completar y mejorar la prediccion de la frecuencia. En
la columna de los estimadores Elastic Net se corrobora la seleccion automatica de estas

variables.

Figura 14.3.3. Coeficientes Elastic Net y modelizacion GLM definitiva®®.

25 Sj se desea verificar la modelizacién completa Elastic Net para un A = 0.0008009, ésta se adjuntara

en el anexo
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C. Num Variables Dummy Coef. Elastic Coef. GLM
1 Intercepto -4.2260 -4.3448
(0.0454**x*)
2 Peso Potencia <=10.47 -0.0234 -0.0599
(0.0334*%*)
3 Peso Potencia >13.44 0.0276 0.0483
(0.0271%*%*)
4 Peso Vehiculo <=979.92 -0.1311 -0.1194
(0.0387**%*)
5 Peso Vehiculo >1619.76 0.1373 0.1551
(0.0331%*%*)
6 Velocidad <=167 -0.0222 -0.0546
(0.0315%)
7 Velocidad (187;209] -0.0372 -0.0386
(0.0256%*)
8 Velocidad >209 -0.0708 -0.0893
(0.0454%*)
9 Ant. Carn. Ocas. [0;7] 0.3564 0.3545
(0.0338**%*)
10 Ant. Carn. Ocas. [8;38] -0.1118 -0.1598
(0.0665***)
11 Ant. Carn. Ocas. [39;57] 0.2999 -0.4139
(0.2777)
12 Forma de Pago Semestral 0.1520 0.1583
(0.0218%**%*)
13 Forma de Pago Trimestral-Mensual 0.2012 0.1839
(0.0445%*%*)
14 Motor Gasolina -0.1163 -0.0819
(0.0224%**%*)
15 Motor Otros/Desconocido -0.1576
(0.2190)
16 Bonificaciéon Bonus Bajo 0.5399 0.5570
(0.0329%**%*)
17 Bonificacién Bonus Medio 0.2961 0.3244
(0.0243**x*)
18 Puertas 3 -0.0361 -0.0495
(0.0243%*%*)
19 Puertas Indefinido -15.6452
(13356.12)
20 Unidad Familiar Si 0.1035 0.0538




21

22

23

24

25

26

27

28

29

30

31

32

33

34

35

36

37

38

39

40

41

42

43

44

45

46

N2 Auto Familia
N2 Auto Familia
N2 Auto Familia
Cond. Otros Veh.
Morosidad
Morosidad
Morosidad
Morosidad
Grupo Marca
Grupo Marca
Grupo Marca
Grupo Marca
Estado Civil
Estado Civil
Estado Civil
Dias Helada
Dias Helada
Dias Helada
Dias Helada
Dias Helada
Dias Helada
Pes Sect Terc
Pes Sect Terc
Pes Sect Terc
Pes Sect Terc

Veloc Med Vient

0

Mas de 2

Indefinido

Si

A-B

D-E

Desconocido

Divorciado/Separado

Soltero

Otros

84.01-119.04

119.04-366.43

366.43-622.77

622.77-868.75

868.75-high

Indeterminado

Low-51.13
51.13-67.59

82.35-high

Indeterminado

Low-2.57
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0.3089

0.0822

-0.1226

-0.0384

0.0233

0.2870

0.1555

0.0559

-0.1343

0.2164

0.2977

0.0657

-0.0524

0.0020

-0.0153

-0.0029

-0.0105

-0.0040

-0.0427

-0.0684

-0.0212

0.0097

0.0338

(0.0211%**)
-0.0765
(0.0284%**)
0.0901
(0.0433%%)
-15.6852
(139.4564)
-0.0664
(0.0227%**)
-0.0267
(0.0335*%)
0.0100
(0.0239)
0.2763
(0.0335%**)
0.1488
(0.0284%**)
0.0516
(0.0199%**)
-0.1364
(0.0657*%)
0.1875
(0.0570%**)
0.2967
(0.0835%**)
0.1322
(0.0564*%)
-0.0838
(0.0302*%)
-0.1708
(0.0775*%)
-0.0230
(0.0344)
-0.0982
(0.0306***)
-0.1960
(0.0447%**)
-0.1976
(0.0409%**)
-0.1310
(0.0415%**)
-16.2037
(2610.810)
-0.1313
(0.0303***)
-0.0397
(0.0226*)
0.0111
(0.0322)

0.1824




(0.0488%***)
47 Veloc Med Vient 2.57-2.59 . 0.2183
(0.0497***)
48 Veloc Med Vient 2.59-2.71 0.0081 0.2051
(0.0535**%*)
49 Veloc Med Vient 2.71-2.82 0.0598 0.1318
(0.0468%***)
50 Veloc Med Vient 2.82-2.90 . 0.0958
(0.0351**%*)
51 Veloc Med Vient 2.91-3.05 0.0597 0.1712
(0.0416***)
52 Veloc Med Vient 3.05-3.26 -0.0725 0.0703
(0.0741)
53 Veloc Med Vient 3.26-3.51 -0.0110 0.2095
(0.0432%**%*)
54 Veloc Med Vient 3.51-high 0.0221 0.1699
(0.0416**%*)
55 Veloc Med Vient Indeterminado

Grafico elaborado por el autor.

Figura 14.3.4. Criterios para la Bondad de Ajuste del modelo GLM.

Criterios para la Bondad de Ajuste

Criterio Valor
Deviance 87973.67
Chi-Cuadrado de Pearson 544773.10
Verosimilitud log -55572.83
AIC 111251.67
BIC 111841.11

Tabla elaborada por el autor.

Tres son las variables externas incorporadas a la modelizacion GLM, pudiendo

dividirse a su vez en, dos variables meteoroldgicas: Dias Heladas y Velocidad Media del

Viento; y una sociodemografica: Peso del Sector Terciario. Como indicabamos en el

capitulo 9, la elevada tramificacién de las variables y el alto grado de asociacién entre
las variables externas provocan la seleccién de pocas variables relevantes durante la
modelizacion GLM a pesar de disponer de un gran nimero de variables externas en la
base de datos. En cambio, parece que la incorporacidon de estas variables ayudan a
predecir mejor la siniestralidad (al reducirse los valores del AIC: 111439.90 vs

111251.67) %6,

26 E| valor del BIC en este caso, no consigue reducir el valor que presentaba el modelo interno. Esto se
debe a que se trata de una metodologia que penaliza mucho la entrada de otra variable (ante el posible
problema de sobre-parametrizacion del modelo), si no se trata de una verdaderamente significativa.
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Tras mostrar el modelo de variables internas y externas conjuntamente, validaremos
los residuos frente a los valores predichos por la regresién, siguiendo los mismos pasos

que durante el capitulo 13%.

Figura 14.3.5. Criterios para la Bondad de Ajuste del modelo GLM.
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Grafico elaborado por el autor.

Como era de suponer, los residuos se situan en dos rachas entorno a los valores de
la variable predictiva, pudiendo validar los residuos y adelantando la inexistencia de

outliers en la base de datos.

27 Aligual que en el capitulo 13, el estudio de posibles datos atipicos a través de los Puntos Palancay la
Distancia de Cook sera analizada en el anexo.
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15.Conclusiones

Hace dos o tres décadas nadie podia imaginar la transformacion radical que han
sufrido las tarifas de autos en el sector espafiol. Pero los cambios e innovaciones en los
departamentos de “Pricing” y “Gestion de Negocio” no terminan. La guerra de precios y
la captacion de los clientes con un riesgo bajo permite el continuo desarrollo de nuevas

técnicas y variables discriminantes.

Ante este futuro, es importante el conocimiento de nuevas técnicas estadisticas
avanzadas que ayuden en el proceso de tarificacion. El mundo del Machine Learning
abre un abanico, hasta hoy en dia practicamente desconocido, con diferentes técnicas
que permitird sacar el maximo rendimiento a la informacién procedente del Big Data.
Estas técnicas ademas facilitaran, en el futuro, el tratamiento de muchas variables
procedentes de la informacion extraida por sistemas telematicos como “Pay as you
Drive”, que seguramente cambie el panorama asegurador tradicional conocido hasta el

momento.

El objetivo principal del estudio realizado ha sido demostrar si el empleo de técnicas
como el Ridge Regression, Lasso o las Elastic Net permiten seleccionar variables para la
posterior modelizacién GLM. Los resultados obtenidos durante este estudio han sido
claros: “siempre que no exista un problema de masa en las variables?, los modelos de
seleccion de variables son complementos ideales en la modelizacion GLM; sin la
necesidad de emplear técnicas convencionales e ineficientes como los modelos de
seleccion Stepwise”. Eso si, el empleo de estas técnicas debe de ir acompaiado del
conocimiento de potentes softwares estadistico como puede ser el SAS o el R-Studio.
Otra plataforma nueva e interesante para llevar a cabo estos estudios puede ser a través
de Microsoft Azure, ya que permite ejecutar una mayor oferta de recursos estadisticos,

optimizando el rendimiento a través de maquinas virtuales alojadas en la nube.

28 Sj existe un problema de masa la modelizacidn GLM serd también imprecisa al tener un problema de
varianzas.
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También podemos concluir que, la inclusion de variables exdgenas en la tarificacion
a priori enriquece y mejora consistentemente las predicciones de las variables

respuestas.

Destacar por otra parte, laimportancia de un correcto analisis previo de las variables
disponibles en la base de datos que permita conocerlas en profundidad y proceder
posteriormente a su categorizacién; pudiéndose emplear para ello distintas técnicas
estadisticas, entre las que nosotros destacamos los Arboles de Decisién (CHAID),

pertenecientes al colectivo de Aprendizaje Automatico.

En definitiva, las aseguradoras deben estar preparadas para asumir todo tipo de
cambios en sus procesos de tarificacion, en un periodo de tiempo todavia
indeterminado pero vislumbrado, en el que, la continua formacién de los actuarios y la

innovacion serad vital para la supervivencia de las empresas aseguradoras.
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16.Apéndice
16.1. Categorizacion, Andlisis Univariante y Bivariante

En este apartado, se podrd analizar las variables seleccionadas para la modelizacién GLM

como variables relevantes en el estudio.

Peso-Potencia

Figura 16.1.1. Arbol de Decisién: Peso Potencia

N_SIN_RC_MAT_CULPA

Moda 0
Categaria % n
r==--= N 0,000 a7 7 483405
| = 0,000 B 1,000 23 11595
:_. _1 fm_u_: Total 100,0 500000
(=]
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“alar P ocomegidoe=0,000, Chi-
cuadrado=52,717, d=2

== 10,470 (10,470, 13,4490] = 13,440
Moda 1 Modo 2 Modo 2
Categoria % n Categaria % n Categoria % n
H 0,000 93,0 97831 B 0,000 a7 .7 246252 H 0,000 a7.5 146322
B 1,000 2,0 2024 N 4,000 2,3 G5BT B 1,000 25 3674
Tuotal 20,0 99855 Taotal 50,2 251149 Taotal 28,8 142995

Grafico elaborado por el autor.

Figura 16.1.2. Tabla Frecuencia: Peso Potencia

Frecuencia| Porcentaje

peso_potencia = Frecuencia Porcentaje acumulada acumulado

a. <=10.47 99855 19.97 99835 19.97
b. (10.47;13.44] 251149 50.23 351004 70.20
c. »13.44 148996 23.80 500000 100.00

Tabla elaborada por el autor
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Figura 16.1.3. Grafico Bivariante: Peso Potencia
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Grafica elaborada por el autor
Peso Vehiculo
Figura 16.1.4. Arbol de Decisién: Peso Vehiculo
N_SIN_RC_MAT_CULPA
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B 0000 93,0 48832 B 0,000 o7, 7 243903 B 0,000 97,8 147536 B 0,000 ar3 48134
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Total 10,0 489230 Total 50,0 249772 Total 30,2 150906 Total 949 458492

Grafico elaborado por el autor.
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Figura 16.1.5. Tabla Frecuencia: Peso Vehiculo.

peso_vehiculo

a. ==979.92

b. (979.92;1619.76]
c. 1619.76

Tabla elaborada por el autor.

Frecuencia Porcentaje

49830 9.97
400673 80.14
49492 9.90

Figura 16.1.6. Grafico Bivariante: Peso Vehiculo

Exposician

125000
100000
75000
50000

25000 17613

= Exposician
—a— Frecuencia

0.0789877221T672817

141390

0.06534388481207 111

'0.0566611587422402

0

Frecuencia| Porcentaje
acumulada| acumulado
49830 9.97
450508 90.10
500000 100.00
0.080

0.075

0.070

0.065

0.060

171932

3. ==879.92

Grafico elaborado por el autor.

b, (979.92,1619.76]

peso_vehiculo
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Velocidad

Figura 16.1.7. Arbol de Decisién: Velocidad
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Grafico elaborado por el autor.
Figura 16.1.8. Tabla Frecuencia: Velocidad
Frecuencia| Porcentaje
velocidad | Frecuencia Porcentaje acumulada acumulado
a. <=167 99213 19.84 99213 19.84
b. (167;187] 202096 40.42 301309 60.26
c. (187;209] 147533 2951 445842 8977
d. =209 51158 10 23 500000 100.00

Tabla elaborada por el autor.
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Figura 16.1.9. Grafico Bivariante: Velocidad.
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Antigliedad Carnet Ocasional

Figura 16.1.10.Tabla Frecuencia: Antigiiedad Carnet Ocasional

Frecuencia| Porcentaje
antiguedad _carnet oca | Frecuencia| Porcentaje, acumulada acumulado
a. 9999 453989 a0.80 453989 a0.80
b. [0;7] 32544 G.51 486533 a7.31
c. [9;38] 13031 261 499584 9g9.92
d. [38:57] 416 0.08 500000 100.00

Tabla elaborada por el autor.
Figura 16.1.11. Grafico Bivariante: Antigliedad Carnet Ocasional.
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Grafico elaborado por el autor.
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Forma de Pago

Figura 16.1.12. Tabla Frecuencia: Forma de Pago

Frecuencia Porcentaje

pago Frecuencia Porcentaje, acumulada acumulado
1. Anual 365874 7317 365874 7317
2. Semestral 114506 22.90 430380 96.08
3. Trimestral-Mensual 19620 3.92 500000 100.00

Tabla elaborada por el autor.

Figura 16.1.13. Grafico Bivariante: Forma de Pago.
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Grafico elaborado por el autor.
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Motor

Figura 16.1.14. Tabla Frecuencia: Tipo de Motor.

Frecuencia Porcentaje
motor Frecuencia Porcentaje acumulada acumulado
1. Gasolina 178837 35.77 178837 39.77
2. Diesel 320115 64.02 498952 99.79
3. Otros/Desconocido 1048 0.21 500000 100.00
Tabla elaborada por el autor.
Figura 16.1.15. Grafico Bivariante: Tipo de Motor.
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Grafico elaborado por el autor.
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Bonus

Figura 16.1.16. Tabla Frecuencia: Bonus

Frecuencia Porcentaje

bonus Frecuencia Porcentaje acumulada acumulado
1. Bonus Bajo 34072 6.51 34072 6.81
2. Bonus Medio 81828 16.37 115300 2318
3. Bonus Alto 384100 76.82 500000 100.00

Tabla elaborada por el autor.

Figura 16.1.17. Grafico Bivariante: Bonus
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Grafico elaborado por el autor.
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Puertas

Figura 16.1.18. Tabla Frecuencia: Puertas

Frecuencia| Porcentaje

puertas Frecuencia Porcentaje acumulada acumulado
a. 3 109831 2197 109831 2197
b.5 390167 78.03 499993 100.00
c. Indefinido 2 0.00 500000 100.00

Tabla elaborada por el autor.

Figura 16.1.19. Grafico Bivariante: Puertas.
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Grafico elaborado por el autor.
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Unidad Familiar

Figura 16.1.20. Tabla Frecuencia: Unidad Familiar

Frecuencia, Porcentaje
unidad_familiar | Frecuencia| Porcentaje acumulada acumulado
NO 322242 b4 .45 322242 64 45
5l 177758 3555 500000 100.00
Tabla elaborada por el autor.
Figura 15.1.21. Grafico Bivariante: Unidad Familiar
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Grafico elaborado por el autor
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Numero de Autos por Familia

Figura 16.1.22. Tabla Frecuencia: NUmero de Automdviles en la Familia

Frecuencia, Porcentaje
n_autos familia | Frecuencia| Porcentaje; acumulada acumulado

a. 0 76743 15.35 76743
b. 1-2 381367 76.27 438110
c. Mas de 2 23738 4.75 451868
d. Indefinido 18132 3.63 500000

Tabla elaborada por el autor.

Figura 16.1.23. Grafico Bivariante: NiUmero de Automdéviles en la Familia.
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Grafico elaborado por el autor.
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Conduce Otros Vehiculos

Figura 16.1.24. Tabla Frecuencia: Conduce Otros Vehiculos

Frecuencia| Porcentaje

cond otros vehiculos | Frecuencia Porcentaje| acumulada acumulado
No 355017 71.00 355017 71.00
Si 144983 29.00 200000 100.00
Tabla elaborada por el autor.
Figura 16.1.25. Grafico Bivariante: Conduce Otros Vehiculos.
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Grafico elaborado por el autor.
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Morosidad

Figura 16.1.26. Tabla Frecuencia: Morosidad.

morosidad
1. AB

2. C

3.D-E
4,

5.

2 Mg

esconocido

Tabla elaborada por el autor.

Frecuencia

Frecuencia Porcentaje acumulada
59696 11.94 59696
182738 36.53 242434
140177 28.04 382631
28865 577 411496
583204 17.70 500000

Grafico 16.1.27. Grafico Bivariante: Morosidad.
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Grafico elaborado por el autor.
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Grupo Marca

Figura 16.1.28. Tabla Frecuencia: Grupo de Marca.

Frecuencia| Porcentaje
grupo_marca  Frecuencia Porcentaje, acumulada| acumulado
a. Grupo 1 180837 3617 180837 3617
b. Grupo 2 287927 57.59 468764 93.75
c. Grupo 3 13450 2.69 482214 96 44
d. Grupo 4 13127 2.63 495341 99.07
e. Grupo 5 4659 0.93 500000 100.00
Tabla elaborada por el autor.
Grafico 16.1.29. Grafico Bivariante: Grupo de Marca.
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Estado Civil

Figura 16.1.30. Tabla Frecuencia: Estado Civil.

Frecuencia Porcentaje

estado_civil Frecuencia Porcentaje acumulada acumulado
a. Casado 4200389 84.01 420038 84.01
b. Divorciado/Separado 12583 252 432622 86.52
c. Soltero 61083 12.22 493705 98.74
d. Otros 6235 1.26 500000 100.00

Tabla elaborada por el autor.

Grafico 16.1.31. Grafico Bivariante: Estado Civil.
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Grafico elaborado por el autor.
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Peso Sector Terciario

Figura 16.1.32. Tabla Frecuencia: Peso Sector Terciario.

Frecuencia, Porcentaje
peso_sector_terciario | Frecuencia Porcentaje acumulada acumulado

01:low-51.13 79834 15.97 73834 15.97
02:51.13-67.59 180311 36.10 260345 22.07
03:67.59-82.35 186827 3737 447172 89.43
04:82.35-high 52461 10.49 499633 93.93
05:Indeterminado 367 0.07 200000 100.00

Tabla elaborada por el autor.

Grafico 16.1.33. Grafico Bivariante: Peso Sector Terciario.
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Grafico elaborado por el autor.
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Dias Heladas

Figura 16.1.34. Tabla Frecuencia: Dias Heladas.

Frecuencia| Porcentaje

dias_heladas Frecuencia Porcentaje acumulada acumulado
01:low-84.0115 185601 3712 185601 37.12
02:84.0115-119.0414 109652 21.93 295253 59.05
03:119.0414-366.4339 84476 16.90 379729 75.95
04:366.4339-622.7705 35169 7.03 414598 §2.98
05:622.7705-868.7585 42313 8.46 457211 91.44
06:868.7585-high 42373 8.47 499584 99.92
07:Indeterminado 416 0.08 500000 100.00

Tabla elaborada por el autor.

Grafico 15.1.35. Grafico Bivariante: Dias Heladas.
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Grafico elaborado por el autor.
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Velocidad Media del Viento

Figura 16.1.36. Tabla Frecuencia: Velocidad Media del Viento.

velocid media_viento

Frecuencia
Frecuencia| Porcentaje acumulada acumulado

Porcentaje

M:low-2.571127 34353 G.87 34353 B.87
02:2.571127-2.596619 36913 7.38 71266 14.25
03:2.596619-2.7195094 25028 501 05294 19.26
04:2.7195094-2. 8228306 35144 7.03 131438 26.29
05:2.8228306-2.9032046 79932 16.00 211420 42 28
(6:2.9032046-2.9159927 102114 2042 313534 62.71
07:2.9159927-3.0506671 38945 7.79 352479 70.50
08:3.0506671-3.2695916 38584 772 391063 78.21
09:3.2695916-3.5119002 46532 9.3 437595 87.52
10:3.5119002-high 62038 12.41 499633 95993
11:Indeterminado 367 0.07 500000 100.00
Tabla elaborada por el autor.
Grafico 16.1.37. Grafico Bivariante: Velocidad Media del Viento.
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16.2.

Modelizacion Interna

Figura 16.2.1. Tramos Validacién Cruzada Elastic Net

C.Num | Variables Seleccionadas A Log(A)
1 1 0.009966 -4.60858
2 2 0.009080 -4.70168
3 2 0.008274 -4.79464
4 3 0.007539 -4.88767
5 3 0.006869 -4.98074
6 5 0.006259 -5.07373
7 6 0.005703 -5.16676
8 6 0.005196 -5.25987
9 6 0.004734 -5.35298
10 8 0.004314 -5.44589
11 8 0.003931 -5.53886
12 10 0.003581 -5.63211
13 11 0.003263 -5.72511
14 11 0.002973 -5.81818
15 11 0.002709 -5.91118
16 13 0.002469 -6.00394
17 17 0.002249 -6.09727
18 18 0.002049 -6.19040
19 20 0.001867 -6.28342
20 22 0.001701 -6.37654
21 23 0.001550 -6.46950
22 27 0.001413 -6.56204
23 29 0.001287 -6.65544
24 32 0.001173 -6.74819
25 32 0.001069 -6.84103
26 35 0.000974 -6.93441
27 37 0.000887 -7.02744
28 44 0.000808 -7.12058
29 46 0.000737 -7.21360

30 49 0.000671 -7.30659
31 49 0.000612 -7.39960
32 51 0.000557 -7.49259
33 53 0.000508 -7.58562
34 53 0.000463 -7.67865
35 55 0.000422 -7.77169
36 58 0.000384 -7.86487
37 60 0.000350 -7.95786
38 61 0.000319 -8.05095
39 62 0.000291 -8.14391
40 63 0.000265 -8.23691
41 63 0.000241 -8.32988

Pagina 108 de 139




- A 65 0000220 842279
43 65 0.000200 -8.51619
44 66 0.000182 -8.60931
45 66 0.000166 -8.70232
46 66 0.000152 -8.79492
47 66 0.000138 -8.88826
48 66 0.000126 -8.98082
49 67 0.000115 -9.07406
50 67 0.000104 -9.16728
51 68 0.000095 -9.26027
52 69 0.000087 -9.35329
53 69 0.000079 -9.44632
54 69 0.000072 -9.53940
55 70 0.000066 -9.63239
56 70 0.000060 -9.72551
57 70 0.000054 -0.81841
58 70 0.000050 -9.91152
59 71 0.000045 -10.00463
60 71 0.000041 -10.09756
61 71 0.000038 -10.19064
62 72 0.000034 -10.28358
63 72 0.000031 -10.37670
64 72 0.000028 -10.46983
65 72 0.000026 -10.56281
66 73 0.000024 -10.65596
67 73 0.000021 -10.74885
68 73 0.000020 -10.84202
69 73 0.000018 -10.93463
70 73 0.000016 -11.02803
71 73 0.000015 -11.12088
72 73 0.000013 | -11.214303

Tabla elaborada por el autor.

2% La fila marcada en rojo denota el 1°P para un modelo Elastic Net con un a = 0.4. Este A selecciona 68
variables, necesitando un A mayor con el que desechar un mayor nimero de variables intrascendentes en
el modelo.

Pagina 109 de 139



16.3. Modelizacion de Variables Externas

Tabla 15.3.1. Coeficientes Ridge Regression vs GLM.

C. Num Variables Dummy Coef.RR Coef. GLM Dif. %

1 Intercepto -4.2281 -4.4841 -5.71%
2 Peso Potencia <=10.47 -0.0334 -0.0608 -45.07%
3 Peso Potencia >13.44 0.0347 0.0470 -27.10%
4 Peso Vehiculo <=979.6 -0.1185 -0.1219 -2.79%
5 Peso Vehiculo >1649.56 0.1264 0.1591 -20.55%
6 Velocidad <=167 -0.0313 -0.0533 -41.28%
7 Velocidad (187;209] -0.0344 -0.0393 -12.47%
8 Velocidad >209 -0.0648 -0.0903 -28.24%
9 Ant. Carn. Ocas. [0;7] 0.3322 0.3556 -6.58%
10 Ant. Carn. Ocas. [8;38] -0.1176 -0.1563 -24.76%
11 Ant. Carn. Ocas. [39;57] 0.3369 0.4191 -19.61%
12 Forma de Pago Semestral 0.1401 0.1618 -13.41%
13 Forma de Pago Trimestral-Mensual 0.1963 0.1852 5.99%
14 Motor Gasolina -0.0993 -0.081 22.59%
15 Motor Otros/Desconocido 0.0305 -0.1736 -117.57%
16 Bonificacién Bonus Bajo 0.4854 0.5572 -12.89%
17 Bonificacion Bonus Medio 0.2534 0.3250 -22.03%
18 Puertas 3 -0.0367 -0.0481 -23.70%
19 Puertas Indefinido -0.8858 -15.6496 -94.34%
20 Unidad Familiar Si 0.0806 0.0477 68.97%
21 N2 Auto Familia 0 0.2881 -0.0748 -485.16%
22 N2 Auto Familia Mas de 2 0.0797 0.0950 -16.11%
23 N2 Auto Familia Indefinido 0 -15.6794 -100.00%
24 Cond. Otros Veh. Si -0.1061 -0.0680 56.03%
25 Morosidad A-B -0.0502 -0.0012 4083.33%
26 Morosidad D-E 0.0187 0.0249 -24.90%
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27 Morosidad F 0.2604 0.2918 -10.76%
28 Morosidad Desconocido 0.1415 0.1538 -8.00%
29 Grupo Marca 1 0.0507 0.0495 2.42%
30 Grupo Marca 3 -0.1331 -0.1392 -4.38%
31 Grupo Marca 4 0.2030 0.1837 10.51%
32 Grupo Marca 5 0.2890 0.2919 -0.99%
33 Estado Civil Divorciado/Separado 0.0737 0.1353 -45.53%
34 Estado Civil Soltero -0.0488 -0.084 -41.90%
35 Estado Civil Otros 0.0247 0.1744 -85.84%
36 Tasa Paro Low-6.27 -0.0635 -0.0454 39.87%
37 Tasa Paro 10.69-13.29 -0.0193 -0.0071 171.83%
38 Tasa Paro 13.29-17.57 -0.0155 -0.0249 -37.75%
39 Tasa Paro 17.57-22.86 0.0235 -0.0079 -397.47%
40 Tasa Paro 22.86-high 0.0037 -0.0089 -141.57%
41 Tasa Paro Indeterminado 0.0062 0 0%
42 Ing. Medios Low-1810.69 -0.0539 -0.0474 13.71%
43 Ing. Medios 2011.99-2183.58 -0.0271 -0.0094 188.30%
44 Ing. Medios 2183.58-2362.51 0.0106 0.0435 -75.63%
45 Ing. Medios 2362.51-high -0.0057 0.0256 -122.27%
46 Ing. Medios Indeterminado 0.0050 16.3634 -99.97%
47 Dias Helada 84.01-119.04 0.0231 0.0339 -31.86%
48 Dias Helada 119.04-366.43 -0.0227 -0.129 -82.40%
49 Dias Helada 366.43-622.77 -0.0375 -0.3326 -88.73%
50 Dias Helada 622.77-868.75 -0.0515 -0.3785 -86.39%
51 Dias Helada 868.75-high -0.0456 -0.3846 -88.14%
52 Dias Helada Indeterminado -0.3480 -16.1394 -97.84%
53 Prec. Mas 40 ml Low-5.45 0.0352 0.1468 -76.02%
54 Prec. Mas 40 ml 5.45-12.00 0.0366 0.1905 -80.79%
55 Prec. Mas 40 ml 12.00-25.30 -0.0092 0.1139 -108.08%
56 Prec. Mas 40 ml 25.30-34.52 0.0388 0.1499 -74.12%
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57 Prec. Mdas 40 ml 34.52-44.87 -0.0086 0.045 -119.11%
58 Prec. Mas 40 ml 52.28-high -0.0055 0.0615 -108.94%
59 Prec. Mas 40 ml Indeterminado 0.0034 0 0%

60 Insol Media Low-5.37 0.0616 -1.5146 -104.07%
61 Insol Media 5.37-6.38 -0.0155 -1.5912 -99.03%
62 Insol Media 7.27-7.40 -0.0045 0.1069 -104.21%
63 Insol Media 7.40-7.59 -0.0467 0.2001 -123.34%
64 Insol Media 7.59-7.80 0.0118 0.2876 -95.90%
65 Insol Media 7.80-7.88 0.0612 0.3056 -79.97%
66 Insol Media 7.88-high 0.0001 0.2219 -99.95%
67 Insol Media Indeterminado 0.0033 0 0%

68 Insolacién Low-50.46 0.0520 1.4762 -96.48%
69 Insolacién 58.13-59.15 0.0082 -0.033 -124.85%
70 Insolacidén 59.15-62.80 0.0007 -0.2013 -100.35%
71 Insolacidén 62.80-63.52 -0.0370 -0.2202 -83.20%
72 Insolacion 63.52-high 0.0366 -0.1493 -124.51%
73 Insolacién Indeterminado 0.0051 0 0%

74 D Prec sup 10 ml Low-281.63 0.0112 0.0014 700.00%
75 D Prec sup 10 ml 281.63-298.72 0.0241 0.0073 230.14%
76 D Prec sup 10 ml 298.72-371 0.0214 0.0285 -24.91%
77 D Prec sup 10 ml 699.05-high 0.0662 0.0971 -31.82%
78 D Prec sup 10 ml Indeterminado 0.0095 0 0%

79 Dias Lluvia Low-1524 0.0258 0.0294 -12.24%
80 Dias Lluvia 1725-1725.43 0.0321 0.0682 -52.93%
81 Dias Lluvia 1725.43-1901.27 -0.0044 -0.0521 -91.55%
82 Dias Lluvia 2322.26-3326.32 0.0496 -0.0168 -395.24%
83 Dias Lluvia 3326.32-high -0.0143 0.0059 -342.37%
84 Dias Lluvia Indeterminado 0.0161 0 0%

85 Peso Sect Terc Low-51.13 -0.0673 -0.1151 -41.53%
86 Peso Sect Terc 51.13-67.59 -0.0223 -0.034 -34.41%

Pagina 112 de 139




87 Peso Sect Terc 82.35-high 0.0162 -0.0139 -216.55%
88 Peso Sect Terc Indeterminado 0.0228 0 0%

89 T max men 52 dia Low-3.45 -0.0010 -0.0564 -98.23%
90 T max men 52 dia 3.45-9 0.0429 0.034 26.18%
91 T max men 52 dia 9-15.59 0.0217 0.0013 1569.23%
92 T max men 52 dia 15.59-27.63 0.0149 -0.0531 -128.06%
93 T max men 52 dia 66.65-77.99 -0.0077 0.0237 -132.49%
94 T max men 52 dia 77.99-318.51 -0.0099 -0.0642 -84.58%
95 T max men 52 dia 318.51-high 0.0341 0.3123 -89.08%
96 T max men 52 dia Indeterminado 0.0279 0 0%

97 Dias Precip Low-60.58 -0.0092 0.1307 -107.04%
98 Dias Precip 60.58-71.15 0.0066 0.097 -93.20%
99 Dias Precip 82.16-91.42 0.0085 0.015 -43.33%
100 Dias Precip 91.42-114.67 -0.0489 -0.1186 -58.77%
101 Dias Precip 114.67-high 0.0331 0.0016 1968.75%
102 Dias Precip Indeterminado 0.0300 0 0%
103 Temp Inf Max Low-11.60 0.0175 0.1337 -86.91%
104 Temp Inf Max 11.60-12.20 -0.0081 0.0652 -112.42%
105 Temp Inf Max 12.20-12.75 0.0318 0.062 -48.71%
106 Temp Inf Max 12.75-13.90 0.0049 0.0155 -68.39%
107 Temp Inf Max 14.89-15.75 -0.0055 0.0377 -114.59%
108 Temp Inf Max 15.75-16.87 0.0259 0.1372 -81.12%
109 Temp Inf Max 16.87-17.70 0.0156 0.1428 -89.08%
110 Temp Inf Max 17.70-high 0.0223 0.2347 -90.50%
111 Temp Inf Max Indeterminado 0.0289 0 0%
112 Temp Minim Low-0.55 0.0140 -0.0464 -130.17%
113 Temp Minim 0.55-2.36 0.0122 -0.2607 -104.68%
114 Temp Minim 2.36-3.98 -0.0541 -0.0933 -42.02%
115 Temp Minim 3.98-4.85 -0.0661 -0.0257 157.20%
116 Temp Minim 4.85-5.56 0.0595 -0.0526 -213.12%
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117 Temp Minim 6.43-7.12 -0.0300 0.0017 -1864.71%
118 Temp Minim 7.12-8.39 0.0274 0.0555 -50.63%
119 Temp Minim 8.39-high 0.0039 0.0746 -94.77%
120 Temp Minim Indeterminado 0.0256 0 0%
121 Temp Med Max Low-17.38 0.0433 0.0212 104.25%
122 Temp Med Max 17.38-17.99 0.0328 0.0378 -13.23%
123 Temp Med Max 17.99-19.03 -0.0266 -0.1562 -82.97%
124 Temp Med Max 19.03-19.51 0.0551 0.0792 -30.43%
125 Temp Med Max 20.50-21.76 0.0049 -0.0468 -110.47%
126 Temp Med Max 21.76-22.38 0.0288 -0.0598 -148.16%
127 Temp Med Max 22.38-22.99 0.0066 -0.2304 -102.86%
128 Temp Med Max 22.99-high 0.0134 -0.1406 -109.53%
129 Temp Med Max Indeterminado 0.0210 0 0%
130 Temp Med Min Low-6.43 -0.0488 0.2056 -123.74%
131 Temp Med Min 6.43-7.57 0.0681 0.362 -81.19%
132 Temp Med Min 7.57-8.04 -0.0239 0.3579 -106.68%
133 Temp Med Min 8.04-9.32 -0.0635 0.0591 -207.45%
134 Temp Med Min 9.32-10.07 0.0174 0.0124 40.32%
135 Temp Med Min 10.07-10.59 0.0335 0.1536 -78.19%
136 Temp Med Min 11.30-11.92 0.0051 -0.0228 -122.37%
137 Temp Med Min 11.92-12.89 0.0025 -0.1148 -102.18%
138 Temp Med Min 12.89-high -0.0105 -0.1922 -94.54%
139 Temp Med Min Indeterminado 0.0166 0 0%
140 Vel. Med Vient Low-2.57 0.0619 0.1644 -62.35%
141 Vel. Med Vient 2.57-2.59 0.0281 0.0433 -35.10%
142 Vel. Med Vient 2.59-2.71 0.0446 0.1947 -77.09%
143 Vel. Med Vient 2.71-2.82 0.0645 0.1662 -61.19%
144 Vel. Med Vient 2.82-2.90 0.0098 0.0663 -85.22%
145 Vel. Med Vient 2.91-3.05 0.0553 0.0976 -43.34%
146 Vel. Med Vient 3.05-3.26 -0.0771 -0.0767 0.52%
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147 Vel. Med Vient 3.26-3.51 -0.0249 -0.0496 -49.80%
148 Vel. Med Vient 3.51-high 0.0186 -0.0148 -225.68%
149 Vel. Med Vient Indeterminado 0.0128 0 0%
150 P. Atm. Niv. Mar Low-1016.44 -0.0096 -0.0009 966.67%
151 P. Atm. Niv. Mar 1016.54-1016.78 0.0134 0.0412 -67.48%
152 P. Atm. Niv. Mar 1016.78-1016.85 -0.0091 0.0263 -134.60%
153 P. Atm. Niv. Mar 1016.85-1017.00 0.0187 0.0922 -79.72%
154 P. Atm. Niv. Mar 1017.00-1017.29 -0.0924 -0.0843 9.61%
155 P. Atm. Niv. Mar 1017.29-1017.50 0.0100 0.0829 -87.94%
156 P. Atm. Niv. Mar 1017.50-1017.86 0.0870 0.042 107.14%
157 P. Atm. Niv. Mar 1017.86-1018.18 0.0455 0.0549 -17.12%
158 P. Atm. Niv. Mar 1018.18-high 0.0083 0.106 -92.17%
159 P. Atm. Niv. Mar Indeterminado 0.0326 0 0%
160 Cuenca Nival Si -0.1984 -0.0516 284.50%
161 Cuenca Nival Indeterminado 0.0086 0 0%
162 Zona Inundable Si 0.0291 0.0414 -29.71%
163 Zona Inundable Indeterminado 0.0079 0 0%
164 Temp Media Low-12.31 0.0145 -0.0811 -117.88%
165 Temp Media 12.31-13.42 -0.0582 -0.144 -59.58%
166 Temp Media 13.42-14.66 0.0905 -0.1721 -152.59%
167 Temp Media 14.66-15.16 0.0695 -0.0654 -206.27%
168 Temp Media 15.16-15.35 -0.0105 -0.0944 -88.88%
169 Temp Media 15.84-17.24 0.0099 0.0706 -85.98%
170 Temp Media 17.24-18.32 0.0081 -0.0914 -108.86%
171 Temp Media 18.32-18.69 0.0327 -0.0156 -309.62%
172 Temp Media 18.69-high 0.0079 -0.1735 -104.55%
173 Temp Media Indeterminado 0.0074 0 0%
174 Precip total Low-378.06 -0.0621 -0.2132 -70.87%
175 Precip total 378.06-409.62 -0.0747 -0.1906 -60.81%
176 Precip total 409.62-420.07 0.0112 -0.1198 -109.35%
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177 Precip total 420.07-438.73 -0.0099 -0.0744 -86.69%
178 Precip total 438.73-488.78 -0.0047 -0.1306 -96.40%
179 Precip total 488.78-566.86 0.0281 -0.0346 -181.21%
180 Precip total 566.86-647.35 -0.0067 -0.0146 -54.11%
181 Precip total 709.95-1076.72 0.0424 0.1537 -72.41%
182 Precip total 1076.72-high 0.0886 0.4229 -79.05%
183 Precip total Indeterminado 0.0070 0 0%
184 Prec. Max. Low-11.97 0.0372 -0.0473 -178.65%
185 Prec. Max. 11.97-12.68 -0.0223 -0.0777 -71.30%
186 Prec. Max. 12.68-13.30 0.0581 -0.0175 -432.00%
187 Prec. Max. 13.30-13.99 0.0138 -0.0441 -131.29%
188 Prec. Max. 13.99-16.44 0.0222 -0.0754 -129.44%
189 Prec. Max. 16.44-18.24 -0.0457 -0.1661 -72.49%
190 Prec. Max. 18.24-20.25 0.0233 -0.0861 -127.06%
191 Prec. Max. 20.25-22.74 -0.0526 -0.1412 -62.75%
192 Prec. Max. 24.31-high 0.0508 0.0009 5544.44%
193 Prec. Max. Indeterminado 0.0068 0 0%
194 Congelacion Low-3.01 0.0221 0.1199 -81.57%
195 Congelacidn 3.01-8.12 -0.0005 0.0196 -102.55%
196 Congelacidn 8.12-14.86 0.0294 0.0945 -68.89%
197 Congelacion 14.86-25.98 0.0609 0.1454 -58.12%
198 Congelacion 25.98-48.37 0.0113 0.0354 -68.08%
199 Congelacidn 62.89-71.25 -0.0394 -0.0345 14.20%
200 Congelacidn 71.25-161.00 -0.0193 0.0516 -137.40%
201 Congelacidn 161.00-305.67 0.0427 0.1847 -76.88%
202 Congelacidn 305.67-high 0.0305 -0.0818 -137.29%
203 Congelacion Indeterminado 0.0069 0 0%
204 Rac Vient + 55km Low- 235.52 -0.0026 -0.0824 -96.84%
205 Rac Vient + 55km 235.52-366.16 -0.0008 -0.0377 -97.88%
206 Rac Vient + 55km 366.16-431.03 0.0613 0.0234 161.97%
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207 Rac Vient + 55km 431.03-506.94 -0.0380 -0.0854 -55.50%
208 Rac Vient + 55km 506.94-588.71 0.0495 -0.0082 -703.66%
209 Rac Vient + 55km 588.71-704.50 -0.0004 0.0248 -101.61%
210 Rac Vient + 55km 704.50-809.52 0.0131 0.0359 -63.51%
211 Rac Vient + 55km 880.83-1140.01 -0.0235 0.0404 -158.17%
212 Rac Vient + 55km 1140.01-high 0.0087 0.0621 -85.99%
213 Rac Vient + 55km Indeterminado 0.0070 0 0%
214 Rac Vient + 91km Low-1.72 0.0120 0.1707 -92.97%
215 Rac Vient + 91km 1.72-3.50 -0.0502 0.0438 -214.61%
216 Rac Vient + 91km 3.50-5 0.0666 0.162 -58.89%
217 Rac Vient + 91km 5-8 -0.0098 0.0426 -123.00%
218 Rac Vient + 91km 8-10.12 0.0843 0.1578 -46.58%
219 Rac Vient + 91km 10.12-14.85 0.0045 0.0025 80.00%
220 Rac Vient + 91km 17.95-25.99 0.0681 0.1064 -36.00%
221 Rac Vient + 91km 25.99-40.99 -0.0450 0.067 -167.16%
222 Rac Vient + 91km 40.99-high 0.0056 0.1192 -95.30%
223 Rac Vient + 91km Indeterminado -0.0068 0 0%
225 Dias Gran Low-8.26 0.0442 0.0215 105.58%
226 Dias Gran 8.26-12.73 0.0092 -0.0026 -453.85%
227 Dias Gran 12.73-15.99 -0.0046 -0.0025 84.00%
228 Dias Gran 15.99-22.29 0.0685 0.0261 162.45%
229 Dias Gran 30.00-36.99 0.0310 -0.0027 -1248.15%
230 Dias Gran 36.99-43.99 0.0412 0.063 -34.60%
231 Dias Gran 43.99-72.62 -0.0479 -0.0235 103.83%
232 Dias Gran 72.62-94.64 -0.1091 -0.2441 -55.31%
233 Dias Gran 94.64-high -0.0824 -0.3877 -78.75%
234 Dias Gran Indeterminado 0.0067 0 0%
235 Rur_urb 1.95-7.99 -0.0549 -0.0258 112.79%
236 Rur_urb 7.99-25.42 -0.0096 0.0211 -145.50%
237 Rur_urb 25.42-64.17 -0.0051 -0.0095 -46.32%
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238 Rur_urb 64.17-123.64 0.0271 0.0381 -28.87%
239 Rur_urb 123.64-291.33 -0.1165 -0.0654 78.13%
240 Rur_urb 291.33-487.48 0.0607 0.2152 -71.79%
241 Rur_urb 487.48-798.07 0.0272 0.1809 -84.96%
242 Rur_urb 798.07-1116.70 0.0286 0.2535 -88.72%
243 Rur_urb 1116.70-high 0.0040 0.2244 -98.22%
244 Rur_urb Indeterminado 0.0066 0 0%

Tabla elaborada por el autor.
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Tabla 15.3.2. Coeficientes Lasso vs GLM.

C. Num Variables Dummy Coef. Lasso Coef.RR Coef. GLM Dif. %

1 Intercepto -4.2177 -4.2281 -4.4841 -5.71%
2 Peso Potencia <=10.47 -0.0232 -0.0334 -0.0608 -45.07%
3 Peso Potencia >13.44 0.0150 0.0347 0.0470 -27.10%
4 Peso Vehiculo <=979.6 -0.1269 -0.1185 -0.1219 -2.79%
5 Peso Vehiculo >1649.56 0.1350 0.1264 0.1591 -20.55%
6 Velocidad <=167 -0.0313 -0.0533 -41.28%
7 Velocidad (187;209] -0.0266 -0.0344 -0.0393 -12.47%
8 Velocidad >209 -0.0536 -0.0648 -0.0903 -28.24%
9 Ant. Carn. Ocas. [0;7] 0.3522 0.3322 0.3556 -6.58%
10 Ant. Carn. Ocas. [8;38] -0.0870 -0.1176 -0.1563 -24.76%
11 Ant. Carn. Ocas. [39;57] 0.1827 0.3369 0.4191 -19.61%
12 Forma de Pago Semestral 0.1474 0.1401 0.1618 -13.41%
13 Forma de Pago Trimestral-Mensual 0.1892 0.1963 0.1852 5.99%
14 Motor Gasolina -0.1147 -0.0993 -0.081 22.59%
15 Motor Otros/Desconocido 0.0305 -0.1736 -117.57%
16 Bonificacion Bonus Bajo 0.5437 0.4854 0.5572 -12.89%
17 Bonificacion Bonus Medio 0.2964 0.2534 0.3250 -22.03%
18 Puertas 3 -0.0318 -0.0367 -0.0481 -23.70%
19 Puertas Indefinido -0.8858 -15.6496 -94.34%
20 Unidad Familiar Si 0.0977 0.0806 0.0477 68.97%
21 N2 Auto Familia 0 0.3072 0.2881 -0.0748 -485.16%
22 N2 Auto Familia Mas de 2 0.0627 0.0797 0.0950 -16.11%
23 N2 Auto Familia Indefinido 0 -15.6794 -100.00%
24 Cond. Otros Veh. Si -0.1136 -0.1061 -0.0680 56.03%
25 Morosidad A-B -0.0377 -0.0502 -0.0012 4083.33%
26 Morosidad D-E 0.0129 0.0187 0.0249 -24.90%
27 Morosidad F 0.2764 0.2604 0.2918 -10.76%
28 Morosidad Desconocido 0.1474 0.1415 0.1538 -8.00%
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29 Grupo Marca 1 0.0495 0.0507 0.0495 2.42%
30 Grupo Marca 3 -0.1335 -0.1331 -0.1392 -4.38%
31 Grupo Marca 4 0.1994 0.2030 0.1837 10.51%
32 Grupo Marca 5 0.2807 0.2890 0.2919 -0.99%
33 Estado Civil Divorciado/Separado 0.0441 0.0737 0.1353 -45.53%
34 Estado Civil Soltero -0.0422 -0.0488 -0.084 -41.90%
35 Estado Civil Otros 0.0247 0.1744 -85.84%
36 Tasa Paro Low-6.27 -0.0500 -0.0635 -0.0454 39.87%
37 Tasa Paro 10.69-13.29 -0.0193 -0.0071 171.83%
38 Tasa Paro 13.29-17.57 -0.0155 -0.0249 -37.75%
39 Tasa Paro 17.57-22.86 0.0187 0.0235 -0.0079 -397.47%
40 Tasa Paro 22.86-high 0.0037 -0.0089 -141.57%
41 Tasa Paro Indeterminado 0.0062 0 0%
42 Ing. Medios Low-1810.69 -0.0371 -0.0539 -0.0474 13.71%
43 Ing. Medios 2011.99-2183.58 -0.0172 -0.0271 -0.0094 188.30%
44 Ing. Medios 2183.58-2362.51 0.0106 0.0435 -75.63%
45 Ing. Medios 2362.51-high -0.0057 0.0256 -122.27%
46 Ing. Medios Indeterminado 0.0050 16.3634 -99.97%
47 Dias Helada 84.01-119.04 0.0231 0.0339 -31.86%
48 Dias Helada 119.04-366.43 -0.0019 -0.0227 -0.129 -82.40%
49 Dias Helada 366.43-622.77 -0.0375 -0.3326 -88.73%
50 Dias Helada 622.77-868.75 -0.0515 -0.3785 -86.39%
51 Dias Helada 868.75-high -0.0456 -0.3846 -88.14%
52 Dias Helada Indeterminado -0.3480 -16.1394 -97.84%
53 Prec. Mas 40 ml Low-5.45 0.0352 0.1468 -76.02%
54 Prec. Mds 40 ml 5.45-12.00 0.0366 0.1905 -80.79%
55 Prec. Mds 40 ml 12.00-25.30 -0.0092 0.1139 -108.08%
56 Prec. Mas 40 ml 25.30-34.52 0.0190 0.0388 0.1499 -74.12%
57 Prec. Mas 40 ml 34.52-44.87 -0.0086 0.045 -119.11%
58 Prec. Mas 40 ml 52.28-high -0.0055 0.0615 -108.94%
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59 Prec. Mas 40 ml Indeterminado 0.0034 0 0%

60 Insol Media Low-5.37 0.0484 0.0616 -1.5146 -104.07%
61 Insol Media 5.37-6.38 -0.0155 -1.5912 -99.03%
62 Insol Media 7.27-7.40 -0.0045 0.1069 -104.21%
63 Insol Media 7.40-7.59 -0.0467 0.2001 -123.34%
64 Insol Media 7.59-7.80 0.0118 0.2876 -95.90%
65 Insol Media 7.80-7.88 0.0199 0.0612 0.3056 -79.97%
66 Insol Media 7.88-high 0.0001 0.2219 -99.95%
67 Insol Media Indeterminado 0.0033 0 0%

68 Insolacién Low-50.46 0.0899 0.0520 1.4762 -96.48%
69 Insolacién 58.13-59.15 0.0082 -0.033 -124.85%
70 Insolacién 59.15-62.80 0.0007 -0.2013 -100.35%
71 Insolacién 62.80-63.52 -0.0370 -0.2202 -83.20%
72 Insolacién 63.52-high 0.0164 0.0366 -0.1493 -124.51%
73 Insolacién Indeterminado 0.0051 0 0%

74 D Prec sup 10 ml Low-281.63 0.0112 0.0014 700.00%
75 D Prec sup 10 ml 281.63-298.72 0.0241 0.0073 230.14%
76 D Prec sup 10 ml 298.72-371 0.0214 0.0285 -24.91%
77 D Prec sup 10 ml 699.05-high 0.0662 0.0971 -31.82%
78 D Prec sup 10 ml Indeterminado 0.0095 0 0%

79 Dias Lluvia Low-1524 0.0105 0.0258 0.0294 -12.24%
80 Dias Lluvia 1725-1725.43 0.0154 0.0321 0.0682 -52.93%
81 Dias Lluvia 1725.43-1901.27 -0.0044 -0.0521 -91.55%
82 Dias Lluvia 2322.26-3326.32 0.0025 0.0496 -0.0168 -395.24%
83 Dias Lluvia 3326.32-high -0.0143 0.0059 -342.37%
84 Dias Lluvia Indeterminado 0.0161 0 0%

85 Peso Sect Terc Low-51.13 -0.0542 -0.0673 -0.1151 -41.53%
86 Peso Sect Terc 51.13-67.59 -0.0119 -0.0223 -0.034 -34.41%
87 Peso Sect Terc 82.35-high 0.0085 0.0162 -0.0139 -216.55%
88 Peso Sect Terc Indeterminado 0.0228 0 0%
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89 T max men 52 dia Low-3.45 -0.0010 -0.0564 -98.23%
90 T max men 52 dia 3.45-9 0.0206 0.0429 0.034 26.18%
91 T max men 52 dia 9-15.59 0.0217 0.0013 1569.23%
92 T max men 52 dia 15.59-27.63 0.0149 -0.0531 -128.06%
93 T max men 52 dia 66.65-77.99 -0.0077 0.0237 -132.49%
94 T max men 52 dia 77.99-318.51 -0.0099 -0.0642 -84.58%
95 T max men 52 dia 318.51-high 0.0341 0.3123 -89.08%
96 T max men 52 dia Indeterminado 0.0279 0 0%

97 Dias Precip Low-60.58 -0.0092 0.1307 -107.04%
98 Dias Precip 60.58-71.15 0.0066 0.097 -93.20%
99 Dias Precip 82.16-91.42 0.0085 0.015 -43.33%
100 Dias Precip 91.42-114.67 -0.0348 -0.0489 -0.1186 -58.77%
101 Dias Precip 114.67-high 0.0331 0.0016 1968.75%
102 Dias Precip Indeterminado 0.0300 0 0%
103 Temp Inf Max Low-11.60 0.0175 0.1337 -86.91%
104 Temp Inf Max 11.60-12.20 -0.0081 0.0652 -112.42%
105 Temp Inf Max 12.20-12.75 0.0106 0.0318 0.062 -48.71%
106 Temp Inf Max 12.75-13.90 0.0049 0.0155 -68.39%
107 Temp Inf Max 14.89-15.75 -0.0055 0.0377 -114.59%
108 Temp Inf Max 15.75-16.87 0.0259 0.1372 -81.12%
109 Temp Inf Max 16.87-17.70 0.0156 0.1428 -89.08%
110 Temp Inf Max 17.70-high 0.0223 0.2347 -90.50%
111 Temp Inf Max Indeterminado 0.0289 0 0%
112 Temp Minim Low-0.55 0.0140 -0.0464 -130.17%
113 Temp Minim 0.55-2.36 0.0122 -0.2607 -104.68%
114 Temp Minim 2.36-3.98 -0.0133 -0.0541 -0.0933 -42.02%
115 Temp Minim 3.98-4.85 -0.0407 -0.0661 -0.0257 157.20%
116 Temp Minim 4.85-5.56 0.0683 0.0595 -0.0526 -213.12%
117 Temp Minim 6.43-7.12 -0.0342 -0.0300 0.0017 -1864.71%
118 Temp Minim 7.12-8.39 0.0239 0.0274 0.0555 -50.63%
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119 Temp Minim 8.39-high 0.0039 0.0746 -94.77%
120 Temp Minim Indeterminado 0.0256 0 0%
121 Temp Med Max Low-17.38 0.0063 0.0433 0.0212 104.25%
122 Temp Med Max 17.38-17.99 0.0328 0.0378 -13.23%
123 Temp Med Max 17.99-19.03 -0.0266 -0.1562 -82.97%
124 Temp Med Max 19.03-19.51 0.0269 0.0551 0.0792 -30.43%
125 Temp Med Max 20.50-21.76 0.0049 -0.0468 -110.47%
126 Temp Med Max 21.76-22.38 0.0213 0.0288 -0.0598 -148.16%
127 Temp Med Max 22.38-22.99 0.0066 -0.2304 -102.86%
128 Temp Med Max 22.99-high 0.0134 -0.1406 -109.53%
129 Temp Med Max Indeterminado 0.0210 0 0%
130 Temp Med Min Low-6.43 -0.0488 0.2056 -123.74%
131 Temp Med Min 6.43-7.57 0.0919 0.0681 0.362 -81.19%
132 Temp Med Min 7.57-8.04 -0.0239 0.3579 -106.68%
133 Temp Med Min 8.04-9.32 -0.0599 -0.0635 0.0591 -207.45%
134 Temp Med Min 9.32-10.07 0.0174 0.0124 40.32%
135 Temp Med Min 10.07-10.59 0.0335 0.1536 -78.19%
136 Temp Med Min 11.30-11.92 0.0051 -0.0228 -122.37%
137 Temp Med Min 11.92-12.89 0.0025 -0.1148 -102.18%
138 Temp Med Min 12.89-high -0.0105 -0.1922 -94.54%
139 Temp Med Min Indeterminado 0.0166 0 0%
140 Vel. Med Vient Low-2.57 0.0054 0.0619 0.1644 -62.35%
141 Vel. Med Vient 2.57-2.59 0.0281 0.0433 -35.10%
142 Vel. Med Vient 2.59-2.71 0.0446 0.1947 -77.09%
143 Vel. Med Vient 2.71-2.82 0.0238 0.0645 0.1662 -61.19%
144 Vel. Med Vient 2.82-2.90 0.0098 0.0663 -85.22%
145 Vel. Med Vient 2.91-3.05 0.0476 0.0553 0.0976 -43.34%
146 Vel. Med Vient 3.05-3.26 -0.0289 -0.0771 -0.0767 0.52%
147 Vel. Med Vient 3.26-3.51 -0.0249 -0.0496 -49.80%
148 Vel. Med Vient 3.51-high 0.0303 0.0186 -0.0148 -225.68%
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149 Vel. Med Vient Indeterminado 0.0128 0 0%
150 P. Atm. Niv. Mar Low-1016.44 -0.0096 -0.0009 966.67%
151 P. Atm. Niv. Mar 1016.54-1016.78 0.0134 0.0412 -67.48%
152 P. Atm. Niv. Mar 1016.78-1016.85 -0.0091 0.0263 -134.60%
153 P. Atm. Niv. Mar 1016.85-1017.00 0.0187 0.0922 -79.72%
154 P. Atm. Niv. Mar 1017.00-1017.29 -0.0407 -0.0924 -0.0843 9.61%
155 P. Atm. Niv. Mar 1017.29-1017.50 0.0100 0.0829 -87.94%
156 P. Atm. Niv. Mar 1017.50-1017.86 0.1127 0.0870 0.042 107.14%
157 P. Atm. Niv. Mar 1017.86-1018.18 0.0709 0.0455 0.0549 -17.12%
158 P. Atm. Niv. Mar 1018.18-high 0.0083 0.106 -92.17%
159 P. Atm. Niv. Mar Indeterminado 0.0326 0 0%
160 Cuenca Nival Si -0.1395 -0.1984 -0.0516 284.50%
161 Cuenca Nival Indeterminado 0.0086 0 0%
162 Zona Inundable Si 0.0113 0.0291 0.0414 -29.71%
163 Zona Inundable Indeterminado 0.0079 0 0%
164 Temp Media Low-12.31 0.0145 -0.0811 -117.88%
165 Temp Media 12.31-13.42 -0.0763 -0.0582 -0.144 -59.58%
166 Temp Media 13.42-14.66 -0.0958 0.0905 -0.1721 -152.59%
167 Temp Media 14.66-15.16 0.0403 0.0695 -0.0654 -206.27%
168 Temp Media 15.16-15.35 -0.0105 -0.0944 -88.88%
169 Temp Media 15.84-17.24 0.0099 0.0706 -85.98%
170 Temp Media 17.24-18.32 0.0081 -0.0914 -108.86%
171 Temp Media 18.32-18.69 0.0327 -0.0156 -309.62%
172 Temp Media 18.69-high 0.0079 -0.1735 -104.55%
173 Temp Media Indeterminado 0.0074 0 0%
174 Precip total Low-378.06 -0.0621 -0.2132 -70.87%
175 Precip total 378.06-409.62 -0.0465 -0.0747 -0.1906 -60.81%
176 Precip total 409.62-420.07 0.0112 -0.1198 -109.35%
177 Precip total 420.07-438.73 -0.0099 -0.0744 -86.69%
178 Precip total 438.73-488.78 -0.0047 -0.1306 -96.40%
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179 Precip total 488.78-566.86 0.0258 0.0281 -0.0346 -181.21%
180 Precip total 566.86-647.35 -0.0067 -0.0146 -54.11%
181 Precip total 709.95-1076.72 0.0424 0.1537 -72.41%
182 Precip total 1076.72-high 0.1066 0.0886 0.4229 -79.05%
183 Precip total Indeterminado 0.0070 0 0%
184 Prec. Max. Low-11.97 0.0281 0.0372 -0.0473 -178.65%
185 Prec. Max. 11.97-12.68 -0.0223 -0.0777 -71.30%
186 Prec. Max. 12.68-13.30 0.0326 0.0581 -0.0175 -432.00%
187 Prec. Max. 13.30-13.99 0.0138 -0.0441 -131.29%
188 Prec. Max. 13.99-16.44 0.0222 -0.0754 -129.44%
189 Prec. Max. 16.44-18.24 -0.0457 -0.1661 -72.49%
190 Prec. Max. 18.24-20.25 0.0132 0.0233 -0.0861 -127.06%
191 Prec. Max. 20.25-22.74 -0.0435 -0.0526 -0.1412 -62.75%
192 Prec. Max. 24.31-high 0.0508 0.0009 5544.44%
193 Prec. Max. Indeterminado 0.0068 0 0%
194 Congelacién Low-3.01 0.0289 0.0221 0.1199 -81.57%
195 Congelacion 3.01-8.12 -0.0005 0.0196 -102.55%
196 Congelacion 8.12-14.86 0.0156 0.0294 0.0945 -68.89%
197 Congelacion 14.86-25.98 0.0522 0.0609 0.1454 -58.12%
198 Congelacion 25.98-48.37 0.0113 0.0354 -68.08%
199 Congelacion 62.89-71.25 -0.0394 -0.0345 14.20%
200 Congelacion 71.25-161.00 -0.0050 -0.0193 0.0516 -137.40%
201 Congelacion 161.00-305.67 0.0427 0.1847 -76.88%
202 Congelacion 305.67-high 0.0305 -0.0818 -137.29%
203 Congelacion Indeterminado 0.0069 0 0%
204 Rac Vient + 55km Low- 235.52 -0.0026 -0.0824 -96.84%
205 Rac Vient + 55km 235.52-366.16 -0.0008 -0.0377 -97.88%
206 Rac Vient + 55km 366.16-431.03 0.0363 0.0613 0.0234 161.97%
207 Rac Vient + 55km 431.03-506.94 -0.0002 -0.0380 -0.0854 -55.50%
208 Rac Vient + 55km 506.94-588.71 0.0528 0.0495 -0.0082 -703.66%
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209 Rac Vient + 55km 588.71-704.50 -0.0004 0.0248 -101.61%
210 Rac Vient + 55km 704.50-809.52 0.0131 0.0359 -63.51%
211 Rac Vient + 55km 880.83-1140.01 -0.0235 0.0404 -158.17%
212 Rac Vient + 55km 1140.01-high 0.0087 0.0621 -85.99%
213 Rac Vient + 55km Indeterminado 0.0070 0 0%
214 Rac Vient + 91km Low-1.72 0.0010 0.0120 0.1707 -92.97%
215 Rac Vient + 91km 1.72-3.50 -0.0087 -0.0502 0.0438 -214.61%
216 Rac Vient + 91km 3.50-5 0.0631 0.0666 0.162 -58.89%
217 Rac Vient + 91km 5-8 -0.0098 0.0426 -123.00%
218 Rac Vient + 91km 8-10.12 0.0980 0.0843 0.1578 -46.58%
219 Rac Vient + 91km 10.12-14.85 0.0045 0.0025 80.00%
220 Rac Vient + 91km 17.95-25.99 0.0435 0.0681 0.1064 -36.00%
221 Rac Vient + 91km 25.99-40.99 -0.0359 -0.0450 0.067 -167.16%
222 Rac Vient + 91km 40.99-high 0.0056 0.1192 -95.30%
223 Rac Vient + 91km Indeterminado -0.0068 0 0%
225 Dias Gran Low-8.26 0.0312 0.0442 0.0215 105.58%
226 Dias Gran 8.26-12.73 0.0092 -0.0026 -453.85%
227 Dias Gran 12.73-15.99 -0.0046 -0.0025 84.00%
228 Dias Gran 15.99-22.29 0.0484 0.0685 0.0261 162.45%
229 Dias Gran 30.00-36.99 0.0065 0.0310 -0.0027 -1248.15%
230 Dias Gran 36.99-43.99 0.0111 0.0412 0.063 -34.60%
231 Dias Gran 43.99-72.62 -0.0479 -0.0235 103.83%
232 Dias Gran 72.62-94.64 -0.0256 -0.1091 -0.2441 -55.31%
233 Dias Gran 94.64-high -0.0824 -0.3877 -78.75%
234 Dias Gran Indeterminado 0.0067 0 0%
235 Rur_urb 1.95-7.99 -0.0103 -0.0549 -0.0258 112.79%
236 Rur_urb 7.99-25.42 -0.0096 0.0211 -145.50%
237 Rur_urb 25.42-64.17 -0.0051 -0.0095 -46.32%
238 Rur_urb 64.17-123.64 0.0045 0.0271 0.0381 -28.87%
239 Rur_urb 123.64-291.33 -0.1417 -0.1165 -0.0654 78.13%
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240 Rur_urb 291.33-487.48 0.0607 0.2152 -71.79%
241 Rur_urb 487.48-798.07 0.0272 0.1809 -84.96%
242 Rur_urb 798.07-1116.70 0.0286 0.2535 -88.72%
243 Rur_urb 1116.70-high 0.0040 0.2244 -98.22%
244 Rur_urb Indeterminado 0.0066 0 0%

Tabla elaborada por el autor.
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Figura 15.2.1. Tramos Validacién Cruzada Elastic Net, « = 0.1

C.Num | Var. Seleccionad. A Log(4)
1 1 0.0398600 -3.22238196
2 2 0.0363200 -3.31538673
3 2 0.0330900 -3.40852416
4 3 0.0301500 -3.50157036
5 3 0.0274800 -3.59429681
6 4 0.0250300 -3.68768017
7 5 0.0228100 -3.78055624
8 5 0.0207800 -3.87376429
9 5 0.0189400 -3.96647919
10 7 0.0172600 -4.05936359
11 8 0.0157200 -4.15282149
12 9 0.0143300 -4.24540004
13 11 0.0130500 -4.33896715
14 11 0.0118900 -4.43205757
15 13 0.0108400 -4.52451228
16 16 0.0098740 -4.61785024
17 19 0.0089970 -4.71086409
18 24 0.0081980 -4.80386506
19 28 0.0074700 -4.89686028
20 30 0.0068060 -4.9899507
21 34 0.0062010 -5.08304471
22 39 0.0056500 -5.17609973
23 43 0.0051480 -5.26914699
24 51 0.0046910 -5.3621095
25 56 0.0042740 -5.45520512
26 59 0.0038950 -5.5480616
27 66 0.0035490 -5.64108941
28 68 0.0032330 -5.73434478
29 73 0.0029460 -5.82730696
30 79 0.0026840 -5.92044706
31 86 0.0024460 -6.01330124
32 93 0.0022290 -6.10620222
33 95 0.0020310 -6.199227
34 98 0.0018500 -6.29256964
35% 104 0.0016860 -6.38539642
36 108 0.0015360 -6.47857364
37 110 0.0014000 -6.57128304
38 110 0.0012750 -6.6648091
39 115 0.0011620 -6.75761262
40 116 0.0010590 -6.85043021
41 124 0.0009647 -6.94369339
42 130 0.0008790 -7.03672566
43 135 0.0008009 | -7.12977446

30| 3 fila coloreada de amarillo detecta el A°Pt de la modelizacidn externa para la técnica Elastic Net. Como
mencionamos, nosotros necesitdbamos aumentar el nimero de variables por lo que escogimos un
segundo A a cambio de sacrificar Poisson Deviance.
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44 141 0.0007298 -7.22274003
45 145 0.0006649 -7.3158739
46 151 0.0006059 -7.4087956
47 158 0.0005521 -7.50178137
48 160 0.0005030 -7.59492039
49 164 0.0004583 -7.68798657
50 165 0.0004176 -7.78098652
51 166 0.0003805 -7.87402438
52 181 0.0003467 -7.96705071
53 187 0.0003159 -8.06008485
54 190 0.0002878 -8.15324476
55 192 0.0002623 -8.24602167
56 192 0.0002390 -8.33904701
57 195 0.0002177 -8.43239259
58 199 0.0001984 -8.52522536
59 201 0.0001808 -8.61811911
60 206 0.0001647 -8.71138492
61 206 0.0001501 -8.80420882
62 209 0.0001367 -8.89772181
63 209 0.0001246 -8.99040195
64 214 0.0001135 -9.08370772
65 214 0.0001034 -9.1769056
66 219 0.0000943 -9.26955973
67 219 0.0000859 -9.36255958
68 220 0.0000783 -9.45560173
69 219 0.0000713 -9.54861423
70 220 0.0000650 -9.64158493
71 220 0.0000592 -9.73475795
72 231 0.0000539 -0.82763824
73 230 0.0000491 -9.92083719
74 231 0.0000448 -10.0137489
75 229 0.0000408 -10.1068285
76 230 0.0000372 -10.1997396
77 230 0.0000339 -10.2929809
78 229 0.0000309 -10.3860497
79 234 0.0000281 -10.4790295
80 234 0.0000256 -10.5721373
81 233 0.0000234 -10.6649136
82 233 0.0000213 -10.7582129
83 234 0.0000194 -10.851269
84 234 0.0000177 -10.9442084
85 234 0.0000161 -11.0373126
86 231 0.0000147 -11.1303879
87 231 0.0000134 -11.2232454
88 231 0.0000122 -11.3165367
89 231 0.0000111 -11.4094668
90 231 0.0000101 -11.5019855
91 231 0.0000092 -11.5953293
92 231 0.0000084 -11.6883509
93 231 0.0000076 -11.7814587
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94 231 0.0000070 -11.8744694
95 231 0.0000063 -11.9675283
96 237 0.0000058 -12.060588
97 237 0.0000053 -12.1534802
98 236 0.0000048 -12.2466863
99 235 0.0000044 -12.339604
100 236 0.0000040 -12.4327223

Tabla elaborada por el autor.
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16.4. Andlisis de Datos Atipicos

Como sabemos, es muy comun que en las estimaciones de modelos existan datos
atipicos que distorsionen la prediccion. Para detectar estos datos emplearemos dos
modelos estadisticos muy frecuentes en estos casos: el Efecto Palanca (Leverage) y la

Distancia de Cook.

> Puntos Palanca

Los Puntos Palanca (Leverage Point) son observaciones que potencialmente pueden
tener una gran capacidad de influencia sobre la regresion, siendo su expresion

matematica:

1 e e e
vy = x{(X'X) " = ;(1 + (% — %) S1(x — x))J
Y
Distancia de Mahalanobis

Donde:
X'y = (X10 X20) e ) Xpi)
x; = (1%)
X: Vector de medias de las k variables explicativas.
S,: Matriz de covarianzas.
Si sabemos que los puntos de palanca son una medida de distancia entre X; y X (centro

de gravedad), dicha medida puede simplificarse debido a que la medida solo depende

de kyn.

1 z" tr(H) k+1

vV =— vii = =
n n n

i=1

Por lo que, si estamos estudiando si dichas observaciones son puntos palanca, esta debe

ser superior al doble de la distancia existente entre X; y X.
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Variables Internas
v;ii >2*(49+1)/500000

100
> 0.0002

Vit = 500000

Variables Externas
v; >2%(72+1)/500000

146
> 0.000292

Vit = 500000

Todo Leverage superior a este dato serd un posible punto de influencia. Si filtramos la
base de datos por el resultado del leverage obtendremos que 17188 de las 500000 de
observaciones son potencialmente influyentes para el modelo interno y 13377 de las
500000 de observaciones son potencialmente influyentes para el modelo de variables

externas.

Pero en si, estos datos no me dice nada sin conocer los verdaderos puntos influyentes

detectados a través de la Distancia de Cook.

» Puntos Influyentes

Una variable sera influyente si al eliminarla, la estimacién cambia mucho, pudiendo
modificar los pardmetros estimados y consigo los resultados predichos inicialmente.
Para medir esos datos empleamos la Distancia de Cook que matematicamente se

expresara como:

Donde:

r;=

Diciéndose que una variable sera efectivamente influyente si:

Modelo Variables Externas
D(i) > Fii1n-k-1

Modelo Variables Internas
D) > Fyi1n-k-1
0.05 _ 0.05 _

F50 499950 = 1. 35 F5p499927 = 1. 35
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Si volvemos a filtrar las bases de datos para verificar si alguna observacion es influyente,
vemos que para ninguno de las dos modelizaciones existe ninguna observacion que

supere el 1.35 para la variable Distancia de Cook.

Graficamente, las observaciones se distribuyen de la siguiente manera:

16.4.1. Modelizacion Variables Internas

Figura 17.4.1. Grdfica Puntos Palanca

Grafica Puntos Palanca

04

Leverage
0.3

0.1

T | | T | |
Oe+00 1e+05 2e+05 Je+05 4e+05 He+05

Observaciones

Gréfico elaborado por el autor.
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Figura 17.4.2. Grdfica Puntos Influyentes.

Grafica Puntos Influyentes

oo = g @ o o o g

cook
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Gréfico elaborado por el autor.

16.4.2. Modelizacion Variables Internas y Externas

Figura 17.4.1. Grdfica Puntos Palanca
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Figura 17.4.2. Grdfica Puntos Influyentes.
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17.2. Software

SAS Customer Support Knowledge and Conmunity

R-Studio
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