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I. INTRODUCCION

En el desarrollo de programas informaticos que permitan el abordaje de
temas mas compuestos, la ciencia ha tornado su visién de nuevo a la
naturaleza y la biologia como ejemplo a seguir. En los inicios del método
cientifico todo se basaba en la observacién, hasta hace poco este sistema
parecia alejarse para ocuparse solo de construcciones abstractas, en
ocasiones, muy apartadas de la realidad aunque tedricamente robustas, que
no logran modelar problemas reales y si se embarcan en construcciones

complejas que solo parecieran lucir una alta capacidad en programacion.

Contrario a esto, hay una tendencia enfocada a la retoma de los inicios
cientificos, donde se aprecia el valor de la naturaleza como gestora de
procesos y modelos que en ella estan intrinsecos, pero que tienen las claves
para el desarrollo de nuevos patrones de investigacién. Del mismo modo
que las lineas del disefio y la publicidad estan revoluciondndose con el
Neuromarketing, la medicina alternativa compite con la medicina
regenerativa, cada vez se desarrollan mas teorias a partir de la
Neuroeconomia, asi como se combina la psicologia, la pedagogia, y la
neurologia para dar paso al Neuroaprendizaje; la ciencia actuarial se dirige
también a dichos enfoques, para dar respuesta a sus problemas basicos a

través de esquemas basados en procesos naturales.

El siglo XXI es el siglo del hemisferio derecho; luego de afios de predominio
del hemisferio izquierdo con la racionalidad, las matematicas y la logica, se
da paso a un ciclo preocupado por las emociones, los sentimientos, la
creatividad y el arte. Los esfuerzos cientificos en las distintas aéreas se
dirigen a entender el comportamiento humano, su manera de pensar, sus
gustos, sus patrones como un factor diferenciador y determinante, y es ahi
donde los procesos bioldgicos cobran importancia, pues son los que sefialan

el camino a propuestas de nuevos desarrollos y enfoques.



I.1. MOTIVACION

Las ciencias parten de fundamentos de procesos computacionales para el
desarrollo de la inteligencia artificial, modelando sistemas que lograran
aprender, generar patrones y predecir. Es el enfoque en la ciencia artificial
la que en la actualidad da respuestas en modelos de prediccion de
insolvencia, deteccién de fraude, modelos de clasificacion de riesgo, analisis

de la demanda, entre otros.

Basta con observar las potencialidades de esta rama, para darse cuenta la
gran motivacion que existe en el estudio de los sistemas de autoaprendizaje
y su aplicacion en las finanzas y ciencias actuariales, pues son un recurso
innovador que va mas alla del conocimiento convencional para entender el
comportamiento de los datos y transformarlos en informacién, superando
las barreras impuestas por las hipdtesis inflexibles de los métodos

estadisticos tradicionales.

Para aprovechar las ventajas del simil entre el sistema neuronal y los
procesos informaticos, se ha desarrollado la técnica de procesamiento
denominada Redes Neuronales Artificiales (RNA), como una herramienta
estadistica para el procesamiento de informacidon a través de unidades
adaptativas y con alta interconexidén, siendo muy similares al proceso
bioldgico neuronal del sistema nervioso y ofreciendo una gran variedad de

usos.

I.2. OBJETIVOS

En el marco de las necesidades actuales en el mundo de los seguros y las
finanzas, donde el tratamiento de grandes bases de datos y la generacién
de modelos que rompan con los esquemas Yy los limitantes tradicionales

para el entendimiento y gestion de riesgos, se pretende en este trabajo



establecer un modelo que permita valorar los dafos a causa de los riesgos
de Viento y Helada en Ribera del Jucar para el seguro de cultivo de naranja,
realizando un pequeno acercamiento a los modelos de Redes Neuronales
Artificiales aplicadas a riesgos en el sector asegurador agricola, con el fin de
generar un modelo alternativo de estimacion de dafios por pdliza que sirva
como base de estimacion de las pérdidas esperadas agregadas y generacion
de tarifas para cada pdliza, empleando solamente la informacién histérica

del producto que se desea evaluar.

Como parte del desarrollo del trabajo se pretende realizar una aplicacion
con datos reales, para lo cual y gracias a la colaboracién prestada por parte
de Agroseguro S.A., entidad gestora de los seguros agrarios en Espafa,
quienes facilitaron los datos y la informacién referente a la estructura y
comportamiento del seguro analizado, se eligid el seguro de Naranja, por
ser uno de los productos insignia de la compafia, que cuenta con
informacién histdrica sufieciente y robusta, para el ambito geografico con
mayor contratacién histérica (Ribera del Jucar), sirviendo sus resultados
para el andlisis del producto en este municipio y ofreciendo una alternativa
a la medicion de los dafios esperados, contrastable con la situacion actual

del seguro.

I.3. DESCRIPCION DEL TRABAJO

En las siguientes paginas se expone el desarrollo de un modelo que cuenta
con dos Redes Neuronales Artificiales (RNA) aplicados a los riesgos de
Helada y Viento para el seguro de Naranja en la comarca Ribera de Jucar,
yendo desde la historia y las generalidades de los modelos de esta indole,
hasta los detalles de entrenamiento, estimaciones, resultados vy

conclusiones.

A demas se propone una solucidn iterativa al problema de inestabilidad en
la generacién de pesos y disefio éptimo de RNAs y se supera, en cierta

medida, el enfoque de caja negra que histéricamente se le ha dado a estos



modelos, mediante el uso de un indicador de importancia de las variables
dentro de la determinacion de la red, de esta manera se consigue ademas
del resultado objetivo una herramienta que puede llegar a tener un enfoque

comercial para las politicas de diseno, gestion y promocion del seguro.

1.4. RESUMEN DE LOS RESULTADOS

En general los resultados reflejan modelos de gran ajuste y poder
predictivo, tanto en el estimacion por pdliza como en el agregado, sin
embargo es de destacar la dificil tarea que supone el disefio y optimizacién
de los modelos RNA, demandando un coste computacional considerable y
dando pie al desarrollo de trabajos posteriores sobre modelos de

optimizacién de RNA para aplicaciones actuariales.

Los resultados del trabajo ofrecen una nueva ventana al ajuste de modelos
alternativos para los problemas actuariales basicos, ademas de ser
herramientas de un potencial muy grande que no solo se limitan a la
estimacién de valores si no que ademas, dentro del disefio, desarrollo y
optimizacién de los modelos el disefiador puede re evaluar el estado real del
problema, su composicién y la influencia de las diferentes variables en el
sistema. Por otro lado se hace un llamamiento a la academia al desarrollo
de modelos mucho mas completos, que superen las barreras de disefio
mediante la generacién de estudios de optmizacién en el definicién de
arquitectura y topologia de las RNA enfocadas a los problemas de esta

rama.



II. REVISION DE LA LITERATURA

Para el desarrollo del presente trabajo se realizd una revision bibliografica
de los principales trabajos practicos en términos de aplicaciones de modelos
de Redes Neuronales Artificiales y su base tedrica, remitiéndose de esta
manera hasta una contextualizacidn desde el punto de vista bioldgico; a
continuacion se presentara un corto resumen de manera contraria partiendo
de la definicion bioldgica, pasando por la conslidacion teorica de los
modelos, su evolucién histérica y finalmente se exponen algunas

aplicaciones financiero actuariales.

I1.1. NEURONAS

El cerebro esta compuesto por una red de billones de neuronas, con cerca
de 100.000 conexiones por elemento, cada neurona es una unidad
procesadora que recibe sefiales, las combina y segun sea el caso genera
una respuesta de salida. Como muestra la Ilustracién 1 las neuronas tienen
tres componentes principales: las dendritas, el cuerpo de la célula o soma,

y el axén.

Ilustracion 1. Partes de una neurona

Nulcleo

Sinapsis

Dendritas

Fuente: Elaboracidn propia



El soma realiza la suma de las sefiales de entrada, el axon que es una fibra
larga, lleva la sefal desde el cuerpo hacia otras neuronas y finalmente el
punto de contacto entre un axéon y una dendrita de otra neurona es la
sinapsis. Su longitud es determinada por la complejidad del proceso quimico
gue estabiliza la funcién de la red neuronal. Todas las neuronas conducen la
informacion de forma similar, a través de los axones mediante breves

impulsos eléctricos, denominados potenciales de accidn.

Los potenciales de accién, son senales de baja frecuencia conducidas
lentamente por neurotransmisores (transmisores quimicos que son
liberados en las sinapsis). La neuronas reciben las entradas procedentes de
sinapsis excitadoras, cuyos neurotransmisores provocan disminuciones de
potencial en la membrana de la célula pos-sinaptica, facilitando la
generacion de impulsos a mayor velocidad, e inhibidoras, cuyos
neurotransmisores tienden a estabilizar el potencial de la membrana,
dificultando la emisién de impulsos, es decir recibe impulsos amplificados o
atenuados. La suma de estos impulsos en el soma determina si sera o no
estimulada, dependiendo de si el valor de la suma es superior al valor de
umbral del potencial de accién (Purves, Fitzpatrick, Hall, Mc Namara, &
Williams, 2007).

I1.2. REDES NEURONALES ARTIFICIALES (RNA)

La definicion de red neuronal artificial (RNA) varia segun el autor, desde
modelo matematico, herramienta estadistica, arreglo de procesamiento
computacional, hasta sistema de aprendizaje adaptativo, como se muestra

a continuacion.

"Una Red neuronal es un modelo computacional, paralelo, compuesto de
unidades procesadoras adaptativas con una alta interconexion en ellas”
(Hassoun, 1995).



"Sistemas de procesamiento de la informacion que hacen uso de algunos de

los principios que organizan la estructura del cerebro” (Lin & Lee, 1996)

"Sistemas de procesamiento de informacion que tienen caracteristicas de
funcionamiento comunes con las redes neuronales bioldgicas” (Fausett,
1994).

"Sistema caracterizado por una red adaptativa combinada con técnicas de

procesamiento de informacion paralelo” (Kung, 1993).

"Desde la perspectiva del reconocimiento de patrones las redes neuronales

son una extension de métodos de clasicos estadisticos” (Bishop, 1995).

Sin embargo para efectos de este trabajo se entenderd como un sistema
inteligente de aprendizaje adaptativo, basado en el comportamiento de las
neuronas bioldgicas. Su alcance para solucionar problemas lineales y no
lineales a partir del aprendizaje, orientado por informacion, ofrece una gran

flexibilidad a la hora de su implementacion.

I1.3. RESENA HISTORICA

Dado el origen bioldgico del concepto, se puede situar el inicio de la historia
de las Redes Neuronales Artificiales con las investigaciones realizadas por
Alan Turning, padre de la Inteligencia Artificial, en 1936, con el desarrollo
de algoritmos de procesamiento y desifrado, como el empleado por la

reconocida maquina enigma.

Los primero estudios sobre el cerebro como referente de analisis
computacional fueron propuestos por Alan Turing, pero fue hasta 1943
cuando el neurofisidlogo Warren McCulloch y el matematico Walter Pitts,
desarrollaron los fundamentos de la computaciéon neuronal, en su articulo "A
logical calculus of Ideas Imminent in Nervous Activity" (McCulloch & Pitts,
1943) propusieron una teoria acerca del mecanismo de funcionamiento de

las neuronas y desarrollaron una red neuronal simple mediante circuitos



eléctricos. En 1949 Donald Hebb definid el proceso de aprendizaje de una

red neuronal mediante reglas de activacion que reaccionaban ante cambios.

En el verano de 1956, Minsky, McCarthy, Rochester, Shanon, organizaron el
Congreso de Dartmouth, como la primera conferencia sobre Inteligencia
Artificial que fue patrocinada por la Fundacién Rochester, siendo reconocida

como la cuna de la inteligencia artificial.

Para el siguiente afio Frank Rosenblatt. Inici6 el desarrollo de la primera red
neuronal que aun hoy es usada, el Perceptron era capaz de aprender y
generalizar patrones para luego realizar clasificaciones de informaciéon no
procesada, sin embargo solo podia solucionar problemas de clasificacién
lineal y no resolvia el inconveniente de la funcidn “OR exclusiva”,
posteriormente publica que, bajo ciertas condiciones, el aprendizaje del

Perceptron convergia hacia un estado finito.

En 1960 Bernard Widroff y Marcian Hoff desarrollaron la primera red
neuronal aplicada a un problema real, el modelo Adaline (ADAptative LINear
Elements) fue utilizado comercialmente para generar filtros adaptativos que

eliminaban el eco en las llamadas telefdnicas, por varias décadas.

Por otro lado Rosemblatt empleo el Perceptron como identificador de
patrones Opticos binarios y salidas binarias, generando asi la famosa regla
de aprendizaje Delta que permite usar sefiales continuas de entrada y

salida.

Pero durante 1969 Minsky y Papert demostraron matematicamente la

incapacidad del Perceptrén para resolver problemas de funciones no



lineales, lo que envid a los anaqueles las investigaciones desarrolladas y

desincentivé por completo a la academia.

Sin embargo en 1974 Paul Werbos desarrolld la idea basica del algoritmo de
aprendizaje backpropagation (de propagacion hacia atras); cuyo significado
revivio las redes neuronales artificiales en 1985 cuando John Hopfield
public6 “Computacion neuronal de decisiones en problemas de
optimizacion”, posteriormente David Rumelhart y G. Hinton reactivaron las
investigaciones y usos del mencionado algoritmo de aprendizaje,
generandose a partir de alli gran cantidad de nuevas aplicaciones sobre

temas de clasificacién, prondstico y automatizacion.

Anderson desarrollé un asociador lineal de patrones que posteriormente
perfeccion6 en el modelo BSB (Brain-State-in-a-Box).Simultaneamente, en
Finlandia, Kohonen desarrolld un modelo similar al de Anderson y anos mas
tarde generd un modelo topografico con aprendizaje auto-organizado en el
gue las neuronas se distribuyen segun el tipo de entrada al que responden.
Este modelo topografico, se conoce como mapa auto-organizado de
Kohonen, es una de las redes neuronales mas ampliamente utilizadas en la

actualidad.

Hopfield publicd en 1982 un importante articulo en la Academia Nacional de
las Ciencias (Holpfield, 1982) donde presentd una estrecha relacion entre
los sistemas fisicos y las redes neuronales, su concepto clave es considerar
la fase de ajuste de las conexiones como una busqueda de valores minimos
en unos paisajes de energia. Asi, las redes utilizadas por Hopfield poseen
una arquitectura monocapa cuyas conexiones son modificadas a partir de
un algoritmo de aprendizaje basado en la regla de Hebb. Las redes de
Hopfield han sido empleadas como memorias auto-asociativas,
principalmente para el reconocimiento de patrones. Posteriormente Hinton y

Sejnowski desarrollaron el concepto mediante un sistema denominado



“maquina de Boltzmann”. El algoritmo para la modificacién de conexiones
del sistema de multiples estratos de Hinton y Sejnowski fue una de las
aportaciones mas importantes de la primera fase de la reemergencia de

estos modelos.

La mayor justificacién tedrica para el empleo de las RNA: su propiedad de
“aproximadores universales” de funciones, fue definida en 1989 por Hornik,
Stinchcombe y White, para el siguiente ano comprobaron también la
aproximacion de sus derivadas (Hornik, Stinchcombe, & White, 1990),
siendo asi Utiles para problemas donde el proceso generador de datos sea

desconocido y/o no posea relaciones lineales.

Ademas de esto se han adelantado avances con respecto a la superacion del
concepto de caja negra que supone este tipo de modelos, como el analisis
de sensibilidad de los pesos, o del error asi como el método numérico,
adelantos realizados durante la década de los 90s (Garson, 1991), (Nath,
Rajagopalan, & Ryker, 1997), (Zurada, Malinowski, & Cloete, 1994), una
revision mas reciente de la propiedad de aproximacion universal de las

redes se recoge en Scarselli y Chung (Scarselli & Chung Tsoi, 1998).

En la actualidad existen un sinniumero de grupos de investigacion sobre
inteligencia artificial y RNA, todos con enfoques y motivaciones de gran
diversidad, uno de los mayores grupos de investigacion de los ultimos afos
ha sido el grupo PDP (Parallel Distributed Processing) formado por
Rumelhart, McClelland y Hinton. Rumelhart de la Universidad de Stanford es
uno de los principales precursores de la red mas utilizada, la famosa red

neuronal Backpropagation.

Por otra parte destacan las investigaciones de los grupos de California
Institute of Technology, Massachussets Institute of Technology, University

of California Berkeley y University of California San Diego. Ademas de los
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esfuerzos econdmicos y de investigacidon que realizan empresas privadas en

Estados Unidos, Japén y la Unién Europea.

I1.4. CARACTERIZACION

Las RNA son modelos que pretenden emular el comportamiento del cerebro,
para lo cual realizan una simplificacion usando los elementos basicos del
sistema y dejando a manos del disefiador la eleccion de caracteristicas y
estructura que se correspondan con el problema a enfrentar. Es por ellos de
gran importancia entender las formas como se pueden organizar y conectar
las redes, estas se distribuyen en capas o niveles, teniendo elementos de
entrada, procesamiento o capas ocultas y elementos de salida; como

muestra la

Ilustracidn 2, cada nivel posee determinado numero de unidades
procesadoras (neuronas), que se estructuran en capas y estas a su vez en

red.

Ilustracion 2. Neurona artificial

Bias

Wo

S1

S2
w2 f(.) > vi

e
Sn

Fuente: Elaboracion propia
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Las neuronas artificiales se componen de:

a)

b)

Sinapsis: Representa las conexiones, esta determinada por el valor de
las entradas de la neurona ponderadas por un peso w; que conecta la
entrada s; de la neurona i, incluye también un peso independiente wijo
mejor conocido como bias, donde se considera una entrada constante
para la neurona i. La sinapsis determinan el comportamiento de la
neurona, estas pueden ser excitadoras (presentan un signo positivo), o

inhibidoras (conexiones negativas).

Sumador: Simula el cuerpo de la neurona y obtiene el nivel de
excitaciéon, mediante las funciones de entrada que relacionan las
entradas con los pesos de las respectivas sinapsis.

Las funciones de entrada mas comunes son:

e Sumatoria: suma de todos los valores de entrada a la neurona,

multiplicados por sus correspondientes pesos.

Ecuacion 1. Funcion de entrada Sumatoria

n
>y
j=1

e Multiplicatoria: Es el producto de todos los valores de entrada a la

neurona, multiplicados por sus correspondientes pesos.

Ecuacion 2. Funcion de entrada multilicatoria

n
[ Jan = ww
j=1

e Maximo: Solo considera el valor de entrada mas fuerte,

previamente multiplicado por su peso correspondiente.

12



Ecuacion 3. Funcion de entrada Maximo

Maxj—q (in; * wy)

c) Funcién de activacion: Genera la salida si se alcanza el nivel de

excitacion y restringe el nivel de salida, la salida de la neurona esta dada

por la expresion:

Ecuacion 4. Funcion de activacion
n
YVi=¢@ ZWIJS] + Wio
j=1

El argumento de la funcion de activacion es la combinacién lineal de
las entradas de la neurona. Si se considera al conjunto de entradas y
los pesos de la neurona i como un vector de dimensién (n + 1)!; la
expresion anterior puede escribirse de la siguiente forma:
Ecuacion 5. Funcién de activacién matricial
— T
yi = o[Ws]

Donde S = [Sy; S5 ... ; Snl" ; Wi = [Wio;Wit; ... ;Win]" Y ¢ representa la

funcidn de activacién, las principales funciones de activacién son:

Ecuacion 6. Funcion de activacion lineal

(Si(entradai —-6) < —%, -1
y(i) = !Si - % < (entrada; — 6;) < % , a * (entrada; — 6;)
Si % > (entrada; — 6,), 1

'n es el niUmero de entradas a la neurona i
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0; Representa el umbral del nUmero positivo, cuyo valor esta definido

por la pendiente de la funcion.

Ecuacion 7. Funcién de activacién sigmoidea

_ 1
y(l) = 1+ e—a*(entradai—ei)

Ecuacion 8. Funcidn de activacidén tangente hiperbdlica

ea*(entradai—ei) _ e—a*(entradal-—el-)

y(l) = eax(entrada;—06;) + e —ax(entrada;—06;)

d) Salida: La salida de la neurona puede ser de dos tipos:

Identidad: Donde la salida es el mismo valor de activacion de la

neurona
Ecuacion 9. Funcion de salida identidad

X)) =y@®

Binaria: Es una funcion de respuesta binaria, 0 o 1, utilizada por lo

general para problemas de clasificacion
Ecuacion 10. Funcién de salida binaria

Siy(i) = ¢, 1
caso contrario, 0

X(0) = {
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I1.5. FUNCIONAMIENTO

Las RNA estan basadas en elementos de calculo relativamente simples, que
son capaces de aprender de su ambiente y modificar su forma de
interactuar con él. La manera como las neuronas se organizan en la red se

llama Topologia y las redes se clasifican segun su arquitectura.

Si ninguna de las salidas de las neuronas es entrada de un elemento de la
misma capa o de capas anteriores, es una red de propagacion hacia
adelante, cuando las conexiones se dan hacia atras, adelante o inclusive con

ellas mismas, la red se denomina de retro-propagacién (backpropagation).

Las redes neuronales artificiales deben ser entrenadas, empleando un grupo
de datos de ejemplo con entrada y salida que permitan a la red mediante
una regla de aprendizaje ajustar los pesos acorde con las reglas de
activaciéon empleadas. En general la potencia de procesamiento de una RNA
se mide por el nimero de interconexiones actualizadas por segundo durante

el proceso de entrenamiento o aprendizaje.

La arquitectura de la red se origina en la organizacién del sistema en
procesamiento paralelo y las interconexiones de las neuronas, aunque estas
unidades estén disefiadas para ajuste de entradas mediante funciones de
activacion y salidas como sumas de multiples entradas ajustadas por los

diferentes pesos.

La RNA “aprende” las reglas de procesamiento de los datos mediante reglas
de aprendizaje que le permiten ajustar el peso de las conexiones en

respuesta la informacién empleada como ejemplo. Una vez hecho el
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aprendizaje, se contrasta para su validacién y realimentacion del proceso de

creacion.

Hay cuatro etapas para la generacion de la red, la fase disefio, la fase de

entrenamiento, la fase de prueba y la fase de ajustes, a saber:

FASE DE DISENO:

En la primera etapa se propone una arquitectura con detreminado nimero

de capas y neuronas, asi como se eligen las funciones de activacion, la

topologia de la red y la estructura de conexidn.

Principales topologias: La topologia de la red define la forma de
organizacion estructural, esta determina en gran medida la capacidad
de procesamiento del sistema, por lo general las redes mas
complejas y mas grandes ofrecen mejores prestaciones en el calculo
computacional aunque demandan mayor capacidad de procesamiento
que las redes simples. Es importante destacar que la literatura
recomienda hacer uso del principio de parsimonia?, tratando de

evaluar el aporte marginal de aumentar la complejidad.

Ilustracion 3. Clases de RNA segun topoligias

2]
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Recurrente

Monocapa Multicapa
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“w

w
"~

o
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yn

Fuente: Elaboracion propia

La Navaja de Ockahama define el principio de Parsimonia como: "en igualdad de condiciones, la
explicacion mds sencilla suele ser la correcta”
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a) Redes monocapa: Estas son la redes mas simples presentan un

solo nivel con conexion hacia adelante

b) Redes multicapa: se forman con un grupo de capas simples en
cascada, la salida de una capa es la entrada de la siguiente

capa

c) Redes recurrentes: Estan constituidas por multiples capas
donde las neuronas presentan conexiones en todos Ilos
sentidos, hacia adelante, hacia atras con no neuronas de su

mismo nivel

Conexion: Un elemento esencial en la estructura de una RNA es la
manera en que la informacion se transmite en la red, esta se clasifica
en dos grupos: redes con conexiones hacia adelante (estaticas) y

redes con conexiones hacia atras 6 recurrentes (dinamicas).

Ilustracion 4. Clasificacién de la red segun conexion

m Perceptron — Redes competitivas
—  Perceptron multicapa - Redes de Kohonen
—| Funciones de base radial = Redes de Hopfiel
— Redes CMAC — Redes ART

Fuente: Elaboracién propia
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Funcion de activacion: Es la encargada de calcular el estado de
activacion de una neurona, como se comentd en el apartado anterior,
las mas habituales son la funcién lineal Ecuacién 6, la sigmoideal

Ecuacién 7 y la tangente hiperbdlica Ecuacion 8.

Una propiedad de las funciones sigmoidal y tangente hiperbdlica es
gue su derivada existe y es una funcion continua. Esto es necesario
ya que en el algoritmo de aprendizaje el calculo del gradiente local
para cada neurona del perceptron multicapa requiere de la
determinacion de la derivada de la funcién de activacidon asociada con
la neurona en cuestién. Para que esa derivada exista es necesario
gue la funcion sea diferenciable. Las funciones de activacion
comunmente utilizadas en redes neuronales son las funciones

sigmoidal y gaussiana.

Regla de aprendizaje: Se debe fijar una regla de aprendizaje que
permita el ajuste de los pesos de las conexiones, hasta obtener una
estructura favorable, esto emula el conocimiento que en el cerebro se

halla en la sinapsis, este tema se explicara en el siguiente apartado.

FASE DE ENTRENAMIENTO:

El objetivo de esta etapa es hacer que la informacion de referencia,
ordenada como variables en vectores, sea procesada bajo reglas de
aprendizaje y ajuste iterativo de los pesos en las sinapsis, convergiendo
gradualmente a los vectores de salida del conjunto de datos. El
entrenamiento se puede realizar hacia adelante, desde las variables de
entrada propagadas hacia la salida, comparandola con el valor deseado, o
hacia atras, donde a partir del error se configuran los pesos sinapticos
mediante retro-propagacion del error desde la capa de salida hacia los

valores de entrada.
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Los procedimientos de ajuste son regidos por los algoritmos de

entrenamiento, clasificados en:

a) Entrenamiento supervisado: Para calcular el error y utilizarlo para

retroalimentar la red y ajustar los pesos de acuerdo con el algoritmo,

se realiza una comparacion de cada vector de entrada con su

respectiva estimacion de salida en el entrenamiento, teniendo como

objetivo la miminzacién del error. Dentro de este hay tres métodos

de aprendizaje.

Aprendizaje por correccion de error: Ajusta los pesos de
las conexiones en funcidn de la diferencia entre los valores

deseados y el calculado en la salida de la red.

Aprendizaje por refuerzo: No se indica la salida exacta
durante el entrenamiento, lo que se hace es que el supervisor
genera una sefal de refuerzo cuando la salida se ajusta al
valor deseado y en funcién de un ajuste por probabilidades se

re calibran los pesos, suele ser el mas lento de los aprendizajes

Aprendizaje estocastico: Se realizan cambios aleatorios en
los pesos de las conexiones y se evalla el error en la
estimacion generando distribuciones de probabilidad que se

usan para la eleccion de los pesos éptimos.

En general este tipo de entrenamientos son los mas utilizados, pues

arrojan buenos resultados en el proceso de entrenamiento de los

diferentes modelos. Sin embargo, han sido fuertemente criticados por

no poseer mucha ldgica desde el punto de vista bioldgico y en el

entrenamiento de algunos procesos especificos, por ello se han
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desarrollado métodos de entrenamiento no supervisados que se

explican a continuacion.

b) Entrenamiento no supervisado: Son modelos de aprendizaje

basados en la légica, no se corresponden con un vector de salidas y

se busca generar pesos que dgeneren resultados consistentes,

mediante propiedades estadisticas del conjunto de vectores de

entrenamiento agrupa en clases a los vectores similares. Existen dos

tipos conocidos de entrenamiento no supervisado:

Aprendizaje hebbiano: Cosiste en el ajuste de los de pesos de
acuerdo con la correlacion (+1 y -1) de las salidas con las
neuronas interconectadas, si dos acciones son activas (positivas)
la conexion se refuerza, mientras que si una es activa y otra

negativa la conexiéon se debilita.

Aprendizaje competitivo o cooperativo: Es una “competencia”
presente en todas las capas de la red, cuando cada neurona tiene
conexiones recurrentes de autoexcitacion y conexiones de
inhibicién, de esta manera datos similares formaran parte de la

misma categoria y activaran la misma neurona de salida.

Las categorias son creadas por la misma red, el aprendizaje solo
afecta a las neuronas activas, redistribuyendo el peso total entre
las conexiones que llegan a la neurona “ganadora” y repartiendo
el peso entre todas las conexiones, asi la neurona a se modifica

solo si es excitada por la neurona precedente b.

c) Entrenamiento reforzado: Sucede cuando la informacion es

generada por la interaccion de un agente con el ambiente en cada

tiempo T, bajo determinada dindmica, de esta manera el objetivo es

estipular las acciones que minimizan el costo del aprendizaje a largo

plazo. Estos procesos se suelen simular mediante procesos de Markov
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donde los estados son S;, las interacciones son A;las distribuciones de
costo son P(C;|S;), y las acciones se definen como las distribuciones
condicionales sobre las interacciones observadas, este tipo de
soluciones se emplea en problemas de control y aprendizaje para

inteligencia artificial.

Pero la materializacion del entrenamiento se logra gracias a la
implementaciéon de algoritmos de aprendizaje, son reglas que permiten

realizar la reubicacion de los pesos y optimizar la salida.

A continuacidon se hace una breve presentacion de los algoritmos
comunmente empleados. Su utilizacion estd sujeta al contexto general del
modelo a plantear, queda a criterio del disefiador la elecciéon de aquel que

mejor responsda a sus necesidades, teniendo en cuenta:

e Eficacia

e Eficiencia computacional

e Parsimonia

e Ajuste al problema y sus variables

e Facilidad en el analisis a realizar

ALGORTIMOS DE APRENDIZAJE

Retro-propagacion (Backpropagation): Por lo general se emplean
algoritmos que optimizan conexiones a partir de la minimizacion del error
entre la salida generada y el valor deseado. Los mas populares son los
algoritmos por descenso del gradiente, basados en la minimizacién o
maximizacién de una funcién de error, por lo general se suele minimizar
una funciéon del error mondtona creciente (la mds comun es el Error
cuadratico medio -mse-) ya que supone una distribucién normal de los

errores Yy responde bien a los problemas de modelizacidn.
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Ecuacion 11. Error cuadratico medio

= Ly 3N, ¢ (i) (Bishop, 1995)

N es el numero de neuronas, M el nUmero de variables, por lo general se
emplea en problemas de modelizacion.

Existen otras alternativas presentadas por Bishop (Bishop, 1995), como la
funcidn de coste entrépica que supone una distribucién de errores de tipo
binomial, util en el modelado de procesos de clasificacion o variables de
respuesta dicotdmica Ecuacidn 12 o la norma de Minkowski de la
Ecuacién 13 que permite minimizar el error cuadratico al inicio del
entrenamiento (R=2) y el valor absoluto del error (R=1) al final del

entrenamiento.

Ecuacion 12. Funcién de coste Entropica

1 < X0 1+ di(i)
= ZZ (1+d;)m [1+ Y0 (1—dj(i))ln[T0;(i)H

N
i=1j=1

Ecuacion 13. Norma de Minkowski

L N
1
J=ﬁzlz 4 - 05"

Momentos, Regla Delta Generalizada: Un gran inconveniente del
método Backpropagation es que su objetivo es minimizar el error, pero por
lo general la funcidén suele tener varios minimos locales, y se puede caer en
uno de estos puntos no deseados, una alternativa para sortear esta
dificultad es la Regla Delta Generalizada (Ecuacion 14), que propone que los
cambios de los pesos sindpticos dependan del gradiente medio de los
puntos de un entorno, y no de un minimo, teniendo en cuenta el gradiente
actual y el de la iteracion anterior Hinton y Williams (1986) para reducir las

fluctuaciones de los gradientes préximos, ya que la variacidon erratica que

22



en ocasiones presenta el gradiente genera grandes costos computacionales

e ineficiencias en los algoritmos.

Ecuacion 14. Regla delta generalizada

. E
)= aw; (k)

Esta ecuacidn representa la variacidn del componente i para la iteracion k,
donde K representa la iteracién actual, « es constante de momentos
(0<a< 1), controla el grado de modificacion de los pesos teniendo en
cuenta la modificacidn en la etapa anterior y n es la tasa de aprendizaje,
esta Ultima debe ser fijada con cautela, ya que una tasa demasiado
pequefia se garantiza que la funcién de error disminuya cuando se va en
sentido contrario a la direccion del gradiente, pero la convergencia del
algoritmo sera mucho lenta debido a que se dan pequefios paso, si la tasa
de aprendizaje es demasiado grande el tiempo de computo sera inferior
pero el algoritmo oscilara aumentado y disminuyendo la funcién de error y

no alcanzara un minimo.

Levenberg-Maquardt: Esta técnica se basa en la localizaciéon del minimo
de una funcién multivariada que es la suma de los cuadrados de una
funcion real no lineal, suele ser una funcién rapida, robusta y que
proporciona convergencia, sin embargo requiere una mayor capacidad
computacional respecto a las anteriores propuestas, como la presentada a

continuacion:

Ecuacion 15. Algoritmo de Levenberg-Maquardt

~

1 1
Ew) =5 ) [z = yiw)]? = Zew)te(w)

i=1
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Una de las versiones mas comunes de esta ecuacion es la del Error
cuadratico medio, que es la que suele venir programada en los diferentes

softwares como la Ecuacion 11, donde e]-2 representa el error de

entrenamiento de la salida j que se define en la Ecuacién 16, donde d,,,, es

el vector de salida deseado y o,,, el vector de salida real.

Ecuacion 16. Error de entrenamiento

2 _
epm = dpm — Opm

Se debe destacar que la utilizacion de este algoritmo supone también la
inclusion de una tasa de aprendizaje que enfrenta las limitaciones ya

mencionadas.

FASE DE PRUEBA:

Por lo general los datos que se poseen se dividen de manera aleatoria en
dos grupos, esto para poder dedicar una gran proporcion a la etapa de
entrenamiento y el grupo restante a probar la red entrenada, en esta etapa
se usa la red estimada para un grupo de datos y se contrasta la salida de la
red con el valor real que toma la variable, el error que se obtiene sirve
como referente para validar la capacidad de la red ante datos nuevos, el
ajuste de los parametros y si existe o no sobre-aprendizaje (problema
comun donde la red no aprender sino que memoriza los casos presentes en
la informacién de entrenamiento). Sin embargo, algunos programas
incorporan un tercer grupo de control, como se explicara en la metodologia
empelada, para poder pruebas de sensibilidad de la respuesta ante cambios

en los valores procesados.

Una vez programada la estructura de la red en el software que se empleara
para su computacion se deben definir los diferentes criterios para la

detencién del entrenamiento como son el tiempo, un error minimo, un
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minimo en la velocidad de aprendizaje, determinado nimero de iteraciones,

entre otros.

FASE DE AJUSTES:

En la actualidad no se ha desarrollado ninguna metodologia o mecanismo de
disefio 6ptimo de la red, es por eso de vital importancia en el proceso de
disefio realizar una tarea de ajuste iterativo, acorde con los resultados,
variando la topologia, algunas partes del disefio, entre otras y contrastando

hasta llegar a aquella que minimice el error de manera éptima.

Una aproximacion a la mejora de la red es el analisis de Poda, que consiste
en ir reduciendo el nimero de variables y contrastando su efecto, asi como
variar (aumentar o disminuir) el nUmero de capas y neuronas de manera

organizada y comparando los resultados de los cambios propuestos.

Los procedimientos mas comunes para la realizar el proceso de ajuste por

Poda son:

e Reducir la red en nimero de neuronas o capas y quedarse con
aquella que minimice el error cuadratico medio en la validaciéon o
quitar aquellas cuyo peso sinaptico convertido a cero no afecte

significativamente dicho error.

e Eliminar las variables cuyo descarte no genere cambios significativos

en caso de ser descartadas.

e Una manera mas sofisticada de realizar el proceso de Poda mediante
el método OBD (optimal brain damage) (Hashem, 1997), propuesto
por (Le Cun, Denker, & Solla, 1990), consiste en identificar los pesos
gue deben ser eliminados mediante las derivadas de segundo orden
de la funcién de error contenida en la matriz Hessiana, descartando

aquellos cuya variacién genere el menor error.
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Pese a los anos de investigacion y los multiples esfuerzos, muchas personas
consideran que las RNA son un caja negra, por su configuracion dentro de
las capas ocultas ante esto, se han desarrollado diversos analisis en paralelo
que permiten evaluar los resultados de la red y el comportamiento de las
variables dentro de esta. A continuacién se presentan los analisis mas

empleados en la actualidad.

II1.6. ABRIENDO LA CAJA NEGRA

Analisis basado en la magnitud de los pesos

Este analisis tuvo origen en la consideracidon del valor absoluto de los
pesos, déonde los mas altos suponian mayor importancia, sin embargo
con el tiempo se demostrd que esta afirmacidon no era correcta, ya que
los pesos estan sesgados por las magnitudes de las variables y la

configuracién topoldgica de la red.
Ante esto Garson propuso una expresién mas robusta, presentada en la
Ecuaciéon 17, que considera la influencia relativa de cada variable de

entrada sobre cada una de las salidas de la red.

Ecuacion 17. Magnitud de pesos

Donde i es la i- ésima neurona de la capa de entrada, j es la j-ésima

neurona de la capa oculta, N el nUmero de variables de entrada, L es el
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numero de neuronas de la capa oculta, Wj es el peso que conecta la
capa de entrada de la variable i con la neurona j, v;, son los pesos de
conexidn entre la capa oculta y la capa de salida. Los pesos se deben
usar en valor absoluto, el valor umbral (bias) de las neuronas ocultas y
de salida no se tienen en cuenta, se asume que su inclusién es

despreciable a efectos generales (Garson, 1991).

El indice Qi, representa el porcentaje de influencia de la variable i sobre
la salida y, en relacién a las demas variables de entrada, por lo que la

suma de los Q;, debe ser igual a 100%.
Analisis de sensibilidad basado en el error
Este consiste en realizar un analisis del efecto producido sobre el error de la
red neuronal ante cambios en las variables de entrada, la funcién a usar es

la expresada en la Ecuacion 18.

Ecuacion 18. Raiz cuadrada del erro cuadratico medio

ZS=1 Tie1(dpy — 0py)?

R SME =
P+M

Donde d, es la salida objetivo para el patrén p en la neurona de salida y.
La implementacion de este andlisis se realiza a partir de pequefos
incrementos de las variables de entrada a lo largo de todo su rango, ceteris
paribus las demas variables (Frost & Karri, 1999), se calcula el error en
cada RNA estimada y se repite el procedimiento para cada variable, de esta
manera aquella cuyos errores sean mayores sera la variable con mayor
importancia para las variables de salida y aquella de menor error sera la

que menos aporte realiza.
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Existe una limitacién a la hora de hacer uso de este método y es que la
generacion de los incrementos supone el uso de variables continuas, ya que
en el caso de variables discretas no se pueden generar los pequefos
incrementos requeridos, reduciendo su empleabilidad a problemas que

contengan entradas continuas.

Analisis de sensibilidad basado en la salida

Este consiste en estudiar el efecto que causa en la salida el cambio de una
variable de entrada. Sobre la red entrenada se fijan los promedios de las
variables y se empieza a incluir ruido en estas, registrando los cambios en

la salida de la red y aplicando un indice de resumen de estos cambios.

Una apliacion de este método se puede realizar sumando el R SME de la
estimacién ante una gran variedad de cambios realizados en una variable,
ceteris paribus y comparando dichas sumatorias, se entendera que aquella

cuya sumatoria de R MSE sea mayor es mas sensible para el modelo.

Este analisis tiene la ventaja de ser practico e intuitivo pero a la vez carece

de robustez y es sensible al criterio de quién lo esté empleando.

Matriz de sensibilidad Jacobiana

La matriz Jacobiana S permite de manera analitica determinar un indicador
de sensibilidad de las salidas ante el cambio producido por las variables de
entrada, en la matriz Sgw), I representa el numero de entradas y K el
numero de salidas, el elemento Sy representa la sensibilidad de la salida k
con relacién a la variable j. Estos elementos se obtienen realizando la
derivada parcial de una salida y, con respecto a una entrada x;, como

muestra la Ecuacion 19.
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Ecuacion 19. Calculo de los elementos de la matriz Jacobiana

aY,,
ik X,

El nivel de importancia de la variable estard determinado por el valor
absoluto de su respectivo valor en la matriz Jacobiana, el signo se relaciona

con la relacién que tiene la entrada con la salida.

Sin embargo en casos donde el valor estimado d,se aproxima al observado
ox entonces el término derivativo f(net,) es proximo a cero para las
funciones sigmoidales que suelen ser cominmente empleadas. Por tanto, el
valor de la derivada parcial queda anulado ante esto han surgido varias
soluciones, una alternativa es suprimir el término derivativo f(nety)
asumiendo que no afecta a la comparacién entre las sensibilidades de las
diferentes variables respecto a la salida, la cual fue propuesta por (Lisboa,
1994); otra alternativa es emplear funciones lineales en la capa de salida,

de esta manera la derivada parcial seria igual a 1.

Esta técnica depende de la informacion aprendida, de la arquitectura y la
topologia de la red, asi que, la sensibilidad que evalla depende de todo el
proceso que implica la generacion de la red. Entonces se puede definir la
sensibilidad a partir de la media y desviacion de Sy y para cada fila de la

matriz.

Sin embargo diferentes estudios empiricos realizados con esta técnica
encuentran limitaciones por su origen en propiedades estaticas tal como lo
mostré (Gedeon, 1997), al comparar los resultados de analisis con la matriz

Jacobiana y los analisis de sensibilidad ya mencionados.
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Método de sensibilidad numérico

Este método calcula las pendientes que se forman entre entradas y salidas.
Para analizar el efecto de una variable de entrada x; sobre una variable de
salida y,, se deben ordenar de manera ascendente los p patrones a partir de
los valores de la variable de entrada x;, para ello se genera un nimero G
de grupos de mas o menos igual tamafio, sujeto al nimero de patrones
disponible y la complejidad de la funcidon que se establece entre la entrada
y la salida. A cada grupo se le valora los x; y yx promedio, con esto se puede

calcular el indice NSA, tal como lo explica la Ecuacién 20.

Ecuacion 20. Método de sensibilidad numeérico

E(yx(9gr+1)) — Ei(9r)
E(xk (gr+1)) - E(xk (gr))

NSAy (gr) =

Luego de calcular los G-1 indices NSA, se obtiene el valor de la pendiente
entre la variable de entrada i/ y la variable de salida kK como la esperanza del
indice, este valor representa el efecto medio que tiene un incremento de x;
sobre y;, si la variable de entrada es discreta se puede calcular como el
coeficiente entre los respectivos rangos, y representa el efecto promedio
provocado por el cambio del valor minimo al valor maximo en la variable x;.
A mayor valor absoluto de E(NSA4;,(g,)), mas importante es la influencia que
tiene la variable en la salida, asi como en la matriz Jacobina el signo indica
si el cambio observado en y, va en el mismo sentido o no que el cambio

provocado en x;

En general este método supera las principales limitaciones de los métodos
anteriormente mencionados, pero no cuenta con tantas comprobaciones

empiricas como aquellos.
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I1.7. VENTAJAS

Dentro de las multiples ventajas a destacar de los modelos RNA cabe
mencionar el potencial computacional gracias a su estructura de calculo
paralelo que le permite la resolucion de problemas que necesitarian gran
cantidad de tiempo en ordenadores “clasicos”, ademas de ello resaltan otras

propiedades a mencionar:

e Adaptabilidad: Gracias al aprendizaje, las neuronas entrenadas a
partir de datos de entrada, tienen la capacidad de modificar los
parametros de acuerdo a los cambios presentes en las entradas del
sistema, sin embargo esta no se puede considerar excesivamente
grande ya que esto conlleva a inestabilidades en el sistema, eso es

conocido como el dilema Plasticidad-Estabilidad.

e Auto organizacion: Gracias a la capacidad de aprendizaje adaptativo
son capaces de organizar la informacidon que reciben durante el
aprendizaje, creando su propia organizacion de la informacién
obteniendo asi la facultad de responder apropiadamente cuando se

les presentan datos diferentes a los empleados en el entrenamiento.

e Sistemas distribuidos no lineales: Las neuronas son elementos no
lineales por lo que sus conexiones también son no lineales, esto
permite abordar sistemas cadticos, lineales o no lineales, lo que
permite en cierto sentido abarcar los modelos econométricos
habituales como  Regresiones Lineales, Modelos Lineales

Generalizados, Regresiones Logisticas, entre otras.

e Solucidn de problemas no lineales: Las redes neuronales son capaces

de relacionar dos conjuntos de datos mediante relaciones complejas.
e Operacién en tiempo real: Gracias a su funcionamiento en paralelo,
se emplean en procesos realizados en tiempo real. Aunque este tipo

de aplicaciones requiere una gran capacidad de procesamiento, se
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diseflan y fabrican maquinas con hardware especial para estos

procesos.

e Tolerancia a fallos: Al ser sistemas de procesamiento paralelo,
permiten el fallo de algunas variables de entrada sin alterar

significativamente la respuesta del sistema.

e Facil insercidon dentro de la tecnologia existente: En la actualidad
multiples programas y hardware de uso privado y libre incluyen
herramientas de ayuda o programacion para el disefo,
entrenamiento, validacidn e implementacion de estos sistemas en

diversas aplicaciones.

I1.8. APLICACIONES

Las principales aplicaciones abarcan simples clasificadores, modelos de
pronostico, modelos de control, optimizadores, procesamiento de datos a
informacién entre otras, la mayoria se han realizado con miras al desarrollo
del concepto de inteligencia artificial (IA) y aplicaciones ingenieriles, donde
destacan: conversidon de texto a voz, reconocimiento de imagenes y
caracteres, procesamiento de sefales, filtros de ruido, simuladores de
software, aceleradores de hardware, servoControl, chips de silicio,

optimizacién de procesos electrénicos, entre otros muchos.

Pero gracias a su capacidad como modelo de prondstico también resaltan
aplicaciones en las ciencias naturales, en campos como medicina, quimica y
sicologia tales como analisis y prediccidon de control de enfermedades,
pruebas para medicamentos, simulacién de experimentos, modelos de

prondstico y diagndstico de enfermedades sicoldgicas, etc.
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Pero las aplicaciones de interés para este trabajo son las realizadas en el
area de finanzas y actuarial, donde destacan modelos de prediccidon de
insolvencia, deteccién de fraude, modelos de clasificacion de riesgo y
asegurados, modelos de longevidad, andlisis de la demanda, riesgo de
suscripcion, modelos de Bonus Malus, entre otros. A continuacién se hace

una mencién de algunas publicaciones destacadas en estos temas:

e "“Soft Computing Applications in Actuarial Science” (Shapiro, 2000)
presenta las técnicas de la logica difusa, algoritmos genéticos vy
redes neuronales, esta Ultima como herramienta eficaz para el
modelado de problemas de clasificacion de la demanda, modelos
de estimacién de insolvencia y pronostico del comportamiento de
activos e inversiones, ademas destaca el potencial en otras areas

como estudios de mortalidad, morbilidad y pricing.

e M“Artificial Neural Networks wused in automobile insurance
underwriting” (Kitchens F. L., 2005) desarrolla una red neuronal, a
partir de trabajos previos del mismo autor, para determinar el

riesgo de suscripcién de pdlizas para coches.

e “An application of unsupervised neural networks in general
insurance: the determination of tariff classes” (Pelessoni & Picech,
2002) Realizaron un andlisis de conglomerados, explotando las
propiedades topoldgica de mapas auto organizativos de Kohonen
para generar categorias de tarifas que permita clasificar tarifas con

valores contiguos.

e “Factores de riesgo y calculo de primas mediante técnicas de
aprendizaje” (Bousofio, Heras, & Piedad, 2008) Emplean técnicas de
aprendizaje maquina (Algoritmos genéticos, Arboles de decision y
Maquinas de vectores) para solucionar el problema de clasificacidon
de nuevos clientes y su distribucion de riesgo subyacente, a partir
de datos histéricos de entrenamiento, identificando variables de

gran aporte a la variabilidad del riesgo.
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El documento de trabajo publicado por (Actuarial Considerations
ApSTAT technologies, 2003) realiza una revisién conceptual de las
redes neuronales, resalta su potencialidad dentro de las ciencias
actuariales, centrandose en una interpretacién matematica de cémo
las redes neuronales pueden capturar dependencias de alto nivel y

establece una conexidn con la teoria de credibilidad.

“Teoria de las redes neuronales para la gerencia de riesgos” (Ricote
Gil, 2003) Contiene una revisién de las aplicaciones de redes
neuronales a la gerencia de riesgos para las compaiiias de seguros y
entidades financieras para conocer y analizar los elementos del
riesgo, los sistemas de jerarquia, las asociaciones de riesgos y la

segmentacion.

“An application of neural networks to insurance underwriting”
(Kitchens, Booker, & Rebman, 2005) Contiene un estudio
comparativo para datos de suscripcion de una empresa aseguradora
modelados mediante regresién lineal, logistica y RNA, comparando
sus resultados con matrices de confusidn, y la prueba de rangos con
signo de Wilcoxon, concluyendo la superioridad del modelo
generado con RNA, exaltando el potencial de esta herramienta pero
reconociendo la distancia existente entre aplicaciones especificas y
una RNA actuarial universal, asi como anima a continuar con los
desarrollos e investigaciones en pro del aprovechamiento de estas

técnicas.

“Modeling for fraud: Neural Networks Demystified” (Francis, 2002)
desarrolla un red neuronal clasificatoria para poder realizar analisis
de fraude para una cartera de compafia aseguradora, destacando la
capacidad de solucionar problemas de clasificacién no lineales y los

avances en pro de abrir “la caja negra”.
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I1I.

SEGURO DE COBERTURA PARA EL CULTIVO DE NARAJA Y
VARIABLES A EMPLEAR

El sistema de seguro agrario espanol es uno de los mas reconocidos a nivel
mundial, por su historia y organizacién, ha sido un elemento clave para el
desarrollo de los diferentes negocios agropecuarios estimulados en el pais y

representa hoy uno de los pilares del desarrollo agropecuario nacional.

Dentro de sus principales lineas de negocio sobresale el seguro que da
cobertura a los citricos, en especial al cultivo de naranja, concentrandose el

47% de la contratacion en la provincia de Valencia.

Uno de los principales puntos clave a la hora de estructurar coberturas para
este producto es el desarrollo de un sistema de evaluaciéon del riesgo y
tarificacién, que aproxime de manera fiable los diferentes riesgos para las
niveles de proteccion, variedades, zonas geograficas y demas
especificaciones de las diferentes parcelas aseguradas. En la actualidad la
tarifa se fija por riesgo y zona geografica, y se ajusta para cada poliza por

bonus malus y los correspondientes subsidios que pueda recibir.

Las multiples coberturas ofrecidas se establecen mediante 4 mdédulos que a
su vez se subdividen en tres franquicias absolutas con un minimo
indemnizable y cubren los riesgos de Helada, Viento, Pedrisco y Dafios
excepcionales. Las tarifas por zona suponen el manejo y correccidon de un
gran volumen de tasas que luego son ajustadas segun las condiciones
especiales de cada pdliza. Todo este proceso cuenta con todo el background
propio de los largos afios de experiencia de este seguro, que data de 1981 y

la experticia de Agroseguro.
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En este marco, se propone un método alternativo de estimacion del dafo
esperado por pdliza mediante el desarrollo de redes neuronales artificiales
para los riesgos de Helada y Viento, que son los mas significativos en
frecuencia y severidad. Partiendo de la informacion de contratacion vy
siniestros desde 1997 hasta 2013 se podra evaluar el riesgo esperado v,
acorde con las diferentes coberturas generar, la tarifa para cada podliza
requerida, de esta manera se ofrece, no solo una alternativa para la
estimacién del riesgo esperado y el cdlculo de provisiones, sino ademas
para realizar tarifas personalizadas mediante un calculo sencillo, y reducir el

volumen computacional actual para el procedimiento de tarificacion.

Con tal fin, se plantea un acercamiento a un modelo global, utilizando la
base de datos de contratacion y siniestro por pdliza, para la la Comarca
Ribera del Jucar para el término de con mayor contratacién a nivel nacional,
con un total de 1076, 408 registros para los riesgos de Helada y Viento
respectivamente, es de aclarar que la diferencia en registros se debe a
diferentes intereses de la demanda, inicios de nuevas coberturas vy
reestructuracion de productos a lo largo del tiempo. Se utilizaran las

siguientes variables:

III.1. VARIABLES CUALITATIVAS

Final de garantia:

Variable categdrica que expresa el periodo de finalizacion de la cobertura.
Como se puede ver en la Tabla 1, la contratacidon se ha concentrado en las
variedades tempranas, pues los finales de garantia con mas registros son
los de diciembre y enero, el final disefiado para el redrojo ha tenido muy
poca acogida y las coberturas varian acorde al riesgo, menos coberturas de
helada en febrero pero mas de viento en abril, esto acorde con los periodos

de maxima probabilidad de ocurrencia de cada riesgo.
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Tabla 1. Frecuencia Final de garantia para Viento y Helada

FINALES
FRECUENCIA PORCENTAJE FRECUENCIA PORCENTAIJE
GARII)\ENTIA EN VIENTO EN VIENTO EN HELADA EN HELADA
Final de 3 0,70% 10 0,90%

Redrojo
Diciembre 112 27,50% 300 28,00%
Enero 122 29,90% 240 22,40%
Febrero 18 4,40% 153 14,30%
Marzo 23 5,60% 23 2,10%
Abril 102 25,00% 250 23,30%
Mayo 28 6,90% 97 9,00%

TOTAL 408 1.073

Fuente: Elaboracidn propia

Variedad:

Variable categdrica, compuesta por variedades cultivadas a los largo de la
historia de la contratacién que se muestran en la Tabla 2, la variedad con
mayor contratacién es la Newhall ecoldgica, y aquellas de poca participacion
han sido incorporadas en el Ultimo plan de coberturas, por ello su bajo nivel
de acogida, hay algunas variedades que solo han contratado de manera
experimental uno de los dos riesgos, por el mismo motivo. También es
posible identificar como la helada tiene una inclusién de mayor nimero de

variedades, debido a la gran sensibilidad de las naranjas a este riesgo,

haciendo mas atractiva dicha cobertura.

Tabla 2. Frecuencia Final de garantia para Viento y Helada

FRECUENCIA PORCENTAJE FRECUENCIA PORCENTAIJE

VARIEDAD
EN VIENTO EN VIENTO EN HELADA EN HELADA
SANGUINA
1 0,20% 12 1,1%
ECOLOGICA
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FRECUENCIA PORCENTAJE FRECUENCIA PORCENTAIJE

VARIEDAD
EN VIENTO EN VIENTO ENHELADA EN HELADA
SANGUINA 0 0,00% 17 1,6%
SANGUINELI 22 5,40% 22 2,0%
STAR RUBY
3 0 0,00% 12 1,1%
ECOLOGICA
THOMSON
NAVEL 0 0,00% 5 0,5%
TRATADA
VERNA 21 5,10% 95 8,8%
CLEMENTINA
NULES 7 1,70% 51 4,7%
BIOLOGIC
HERNANDINA
i 1 0,20% 12 1,1%
ECOLOGICA
LANE LATE
. 86 21,10% 187 17,4%
ECOLOGICA
NADORCOTT
i 0 0,00% 6 0,6%
ECOLOGICA
NAVEL
) 1 0,20% 0 0,0%
ECOLOGICA
NAVEL
2 0,50% 5 0,5%
TRATADA
NAVELATE
) 1 0,20% 5 0,5%
ECOLOGICA
NAVELATE
0 0,00% 5 0,5%
SIN TRATAR
NAVELINA 10 2,50% 10 0,9%
NEWHALL 1 0,20% 9 0,8%
NEWHALL
) 215 52,70% 448 41,7%
ECOLOGICA
NOVA
(CLEMENV) 1 0,20% 13 1,2%
ECOLOGICA
OROGRANDE 5 1,20% 64 6,0%
OTRAS
0 0,00% 39 3,6%
CLEMENTINAS
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FRECUENCIA PORCENTAJE FRECUENCIA PORCENTAIE

VARIEDAD
EN VIENTO EN VIENTO EN HELADA EN HELADA
H. C.
REDROJO DEL
20 4,90% 30 2,8%
MESERO
OTRAS
14 3,40% 28 2,6%
VARIEDADES
TOTAL 408 1075

Fuente: Elaboracion propia
VARIABLES CUANTITATIVAS:
Superficie asegurada:
Esta variable representa las hectareas aseguradas por pdliza. Como
permite ver la Tabla 3, los valores son mucho mas dispersos en el caso
de helada, su media es de 0,78 has, estando mucho mas concentrada en
a la izquierda de la distribucidon que viento, pero con mayor cantidad de

valores atipicos.

Tabla 3. Estadisticos descriptivos de Superficie asegurada

SUPERFICIE VIENTO  HELADA
(Hectareas)
N de datos 408 1.075
Valores perdidos 0 0
Media 1,738 0,781
Moda 0,250 0,470
Desviacion estandar 2,820 2,980
Varianza 7,955 8,881
Rango 34,981 59,94
Minimo 0,021 0,06
Maximo 35,000 60
Percentiles 25 0,370 0,34
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SUPERFICIE

(Hectareas)

VIENTO HELADA

50 0,795 0,47
75 1,89 0,58

Fuente: Elaboracion propia

Valor de produccion:

Representa el valor de produccion asegurado en euros, sus estadisticos
descriptivos se encuentran en la Tabla 4. En el caso de helada es una
variable un poco mas dispersa, aunque en ambos casos es de cola larga
y asimétrica a la derecha, concentrando sus valores en los dos primeros
cuartiles y con grandes datos atipicos. El comportamiento de viento es

similar pero con un rango y desviacion inferiores.

Tabla 4. Estadisticos descriptivos de Valor de produccion

VALOR DE
PRODUCCION () VIENTO HELADA
N de datos 408 1075
Valores perdidos 0 0
Media 12.8990,997 17.377,97
Moda 6000 13.000
Desviacion
estindar 25.811,57 26.645
Varianza 666.200.000 709.900.000
Rango 249.982,00 259.999,84
Minimo 18 18
Maximo 25.0000 260.000,02
25 2.000 3.744,00
Percentiles 50 5.000 9.000,00
75 11.700 19.500,00

Fuente: Elaboracion propia
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Precio:

Representa el precio unitario por kilo de la naranja, es regulado cada
afo por el Ministerio de Agricultura y se determina por variedad y
destino comercial (calidad o industria). La Tabla 5 muestra
comportamientos similares para las bases de datos de Viento y Helada,
el precio esta concentrado, en general, no presenta valores atipicos y
refleja el fuerte control que ha ejercido el gobierno en estos afios sobre
la precio, es importante aclarar que acorde con este se valoran los danos

y a su vez las indemnizaciones pagadas.

Tabla 5. Estadisticos descriptivos de Valor de produccién

PRECIO (¢) VIENTO HELADA

N de datos 408 1075
Valores perdidos 0 0
Media 0,1465 0,21
Moda 0,30 0,18
Desviacion estandar 0,10279 0,11
Varianza 0,011 0,01
Rango 0,42 0,7
Minimo 0,01 0,01
Maximo 0,42 0,7

25 0,0547 0,15
Percentiles 50 0,126 0,18

75 0,2273 0,27

Fuente: Elaboracion propia
Daifos por Viento:
Esta es una de las dos variables a explicar, representa los dafos

estimados en euros por podliza a causa del viento.
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Dentro de las condiciones generales del seguro para el cultivo de
naranaja se define el viento como: Movimiento de aire, que por su
intensidad y persistencia, ocasione por accion mecanica pérdidas

directas en los bienes asegurados.

Ademads, para qu exista garantia sobre la produccion se deberan

manifestar simultaneamente los efectos siguientes:

- Sintomas evidentes de dafio por efecto mecanico del viento en la

vegetacion: defoliacién’® causada y pelado de las ramas.

- Aparicién, en los frutos existentes en el arbol, de rezaduras,

contusiones, o insiciones.

- Existencia de mayores dafos en las filas que han estado mas

expuestas al viento (efecto cortaviento).

En el supuesto de que, por la ocurrencia del viento con las
caracteristicas anteriormente descritas de produzcan caidas de frutos,
estas pérdidas estaran garantizadas unicamente cuando entre los frutos
existentes en el suelo, se aprecien frutos con resto del pezén o caliz.
(Agroseguro S.A., 2015)

Una vez aclarado cuando se considera dafo por riesgo de Viento, se
puede analizar, como indica la Tabla 6, que los valores se concentran en
cero, para empezar a crecer a partir del ultimo cuartil, esto representa la
naturaleza catastroéfica del riesgo, asi como un rango de dafos de gran

varianza y con varios valores atipicos.

3 , . . s . .
Representa la caida de hojas en los arboles, en este caso por el fecto mecanico del viento
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Tabla 6. Estadisticos descriptivos de Dafios por Viento

DANOS (¢ VIENTO
N de datos 408,00
Valores perdidos 0,00
Media 1.815,79
Moda 0,00
Desviacion 5.828,09
estandar
Varianza 33.970.000
Rango 62.187,4
Minimo 0
Maximo 62.187,4
25 0,00
Percentiles 50 0,00

75 1.160,10

Fuente: Elaboracion propia

Dafos por Helada:

Esta es la variable a explicar del segundo modelo, representa los danos

estimados en euros por pdliza a causa de heladas.

Dentro de las condiciones generales del seguro para el cultivo de
naranaja se define helada como: Temperatura ambiental igual o inferior
a la temperatura critica minima de cada una de las fases del desarrollo
vegetativo que, debido a la formacion de hielo en los tejidos, ocasione
una pérdida en los bienes asegurados, con alguno de los efectos

siguientes:

- Caida del fruto
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- Necrosis* en cualquier érgano de la planta

- Detencion irreversible del desarrollo de todo o parte del fruto,
siempre que venga acompahada de alguna alteracion de sus

caracteristicas internas o externas, tales como:

a) Aparicion de manchas en la piel o flavedo. No obstante,
este sintoma por si solo en el tangelo Fortune no

presupone la existencia de helada.

b) Presencia en el fruto de cristales de hesperidina®.

c) Separacion anormal de las membranas de los gajos,

llegando incluso a la aparicion de cavernas.

d) Aparicion de manchas oscuras en las membranas de los

gajos.

e) Pérdida de peso por desecacion del fruto.

Muerte del arbol o pérdida de la cosecha del afio siguiente por necrosis

total o parcial de su érgano vegetativo. (Agroseguro S.A., 2015)

Una vez aclarado la definicion de dafo por Helada, se describen los
principales estadisticos descriptivos para la serie Dafios por Helada.
Como indica la Tabla 7, se encuentran mas concentrados valor, con
relacién al viento, la media es superior pero el maximo no, siendo menos

dispersa y en general con menos atipicos.

4 , .. . . .. ,
Muerte del arbol a causa de una lesién severa que impide la regeneracién de sus células
5 . sy e
La Hesperdina es uno de los componentes del zumo de los citricos,
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Tabla 7. Estadisticos descriptivos de Dafios por Helada

DANOS (¢) HELADA
N de datos 1.075
Valores perdidos 0
Media 2.093,338
Moda 0
Desviacion 4.053,857
estandar
Varianza 16.400.000
Rango 44.884,5
Minimo 0
Maximo 44.884,5

25 0
Percentiles 50 707,125

75 2.419,736

Fuente: Elaboracion propia
Despues de describir y exponer los objetos a explicar se presenta, a

continuacion, la metodologia empleada para el desarrollo de los

modelos.
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IvV.

METODOLOGIA

IV.1. ORGANIZACION DE LA INFORMACION

Para la implementacion de una RNA, la literatura con base empirica
recomienda hacer un tratamiento basico de los datos, enfocado al
correcto funcionamiento de la red, dado que su escala y coherencia

influirdan en la obtencidon de resultados adecuados.

Definicion de las variables: Se contemplaran las variables ya

descritas con anterioridad.

Agrupacion o extraccion de caracteristicas: La definicion de la
red debe enmarcarse en grupos relativamente homogéneos, para
optimizar el proceso, un analisis de clusterizacién o una agrupacion
factorial facilitan el trabajo tanto analitica como computacionalmente,
en este caso los datos a usar son los correspondientes a un ambito
geografico, niveles de riesgo relativamente homogéneos y subdivido

para los riesgos de Helada y Viento.

Depuracion de la base de datos consolidada: Esste paso consiste
en revisar y eliminar las variables redundantes o altamente
correlacionadas, quitar los datos incompletos; aunque las redes
suelen tener un grado de tolerancia al error de la informacion, este
no supera el 10% de fallos sin alterar considerablemente los
resultados de la red; y hacer un acercamiento a las magnitudes de

las variables y el disefio del planteamiento del problema.

En este apartado es util hacer un analisis de consistencia de los

datos, para evitar la inclusion de redundancia o errores de
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transcripcién, algunas formas sencillas de realizarlo es mediante
histogramas, analisis estadistico multivariante o mediante umbrales

para definicidon de atipicos.

En este sentido se revisé la coherencia de la base, mediante una
revision grafica y partiendo de una serie de datos mas corta que el
historico total del producto, para evitar incoherencias en el acoplo

inicial de las bases.

Estandarizacion de las variables: Ya que las variables pueden
tener multiplicidad de magnitudes y estos érdenes pueden influir la
magnitud de los pesos, y a su vez el analisis de sensibilidad, dado
gue el peso de las sinapsis tiene una estrecha relacion con la
magnitud de la entrada. Para evitarlo, la literatura (Kennedy, Lee,
Van Roy, Reed, & Lippman, 1997) sugiere normalizar o estandarizar
las variables, de los diferentes métodos existentes se ha empleado el

gue muestra la Ecuacion 21.

Ecuacion 21. Estandarizacion variables continuas

. X — Min(X)

e = Max(X) — Min(X) [Max(X*) — Min(X*)] + Min(X™)

Bajo este procedimiento de estandarizaron las variables Superficie
asegurada, Valor de la produccién, Precio y los Dafios por parcela

para los riesgos citados.

Codificacion de variables categéricas: Por lo general la

implementacion econométrica de las variables categéricas implica la

47



inclusion de variables ficticias (variables dummy) que asumen valor 1
si se pertenece a esa categoria, 6 0 en caso contrario. No obstante,
durante la revision bibliografica se encontré una acérrima
recomendacion sobre la codificacion mediante -1 / +1, aludiendo a
gue el valor de la actualizacién de los pesos depende del valor de las
entradas, lo que en el momento de la correccion evitaria la mejora
del peso. De esta manera se codificaron las variables Variedad (22
categorias) y final de garantia (7 categorias). En una acercamiento al
planteamiento del problema se emplearon redes con ficticias 0 - 1,
efectivamente, los errores minimos encontrados fueron muy

superiores a las redes estimadas bajo la alternativa -1 / +1.

IV.2. SELECCION DE LA RED

La red base usada fue un Perceptron multicapa, aunque esta sea un
aproximador universal, no es posible encontrar la mejor
configuracién a priori. Sin embargo, se ha demostrado
empiricamente, que la mayoria de problemas de prondstico de indole
econdmica y financiera tienen solucion con una sola capa oculta. Por
tanto, para solucionar el problema de optimizar la configuracién mas
idénea, se propone un perceptron multicapa base de tres capas
(entrada, capa oculta y salida) y diferentes ordenamientos hasta

encontrar la respuesta deseada.

Se han dividido las bases en tres grupos Entrenamiento, Validacién y
Testing, repartidos en 80%, 10% y 10%, respectivamente, la
primera fase realiza el aprendizaje, la segunda es usada por Matlab
para comprobar sobreajuste y verificar que cambios en los datos
producen cambios en las salidas, y la tercera es la de prueba para
contrastar el resultado de una red entrenada frente a valores reales.
En la Tabla 8 se pueden ver en los demas parametros de

entrenamiento utilizados.
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Tabla 8. Parametros de entrenamiento

PARAMETROS

Division de los datos Aleatorio

Algoritmo de entrenamiento Levenber-Marquardt
Performance Error cuadratico medio
Iteraciones 1000

Tiempo Indeterminado
Gradiente minimo 1e-05

Gradiente maximo le2

Mu minimo (tasa de aprendizaje) 6e-2

Fuente: Elaboracion propia

El algoritmo de entrenamiento fue seleccionado por su capacidad de
convergencia, el referente del error cuadratico medio para el Performance
se utilizd por su popularidad y facil comprension. En cuanto a los
parametros de cotas del gradiente y la tasa de aprendizaje, se emplearon
los recomendados por matlab, si bien no son los éptimos, si representan los

valores intermedios entre velocidad de aprendizaje y carga computacional.

Definicion de la arquitectura base

Como ya se ha mencionado y teniendo en cuenta la imposibilidad de
definir una RNA éptima a priori, se ha disefiado un cddigo en Matlab
que permite probar diferentes redes. Para ello, se ha partido de la
red base configurada con una capa oculta, que tiene la propiedad de
variar el niumero de neuronas desde la mitad hasta el doble del
numro de variables a considerar (esto incluye cada una de las
variables ficticias creadas para la inclusion de las variables

categodricas).
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El programa ha sido estructurado para generar el error cuadratico
medio de entrenamiento, validacién y testing, calcula el R? de una
regresion cuyos valores de entrada son los resultados de la red
(outputs) y la variable a explicar los valores objetivos (targets). Para
entrenamiento, validacién y testing también calcula el indice relativo
de importancia, mencionado en el capitulo anterior, para cada una de

las redes programadas.

El cédigo permite configurar El programa también los diferentes
parametros de entrenamiento, funcién de activacidon, tasa de
aprendizaje, numero de iteraciones maximas sin optimizar el error,
porcentaje de informacién a usar en entrenamiento y validacién ya

mencionados.

En cuanto a la topologia de las redes se proponeusar una funcién de
activacion logaritmica sigmoidal para la capa oculta, porque genera
valores entre 0 y 1, ademads, en las pruebas previas a la definicion

de la metodologia fue la que mejores resultados aproxima.

Por otro lado acorde con las recomendaciones recopiladas en la
revision bibliografica, se adopta como funciéon de salida una funcién
de transformacion lineal, con la configuracion que se presenta en la
Ilustracion 5. Arquitectura de la RNA base, donde i representa el
numero de variables y k el nUmero de neuronas.

Ilustracion 5. Arquitectura de la RNA base
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Fuente: Elaboracion propia
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Para inicializar los pesos de las sinapsis y agilizar un poco la
convergencia del algoritmo se empled la funcion initlay, la cual utiliza
un aleatorio para generar los pesos iniciales. Esto supone un
inconveniente, ya que cada vez que Matlab entrena una red, asi sea
de caracteristicas similares, no arroja los mismos resultados,.Siendo
uno de los mayores inconvenientes a la hora de optimizar el disefo
de estos modelos, a continuacion se detalla la técnica empleada para

(subsanarlo, minimizarlo, lo que prefieras).

IV.3. DEPURACION

Para dar una alternativa al problema mencionado en el apartado
anterior, se iteré 10 veces cada uno de los cédigos por riesgo y se
probaron las redes cuya configuracién convergia a los mejores
resultados, para estimar 100 conjuntos de RNA con las caracteristicas

mencionadas.

A cada grupo de estimaciones se le genera un ranking bajo los
criterios de mayor R? en la etapa de testing, pero teniendo un R?
mayor en la fase de entrenamiento (esto para disminuir la posibilidad
de obtener una red sobre entrenada), considerando ademas la

minimizacion del error cuadratico medio.

Una vez realizado el ranking se realiza una grafica para la
determinacion del nimero de neuronas mas comun dentro de las
primeras posiciones y dentro de este subgrupo se elige aquella cuyo
R? en la etapa de testing es mayor. A la red elegida se le realiza el
analisis de pesos para valorar la configuracion interna de la RNA y se
contrasta dicho resultado con la informacién técnica resultante de la

experiencia del seguro.
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V. RESULTADOS

V.1. VIENTO

Se realizaron 100 iteraciones del coddigo para generar 38 redes
perceptron multicapa, variando de 13 a 50 neuronas, cada
estimacién se ordend segun el menor error cuadratico medio (mse),
con los datos repartidos de forma aleatoria en los grupos de
entrenamiento (326), validacidon (41) y prueba (41), como indica el
Grafico 1 la mejores se encuentran en redes de entre 30 y 50

neuronas.

Grafico 1. Ranking de RNA Viento segin menor mse
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Fuente: Elaboracidn propia
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El grupo estaba compuesto por 21 RNA, dentro de estas se eligid
aquella con el mayor R?en la etapa de testing, pero teniendo un R?
mayor en la fase de entrenamiento, dando como resultado la red

con las caracteristicas de la Ilustracion 6.

Ilustracion 6. Arquitectura RNA Viento

Meural Metwork

ool (ol

Fuente: Elaboracion propia

Los criterios de seleccion muestran una RNA con un alto poder
predictivo respecto al target, es de resaltar que pese a existir redes
con mejores resultados en la etapa de testing, no cumplian con el
requisito de superioridad en la etapa de entrenamiento, los

resultados de R? y mse por etapa se muestran en la Tabla 9.

Tabla 9. Mejor RNA Viento

N.Neuronas RA2(T) RA2(V) RA2(TS) MSE(T) MSE(V) MSE(TS)
47 88,3%  78,7%  80,01% 0,000138 0,00046  0,00028

Fuente: Elaboracion propia

Es importante mencionar que ninguna red supero las 130
iteraciones, en este caso en particular se realizaron 65, aunque la

mejor iteracién, como ilustra el Grafico 2, y de la cual se emplean
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los pesos y bias®, fueron los generados en la iteracién 35, las 30
iteraciones adicionales son una medida para evitar caer en minimos

locales.

Hubo una rapida convergenvia hacia el minimo error cuadratico
medio hasta la iteracidon 6, estd presentd para el caso de validacion
un minimo local aunque dio paso, en posteriores iteraciones, al

minimo finalmente encontrado.

Grafico 2. Error cuadratico medio por iteracion Viento
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Fuente: Elaboracidn propia

Una vez realizada la red se transformaron los valores de salida el
total de dafios es de 130.995,13€ y el estimado 134.675,84€, con

una diferencia del 2,8% por encima del valor de dafios ocurridos.

6 .
Ver los pesos en el Anexo2. Pesos Viento
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En cuanto al anadlisis de importancia de las variables cuyos
resultados se recogen en la Tabla 10, mas alla de la importancia del
Valor de produccion y la Superficie, que en si mismos condicionan la
dimension del dafio, destaca la importancia de la variedad,
reafirmando la necesidad de generar tarifas acorde a la variedad
asegurada. Por otro lado la poca importancia del final de garantia
corta con la idea de la condicionalidad del dafio que suele ser de

mayor intensidad segun la época del afo.

Tabla 10. Analisis de importancia de las variables para la RNA de Viento

Importancia

Variables
relativa
Final Garantia 0,039 5,8%
Variedad 0,056 8,2%
Superficie 0,179 26,1%
Valor de
; 0,685 100%
Produccion
Precio 0,04 5,8%

Fuente: Elaboracion propia

Esto podria reflejar dos cosas, en primer lugar que las cobertura
tomadas para el riesgo en los finales de garantia mas criticos esta
siendo mitigada por externalidades no incluidas en el modelo o que
los finales de garantia no contienen una proporcion marcada del
riesgo si no que en realidad se encuentra a los meses comunes a las
opciones (otofio), surgiendo asi la posibilidad de no realizar una
gran diferenciacién en las tarifas para este riesgo segun el periodo

de cobertura.
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V.2. HELADA

Se realizaron 100 iteraciones del cédigo para generar 38 redes
perceptron multicapa, variando de 16 a 62 neuronas, cada estimacién
se ordend segun el menor error cuadratico medio (mse). Como indica
el Grafico 3 las mejores estimaciones se encuentran en redes de entre

50 y 60 neuronas.

Grafico 3. Ranking de RNA Viento segun menor mse, para las mejores 10

iteraciones Helada
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Fuente: Elaboracion propia

El grupo estaba compuesto por 19 RNA, dentro de estas se eligio
aquella con el mayor R? en la etapa de testing, pero teniendo un R?
mayor en la fase de entrenamiento, dando como resultado la red con
las caracteristicas de la Ilustracion 7, de 52 neuronas en la capa oculta

y la topologia de la RNA base empleada.
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Ilustracion 7. Arquitectura RNA Helada

Meural Network

Fuente: Elaboracion propia

Los criterios de seleccion muestran una RNA con un alto poder
predictivo respecto al target, es de resaltar que pese a existir redes
con mejores resultados en la etapa de testing, no cumplian con el
requisito de superioridad en la etapa de entrenamiento, los resultados

de R? y mse por etapa se muestran en la Tabla 9.

Tabla 11. Mejor RNA Helada

N.Neuronas RA2(T) RA2(V) RA2(TS) MSE(T) MSE(V) MSE(TS)
53 655% 61,3% 64,53% 0,000014 0,000031 0,000086

Fuente: Elaboracion propia

Es relevante comentar que ninguna red supero las 92 iteraciones, en
este caso en particular se realizaron 38, aunque la mejor iteracién y de
la cual se emplean los pesos y bias’, fueron los generados en la
iteracién 8, las 30 iteraciones adicionales son una medida para evitar

caer en minimos locales.

7
Ver los pesos en el Anexo3. Pesos Helada
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Como refleja la Grafica 4 se encontré un minimo local para la validaciéon
y el testing en la cuarta iteraciéon, después de una rapida convergencia a
la minimizaciéon del error, sin embargo este fue superado gracias al

entrenamiento adicional programado.

Grafico 4. Error cuadratico medio por iteracion RNA Helada
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Fuente: Elaboracion propia

Una vez realizada la red, se transformaron los valores de salida para
obtener un valor estimado de 178.697,92€, frente a un total de
danos reales de 174.687,09€. Por tanto, los dafios obtenidos en la
simulacién arrojan con una diferencia del 2,30% por encima del valor

de danos realmente ocurridos.

Respecto al analisis de importancia relativa de las variables,
presentado en la Tabla 12, se refleja la influencia de una base
enriquecida y el nUumero de inputs incluidos, pues en contraste las
variables tienen un peso relativo mayor, en especial la variable precio

adquiere mas importancia que la Variedad, esta relacidon permite ver
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un poco mas alla y sugiere empezar a emplear alguna politica que en
el caso de los danos por Helada de un poco mas de valor al precio

que a la variedad.

Tabla 12. Analisis de importancia de las variables para la RNA de Helada

Importancia

Variables
relativa
Final Garantia 0,058 14,40%
Variedad 0,095 23,70%
Superficie 0,313 78,00%
Valor de
; 0,401 100,00%
Produccion
Precio 0,133 33,00%

Fuente: Elaboracidn propia

Nuevamente se refleja la poca importancia del final de garantia, aunque
con una participacién relativa mayor, lo que estaria un poco mas cerca
del analisis intuitivo, puesto que la cobertura a diciembre contiene
menor riesgo de helada, mientas el final de garantia que termina en

mayo lleva implicta toda la temporada de riesgo.
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VI. CONCLUSIONES

Una de las principales limitaciones de este tipo de modelos es la
complejidad en su disefio, es por eso que se debe incorporar gran cantidad
de posibilidades o iteraciones con criterios de decisidon para no sesgar el
resultado. Usar pesos de inicializacién aleatorios y no repetir la red nos
puede hacer caer en un error de omision de dptimos- Este problema puede
solucionarse con la inclusidon de modelos de aprendizaje para la optimizacién
de parametros, o mediante la alternativa propuesta que ha permitido
encontrar grupos de RNA con caracteristicas aceptables y dentro de estos
RNA utiles.

Dadas las limitaciones computacionales es necesario compartimentar la red
mediante la elaboracién degrupos cercanos y pequefios de acuerdo a la
capacidad computacional que se posea. Ademas es importante considerar la
relevancia de la inclusion de variables categoricas, ya que dependiendo del
numero de variables a incluir el requerimiento computacional para el

procesamiento crecera exponencialmente.

Aunque son considerables las diferencias en términos de R? de los dos
modelos propuestos, Helada y Viento, en términos reales la estimacién
presenta mejores resultados para el modelo de Helada, siendo mas
consecuente con el mse que con el R%. Esto refleja mayor variabilidad en la
estimacién puntual lo que en el agregado es disipado, obteniendo asi en
términos de dafios globales a pagar una aproximacidn muy cercana en

ambos modelos.

Para el riesgo de helada, el andlisis de pesos refleja mayor importancia
relativa de las variables incluidas en el modelo, lo que podria conducir a

resaltar la importancia de una base de datos con gran nivel de detalle,

60



tanto cuantitativa como cualitativamente, sin embargo esta configuracion

no parece afectar la consistencia del prondstico realizado.

En general los dos modelos proponen estimaciones cercanas en términos
agregados, sirviendo de herramienta alternativa a la estimacion de los
modelos actuariales convencionales, con resultados estimados agregados

muy cercanos a los dafios reales.

Aunque las modelos de este tipo suelen ser robustos frente a los errores, es
importante tener una base de datos depurada, ya que puede generarse
mucho ruido y en especial elevar el costo computacional a la hora de
converger a un resultado 6ptimo. Es de vital importancia conocer el
problema que se plantea y realizar andlisis estadisticos previos al
comportamiento de las variables, esto ayuda no solo a tener una base de
datos concisa y aclarar la definicion del problema, sino que ademas facilita
la definicién de la arquitectura y en la medida de lo posible la ponderacion

inicial de pesos.

Respecto al posible contraste a realizar frente a las tarifas actuales del
seguro, se debe mencionar que los resultados aportan una nueva visién
sobre la importancia del precio, en el caso de la Helada, y en el caso del
Viento, el reducido aporte al modelo del Final de garantias. Se ha
generando, por tanto, una herramienta con un potencial uso comercial para
el ajuste de las tarifas o que permite hacer nuevos aportes en el analisis de

las estimaciones de riesgos y contratacion.

En el marco del objetivo general de este trabajo, que pretendia encontrar
en los modelos de Redes Neuronales Artificiales una manera alternativa de
estimar el dafo esperado por podliza y en agregado, se puede concluir que

con esta nueva aplicacidn al Seguro de Naranja, se puede tener una
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herramienta consistente y practica para la obtencidn de las estimaciones
mencionadas, asi como un analisis de mayor amplitud hacia las variables a
emplear y la consistencia de los resultados obtenidos, facilitando ademas un
acercamiento al manejo comercial de las variables de mayor peso en los

modelos de prondsticos de los riesgos.
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VII. DESARROLLOS A FUTURO

El trabajo propuesto es completamente extensible a toda la produccién de
naranja el cultivo y ambito geografico, siempre que se cuente con
herramientas adecuadas, tanto software como hardware, que permitan
optimizar los tiempos de computacion vy disefio, bien sea mediante el uso
de algoritmos genéticos o mapas de vectores o bien mediante la simple

ampliacién del trabajo ya propuesto a otras zonas del ambito geografico.

Por otro lado seria de suma importancia la realizacidn de investigacion en
pro de la optimizacion de los tiempos de coOmputo y disefio mediante
algoritmos genéricos, maquinas de vectores, disefio de correccion de
sistemas dinamicos, entre muchas otras opciones, que faciliten la utilizacion

practica de las RNA.

Con una visiéon a mas largo plazo, podria desarrollarse para otros productos
y riesgos ya quem una vez se ha establecido su potencial, deberia ser
aprovechado en andlisis de demanda o clusterizacion de zonas por
intensidad de riesgo mediante mapas auto organizativos, estimacién de
cambios de la demanda por sensibilidad de las variables, entre otras

muchas que podrian ser desarrollados con otros tipos especificos de RNA.

Finalmente, hay que tener en cuenta que la base tedrica de estos modelos
se encuentra en construccién, asi como nuevos desarrollos enfocados a
generalizacién de reglas de disefio y optimizacion de pardmetros. Por tanto,
es de esperar, que nuevas aplicaciones mas especificas al ramo actuaria

puedan seguir desarrollandose proximamente.
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IX. ANEXOS

$%funcién de anidados para generar 10 grupos de iteraciones
function
[red, Qdos,Q,R2T,R2V,R2TS,MSEV, MSET ] =HELADA (H_Inll,H target)

target = H target.mat;
inputsH = H Inll.mat;

k=size (inputsH) ;

k=k (1) ;% numero de variables

a=1;
for n = 1:10
switch n
case 1
b=1;
for 1= round(k/2):1:(k*2) % numero de neuronas
disp ([ (n), (b), (k) 1)

0000000000000

$SARQUITECTURA
t = newff (minmax (inputsH), [1 1], {'logsig’
'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%{funciones de activacién logaritmica
sigmoidal y lineal}

o)

% Algortimo de aprendizaje

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn
aleatoria

net.divideMode = 'sample'; % Divide up

every sample
net.divideParam.trainRatio = 80/100;
net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO

net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %$Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de

aprendizaje



net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacién de pesos

% ENTRENAMIENTO DE LA RED

[;et,tr] = train(net,inputsH, target) ;
%$GeneraciOn de pesos

PesoEntradasF= net.IW;

PesosCapasF = net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct('pesos’', (cellZ2mat (PesoEntradasF(1,1))));

PesosCapasZ2=abs (cellZ2mat (PesosCapasF(2,1)));
Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));
PesosBias(a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracidn

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en O
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,j

numl=(PesosCapasl (j,I)./0(j)).*PesosCapas2(j)+numl;

den2=(PesosCapasl (j, i) ./0(j)) .*PesosCapas?2 (j)+den2;
QO(a,b,I)=numl./den2;
end
end
end

format short $%$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red(a,b,1l) =
struct ('cod', ((10000)+ (k*100)+ (1)), 'dir',tr);
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SDEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES
output = net (inputsH);
trOut = output(tr.trainInd);
vOut = output(tr.vallnd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target (tr.testInd);

$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b) =TS;

%$analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT);
b=b+1;
end
a=a+tl;
case 2
disp ((n))
b=1;

):1:(k*2) % numero de neuronas
(

'purelin'}, "trainlm') ;
% [neuronas de entrada y salidal,
${funciones de activacién logaritmica
sigmoidal y lineal}

)

% Algortimo de aprendizaje

net.performFcn = 'mse';% error cuadratico
medio
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aleatoria

every sample

maximo de iteraciones

entrenamiento
minimo
aprendizaije

despues de encontrar un

2DIVISION DE DATPS

o>

0

net.divideFcn = 'dividerand'; Divisidn

o

°

net.divideMode = 'sample'; Divide up

= 80/100;
10/100;
10/100;

net.divideParam.trainRatio
net.divideParam.valRatio
net.divideParam.testRatio

$PARAMETROS DE
net.trainParam.

ENTRENAMIENTO
epochs 1000;

$NUmero

0; %Error objetivo
inf;%tiempo méximo de

trainParam.
trainParam.

net.
net.

goal =
time

net.trainParam.min grad le-5;%Gradiente

1r

net.trainParam. 0.06;%Mu tasa de
net.trainParam.

minimo

max fail=30;% Iteraciones

net initlay(net);%inicializacidén de pesos

NTRENAMIENTO DE LA RED

9900

train (net, inputsH, target) ;
%GeneraciOn de pesos
PesoEntradasF= net.IW;

PesosCapasF net.LW;
PesosBiasF=net.b; Srepresenta la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct('pesos’', (cellZ2mat (PesoEntradasF(1,1))));

PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cell2mat (PesosCapasF(2,1))));

PesosBias (a,b)=struct ('

iteracidn

pesos', (cell2mat (PesosBiasF(1,1))));

o
°

Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por

for I=1:1:k
numl=0; $numerador de la ecuaciOn en 0 para

acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0

para acumular y generar la sumatoria
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un vector sumatoria r,J

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

numl= (PesosCapasl (j,I)./0(j)).*PesosCapas2(j)+numl;

den2=(PesosCapasl(j,1i)./0(j)) .*PesosCapas2 (j)+den2;

Q(a,b,I)=numl./den2;
end
end
end

format short %Banderas creadas para hacer

seguimiento de las iteraciones en caso de ser necesario

a,b,
struct ('cod', ((10000)+ (k*100)+ (1

CORRELACION Y ERRORES

end

red ( 1) =
)

)y, 'dir',tr);
SDEFINICION DE VARIABLES PARA ANALISIS DE

output = net (inputsH);

trOut = output(tr.trainlInd);
vOut = output(tr.vallnd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target(tr.testInd);

%Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut) ;
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT):;

b=b+1;

a=a+l;
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):1:(k*2) % numero de neuronas
(

9999999909090 00

$SARQUITECTURA
t = newff (minmax (inputsH), [l 1], {'logsig’
'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%{funciones de activacidén logaritmica
sigmoidal y lineal}

Q

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn
aleatoria

net.divideMode = 'sample'; % Divide up
every sample

net.divideParam.trainRatio = 80/100;

net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO
net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de
aprendizaje

net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos

99900

PesoEntradasF= net.IW;
PesosCapasFE = net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct ('pesos', (cell2mat (PesoEntradasF(1,1))));
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PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));

PesosBias(a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
$Guardado en un arreglo matricial por
iteracidn

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en O
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,J

numl= (PesosCapasl (j,I)./0(]j)).*PesosCapas?(j)+numl;

den2=(PesosCapasl(j,i)./0(j)) .*PesosCapas2 (j)+den2;
Q(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red(a,b,1l) =
struct ('cod', ((10000)+ (k*100)+ (1)), 'dir',tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsH) ;

trOut = output(tr.trainInd);
vOut = output (tr.vallInd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target(tr.testInd);

%Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut) ;
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;
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end
a=a+l;
case 4
b=1;
for

'purelin'}, "trainlm');

sigmoidal y lineal}

medio

aleatoria

every sample

maximo de iteraciones

entrenamiento
minimo
aprendizaje

despues de encontrar un

%$analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b) = mseV;
MSETS (a,b)= mseTS;

Qdos (a, b) 1- (mseV/mseT) ;

b=b+1;

o)
°

numero de neuronas

0000000000000

% [neuronas de entrada y salidal,
${funciones de activacién logaritmica

o

°

Algortimo de aprendizaje
net.performFcn 'mse';% error cuadratico

o

°

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn

%

net.divideMode Divide up

'sample’;
= 80/100;
10/100;
10/100;

divideParam.trainRatio
divideParam.valRatio
divideParam.testRatio

net.
net.
net.

$PARAMETROS DE
net.trainParam.

ENTRENAMIENTO
epochs 1000;

SNumero

0; S$Error objetivo
inf;%tiempo maximo de

net.trainParam.goal =
net.trainParam.time

net.trainParam. le-5;%Gradiente

min grad

net.trainParam.lr 0.06;%Mu tasa de

net.trainParam
minimo

.max_ fail=30;% Iteraciones
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net = initlay(net);%inicializacidén de pesos

% ENTRENAMIENTO DE LA RED

[net,tr] = train(net, inputsH, target) ;

%GeneraciOn de pesos

PesoEntradasF= net.IW;
PesosCapasF = net.LW;
PesosBiasF=net.b; Srepresenta la constante

PesosCapasl=abs (cell2mat (PesokEntradasF(1,1)));

Pesos Entrada(a,b)=struct('pesos’', (cellZ2mat (PesoEntradasF(1,1))));

PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos_Salida(a,b)=struct('pesos', (cell2mat (PesosCapasF(2,1))));

PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracidén

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en O
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,J

numl=(PesosCapasl (j,I)./0(j)).*PesosCapas2(j)+numl;

den2=(PesosCapasl(j,i)./0(j)) .*PesosCapas2 (j)+den2;
QO(a,b,I)=numl./den2;
end
end
end

format short %Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red (a,

1) =
struct ('cod', ((10000)+ (k*100)+ (1)

), "dir', tr);
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$SDEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsH);

trOut = output(tr.trainInd);

vOut = output(tr.vallInd);

tsOut = output(tr.testInd);

trTarg = target(tr.trainInd);

vTarg = target(tr.vallnd);

tsTarg = target (tr.testInd);

%$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2);
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;
b=b+1;

end

y:1:(k*2) % numero de neuronas
(

$SARQUITECTURA
t = newff (minmax (inputsH), [l 1],{'logsig'
'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%{funciones de activacidén logaritmica
sigmoidal y lineal}

o

% Algortimo de aprendizaije

o

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

75



aleatoria

every sample

maximo de iteraciones

entrenamiento
minimo
aprendizaje

despues de encontrar un

net.divideFcn = 'dividerand'; % Divisidn

o

°

net.divideMode = 'sample'; Divide up

= 80/100;
10/100;
10/100;

divideParam.trainRatio
divideParam.valRatio
divideParam.testRatio

net.
net.
net.

$PARAMETROS DE
net.trainParam.

ENTRENAMIENTO
epochs 1000;

sNumero

0; %Error objetivo
inf;%tiempo maximo de

trainParam.
trainParam.

net.
net.

goal
time

net.trainParam.min grad = le-5;%Gradiente

net.trainParam.lr 0.06;%Mu tasa de

net.trainParam.
minimo

max fail=30;% Iteraciones

net initlay(net);%inicializacidén de pesos

NTRENAMIENTO DE LA RED

train (net, inputsH, target) ;

%$GeneraciOn de pesos

PesoEntradasF= net.IW;
PesosCapasF net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));
Pesos Entrada(a,b)=struct ('pesos', (cellZ2mat (PesoEntradasF(1,1))));
PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));
Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));
PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));
%3Q(im) peso de la variable i a la salida m,
%Guardado en un arreglo matricial por

iteraciodn

acumular y generar la s

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
umatoria

den2=0; $denominador de la ecuaciOn en 0

para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
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un vector sumatoria

r,J

O=sum (PesosCapasl'); 30 es

numl= (PesosCapasl (j,I)./0(Jj)).*PesosCapas2(j)+numl;

den2=(PesosCapasl(j,i)./0(j)) .*PesosCapas2 (j)+den2;

QO(a,b,I)=numl./den2;
end
end
end

format short $%$Banderas creadas para hacer

seguimiento de las iteraciones en caso de ser necesario

a,b,
struct ('cod', ((10000)+ (k*100)+ (1

CORRELACION Y ERRORES

a=a+l;

case 6

end

red ( 1) =
)

), "dir', tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE

output = net (inputsH);

trOut = output(tr.trainInd);
vOut = output(tr.vallInd);
tsOut = output (tr.testInd);
trTarg = target(tr.trainlInd);
vTarg = target(tr.vallnd);
tsTarg = target (tr.testInd);

%$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2);
mseTS=mean ( (tsTarg-tsOut) ."2) ;
MSET (a,b)= mseT;

MSEV (a,b)= mseV;

MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;

b=b+1;
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y:1:(k*2) % numero de neuronas
(

SARQUITECTURA
t = newff (minmax (inputsH), [l 1], {'logsig’
'purelin'}, "trainlm');
% [neuronas de entrada y salida]l,
%{funciones de activacién logaritmica
sigmoidal y lineal}

Q

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisiodn
aleatoria

net.divideMode = 'sample'; % Divide up

every sample
net.divideParam.trainRatio = 80/100;
net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO

net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de
aprendizaije

net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos

PesoEntradasF= net.IW;
PesosCapasFE = net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));
Pesos_Entrada(a,b)=struct ('pesos', (cell2mat (PesoEntradasF(1,1))));
PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));
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Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));

PesosBias(a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracidén

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,J

numl=(PesosCapasl(j,I)./0(j)).*PesosCapas2(j)+numl;

den2=(PesosCapasl(j, i) ./0(j)) .*PesosCapas?2 (j)+den2;
Q(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red (

a,b,1) =
struct ('cod', ((10000)+ (k*100)+ (1)

), 'dir',tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsH);

trOut = output(tr.trainlInd);
vOut = output (tr.valInd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target(tr.testInd);

%Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut) ;
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;
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%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2);
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT):;
b=b+1;

end

):1:(k*2) % numero de neuronas
(

0000000000000

SARQUITECTURA
t = newff (minmax (inputsH), [l 1], {'logsig’
'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%${funciones de activacién logaritmica
sigmoidal y lineal}

o)

% Algortimo de aprendizaje

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn
aleatoria

net.divideMode = 'sample'; % Divide up

every sample
net.divideParam.trainRatio = 80/100;
net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO
net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; $Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de

aprendizaje
net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos
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PesoEntradasF= net.IW;
PesosCapasF = net.LW;
PesosBiasF=net.b; Srepresenta la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos_Entrada(a,b)=struct ('pesos', (cell2mat (PesoEntradasF(1,1))));

PesosCapasZ2=abs (cellZ2mat (PesosCapasF(2,1)));
Pesos_Salida(a,b)=struct('pesos', (cell2mat (PesosCapasF(2,1))));
PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracidén

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,J

numl=(PesosCapasl(j,I)./0(j)).*PesosCapas2(j)+numl;

den2= (PesosCapasl(j, i) ./0(j)) .*PesosCapas?2 (j)+den2;
QO(a,b,I)=numl./den2;
end
end
end

format short %Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red (a,

1) =
struct ('cod', ((10000)+ (k*100)+ (1)

), "dir', tr);

$SDEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES



trout =

output (tr.trainInd);

vOut = output (tr.vallInd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target (tr.vallnd);
tsTarg = target (tr.testInd);

%$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut) ;
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2);
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT);
b=b+1;
end
a=a+l;
case 8
b=1;
for 1= round(k/2):1:(k*2) % numero de neuronas
disp([(n), (b), (k) 1)

SARQUITECTURA
t = newff (minmax (inputsH), [l 1],{'logsig'
'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%{funciones de activacidén logaritmica
sigmoidal y lineal}

o

% Algortimo de aprendizaije

o

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisiodn
aleatoria

net.divideMode = 'sample'; % Divide up

every sample
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net.divideParam.trainRatio = 80/100;
net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO

net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de

aprendizaije
net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos

% ENTRENAMIENTO DE LA RED

Enet,tr] = train(net, inputsH, target) ;
%$GeneraciOn de pesos

PesoEntradasF= net.IW;

PesosCapasF = net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct ('pesos', (cellZ2mat (PesoEntradasF(1,1))));

PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));
Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));
PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracién

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,J

numl= (PesosCapasl (j,I)./0(]j)).*PesosCapas?(j)+numl;
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den2=(PesosCapasl(j,1i)./0(j)) .*PesosCapas2 (j)+den2;
QO(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red (

a,b,1) =
struct ('cod', ((10000)+ (k*100)+ (1)

)y, 'dir',tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsH);

trOut = output(tr.trainInd);
vOut = output(tr.vallnd);
tsOut = output (tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target (tr.testInd);

%$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut) ;
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2);
mseTS=mean ( (tsTarg-tsOut) ."2) ;
MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;
Qdos (a,b) = 1-(mseV/mseT) ;
b=b+1;

end

a=a+l;

case 9
b=1;

for 1= round(k/2):1:(k*2) % numero de neuronas
disp([(n), (b), (k) 1)
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'purelin'}, "trainlm') ;

sigmoidal y lineal}

medio

aleatoria

every sample

maximo de iteraciones

entrenamiento

minimo

aprendizaje

SARQUITECTURA
t = newff (minmax (inputsH), [l 1],{'logsig'

% [neuronas de entrada y salida],
${funciones de activacién logaritmica

[

% Algortimo de aprendizaije

[

net.performFcn = 'mse';% error cuadratico

$DIVISION DE DATPS

[

net.divideFcn = 'dividerand'; % Divisidn

o)

net.divideMode = 'sample'; % Divide up

net.divideParam.trainRatio = 80/100;
net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO
net.trainParam.epochs = 1000; %Numero

net.trainParam.goal = 0; %Error objetivo
net.trainParam.time inf;%tiempo maximo de

net.trainParam.min grad = le-5;%Gradiente
net.trainParam.lr = 0.06;%Mu tasa de

net.trainParam.max fail=30;% Iteraciones

despues de encontrar un minimo

net = initlay(net);%inicializacién de pesos

PesoEntradasF= net.IW;
PesosCapasF = net.LW;
PesosBiasF=net.b; Srepresenta la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct('pesos’', (cellZ2mat (PesoEntradasF(1,1))));

PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));
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PesosBias(a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracidén

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r, ]
numl=(PesosCapasl (j,I)./0(j)).*PesosCapas2(j)+numl;

den2=(PesosCapasl(j, i) ./0(j)) .*PesosCapas2 (j)+den2;
QO(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario
red(a,b,1l) =
)+ (1)

struct ('cod', ((10000)+ (k*100 ), 'dir',tr);

$SDEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsH);

trOut = output(tr.trainlInd);
vOut = output (tr.valInd);
tsOut output (tr.testInd);
trTarg = target(tr.trainInd);
vTarg target (tr.vallnd);
tsTarg = target(tr.testInd);

%Regresiones y R"2

mdl =

T=mdl.
R2T (a,

mdl =

V=mdl.
R2V (a,

mdl =

LinearModel.fit (trTarg, trOut) ;
Rsquared.Adjusted;

b)=T;

LinearModel.fit (vTarg,vOut) ;
Rsquared.Adjusted;

b)=V;
LinearModel.fit (tsTarg, tsOut) ;

TS=mdl.Rsquared.Adjusted;

R2TS (a, b)

=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2);
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mseTS=mean ( (tsTarg-tsOut) ."2);

MSET (a,b)= mseT;
MSEV (a,b) = mseV;
MSETS (a,b)= mseTS;

Qdos(a,b) = 1-(mseV/mseT);
b=b+1;
end
a=a+l;
case 10
b=1;
for 1= round(k/2):1:(k*2) % numero de neuronas
disp([(n), (b), (k) 1)

99000000000

'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
${funciones de activacién logaritmica
sigmoidal y lineal}

[

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisioén
aleatoria

net.divideMode = 'sample'; % Divide up

every sample
net.divideParam.trainRatio = 80/100;
net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$SPARAMETROS DE ENTRENAMIENTO
net.trainParam.epochs = 1000; %Numero
méaximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de

aprendizaije
net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacién de pesos

% ENTRENAMIENTO DE LA RED
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[net,tr] = train(net, inputsH, target);

$GeneraciOn de pesos

PesoEntradasF= net.IW;
PesosCapasF = net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct ('pesos', (cellZ2mat (PesoEntradasF(1,1))));

PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));

PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracién

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,j

numl= (PesosCapasl (j,I)./0(Jj)).*PesosCapas?(j)+numl;

den2=(PesosCapasl(j,i)./0(j)) .*PesosCapas2 (j)+den2;
Q(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red (

a,b,1) =
struct ('cod', ((10000)+ (k*100)+ (1)

), 'dir',tr);

SDEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsH) ;

trOut = output(tr.trainlInd);

vOut = output (tr.vallInd);

tsOut = output(tr.testInd);
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trTarg = target(tr.trainlInd);
vTarg = target(tr.vallnd);
tsTarg = target (tr.testInd);

$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b) =V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;

b=b+1;
end
a=a+l;
end
end
end
000000000000000000000000000600000900000090009000006000600000900000

$%funcién de anidados para generar 10 grupos de iteraciones

function
[red,Qdos,Q,R2T,R2V,R2TS, MSEV,MSET]=VIENTO(V Inll,V target)

target = V_target.mat;
inputsV = V_Inll.mat;
k=size (inputsV) ;
k=k (1) ;% numero de variables
a=1;
for n = 1:10

switch n
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):1:(k*2) % numero de neuronas
(

9999999909090 00

$SARQUITECTURA
t = newff (minmax (inputsVv), [l 1], {'logsig’
'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%{funciones de activacidén logaritmica
sigmoidal y lineal}

Q

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn
aleatoria

net.divideMode = 'sample'; % Divide up
every sample

net.divideParam.trainRatio = 80/100;

net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO
net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de
aprendizaje

net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos

99900

PesoEntradasF= net.IW;
PesosCapasFE = net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct ('pesos', (cell2mat (PesoEntradasF(1,1))));
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PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));

PesosBias(a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
$Guardado en un arreglo matricial por
iteracidn

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en O
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,J

numl= (PesosCapasl (j,I)./0(]j)).*PesosCapas?(j)+numl;

den2=(PesosCapasl(j,1i)./0(j)) .*PesosCapas?2 (j)+den2;
Q(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red(a,b,1l) =
struct ('cod', ((10000)+ (k*100)+ (1)), 'dir',tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsV) ;

trOut = output(tr.trainInd);
vOut = output(tr.vallInd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target(tr.testInd);

%Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut) ;
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;
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end
a=a+l;
case 2
disp((n))
b=1;
for

'purelin'}, "trainlm');

sigmoidal y lineal}

medio

aleatoria

every sample

maximo de iteraciones

entrenamiento

minimo

aprendizaije

%$analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b) = mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;

b=b+1;

1= round(k/2):1:(k*2) % numero de neuronas
disp([(n), (b), (k) 1)

% CREAR RNN %

SARQUITECTURA

net = newff (minmax (inputsV), [l 1], {'logsig’

% [neuronas de entrada y salidal,
%{funciones de activacidén logaritmica

o
°

Algortimo de aprendizaje
'mse';% error cuadratico

°

net.performFcn =

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn

%

net.divideMode = 'sample'; Divide up

= 80/100;
10/100;
10/100;

net.divideParam.trainRatio
net.divideParam.valRatio
net.divideParam.testRatio

$PARAMETROS DE
net.trainParam.

ENTRENAMIENTO
epochs 1000;

SNumero

net.trainParam.
net.trainParam.

0; %Error objetivo
inf;%tiempo méximo de

goal
time

net.trainParam.min grad = le-5;%Gradiente

net.trainParam.lr 0.06;%Mu tasa de
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net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacién de pesos

% ENTRENAMIENTO DE LA RED

[;et,tr] = train(net,inputsV, target) ;
%$GeneraciOn de pesos

PesoEntradasF= net.IW;

PesosCapasF = net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct('pesos’', (cellZ2mat (PesoEntradasF(1,1))));

PesosCapasZ2=abs (cellZ2mat (PesosCapasF(2,1)));
Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));
PesosBias(a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracidn

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en O
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,j

numl=(PesosCapasl (j,I)./0(j)).*PesosCapas2(j)+numl;

den2=(PesosCapasl (j, i) ./0(j)) .*PesosCapas?2 (j)+den2;
QO(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red(a,b,1l) =
struct ('cod', ((10000)+ (k*100)+ (1)), 'dir',tr);
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SDEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES
output = net (inputsV);
trOut = output(tr.trainInd);
vOut = output(tr.vallnd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target (tr.testInd);

$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b) =TS;

%$analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;
b=b+1;
end
a=a+l;
case 3
b=1;

y:1:(k*2) % numero de neuronas
(

9990000000000

$SARQUITECTURA
t = newff (minmax (inputsVv), [l 1],{'logsig'
'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%{funciones de activacidén logaritmica
sigmoidal y lineal}

o

% Algortimo de aprendizaije

o

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS
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aleatoria

every sample

maximo de iteraciones

entrenamiento
minimo
aprendizaje

despues de encontrar un

net.divideFcn = 'dividerand'; % Divisidn

o

°

net.divideMode = 'sample'; Divide up

= 80/100;
10/100;
10/100;

divideParam.trainRatio
divideParam.valRatio
divideParam.testRatio

net.
net.
net.

$PARAMETROS DE
net.trainParam.

ENTRENAMIENTO
epochs 1000;

sNumero

0; SError objetivo
inf;%tiempo maximo de

trainParam.
trainParam.

net.
net.

goal
time

net.trainParam.min grad = le-5;%Gradiente

net.trainParam.lr 0.06;%Mu tasa de

net.trainParam.
minimo

max fail=30;% Iteraciones

net initlay(net);%inicializacidén de pesos

NTRENAMIENTO DE LA RED

train (net, inputsV, target) ;

%$GeneraciOn de pesos

PesoEntradasF= net.IW;
PesosCapasF net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));
Pesos Entrada(a,b)=struct ('pesos', (cellZ2mat (PesoEntradasF(1,1))));
PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));
Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));
PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));
%3Q(im) peso de la variable i a la salida m,
%Guardado en un arreglo matricial por

iteraciodn

acumular y generar la s

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
umatoria

den2=0; $denominador de la ecuaciOn en 0

para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
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un vector sumatoria r,J

O=sum (PesosCapasl'); 30 es

numl= (PesosCapasl(j,I)./0(]j)).*PesosCapas?(j)+numl;

den2=(PesosCapasl(j,i)./0(j)) .*PesosCapas2 (j)+den2;

QO(a,b,I)=numl./den2;
end
end
end

format short $%$Banderas creadas para hacer

seguimiento de las iteraciones en caso de ser necesario

a,b,
struct ('cod', ((10000)+ (k*100)+ (1

CORRELACION Y ERRORES

a=a+l;

end

red ( 1) =
)

), "dir', tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE

output = net (inputsV);

trOut = output(tr.trainInd);
vOut = output(tr.vallInd);
tsOut = output (tr.testInd);
trTarg = target(tr.trainlInd);
vTarg = target(tr.vallnd);
tsTarg = target (tr.testInd);

%$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2);
mseTS=mean ( (tsTarg-tsOut) ."2) ;
MSET (a,b)= mseT;

MSEV (a,b)= mseV;

MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;

b=b+1;
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):1:(k*2) % numero de neuronas
(

9999999909090 00

$SARQUITECTURA
t = newff (minmax (inputsVv), [l 1], {'logsig’
'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%{funciones de activacidén logaritmica
sigmoidal y lineal}

Q

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn
aleatoria

net.divideMode = 'sample'; % Divide up
every sample

net.divideParam.trainRatio = 80/100;

net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO
net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de
aprendizaje

net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos

99900

PesoEntradasF= net.IW;
PesosCapasFE = net.LW;
PesosBiasF=net.b; S%representa la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct ('pesos', (cell2mat (PesoEntradasF(1,1))));
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PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));

PesosBias(a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
$Guardado en un arreglo matricial por
iteracidn

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en O
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,J

numl= (PesosCapasl (j,I)./0(]j)).*PesosCapas?(j)+numl;

den2=(PesosCapasl(j,i)./0(j)) .*PesosCapas2 (j)+den2;
Q(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red(a,b,1l) =
struct ('cod', ((10000)+ (k*100)+ (1)), 'dir',tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsV) ;

trOut = output(tr.trainInd);
vOut = output (tr.vallInd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target(tr.testInd);

%Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut) ;
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;
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%$analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b) = mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;
b=b+1;

end

a=a+l;
case 5
b=1;

for 1= round(k/2):1:(k*2) % numero de neuronas

disp([(n), (b), (k) 1)

0000000000000

90000000

'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
${funciones de activacién logaritmica
sigmoidal y lineal}

[

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn
aleatoria

net.divideMode = 'sample'; % Divide up

every sample
net.divideParam.trainRatio = 80/100;
net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO

net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %$Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de
aprendizaije

net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo
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PesoEntradasF= net.IW;
PesosCapasF = net.LW;
PesosBiasF=net.b; Srepresenta la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos_Entrada(a,b)=struct ('pesos', (cell2mat (PesoEntradasF(1,1))));

PesosCapasZ2=abs (cellZ2mat (PesosCapasF(2,1)));
Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));
PesosBias(a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracidn

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en O
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,j

numl=(PesosCapasl(j,I)./0(j)).*PesosCapas2(j)+numl;

den2= (PesosCapasl(j, i) ./0(j)) .*PesosCapas?2 (j)+den2;
Q(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario
red (a, ) =

, 1
struct ('cod', ((10000)+ (k*100)+ (1)), 'dir',tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES



output = net (inputsV);

trOut = output(tr.trainInd);
vOut = output (tr.vallInd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target (tr.vallnd);
tsTarg = target (tr.testInd);

$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut) ;
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%$analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT);
b=b+1;

end

):1:(k*2) % numero de neuronas
(

'purelin'}, "trainlm') ;
% [neuronas de entrada y salidal,
${funciones de activacién logaritmica
sigmoidal y lineal}

o

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisiodn
aleatoria
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[

net.divideMode = 'sample'; % Divide up
every sample

net.divideParam.trainRatio = 80/100;

net.divideParam.valRatio = 10/100;

net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO

net.trainParam.epochs = 1000; %Numero
méximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de

aprendizaije
net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacién de pesos

oo

PesoEntradasF= net.IW;
PesosCapasF = net.LW;
PesosBiasF=net.b; Srepresenta la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct('pesos’', (cellZ2mat (PesoEntradasF(1,1))));
PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cell2mat (PesosCapasF(2,1))));

PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%Guardado en un arreglo matricial por
iteracidén

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); 30 es

un vector sumatoria r,J
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numl=(PesosCapasl (j,I)./0(]j)).*PesosCapas2(j)+numl;

den2=(PesosCapasl(j,1i)./0(j)) .*PesosCapas2 (j)+den2;
Q(a,b,I)=numl./den2;
end
end
end

format short %Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red (

a,b,1) =
struct ('cod', ((10000)+ (k*100)+ (1)

), 'dir', tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsV);

trOut = output(tr.trainlInd);
vOut = output(tr.vallInd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target(tr.testInd);

$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2);
mseTS=mean ( (tsTarg-tsOut) ."2) ;
MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;
Qdos (a,b) = 1-(mseV/mseT) ;
b=b+1;

end

a=a+l;

case 7
b=1;
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y:1:(k*2) % numero de neuronas
(

'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%{funciones de activacién logaritmica
sigmoidal y lineal}

Q

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn
aleatoria

net.divideMode = 'sample'; % Divide up
every sample

net.divideParam.trainRatio = 80/100;

net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO

net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de
aprendizaje

net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos
% ENTRENAMIENTO DE LA RED

E;;;:tr] = train(net, inputsV, target);

%GeneraciOn de pesos

PesoEntradasF= net.IW;

PesosCapasFE = net.LW;

PesosBiasF=net.b; S%representa la constante
PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));
Pesos_Entrada(a,b)=struct ('pesos', (cellZ2mat (PesoEntradasF(1,1))));

PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cell2mat (PesosCapasF(2,1))));
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PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

o

Q(im) peso de la variable i a la salida m,
$Guardado en un arreglo matricial por
iteracidn

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); 30 es

un vector sumatoria r,J

numl=(PesosCapasl(j,I)./0(j)).*PesosCapas2(j)+numl;

den2=(PesosCapasl(j,i)./0(j)) .*PesosCapas2 (j)+den2;
QO(a,b,I)=numl./den2;
end
end
end

format short $%$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red(a,b,l) =
struct ('cod', ((10000)+ (k*100)+ (1)), 'dir',tr);

SDEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsV);

trOut = output(tr.trainInd);

vOut = output(tr.vallInd);

tsOut = output (tr.testInd);

trTarg = target(tr.trainlInd);

vTarg = target(tr.vallnd);

tsTarg = target (tr.testInd);

%Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%$analisis del error
mseT=mean ( (trOut-trTarg) ."2);
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mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b) = mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;
b=b+1;
end
a=a+l;
case 8
b=1;
for 1= round(k/2):1:(k*2) % numero de neuronas
disp([(n), (b), (k) 1)

9000000000000

$2%5%%%%%

'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
${funciones de activacién logaritmica
sigmoidal y lineal}

[

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisioén
aleatoria

net.divideMode = 'sample'; % Divide up

every sample
net.divideParam.trainRatio = 80/100;
net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO

net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %$Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de
aprendizaije

net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos
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PesoEntradasF= net.IW;
PesosCapasF = net.LW;
PesosBiasF=net.b; Srepresenta la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct ('pesos', (cellZ2mat (PesoEntradasF(1,1))));
PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos_Salida(a,b)=struct('pesos', (cell2mat (PesosCapasF(2,1))));

PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%$Guardado en un arreglo matricial por
iteracidén

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en O
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); %0 es

un vector sumatoria r,J

numl= (PesosCapasl (j,I)./0(]j)).*PesosCapas?(j)+numl;

den2=(PesosCapasl(j,i)./0(j)) .*PesosCapas2 (j)+den2;
QO(a,b,I)=numl./den2;
end
end
end

format short %Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red (

a,b,1) =
struct ('cod', ((10000)+ (k*100)+ (1)

), 'dir',tr);

$DEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsV) ;
trOut = output(tr.trainInd);
vOut = output (tr.vallInd);
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tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target (tr.testInd);

$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b) =T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V(a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2);
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;
b=b+1;

end

y:1:(k*2) % numero de neuronas
(

$SARQUITECTURA
t = newff (minmax (inputsVv), [l 1], {'logsig’
'purelin'}, "trainlm');
% [neuronas de entrada y salidal,
%{funciones de activacién logaritmica
sigmoidal y lineal}

o)

% Algortimo de aprendizaje

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisidn
aleatoria

net.divideMode = 'sample'; % Divide up
every sample

net.divideParam.trainRatio = 80/100;

net.divideParam.valRatio = 10/100;
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net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO

net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de

aprendizaje
net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos

% ENTRENAMIENTO DE LA RED

Enet,tr] = train(net,inputsV, target);
%$GeneraciOn de pesos

PesoEntradasF= net.IW;

PesosCapasFE = net.LW;
PesosBiasF=net.b; Srepresenta la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos Entrada(a,b)=struct('pesos’', (cellZ2mat (PesoEntradasF(1,1))));

PesosCapasZ2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cellZmat (PesosCapasF(2,1))));

PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));

%Q(im) peso de la variable i a la salida m,
%Guardado en un arreglo matricial por
iteracidn

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); 30 es

un vector sumatoria r,J

numl= (PesosCapasl (j,I)./0(]j)).*PesosCapas?(j)+numl;

den2=(PesosCapasl(j,1i)./0(j)) .*PesosCapas?2 (j)+den2;
Q(a,b,I)=numl./den2;
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seguimiento de las iter

struct ('cod', ((10000) +(

CORRELACION Y ERRORES

end
a=a+l;
case 10
b=1;
for

end
end
end

format short %Banderas creadas para hacer
aciones en caso de ser necesario

red (

a,b,1) =
k*100)+ (1)

), tdir', tr);
$DEFINICION DE VARIABLES PARA ANALISIS DE

output = net (inputsV);

trOut = output(tr.trainInd);
vOut = output(tr.vallInd);
tsOut = output(tr.testInd);
trTarg = target(tr.trainInd);
vTarg = target(tr.vallnd);
tsTarg = target(tr.testInd);

$Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%analisis del error
mseT=mean ( (trOut-trTarg) ."2);
(

mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;

Qdos (a,b) = 1-(mseV/mseT) ;

b=b+1;

):1:(k*2) % numero de neuronas
(



$SARQUITECTURA

net = newff (minmax (inputsV), [l 1],{'logsig’
'purelin'}, "trainlm');

% [neuronas de entrada y salidal,

%{funciones de activacidén logaritmica
sigmoidal y lineal}

Q

% Algortimo de aprendizaije

net.performFcn = 'mse';% error cuadratico
medio

$DIVISION DE DATPS

net.divideFcn = 'dividerand'; % Divisiodn
aleatoria

net.divideMode = 'sample'; % Divide up
every sample

net.divideParam.trainRatio = 80/100;

net.divideParam.valRatio = 10/100;
net.divideParam.testRatio = 10/100;

$PARAMETROS DE ENTRENAMIENTO

net.trainParam.epochs = 1000; %Numero
maximo de iteraciones

net.trainParam.goal = 0; %Error objetivo

net.trainParam.time = inf;%tiempo maximo de
entrenamiento

net.trainParam.min grad = le-5;%Gradiente
minimo

net.trainParam.lr = 0.06;%Mu tasa de

aprendizaje
net.trainParam.max fail=30;% Iteraciones
despues de encontrar un minimo

net = initlay(net);%inicializacidén de pesos

%5 ENTRENAMIENTO DE LA RED

[net,tr] = train(net, inputsV, target);

%GeneraciOn de pesos

PesoEntradasF= net.IW;
PesosCapasF = net.LW;
PesosBiasF=net.b; Srepresenta la constante

PesosCapasl=abs (cell2mat (PesoEntradasF(1,1)));

Pesos_Entrada(a,b)=struct ('pesos', (cell2mat (PesoEntradasF(1,1))));

PesosCapas2=abs (cell2mat (PesosCapasF(2,1)));

Pesos Salida(a,b)=struct('pesos', (cell2mat (PesosCapaskF(2,1))));

PesosBias (a,b)=struct ('pesos', (cell2mat (PesosBiasF(1,1))));
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%Q(im) peso de la variable i a la salida m,
%Guardado en un arreglo matricial por
iteraciédn

for I=1:1:k

numl=0; $numerador de la ecuaciOn en 0 para
acumular y generar la sumatoria

den2=0; $denominador de la ecuaciOn en 0
para acumular y generar la sumatoria

for i=1:1:k
for j=1:1:1
O=sum (PesosCapasl'); 30 es

un vector sumatoria r,J

numl= (PesosCapasl (j,I)./0(]j)).*PesosCapas2(j)+numl;

den2= (PesosCapasl (j,1i)./0(j)) .*PesosCapas2 (j)+den2;
Q(a,b,I)=numl./den2;
end
end
end

format short %$Banderas creadas para hacer
seguimiento de las iteraciones en caso de ser necesario

red(a,b,1l) =
struct ('cod', ((10000)+ (k*100)+ (1)), 'dir',tr);

$SDEFINICION DE VARIABLES PARA ANALISIS DE
CORRELACION Y ERRORES

output = net (inputsV) ;

trOut = output(tr.trainlInd);

vOut = output(tr.vallInd);

tsOut = output(tr.testInd);

trTarg = target(tr.trainlInd);

vTarg = target(tr.vallnd);

tsTarg = target(tr.testInd);

%Regresiones y R"2

mdl = LinearModel.fit (trTarg, trOut);
T=mdl.Rsquared.Adjusted;

R2T (a,b)=T;

mdl = LinearModel.fit (vTarg,vOut);
V=mdl.Rsquared.Adjusted;

R2V (a,b)=V;

mdl = LinearModel.fit (tsTarg, tsOut);
TS=mdl.Rsquared.Adjusted;

R2TS (a,b)=TS;

%$analisis del error
mseT=mean ( (trOut-trTarg) ."2);
mseV=mean ( (vTarg-vOut) ."2) ;
mseTS=mean ( (tsTarg-tsOut) ."2) ;

MSET (a,b)= mseT;
MSEV (a,b)= mseV;
MSETS (a,b)= mseTS;
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Qdos (a,b) = 1- (mseV/mseT);
b=b+1;
end
a=a+l;

end
end

end
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ANEXO 2. PESOS VIENTO

Tabla 13. Pesos Viento

Pesos por variables Bias |pesos| Bias

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 Capal |salida | salida

1| -0,82 -0,05 0,06 -0,05 0,15 -0,54 -1,33 -0,07 -0,24 0,16 -0,57 -0,36 -0,94 0,80 -0,69 1,13 -1,08 -0,57 0,73 -0,26 0,87 0,82 -4,23 6,58 -261,31| 3,14| -0,84| -1,01
2| o046 0,86 -0,74 -0,68 0,17 0,16 0,23 -1,00 -0,71 -0,56 -0,24 0,93 -0,24 0,79 0,37 1,16 0,72 -0,65 -0,58 -0,36 0,80 0,82 -6,11 0,97 2171,56| -3,67| 0,48
3| -0,77 -0,28 -0,34 0,14 -0,71 0,43 -0,63 0,11 -1,29 0,36 0,39 -0,64 -0,12 0,57 0,29 0,23 -1,27 -1,32 0,37 -0,65 0,08 0,55 -8,61 8,05 1690,72| 2,39| -0,10
4| 0,44 -0,55 -0,44 0,33 1,52 0,01 -0,53 0,68 0,95 -0,32 0,15 -0,75 0,56 -0,87 1,08 -0,17 0,52 -0,27 -1,13 0,14 0,32 -0,77 4,37 -594  424,34| -2,77| -0,75
5| -0,62 0,69 0,34 0,10 0,58 -0,68 -0,73 -0,84 0,33 -0,02 -0,60 0,71 -0,28 -0,16 0,34 -1,10 -0,28 0,72 0,55 -0,99 -0,18 -0,82 -8,61 7,95 -673,03| 3,15| -0,27
6| 1,05 0,83 0,10 -0,33 -0,07 0,08 -0,85 -0,22 0,06 -0,22 -1,00 -1,04 0,04 0,30 -0,79 1,24 0,65 -0,65 0,78 0,73 -0,37 0,28 8,09 -7,74 1330,97| -3,17| 0,86
7| -1,00 0,69 -1,27 -0,40 -0,10 -1,11 -0,29 -0,66 -1,30 0,33 0,82 -0,06 -0,27 0,19 0,09 0,14 0,77 -0,02 -0,13 1,12 -0,37 -0,26 1,92 -8,20 41,52| 3,24| -0,34
8| 0,63 -0,22 -0,84 -0,08 0,33 -0,67 -1,11 0,18 0,77 -0,55 1,21 1,18 0,00 -0,56 -0,41 -0,52 0,51 -0,36 0,31 0,62 -0,29 -1,14 5,29 2,97 -1435,04| -2,45| -0,25
9| -0,83 0,19 -0,84 -0,07 0,66 -1,14 0,23 0,07 -0,36 1,36 0,40 -0,24 -0,10 -0,90 1,10 -0,55 0,39 -0,58 0,74 0,68 1,31 0,68 0,20 -0,43 1381,08| 1,28| 0,76
10| 1,00 0,67 -0,24 0,17 1,22 0,40 0,07 0,84 -0,91 0,40 -0,33 -0,04 -0,48 0,28 0,68 -0,56 0,18 0,43 -0,89 -0,56 0,89 0,69 -9,47 8,36 1815,88| -2,95| 0,84
11| -o,10 -0,62 -1,39 -0,41 0,40 0,00 -0,09 -0,48 -1,13 -0,75 -0,86 -0,14 -0,53 0,74 -0,66 -0,97 -0,68 -0,63 -1,11 0,41 0,08 0,21 10,20 5,79 1617,52| -4,10| 0,38
12| -0,74 0,56 0,91 0,99 0,50 -0,42 0,31 -0,10 1,12 0,19 -0,45 -0,62 0,41 1,08 0,96 -1,02 -0,35 1,11 0,07 -0,68 1,19 0,49 0,64 -502 1004,06| 1,47| 0,33
13| o,50 -0,42 0,95 0,10 1,04 0,71 0,17 0,38 -0,40 -0,30 0,30 -0,73 0,33 -1,09 0,02 0,8 -0,50 0,59 1,00 0,23 -0,80 0,56 -565 3,57 1853,80| -2,21| 1,68
14| -0,91 0,62 1,04 -0,05 -0,03 0,27 -0,09 -0,46 -0,69 -0,74 -0,62 -0,32 0,92 0,52 0,50 0,37 -0,29 -0,97 1,21 -0,77 0,24 -0,39 5,35 -7,37 438,59| 1,44| 1,23
. |15 086 000 095 048 -0,28 -0,70 1,36 0,10 0,50 -0,40 -0,41 0,13 -0,48 0,67 0,20 -0,01 -1,03 0,72 1,15 -0,39 0,51 -0,34 -10,30 -9,94  150,70| 0,83| -0,79
(16 1,07 1,33 -1,43 0,37 0,26 -1,08 0,71 -0,58 0,00 -0,60 0,55 0,82 -0,80 -0,12 0,95 0,83 -0,14 0,23 0,83 0,31 -0,87 -0,71 -5,76 7,01 -1384,97| -0,79| 0,95
g 17| -0,39 0,71 -0,57 0,43 0,51 -0,45 0,59 0,13 0,94 0,64 0,04 -0,25 0,62 -1,10 -0,62 -0,64 -0,88 -1,03 -0,05 0,54 0,74 0,70 -8,42 -6,86 -52,83| 2,60| -1,21
3 |18| -0,34 0,08 -0,73 -0,30 0,43 -0,34 -0,27 -0,48 -0,49 -1,17 0,29 -0,90 0,18 0,73 -0,77 1,27 0,87 0,57 -0,91 -0,78 -0,32 0,86 8,92 5027 -626,98| -0,39| -1,07
> |19 1,03 -0,07 1,19 -0,55 0,37 -0,15 -0,23 -0,30 0,72 -0,89 -0,20 -0,51 0,15 0,94 0,72 0,72 -1,02 0,42 0,28 0,75 0,42 -0,25 -10,77 -7,88 686,84| 0,81 1,51
20| -0,68 -0,88 0,59 -1,05 0,30 -0,17 1,10 -0,76 0,63 -0,44 -0,75 0,43 0,33 0,57 -0,82 0,21 -0,61 0,97 -0,65 -0,84 0,90 -0,18 4,48 -4,88 308,72 0,46| 1,50
21| 0,71 -0,94 -0,46 0,09 0,92 -0,32 0,54 0,97 -0,93 0,56 0,96 0,50 -0,60 -0,85 0,53 -1,17 -0,45 0,52 0,17 -1,04 -0,38 0,59 -2,68 -6,06 489,41| 0,28 0,31
22| -0,13 -0,02 -0,03 0,25 0,45 -0,09 -0,94 -0,18 -0,69 0,96 1,03 -0,89 0,30 -1,33 -0,10 0,87 -0,01 -0,97 -0,48 0,20 1,42 0,47 -1,62 8,80 -1303,68| 0,14| 1,69
23| -0,49 -0,71 0,71 -0,25 -0,55 -0,65 -0,50 -0,63 -0,92 0,37 0,85 0,10 0,53 -0,49 -0,46 -0,84 -0,86 -0,97 0,95 0,02 -0,53 0,98 -9,57 -1,96  490,98| 1,01 -0,44
24| -0,80 0,45 -0,98 1,02 -0,44 -0,60 0,08 0,83 1,08 -0,51 -0,21 -0,78 0,11 -0,99 0,37 -1,32 -0,75 -0,54 0,73 -0,35 -0,01 0,25 4,31 1,37 13,43| -0,61| 0,83
25| -1,04 -1,12 -1,18 0,08 0,49 -0,50 -0,34 0,62 0,53 0,97 -0,30 -0,16 -1,10 0,17 0,02 -1,10 0,08 0,25 0,58 1,13 -0,45 1,00 8,24 4,03 428,57| -1,66| -0,37
26| -0,62 0,64 0,18 0,13 0,25 -0,57 0,46 -0,95 -0,71 0,21 -0,36 -0,20 -0,45 0,07 -0,54 -0,65 -0,39 1,09 -0,58 1,00 0,96 -0,81 0,27 -3,26 1133,37| -0,54| 1,12
27| -0,27 -0,28 -0,68 0,18 -0,08 0,01 0,61 1,10 0,43 0,56 0,67 0,49 -0,48 0,28 -1,02 -0,51 0,41 -0,36 -0,82 -1,15 -0,65 0,83 -8,46 9,79  708,34| -0,99| 2,12
28| -0,91 0,41 -0,47 1,04 0,24 -0,83 0,33 -1,03 0,46 -0,51 0,61 0,54 0,30 -0,47 -0,69 0,83 -0,80 0,91 0,60 -0,94 0,06 0,72 7,88 4,51 729,14 -2,27| -0,59
29| -0,52 0,06 0,18 -0,12 -0,77 0,15 -0,46 0,93 1,11 -0,09 -0,77 -0,10 -0,78 -0,95 -0,73 0,75 0,32 1,16 -0,17 1,01 0,13 0,47 8,54 -2,59 -2087,54| -0,24| -0,79
30| 0,60 -0,58 -0,36 0,49 0,02 -0,25 0,47 -0,31 0,65 0,31 0,50 0,91 -0,45 0,33 0,47 0,53 0,64 -0,62 0,04 -0,60 1,09 -1,21 4,04 -7,22 1845,61| 0,36| -1,63
31| 0,95 092 -0,83 1,00 1,21 0,91 -0,84 -0,04 -0,87 0,90 -0,46 -0,61 0,32 -0,41 0,35 0,31 -0,04 0,16 0,16 -0,22 0,95 -0,60 -9,10 0,26 1564,24| 0,98 -0,96
32| -0,21 -1,18 0,44 -0,97 -0,29 -0,25 0,95 -0,20 1,23 0,09 0,12 -0,72 -0,79 0,83 1,23 -0,42 0,81 0,16 0,52 0,39 0,01 -0,22 -4,66 -6,32 -934,98| 0,45| -0,14
33| 1,30 0,74 -1,15 -0,48 -0,29 -0,88 0,07 1,11 0,29 0,11 -0,42 0,70 -0,55 0,33 0,44 0,34 -0,59 0,72 -0,71 0,75 -0,38 0,68 5,89 -1,14 -315,88| 0,91 0,54
34| 0,47 -0,32 -0,56 0,62 0,96 0,18 -0,56 0,63 -0,04 -0,92 -0,89 -0,21 0,96 -0,63 0,68 -0,92 0,60 0,48 0,57 0,14 -0,30 -0,87 3,84 4,05 2131,84| -0,48| 1,55




35 0,43 -0,92 0,13 -1,26 0,73 0,06 -0,91 0,73 -0,77 -0,60 0,28 -0,85 -0,36 0,82 -0,31 0,24 -0,38 -1,01 0,20 0,76 0,03 -0,09 -3,93 10,45 463,59 0,54 -0,43
36( 0,99 -0,31 0,18 0,69 -0,27 0,98 0,61 -0,54 0,76 0,48 -0,06 0,22 -0,56 0,25 0,50 0,91 0,10 -0,67 -0,02 0,94 -0,68 -0,37 -0,12 -9,36 -829,64 3,11 1,07
37| -0,73 -0,05 -0,17 0,07 0,0 -o,74 1,30 o,57 0,39 -0,29 0,25 0,07 095 -0,33 1,27 -1,48 0,36 -0,53 0,93 -0,70 -0,42 -0,23 5,69 6,69 1994,10( -4,31| -0,56
38| -0,63 0,16 -1,16 0,07 -0,76 -1,10 0,58 -0,11 -0,35 0,11 -0,12 -0,90 102 -0,29 -0,23 -0,95 -0,48 -0,60 -0,44 -0,61 0,60 -0,31 0,46 4,33 2095,27( -3,66( -1,09
39( 1,14 -0,79 -0,11 -0,33 0,55 0,66 -0,06 0,57 0,69 0,87 092 -0,21 -0,87 -0,05 -1,00 -0,08 1,27 0,84 0,32 0,49 1,09 0,62 7,76 6,21 219,44 0,36 0,62
40( -0,52 1,10 -0,01 -1,05 -1,02 -0,50 -0,80 -0,45 0,24 -0,18 0,31 -1,28 -0,07 O,21 -0,87 0,34 -0,25 -0,11 -1,03 -0,59 -0,95 0,97 2,69 -0,39 -229,96| -2,27| -1,18
41 0,63 -0,45 1,33 -0,06 0,2 0,24 0,17 0,08 -047 1,73 1,11 -0,37 0,38 0,93 -0,77 0,82 -0,51 0,15 -O0,11 -0,15 -0,32 0,15 -10,78 5,38 1891,91 1,78| -0,85
42| 0,81 o40 0,27 0,17 -1,07 -0,87 -0,79 0,89 0,19 0,56 -0,23 0,36 oO,11 1,07 -1,31 -0,38 -0,75 0,80 -0,07 0,15 0,31 0,15 -6,30 3,75 -1816,87 3,77 1,01
43( -0,56 -0,34 -0,07 0,29 -0,28 -0,05 0,52 0,21 1,13 0,99 -0,51 -0,20 0,94 1,29 -0,81 0,28 -0,35 0,36 -0,98 -0,86 -0,12 0,80 -11,99 1,15 357,47 -1,89( -0,64
44( -0,56 -1,18 -0,24 -0,35 0,22 089 0,91 0,92 0,59 0,16 -0,75 -0,54 -0,90 -0,62 1,03 -047 0O62 049 0,31 0,949 0,02 0,10 -6,35 0,30 -1552,12| -1,52| 0,46
45| -0,26 091 o046 0,73 -0,22 -0,89 0,06 0,73 0,30 -0,84 043 0,04 0,66 -0,81 -0,63 -0,49 099 0,20 0,35 0,96 0,52 -0,46 596 -7,33 -1748,44( -1,83| 0,42
46( 0,69 -1,04 0,76 -0,26 -0,49 -0,29 -1,11 -0,35 -0,75 0,55 -0,49 -0,65 -0,32 0,40 0,03 0,60 -0,01 1,06 0,81 1,08 0,62 0,05 -147 -0,04 -1763,59| 4,22 -0,62
47| -1,03 -0,65 -0,54 0,75 o061 -0,14 0,03 -0,09 -0,84 -0,53 -0,08 o066 1,15 0,73 0,00 -0,66 -0,59 0,21 0,47 -1,03 -0,42 0,90 1,10 -3,75 1813,88| -3,89| 0,24
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ANEXO 3. PESOS HELADA

Tabla 14. Pesos Helada

Pesos por variables

N. Neuronas

Bias | pesos | Bias

1 2 3 a 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 Capal | salida | salida

1|-0,95 -0,84 0,55 1,06 0,11 -0,60 0,99 0,74 -0,69 0,58 0,19 0,5 -0,47 -0,15 -0,22 0,73 0,25 -0,82 0,03 -0,55 -0,17 0,60 0,46 -0,13 0,23 0,20 -0,82 -0,95 -9,17 2,95 1013,62 2,68 0,24 -0,79
2|-0,06 -0,54 -0,60 -0,52 0,84 -0,47 0,86 -0,37 0,41 0,29 0,27 0,69 0,26 -0,31 0,52 0,36 -0,34 0,08 -0,85 -0,54 0,20 -0,35 -0,88 -0,77 0,01 -0,79 -1,00 -0,86 4,26 -850 497,55 -3,29 0,35
3(-0,27 0,53 0,16 0,46 -0,24 0,34 0,84 -043 0,57 0,67 0,75 -0,65 0,24 -1,07 0,38 -0,42 0,60 -0,18 0,10 -0,27 -0,24 -0,38 -0,12 -0,74 -0,66 -0,28 0,83 0,98 -7,24 -16,97 1058,73 3,42  -0,89
4|-0,74 043 048 0,61 -0,10 -0,35 0,5 -0,54 0,35 0,22 0,64 0,78 -0,85 0,17 -0,63 0,34 -1,14 -0,41 -0,31 -0,81 -0,92 0,55 0,35 0,97 -1,01 0,17 -0,10 0,11 3,94 -6,21  -841,88 3,63 0,00
5| 0,63 0,10 -0,81 -0,47 -0,15 -0,84 0,84 -0,77 0,84 -0,07 0,12 0,39 0,01 -0,25 0,91 -0,68 0,50 0,53 -0,68 -0,70 0,55 -0,21 0,84 -0,66 0,02 -0,04 0,19 0,56 10,92 10,65 509,36 -4,45 0,24
6|-0,48 0,36 -0,08 -0,12 0,89 0,09 0,71 -0,79 -0,36 0,99 0,28 0,80 0,56 -0,43 -0,52 0,93 0,87 0,27 0,26 0,55 -0,87 -0,06 -0,17 0,12 0,32 -0,38 -1,00 -0,33 -0,07 -4,65 -739,29 3,42 -0,58
7| 0,66 -0,06 -0,50 -0,60 -0,96 -0,78 -0,33 -0,98 -0,61 -0,51 -0,30 0,14 -0,05 0,81 -0,06 0,91 0,02 0,98 -0,34 0,22 -0,30 0,39 -0,45 0,04 -0,75 0,11 -0,96 0,42 -2,25 13,35  -576,29 -2,56  -0,49
8|-0,82 -0,92 -0,04 -0,76 0,40 0,98 0,54 0,14 -0,68 -0,63 0,70 0,46 0,78 0,32 -0,15 0,58 0,32 -0,34 0,74 0,83 0,03 -0,10 0,67 0,01 0,72 -0,01 -0,60 0,19 11,94 13,98 -506,82 1,28 0,00
9| 0,37 -0,44 0,19 0,13 -0,31 0,09 -0,58 0,46 -0,77 -0,22 -1,01 -0,54 -0,63 -0,22 -0,85 0,25 0,23 -0,31 0,72 -0,42 -0,51 0,11 -0,62 0,74 -0,43 0,76 0,87 0,68 -13,99 3,20 -1042,30 -0,52 -0,32
10| 0,73 0,34 0,00 043 0,22 -0,75 0,59 -0,40 -0,77 -0,63 0,35 0,94 0,96 -0,08 0,96 0,38 0,76 0,91 -0,08 0,19 0,96 -0,04 0,25 -0,28 0,40 -0,67 -0,29 0,87 530 4,32 -278,84 -2,40 -0,54
11|-0,14 0,75 -0,42 -0,22 0,17 0,62 -0,84 0,85 0,23 -0,68 0,78 -0,85 0,10 -0,65 0,67 -0,03 -0,40 -0,32 -0,78 -0,82 -0,02 -0,74 -0,22 0,86 -0,61 -0,17 -0,77 0,27 3,97 3,86 -109597 2,35 0,71
12| 0,81 0,15 -0,52 -0,83 0,09 0,04 -0,83 -0,81 0,81 -0,40 0,39 -0,68 0,67 0,19 -0,38 0,56 -0,80 0,82 0,60 0,49 -0,73 0,55 0,73 -0,14 0,72 0,53 0,26 0,39 -509 12,77  -297,83 -1,90 0,40
13| 0,20 0,02 -0,52 -0,34 -0,34 -0,75 -0,57 -0,66 -0,65 -0,41 0,90 0,14 0,61 0,29 0,90 0,29 -0,13 1,10 0,09 0,51 1,18 -0,95 0,63 0,48 0,51 0,05 0,69 0,50 -7,01 13,34 13,13 -1,97 0,55
14|-0,10 0,79 -0,11 0,09 0,93 0,24 -0,74 0,71 -0,74 -0,26 0,26 -0,83 0,81 0,02 0,38 0,93 -0,32 0,64 0,67 -0,57 -0,48 -0,64 0,17 0,89 0,63 -0,64 -0,82 0,41 -10,57 13,27 82,71 1,43 -0,05
15| 0,46 -0,11 -0,32 -0,26 -0,76 -0,48 0,09 0,78 0,46 -0,99 0,00 0,30 -0,10 1,00 -0,79 -0,86 -0,12 -0,64 -1,36 -0,74 -0,17 -0,53 0,75 -0,16 -0,13 0,61 0,84 0,60 3,68 -1,68 -259,71 -1,39 -0,68
16|-0,80 -0,28 -1,14 -0,74 -0,54 0,78 -0,38 0,65 -0,98 -0,52 0,09 0,67 0,23 -0,12 0,48 0,14 -0,07 0,37 0,19 0,17 -0,19 0,86 0,17 0,16 -0,63 0,54 -0,07 -0,27 13,60 -14,45  -880,06 2,08 0,45
17|-0,44 -0,47 -0,39 0,48 0,31 0,19 -0,97 0,74 -0,61 -0,12 1,09 0,80 0,43 0,35 -0,63 0,87 0,05 1,16 -0,26 -0,52 0,81 0,14 0,71 -1,11 -0,48 -0,56 0,35 -0,95 7,83 5097 714,98 -0,27 -0,34
18| 0,91 0,23 -0,48 -0,44 -0,51 -0,74 0,24 1,08 -0,80 0,91 0,66 0,08 0,68 0,55 -0,10 -0,67 0,47 -0,09 0,68 0,09 0,26 -0,05 0,73 0,89 0,72 -0,08 0,16 0,54 -520 -14,61 807,01 -0,72 -0,68
19| 0,46 -0,40 -0,18 -0,39 0,20 0,33 0,57 -0,68 -0,48 0,76 0,07 0,62 -0,36 0,65 -0,15 -0,42 -0,86 -0,51 0,65 -0,54 0,47 0,37 -0,22 0,64 -0,65 -0,75 -0,09 0,28 -599 -13,61  -868,81 0,92 -0,39
20/-0,80 0,26 0,21 0,17 -0,82 -0,56 -0,95 -0,59 -0,27 -0,22 -0,77 0,36 -0,77 -0,09 -0,59 0,21 -0,65 0,03 -0,73 -0,47 -0,78 -0,09 0,61 -0,97 -0,28 0,80 0,75 -0,36 -6,62 6,59 986,54 0,13 -0,48
21| 0,35 0,97 -0,53 1,26 -0,16 -0,24 0,63 0,04 0,85 -0,12 0,28 0,46 0,85 -0,17 0,15 -0,54 0,26 0,33 -0,50 -0,92 0,16 -0,02 -0,79 0,33 1,00 -0,35 -0,77 -0,81 -0,83 0,94  -348,45 -0,43 -0,06
22|-0,05 0,37 0,88 0,20 -0,59 -0,06 0,27 0,32 0,77 0,65 0,64 0727 -0,77 -0,69 -0,30 0,36 0,47 0,65 0,42 -0,87 0,05 0,02 -0,87 0,67 0,77 0,27 029 -0,72 -1,29 13,16 983,80 -1,95 1,00
23|-0,65 -0,58 -0,65 0,10 0,09 -0,07 0,83 -0,08 -0,60 0,96 0,58 0,62 -0,94 -0,78 -0,79 -0,40 -0,60 -0,72 -0,02 0,51 0,61 0,40 0,45 0,81 -0,21 0,11 0,13 -0,74 9,53 -1,65 101,11 -0,25 -0,11
24|-0,79 -0,63 -0,21 -0,49 -0,67 -0,72 -0,41 -0,54 0,02 0,69 0,78 0,66 -0,72 -0,18 -0,73 -0,10 -0,11 -0,20 0,64 0,31 -0,73 -0,36 -0,59 0,62 -1,03 0,97 -0,37 0,29 -0,15 10,04 669,77 -0,86 0,70
25|-0,40 -0,63 -0,19 -0,90 -0,15 -0,62 0,98 0,19 -0,80 0,34 0,48 0,24 -0,87 0,40 -0,59 -0,11 0,88 0,59 0,70 -0,33 0,03 0,29 0,89 -0,15 -0,79 -0,55 0,68 0,69 1,38 -4,94 733,52 -0,24 0,29
26|-0,93 0,74 0,08 0,07 0,78 0,21 0,9 0,80 -0,45 -1,08 -0,89 0,01 0,41 -0,09 0,29 -1,07 -0,80 0,30 -0,64 0,66 0,49 -0,04 0,43 0,37 0,17 0,39 -0,19 -0,36 -9,46 -3,47 398,88 0,63 -0,02
27| 0,18 0,73 -0,24 -0,67 -0,54 0,53 0,57 -0,84 -0,05 -0,19 -0,53 0,00 -0,65 -0,89 0,78 0,42 0,56 0,13 0,73 -0,41 -0,72 0,17 0,43 -1,11 -0,48 0,37 -0,52 0,62 4,73 17,34 -1033,71 -0,31 -0,10
28|-0,80 0,34 0,61 -0,09 -0,76 0,01 -0,08 -0,54 -0,60 -0,26 0,03 0,00 0,73 0,88 0,48 0,21 -0,83 0,97 0,91 0,58 -0,45 0,12 -0,09 0,12 0,51 -0,91 0,91 0,42 1,73 -9,37 -866,54 0,92 0,42
29| 0,32 0,08 -0,84 -0,65 0,70 -0,79 -0,87 0,69 -0,24 -0,68 -0,38 -0,83 0,01 -0,81 0,52 0,73 -0,64 -0,35 0,51 0,35 -0,09 0,20 0,76 0,20 -0,51 -0,86 0,38 0,38 -6,38 -14,35 -124,96 1,60 -0,12
30|-0,76 0,03 0,23 0,37 091 0,77 -0,84 -0,84 0,43 0,69 0,28 -0,31 0,5 0,19 0,84 -0,32 0,41 0,27 -0,74 -0,93 0,82 0,18 0,01 -0,50 0,47 -0,72 -0,46 -0,39 -7,85 16,69 622,71 -1,32 -0,66
31|-0,72 1,18 0,70 0,12 -0,50 -0,97 -0,43 0,47 -0,78 -0,04 -0,70 -0,14 0,20 0,95 -0,44 -0,80 0,20 -0,29 0,22 0,84 -0,67 0,89 0,69 0,33 0,48 0,00 0,49 -0,16 7,53 13,60 -524,85 -1,44 0,25
32| 0,59 0,50 0,47 0,28 -0,72 -0,30 -0,61 -0,75 1,16 0,03 0,56 0,79 -1,00 0,29 -0,77 0,07 -0,19 1,30 -0,18 -0,38 0,82 0,15 0,07 -0,89 0,28 1,32 0,14 0,31 -14,69 10,67 -393,57 1,38 0,80
33|-0,08 -0,51 -0,06 -0,78 -0,27 0,29 -0,93 0,07 0,61 0,68 0,58 0,82 -0,50 0,47 -0,58 -0,01 -0,05 -0,73 0,58 -0,82 -0,86 0,08 -0,24 -0,98 0,28 0,70 0,60 0,03 -10,70 574 977,47 -1,17 -0,15
34|-0,72 -1,19 0,69 0,46 0,56 0,00 0,25 0,76 -0,43 0,55 -0,32 -0,68 -0,44 -0,10 1,00 0,71 -0,48 0,69 0,29 -0,06 -0,64 -0,35 -0,63 0,22 0,75 0,38 0,52 0,03 -13,39 -13,59 -41,75 0,68 -0,81
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Pesos por variables

Bias | pesos | Bias
1 2 3 a 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 Capal | salida | salida
35| 0,37 1,25 -0,09 -0,04 0,08 -0,26 0,53 1,06 0,24 0,45 0,54 0,88 0,43 -0,59 1,00 0,44 -0,64 1,08 0,19 -0,27 -0,26 0,16 -0,29 -0,17 -1,01 0,36 0,63 -0,76 6,17 -2,54 -811,78 1,44 -0,68
36|-0,52 0,22 1,00 0,10 -0,02 0,49 -0,46 -0,21 -0,08 0,01 0,00 -0,21 0,42 -0,21 0,39 1,03 -0,25 0,66 1,46 0,36 -0,42 1,23 0,34 0,62 -1,01 -0,12 -0,16 0,58 -7,88 -21,29 1022,26 -0,46 0,48
37|-0,32 0,29 063 047 0,51 0,81 -0,68 0,14 -0,15 0,49 -0,82 -0,09 0,31 -0,06 1,32 0,40 -0,04 -0,44 0,32 0,43 0,12 -1,07 0,29 -0,51 -1,10 -0,75 -0,64 0,43 527 620 35881 -2,33 0,76
38|-0,13 1,10 0,88 -0,28 -0,86 -1,56 -0,03 -0,54 -0,98 0,41 -0,35 0,29 -0,71 0,46 -0,06 0,18 -0,16 0,63 -1,01 0,27 1,00 0,66 0,81 -0,52 -0,16 0,48 -0,38 -1,21 -9,73 567  -204,11 -0,90 -0,63
39|-0,79 -1,13 0,78 0,81 0,38 -0,49 -0,01 0,48 -0,38 -0,32 -0,80 1,03 0,48 -0,43 -0,11 0,18 0,37 -0,33 0,14 0,60 0,06 -0,59 0,44 -0,76 0,70 0,13 1,13 -0,32 -6,68 -12,09 103502 -1,37 0,83
40| -0,64 0,58 -0,09 -0,50 -0,03 0,12 -0,51 0,19 -0,40 0,30 -0,38 0,86 0,23 -0,42 -0,28 0,90 0,43 0,89 1,08 -0,38 -0,13 -0,71 -0,30 0,25 0,79 -0,55 -0,44 0,51 -13,09 14,66 916,89 -2,39 -0,52
41|-0,78 0,18 0,50 0,43 0,49 0,18 0,83 -0,42 0,28 -0,50 -0,47 -0,44 0,38 0,82 0,43 -0,66 -0,65 0,47 0,86 -0,46 0,66 -0,40 0,09 -0,58 -0,17 -0,04 0,89 -0,81 10,85 -11,72 982,49 -2,77 -0,73
42| 0,58 0,88 -0,59 -0,33 0,58 -0,85 0,55 0,00 0,85 -0,74 0,11 -0,49 0,14 0,35 0,35 -0,33 -0,55 -0,94 0,32 -1,11 -1,15 0,12 0,32 -0,05 -0,71 -0,49 -0,54 0,51 -12,12 3,05 -40571 2,90 1,03
43| 0,15 -0,71 0,09 0,23 -0,89 -0,30 -0,66 0,48 -0,28 -0,20 -0,75 0,91 -0,06 0,38 -0,31 -0,14 -0,63 0,51 0,70 0,10 0,74 0,09 -0,73 0,33 0,87 0,71 0,74 -0,52 -11,44 6,34 22,12 -1,69 -0,78
44| 0,24 -0,28 -0,24 -0,39 -0,07 -0,75 0,56 0,33 0,19 0,26 -0,95 -0,07 0,72 -0,63 -0,04 0,46 -0,75 0,52 0,11 -0,91 -0,75 0,18 0,22 -0,59 0,79 -0,83 -0,82 -0,68 0,26 14,52 -993,61 2,19 0,76
45)-0,35 0,71 0,19 0,36 -0,45 0,62 0,17 -0,20 0,32 0,77 0,37 1,13 0,92 0,01 0,35 0,68 -0,48 -0,80 -0,78 1,33 0,30 -0,88 -0,09 -0,57 -0,07 -0,42 0,30 0,01 -10,56 6,71 294,96 -2,20 -0,87
46|-0,51 0,71 0,91 0,25 -0,88 0,55 -0,17 -0,65 0,95 0,15 -0,31 0,67 -0,82 -0,51 -0,27 -0,45 -0,54 -0,37 0,55 1,04 0,09 -0,45 -0,52 -0,59 0,03 -0,61 -0,45 0,42 -8,78 2,21  -566,32 ~-1,52 -0,03
47| 0,05 0,39 0,23 -0,48 0,63 -0,61 -0,06 -0,37 0,52 -0,63 -0,34 -0,17 0,31 -0,40 -0,95 -0,66 0,89 -0,38 0,38 0,72 -1,54 0,16 0,89 -0,63 0,30 0,08 -0,87 0,33 3,37 -21,27 -526,98 4,00 -0,48
48| 0,62 0,17 -0,57 -0,53 0,16 -0,25 0,32 -0,58 -0,90 0,19 0,08 0,05 -0,25 0,84 -0,29 0,80 -0,05 0,33 -0,49 -0,91 0,51 0,75 -0,83 0,95 0,76 0,05 0,73 -0,21 -13,80 9,05 -882,69 3,87 1,08
49|-0,17 -1,12 -0,05 -0,56 -0,10 0,97 -0,19 -0,48 -0,59 -0,05 -1,03 -0,15 0,21 0,24 0,72 1,07 0,30 0,65 -0,16 -0,38 -1,21 0,48 -0,30 0,83 0,01 -0,53 -0,56 -0,54 6,80 -4,87 -1026,99 -2,07 0,07
50| 0,52 0,65 -0,82 -0,23 -0,59 -0,42 -1,09 0,58 -0,93 -1,02 0,71 -0,36 0,12 -0,63 0,75 -0,90 -0,12 0,03 0,55 0,45 -0,40 -0,09 0,66 0,05 0,36 -0,73 -0,66 -0,05 -1,61 -1,89 -801,45 3,93 0,76
51| 0,21 0,73 -0,29 -0,50 -0,42 0,07 -0,21 0,07 -0,82 -0,60 0,40 0,78 -0,75 -0,12 -0,87 0,94 0,41 0,56 -0,32 -0,60 0,81 -0,71 -0,74 -0,48 -0,64 0,33 -0,01 0,69 -11,89 -10,40  -448,63 4,80 0,14
52| 0,41 -0,92 -0,46 -0,56 0,22 0,39 -0,11 -1,05 0,24 -0,63 -0,34 -0,44 0,53 -0,38 0,72 0,59 0,83 0,11 0,72 -0,09 -0,58 -0,69 -0,51 -0,52 0,48 -0,70 0,16 0,35 12,08 10,56 792,24 1,15 _ -0,92
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