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5. Resumen (Objeto y alcance)  
El objetivo del presente proyecto es mejorar la predicción del grado de funcionalidad de los sujetos que han 
sufrido un traumatismo craneoencefálico (TCE) y los costes asociados a su tratamiento, mediante técnicas de 
machine learning aplicadas a variables tanto estáticas como dinámicas determinadas con escalas clínicas 
específicas de un conjunto de sujetos representativo.  
 

6. Abstract en inglés  
In neurorehabilitation, prognostic estimation after traumatic brain injury (TBI) is a key element to guide clinical 
decision making. The aim of this project is to improve the prediction of the degree of functionality of subjects 
who have suffered a TBI using machine learning techniques applied to both static and dynamic variables 
determined with specific clinical scales of a representative set of subjects. Methods: 516 patients with TBI who 
were included in a neurorehabilitation program and followed up for a minimum period of 6 months. Of these, 
353 had a follow-up assessment one year after admission. To develop the predictor model, four levels or sets 
of variables have been defined to analyze their predictive capacity on the target variable: 1) sociodemographic 
variables; 2) variables related to the severity of the injury; 3) functional status at admission; and 4) evolution of 
the functional status defined by the variation of the FIM score between the initial assessment and the follow-up 
after 6 months of inclusion in a neurorehabilitation program. The target variable was the total FIM score and its 
stages. Results: Four models were developed based on the predictor variables.The first one that included 
sociodemographic variables obtained a correlation of 0.50; the model developed from the severity of the injury 
obtained a correlation of 0.75 and the one that considered the functional situation at admission obtained a 
correlation of 0.79. Finally, the model with the greatest predictive capacity was the one that included the 
evolution of functional status after 6 months of neurorehabilitation treatment, showing a correlation of 0.92. 
Conclusion: These results show that the greatest functional predictor value is determined by its response to 
clinical intervention in a neurorehabilitation program, beyond the sociodemographic variables (age, sex, etc.), 
the severity of the lesion and the functional situation at the time of admission. 
 

7. Introducción y Antecedentes 

Bajo el término daño cerebral adquirido (DCA) se engloban todas aquellas lesiones de cualquier origen que se 
producen de forma aguda en las estructuras cerebrales de personas que han nacido sin ningún daño, y que 
causan un deterioro neurológico permanente respecto a la situación previa. Los traumatismos 
craneoencefálicos (TCE) son la principal causa de DCA en los países desarrollados y presentan una elevada 
morbi/mortalidad, suponiendo la primera causa de muerte y/o invalidez en menores de 45 años. Los TCE 
provocan déficits heterogéneos de severidad variable que incluyen alteraciones del nivel conciencia, déficits 
físicos, neuropsicológicos y/o del funcionamiento psicosocial generando un elevado nivel de discapacidad a 
largo plazo (Teasell et al., 2007). Su elevada incidencia y repercusión socio-económica ha generado en la 
literatura científica un creciente interés por esta patología, su rehabilitación y su posible evolución. Prueba de 
ello es que el conocimiento que poseemos sobre la evolución y sobre los factores que influyen en la 
supervivencia y discapacidad generada tras un TCE ha aumentado a lo largo de estos últimos años. La 
creación de unidades o servicios especializados en la valoración, tratamiento y rehabilitación de pacientes que 
han sufrido un TCE nos ha permitido elaborar modelos predictivos validados, fundamentados científicamente 
y cada vez más precisos.  

Los equipos de neurorrehabilitación requieren de modelos predictivos de recuperación que permitan ajustar 
expectativas, fijar objetivos realistas e individualizar recursos y esfuerzos para que sus actuaciones sean 
coste/eficaces. Este aspecto es especialmente relevante en los TCE debido tanto a su alta prevalencia como 
a la heterogeneidad y severidad de déficits que generan una elevada necesidad de cuidados y asistencia en 
personas que suelen encontrarse en un momento vital de gran productividad y participación. La capacidad 
para predecir la recuperación y las posibilidades de reinserción al espacio familiar y sociolaboral que ocupaban 
estas personas antes de la lesión, es una demanda y una preocupación de pacientes y familiares y un reto 
para los profesionales del ámbito de la neurorrehabilitación. La construcción de un modelo predictivo es un 
proceso en el que diferenciamos tres elementos: la selección de las variables que deseemos incluir en el 
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mismo, la elección del tipo de modelo que deseamos elaborar y finalmente la definición del resultado que 
deseamos predecir.  

En primer lugar, respecto a las variables predictoras en la actualidad sabemos que la morbi-mortalidad que 
acontece después de un TCE no está determinada por una única variable sino por la interrelación de una 
pluralidad de factores. Muchos de estos factores son estáticos y por tanto inalterables desde el preciso instante 
en el que se produce el TCE, entre ellos destacan los factores premórbidos como la edad (peor cuanto más 
extrema) (Hukkelhoven et al., 2003; Susman et al., 2002), el grado de escolarización (peor cuanto más bajo) 
(Sherer et al., 1999), el nivel socio-económico del sujeto y/o la presencia-ausencia de apoyo socio-familiar 
(Hoofien et al., 2002; Leach et al., 1994), el consumo de alcohol-drogas (Sherer et al., 1999), la presencia de 
otras comorbilidades (Siegel et al., 1991), o los recientes factores genéticos (peor ante la presencia de algún 
alelo Apo-ε4), entre otros (G et al., 1999). Alguno de los factores pronósticos relacionados con el TCE, que 
también son estáticos, como el tipo de traumatismo, su etiología (peor cuanto más fenómeno de aceleración-
desaceleración se produzca) (Bushnik et al., 2003) o su gravedad (Bates, 2001). Por el contrario, existen 
factores dinámicos, y por tanto susceptibles de variación interindividual a lo largo de la evolución post-TCE. 
Entre estos factores dinámicos, destaca la duración de la fase de amnesia postraumática (APT) (Wilson et al., 
2000), la duración del periodo de coma (Bushnik et al., 2003), la situación clínica, neurológica (Bushnik et al., 
2003), neuropsicológica (Girard et al., 1996) y funcional (Hall et al., 2001) del paciente o las pruebas de 
neuroimagen (Marshall et al., 1983) u otras exploraciones complementarias que pueden realizarse durante el 
periodo de recuperación del paciente (Claassen & Hansen, 2001).  

En segundo lugar, respecto al modelo o tipo de análisis existen diversas alternativas en función del 
procedimiento empleado y el resultado esperado. Los análisis univariados estiman la relación entre una única 
variable predictora y un resultado, no teniendo en consideración la posible influencia de otros factores/variables 
que podrían contribuir a la asociación observada. Por su parte los análisis multivariados determinan el valor 
pronóstico de un predictor ajustando a los efectos de otros posibles predictores. Finalmente, los modelos 
pronósticos combinan la información de diferentes variables pronósticas en un modelo que predice el resultado 
en pacientes individuales. Los modelos de predicción aportan una estimación de probabilidad pronóstica y se 
han convertido en una herramienta de marcada relevancia clínica. El modelo pronóstico es por definición un 
modelo multivariado en el que se consideran los factores de forma conjunta. No obstante, pese a los avances 
de las últimas décadas, estos modelos proporcionan cálculos probabilísticos con un cierto grado de 
incertidumbre, expresada como un intervalo de confianza que rodea a la estimación pronóstica. Los enfoques 
más habituales para el desarrollo de modelos de predicción incluyen análisis de regresión, particiones 
recursivas, clasificaciones y árboles de decisión (CART) así como redes neuronales. Entre las diferentes 
metodologías, las redes neurales aportan una especial validez cuando los datos implican una estructura no 
lineal. La red neuronal es capaz de determinar la probabilidad de cada relación entre diferentes factores y 
traducir esto en una herramienta de predicción de resultados que es capaz de admitir todos los tipos de datos 
y es tolerante con los datos ausentes. Desafortunadamente, el proceso de entrenamiento del modelo requiere 
una gran cantidad de datos; esto limita su precisión en entornos de población relativamente pequeños, que 
suelen emplear otras herramientas estadísticas menos exigentes. 

Por último, respecto a la definición del resultado, la mayoría de los trabajos centrados en la evolución de esta 
población y en la detección de indicadores pronósticos han dicotomizado los resultados en favorables y 
desfavorables (Wang et al., 2011). Los estudios de evolución desfavorables se han centrado habitualmente en 
mortalidad, mientras que las variables de pronóstico favorable habitualmente se han centrado en la 
recuperación de la conciencia (Giacino et al., 2020). Muy pocos estudios han focalizado su análisis en la 
situación funcional global de estos pacientes o, si lo han hecho, no suelen centrarse en aspectos concretos 
relacionados con la funcionalidad (nivel comunicativo, dependencia en actividades básicas o instrumentales 
de la vida diaria, etc.) sino más bien escalas de funcionalidad global como la Glasgow Outcome Scale Extended 
o la Disability Rating Scale, entre otras.  

En resumen, los modelos predictivos existentes se han centrado en datos demográficos y en comorbilidades 
previas de los pacientes, y en variables relacionadas con la lesión en los instantes o días posteriores al 
accidente. De todas las variables estudiadas hasta la fecha, se ha reportado que la edad, la etiología y el 
periodo de tiempo sin respuesta poseen la mayor capacidad predictora de recuperación. Sin embargo, los 
modelos existentes comparten algunas limitaciones comunes como son la dicotomización de los resultados y 
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la falta de inclusión de variables dinámicas. Por una parte, la mayor parte de los trabajos publicados 
dicotomizan los resultados en favorables o desfavorables en base a escalas de funcionalidad global. Pese a 
que existe un consenso general sobre el uso de estas escalas, son escalas muy globales que no consiguen 
reflejar el nivel de funcionalidad e independencia de los pacientes ni la necesidad de asistencia y cuidados. 
Por otra, los estudios previos no contemplan la progresión clínica de los pacientes como otra posible variable 
predictiva. Debido a limitaciones temporales y económicas de la prestación de servicios sanitarios en países 
de nuestro entorno, y especialmente en Estados Unidos, país que ha dado lugar a los estudios pronósticos 
más importantes, se desconoce la evolución a largo plazo de los pacientes. 

8. Objetivos  
El objetivo del presente proyecto es mejorar la predicción del grado de funcionalidad de los sujetos que han 
sufrido un traumatismo cráneoencefálico (TCE) y los costes asociados a su tratamiento, mediante técnicas de 
machine learning aplicadas a variables tanto estáticas como dinámicas determinadas con escalas clínicas 
específicas de un conjunto de sujetos representativo.  
 

9. Materiales y Metodología 

9.1. Muestra 
El Servicio de Neurorrehabilitación de Hospitales Vithas cuenta con una historia clínica informatizada donde 
se han recogido variables clínicas y socio-demográficas de todos los pacientes atendidos durante sus 20 años 
de actividad asistencial. Estas variables reflejan en distintas escalas estandarizadas y distintos dominios 
(motor, cognitivo, conductual, comunicación, funcionalidad, etc.) su situación clínica en un momento concreto 
y su evolución, desde el ingreso hasta el alta. En el momento del análisis el registro contaba con 1087 pacientes 
que tras sufrir un TCE fueron candidatos a participar en el presente estudio. Los criterios de inclusión/exclusión 
del estudio se muestran en la Tabla 1.  
 

Criterios de inclusión: Criterios de exclusión: 
Edad ≥16  
Diagnóstico de TCE 
Seguimiento en un programa de 
neurorrehabilitación ≥ 12 meses y haber recibido 
el alta 
 

Patologías neurológicas concomitantes  o previas 
(ACV, tumor, etc.)  

Tabla 1: Criterios de inclusión y exclusión 

Tras la aplicación de los criterios de inclusión/exclusión la muestra estuvo compuesta por 801 pacientes que 
fueron incluidos en un programa de neurorrehabilitación y seguidos durante un período mínimo de 6 meses. 
De ellos 353 tenían una valoración de seguimiento al año del ingreso. 
 

 
Diagrama 1: Pacientes incluídos en el estudio 
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9.2. Procedimiento 
En base a la literatura existente en relación a los modelos de predicción y a los objetivos de presente estudio 
se seleccionaron de la historia clínica informatizada aquellas variables con potencial influencia sobre la 
evolución funcional de los pacientes. Se han definido cuatro niveles o conjuntos de variables para analizar su 
capacidad predictora sobre la variable objetivo. Considerando que la finalidad de este estudio es el desarrollo 
de modelos predictivos funcionales se ha tomado como variable objetivo la puntuación de la Functional 
Independence Measure (FIM) en el momento del alta, con sus correspondientes subescalas y estadios.  

La escala FIM es una medida comúnmente utilizada en entornos de rehabilitación para evaluar la 
independencia funcional en las áreas de autocuidado, funcionamiento motor y cognitivo y cuya puntuación 
total puede ser interpretada como horas de cuidado requerido (Hamilton et al., 1999; Uniform Data System for 
Medical Rehabilitation The FIM ® Instrument: Its Background, Structure, and Usefulness, 2012). Incluye 18 
elementos, cada uno de los cuales está calificado en una escala tipo Likert de 7 puntos, la cual varía de 1 
(asistencia total) a 7 (independencia total) (Anexo 1). Aparte de la puntuación global puede obtenerse un estadio 
global para el funcionamiento en actividades básicas, el control de esfínteres, la movilidad y la cognición, 
teniendo en cuenta las puntuaciones jerarquizadas obtenidas en cada uno de los ítems que comprenden la 
escala. La puntuación total del FIM permite también clasificar el nivel de dependencia como severo (FIM total 
<72), moderado (FIM total 72-108), leve (FIM total 109-126).  

Los cuatro conjuntos de variables predictoras definidos son: 
 
1.- Variables socio-demográficas: sexo (varón/mujer), edad (años), cronicidad (días) y nivel educativo (años 
escolaridad) 
2.- Variables relacionadas con la severidad de la lesión:  tipo y severidad de la lesión (clasificación 
Traumatic Coma Data Bank), escalas clínicas como la Glasgow Coma Scale (GCS), la Disabilty Rating Scale 
(DRS), la Glasgow Outcome Scale-Revised (GOS-E) y la Differential Outcome Scale (DOS); y la duración del 
período de coma y del período de amnesia postraumática si lo hubiera. 
3.- Situación funcional al ingreso definida por la puntuación de la FIM con sus correspondientes estadios y 
subescalas.    
4.- Evolución de la situación funcional definido por la variación de la puntuación FIM entre la valoración 
inicial y la realizada tras 6 meses de inclusión en un programa de neurorrehabilitación  

 

9.3. Métodos 
Los métodos desarrollados en el presente proyecto tienen como objetivo el diseño y programación de 
algoritmos de machine learning para el análisis de variables clínicas, y predicción de la evolución del paciente 
en su etapa de rehabilitación, con el posterior análisis de costes. Para ello, se ha diseñado un algoritmo capaz 
de procesar los datos recolectados (variables predictivas), hasta predecir la evolución en la funcionalidad del 
paciente (variable objetivo). Este algoritmo es flexible a cambios en las variables predictivas, y consta de las 
siguientes etapas: 

1. Acondicionamiento de los datos: como primer paso, no se han tenido en cuenta aquellos pacientes que 
no tuvieran un seguimiento mínimo de un año y contaran con al menos  tres valoraciones (ingreso y 
seguimiento a los 6 meses y al año de tratamiento), ya que no servirían para estudiar su evolución. A 
continuación, se han normalizado las variables predictivas, según el tipo de la misma (numérica/texto, 
continua/categórica). Las variables numéricas son normalizadas mediante el valor máximo observado en 
la base de datos, acotándolas entre 0 y 1, y las variables categóricas son expresadas en one-hot encoding. 
Aquellos pacientes que presentan valores perdidos en alguna de las variables predictivas quedan 
descartados. Respecto a la variable objetivo seleccionada, se utiliza la variación del FIM total entre el 
momento del ingreso y la última valoración del paciente. Finalmente, se realiza una partición hold-out a 
nivel de paciente de la base de datos, creando tres conjuntos: entrenamiento, validación y testeo. 

2. Elección del modelo: Una vez obtenidas las variables de entrada al modelo, se realiza una selección de 
algoritmos de machine learning adecuados para resolver tareas de regresión. Para predicciones que 
requieran únicamente utilizar una valoración del paciente, se seleccionan la regresión lineal (LR), random 
forest (RF), y el perceptrón multi-capa (MLP). En el caso de tomar como entrada varias valoraciones del 
paciente, se utiliza una red neuronal recurrente que posee la capacidad de codificar la información 
relevante contenida en series temporales, mediante el uso de unidades Long-Short Term Memory (LSTM). 
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3. Entrenamiento y optimización: una vez seleccionadas las variables predictivas y el algoritmo de 
regresión, se lleva a cabo un proceso de entrenamiento empleando ciertos valores de hiperparámetros y 
el subconjunto de training. Para el algoritmo RF, se optimiza el número de árboles, mientras que para el 
MLP y LSTM, se optimiza la ratio de aprendizaje, optimizador, número de neuronas, número de capas 
ocultas y rango de olvido, entre valores típicamente utilizados en tareas de regresión. Como función 
objetivo, se utiliza la correlación y error cuadrático medio, así como el sobreajuste, observado en el 
conjunto de validación. 

4. Testeo y obtención de métricas: una vez se han obtenido los diferentes modelos, se lleva a cabo un 
proceso de cuantificación de la bondad del mismo mediante el conjunto independiente de testeo. Para el 
testeo y la obtención de las métricas se empleó una muestra seleccionada de 50 pacientes que no habían 
participado en el entrenamiento y en la optimización de los modelos. El objetivo de utilizar un subconjunto 
de datos de estas características es el de obtener métricas fiables y poder extraer conclusiones robustas, 
no sobre ajustadas al entrenamiento. 

Cabe destacar que este algoritmo ha sido desarrollado de forma flexible, permitiendo la elección y cambio en 
las variables predictivas y objetivo, y siendo capaz de optimizar los modelos de machine learning de forma 
automática. 

 

10. Resultados  

10.1. Modelos predictores 
A continuación se exponen los resultados obtenidos para cada uno de los conjuntos de variables predictoras 
definidos.  
Modelo 1: Variables demográficas 

En este primer conjunto de variables se incluyó la edad, el sexo, los años de escolaridad y la cronicidad definida 
como el tiempo transcurrido entre la lesión y el ingreso en el programa de neurorrehabilitación. Dado que para 
este conjunto de variables se emplea una única valoración (inicial) se han testado los modelos que establecen 
relaciones no lineales (regresión lineal (LR), random forest (RF), y el perceptrón multi-capa (MLP), resultando 
el mejor modelo el perceptrón multi-capa (MLP), con una correlación de 0.50  (Figura 1).  

 

 

Figura 1: Modelo perceptrón multicapa para las variables demográficas 

 

 

Modelo 2: Severidad de la lesión  

En este segundo conjunto de variables se incluyeron tipo y severidad de la lesión, escalas clínicas como la 
Glasgow Coma Scale (GCS), la Disabilty Rating Scale (DRS), la Glasgow Outcome Scale-Revised (GOS-E) y 
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la Differential Outcome Scale (DOS), y la duración del período de coma y del período de amnesia 
postraumática si lo hubiera. Se procedió de igual forma que con el anterior conjunto de variables, resultando 
igualmente el perceptrón multi-capa (MLP) el mejor modelo predictor con una correlación de 0.75 (Figura 2). 

 

 

Figura 2: Modelo perceptrón multicapa para variables vinculadas a la severidad de la lesión 

Modelo 3: Situación funcional al ingreso 

En este conjunto de variables que caracterizan la situación funcional del paciente al ingreso se incluyó la 
puntuación total de la FIM, así como sus correspondientes subescalas y estadios. El modelo que mostró una 
mayora correlación fue el perceptrón multi-capa (MLP) con una correlación 0.79. 

 

 

Figura 3: Modelo perceptrón multicapa para variables relacionadas con la situación funcional al ingreso 

Modelo 4: Evolución de la situación funcional 

Para el último modelo se analizó el valor predictor de la evolución de la situación funcional tras 6 meses de 
tratamiento neurorrehabilitador sobre la situación funcional al alta. Para esta aproximación final se utilizó una 
red neuronal recurrente que posee la capacidad de codificar la información relevante contenida en series 
temporales, mediante el uso de unidades Long-Short Term Memory (LSTM). Este modelo mostró una 
correlación de 0.92 (Figura 4).  
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Figura 4: Modelo LSTM que analiza el valor predictor de la evolución funcional tras 6 meses de rehabilitación 

La puntuación total del FIM permite la clasificación de la severidad del nivel de dependencia a partir de unos 
puntos de corte establecidos (Sandhaug et al., 2010). Esta clasificación determina como grave una puntuación 
total FIM<72; moderado FIM 72-108 y leve FIM>109.  En la Figura 5 se refleja el nivel de dependencia real en 
el momento del alta frente a los valores predichos por cada uno de los modelos.  

 
Figura 5: Nivel de dependencia (FIM) al alta según los diferentes modelos predictivos (n=50) 

 

Tal y como se reflejaban las correlaciones obtenidas para cada uno de los modelos predictores, el modelo 4 
es el que muestra un mayor ajuste con la puntuación FIM total obtenida al alta (80%), especialmente para 
los niveles de dependencia más extremos en la valoración inicial (Tabla 2).  

 

 Modelo 1 Modelo 2 Modelo 3 Modelo 4 
Leve (FIM 108-126) 58.1 % 71 % 61.3 % 87.1 % 
Moderado (FIM 72-107) 50 % 42.9 % 71.4 % 64.3 % 
Grave (FIM 18-71) 80 % 60 0 80 
Total 58 % (29/50) 62% (31/50) 58% (29/50) 80% (40/50) 

Tabla 2: Porcentaje de pacientes correctamente clasificados según el FIM al alta (n=50) 
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10.2. Coste-beneficio 

La escala FIM permite a su vez una estimación de las horas de cuidado requeridas en función de la puntuación 
total. Para este estudio se tomaron como referencia los valores descritos previamente en la literatura. Así las 
horas de cuidado diarias estimadas en función de la puntuación total del FIM se establecieron tal y como se 
muestra en la Tabla 3 (Quach et al., 2019; Uniform Data System for Medical Rehabilitation The FIM ® 
Instrument: Its Background, Structure, and Usefulness, 2012).  

Puntuación Total FIM Horas diarias de cuidado 
18-30 16 
31-53 6.5 
54-71 4.5 
72-89 2.5 
90-107 1.5 
108-119 0.5 
120-126 0 

Tabla 3: Estimación de horas de cuidado diaria en función de la puntuación total FIM 

En la Figura 6 se muestran las horas de cuidado ajustado a la puntuación FIM de acuerdo a la equivalencia 
anterior. 

 

Figura 6: Suma de horas totales de cuidado/día necesarias para el total de la muestra (n=50) según cada modelo 

11.Discusión 
El presente proyecto establece una serie de aproximaciones de complejidad creciente para predecir el nivel 
de funcionalidad de pacientes con TCE incluidos en un programa de neurorrehabilitación. Primero, se ha 
buscado establecer unos resultados base partiendo de modelos utilizados en el estado del arte, los cuales se 
basan únicamente en el uso de variables estáticas como son las sociodemográficas y la severidad de la lesión. 
A continuación, se consideran variables que reflejan la situación funcional del paciente en el momento de su 
inclusión en un programa de neurorrehabilitación. Para estas tres aproximaciones, se entrenan distintos 
modelos de machine learning tales como regresión lineal, Random Forest, redes neuronales o Support Vector 
Machines. Finalmente, en una última aproximación, se utilizan las dos primeras valoraciones del paciente, 
separadas por un período temporal de seis meses, utilizando la evolución de variables dinámicas (situación 
funcional) mediante redes neuronales LSTM, las cuales tienen la capacidad de analizar series temporales. 
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En el ámbito de la neurorrehabilitación la estimación pronóstica  es un elemento clave para orientar la toma de 
decisiones clínicas (Gill, 2012), especialmente en el caso de las lesiones más severas y/o los estados alterados 
de la conciencia donde el pronóstico puede influir en el acceso a recursos o a intervenciones terapéuticas e 
incluso a decisiones vinculadas al final de la vida (Demertzi et al., 2011). Pese a su relevancia clínica, la 
heterogeneidad que caracteriza a los TCE hace que el desarrollo y la validación de modelos predictores 
tempranos y precisos continúe siendo un reto. La estandarización de la terminología diagnóstica,  de la 
valoración clínica (escalas y pruebas diagnósticas) y del abordaje terapéutico, junto a los avances en los 
modelos estadísticos han facilitado el análisis de los datos ofreciendo nuevas oportunidades para un enfoque 
basado en la evidencia.  

En las últimas décadas se han desarrollado y validado numerosos estudios pronósticos para la funcionalidad 
de los TCE moderados-severos. Estos estudios han incorporado diferentes modelos de predicción que han 
sido aplicados en diferentes poblaciones, lo que dificulta notablemente su comparación. Las conclusiones 
extraídas ponen de manifiesto una serie limitaciones que dificultan la obtención de modelos predictores 
precisos. En primer lugar, las escalas de discapacidad suelen ser muy globales y no tienen en cuenta el origen 
de la discapacidad. Sin embargo, los pacientes con TCE pueden presentar un conjunto muy heterogéneo de 
secuelas y la transferencia del nivel de discapacidad a la funcionalidad de los pacientes no es obvia. Distintos 
niveles de funcionalidad podrían estar enmascarados dentro del mismo nivel de discapacidad. En segundo 
lugar, la mayoría de los estudios no incluyen variables dinámicas en los análisis como el estado de las 
estructuras neurológicas, la condición motora, cognitiva o conductual, el grado de funcionalidad, etc. La 
progresión de los distintos déficits tras un TCE puede constituir, en sí misma, una variable más a tener en 
cuenta en el pronóstico de los individuos. Sin embargo, estas variables suelen ser sistemáticamente 
descartadas, entre otras cosas, debido a la falta de datos de seguimiento de los pacientes. Y finalmente, la 
metodología de los estudios se ha limitado a la creación de modelos predictivos de regresión mediante 
estadística inferencial. En este sentido, cabe destacar que la evolución que las técnicas de machine learning 
han experimentado en los últimos años ha permitido la modelización de relaciones complejas en grandes 
volúmenes de datos. 

Superando las limitaciones descritas anteriormente, el presente estudio analiza a través de distintas 
aproximaciones o modelos multivariables el valor pronóstico sobre el nivel de funcionalidad de pacientes con 
TCE incluidos en un programa de neurorrehabilitación empleando técnicas de machine learning. Los modelos 
analizados fueron definidos en base a estudios previos y como variable objetivo se tomó la puntuación del 
Functional Indepedence Measure con el fin de cuantificar el nivel de funcionalidad de los afectados y, en base 
a ella, la necesidad de cuidados y asistencia. Frente a estudios previos que emplean escalas más globales de 
discapacidad como la GOS-E, la FIM aporta información precisa y de mayor relevancia práctica sobre la 
funcionalidad y participación del afectado, independientemente de su nivel de discapacidad, y sobre la 
necesidad de cuidados y asistencia. En neurorrehabilitación, a diferencia de otras disciplinas médicas, el 
objetivo no está centrado en la enfermedad sino en la recuperación de aquellos aspectos relacionados con la 
funcionalidad y la participación que caracterizan como seres humanos únicos a aquellos que sobreviven. Por 
ello el cambio de paradigma de los modelos de predicción hacia aspectos funcionales resulta de vital 
importancia, especialmente en el caso de los TCE que generan una gran discapacidad en personas jóvenes 
que se encontraban en pleno desarrollo de su proyecto vital. La mayor parte de los modelos predictores 
utilizados hasta la fecha basan sus resultados en variables dicotomizadas (favorable & desfavorable), 
disminuyendo significativamente su capacidad de predicción cuando se contemplan niveles de funcionalidad 
intermedios. Choi and Barnes (1996) compararon la precisión de diversos modelos de predicción usando la 
Traumatic Coma Data Bank (TCDB). Este grupo demostró una precisión predictiva con un límite superior entre 
75-80% en TCE severos en base a los datos disponibles en el momento de la admisión. Pese a que existe una 
adecuada fiabilidad en la predicción de valores extremos (favorables & desfavorables), esta precisión 
disminuye drásticamente al 50-60% cuando se consideran resultados intermedios. En esta misma línea, los 
dos modelos clásicos de mayor relevancia clínica como son el IMPACT y el CRASH dicotomizan los resultados 
en función del GOS-E a los 6 meses como mortalidad (GOS-E1) versus supervivencia (GOS-E 2-8) y 
desfavorables (GOS-E 1-4) o favorables (GOS-E 5-8) (Roozenbeek et al., 2012). A nivel clínico esta 
dicotomización de los resultados carece de la especificidad suficiente para poder determinar con precisión el 
nivel de funcionalidad y participación de los sujetos e inferir a partir de esta información las necesidades 
requeridas para su atención  y posible integración social. 
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Una vez definida la variable objetivo se plantearon distintas aproximaciones definiendo cuatro conjuntos de 
variables predictoras. La primera aproximación incluyó variables sociodemográficas  que habían demostrado 
previamente su valor pronóstico como son la edad, el sexo, el nivel de escolaridad y la cronicidad (Bonnelle et 
al., 2011). El mejor de los algoritmos testados fue el perceptrón multicapa obteniendo una correlación del 0.50. 
Este valor es semejante a los obtenidos por otros modelos que emplean estas variables cuando se consideran 
resultados no dicotomizados (Hukkelhoven et al., 2005). La segunda de las aproximaciones incluyó un conjunto 
de variables vinculadas a la severidad de la lesión como son Glasgow Coma Scale (GCS), la Disabilty Rating 
Scale (DRS), la Glasgow Outcome Scale-Revised (GOS-E), la Differential Outcome Scale (DOS), la duración 
del período de coma y del período de amnesia postraumática si lo hubiera. De nuevo el algoritmo más eficiente 
fue el perceptrón multicapa. Frente a la modelo anterior se observa un notable aumento de su capacidad 
predictora alcanzando una correlación del 0.75 que podría estar explicada por la inclusión de variables 
dinámicas como son el tiempo en coma y la duración del período de amnesia postraumática. Una reciente 
revisión sistemática (Huijben et al., 2019) señala que la mayor parte de los predictores empleados en los 
modelos analizados se basan en los datos obtenidos en las primeras 24 horas tras la lesión porque una 
predicción temprana permite ajustar expectativas con los familiares y ayudar a decidir su inclusión temprana 
en programas de rehabilitación. Sin embargo, las variables predictivas de los dos principales modelos (IMPACT 
y CRASH) sólo explican alrededor del 35% de la varianza del resultado y aumentar la complejidad de los 
modelos con otras variables recogidas de forma temprana no implica mejoras sustanciales. Estos datos ponen 
de manifiesto la necesidad de considerar la inclusión de variables dinámicas para aumentar la precisión de los 
modelos. Limitarse a variables estáticas puede generar factores de confusión ya que la gravedad de la 
situación clínica y la presencia de complicaciones asociadas puede influir en las variables consideradas 
pronósticas y puede limitar la inclusión en programas de rehabilitación que podrían generar mejoras 
sustanciales en la funcionalidad de los afectados una vez superada la situación crítica inicial.  

En esta línea de inclusión de variables dinámicas para la tercera de nuestras aproximaciones se consideró 
como variable predictora la situación funcional del paciente en el momento de su ingreso en el programa de 
neurorrehabilitación definida por la puntuación total del FIM, sus estadios y sus subescalas. Tras la aplicación 
del algoritmo perceptrón multicapa se obtuvo una correlación de 0.79. Como vemos la inclusión de variables 
dinámicas aumenta la capacidad predictiva de los modelos. Finalmente el modelo con mayor precisión se 
obtuvo cuando se analizó el valor predictor de la evolución de la situación funcional del paciente tras ser 
incluido en un programa de neurorrehabilitación. A los seis meses de su inclusión el modelo permite predecir 
con una elevada precisión (0.92) el nivel de funcionalidad y participación del afectado a partir de un algoritmo 
de redes neurales. El TCE es una patología heterogénea con una elevada variabilidad en el curso de la 
evolución, por lo que añadir nueva información dinámica o incluir factores que predigan la respuesta al 
tratamiento podría ser una interesante alternativa para mejorar el valor predictivo de los modelos. Así mismo, 
un predicción ajustada del nivel funcional permitirá una planificación realista de las necesidades de asistencia 
y cuidados al alta, mejorando la calidad de vida de los pacientes y reduciendo la sobrecarga de los cuidadores.   

 
12. Conclusiones  
El objetivo del presente estudio es el desarrollo de un modelo predictor del grado de funcionalidad de sujetos 
que han sufrido un TCE tras ser incluidos en un programa de neurorrehabilitación. Para ello se testaron una 
serie de modelos de complejidad creciente con variables predictoras estáticas y dinámicas mediante técnicas 
de machine learning y tomando como variable objetivo la puntuación del Functional Independence Measure. 
El modelo que presentó un mayor nivel de ajuste fue el que analizó la capacidad predictora de la evolución de 
la situación funcional del paciente tras 6 meses de inclusión en un programa de neurorrehabilitación. Una 
estimación precisa de la recuperación funcional permite una planificación ajustada de las necesidades de 
cuidado y asistencia al alta, mejorando así la calidad de vida de los pacientes y sus cuidadores.  

Frente a los modelos clásicos que se basan en variables predictoras estáticas recogidas de forma temprana, 
la inclusión de variables dinámicas  aumenta  el valor predictivo de los modelos. Estos resultados tienen una 
marcada relevancia clínica ya que ponen de manifiesto que el mayor valor predictor funcional viene 
determinado por su respuesta a la intervención clínica en un programa de neurorrehabilitación, más allá de las 
variables sociodemográficas (edad, sexo, etc.), la severidad de la lesión y la situación funcional del paciente 
en el momento del ingreso. 
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14.Anexos  

 
Anexo 1:Medida de Independencia Funcional FIM-FAM 
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