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Presentación  
 
 
 

 
En julio de 2001 el Consejo de Administración de MAPFRE MUTUALIDAD, 

como homenaje a D. Julio Castelo Matrán, anterior presidente del SISTEMA MAPFRE 
y de MAPFRE MUTUALIDAD y gran impulsor de su desarrollo -actualmente es 
presidente de honor de FUNDACIÓN MAPFRE- acordó la creación, con carácter 
bienal, del Premio Internacional de Seguros Julio Castelo Matrán, destinado a premiar 
trabajos científicos sobre materias relacionadas con el seguro en España, Portugal y los 
países de Iberoamérica. 

 
Con este motivo, FUNDACIÓN MAPFRE, a través del Instituto de Ciencias del 

Seguro, convocó en junio de 2007 la cuarta convocatoria del Premio y designó a un 
jurado  compuesto por relevantes personalidades en los ámbitos profesional, científico y 
empresarial del mundo del seguro. 

 
En la reunión celebrada el día 25 septiembre de 2008, tras valorar los diversos 

trabajos que con una alta calidad se habían presentado desde Argentina, Brasil, Cuba, 
España y Perú,  el jurado acordó conceder el Premio, dotado con 35.000 euros y un 
diploma acreditativo de la obtención del mismo, a D. Emilio Gómez Déniz, Profesor 
Titular de Métodos Cuantitativos para la Economía y la Empresa de la Universidad de Las 
Palmas de Gran Canaria, y a D. José María Sarabia, Catedrático de Métodos Cuantitativos 
para la Economía y la Empresa de la Universidad de Cantabria, por su obra Teoría de la 
Credibilidad: Desarrollo y Aplicaciones en Primas de Seguros y Riesgos Operacionales, cuya 
publicación promovida por FUNDACIÓN MAPFRE me complace especialmente 
presentar. 

 
El premio se entrega a los autores en un acto público de acuerdo con lo 

establecido en las bases de la convocatoria. 
 
FUNDACIÓN MAPFRE, entre otras actividades, fomenta la investigación y la 

divulgación de conocimientos en relación con el Seguro y  la Gerencia de Riesgos y 
para ello promueve la concesión de ayudas y premios a la investigación en estas áreas 
potenciando la realización de trabajaos científicos como el que se recoge en esta 
publicación que esperamos sea de interés y utilidad tanto al mundo académico como al 
profesional relacionado con la actividad aseguradora. 

 
 
 
 
 

José Manuel Martínez Martínez  
Presidente de FUNDACIÓN MAPFRE 
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2.3.4. Método económico . . . . . . . . . . . . . . . . . . . . . . . 23
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5.3.2. Modelo de Bühlmann-Straub . . . . . . . . . . . . . . . . . 117

5.4. Modelos Bayesianos . . . . . . . . . . . . . . . . . . . . . . . . . . 121
5.4.1. Modelo de Jewell . . . . . . . . . . . . . . . . . . . . . . . . 123
5.4.2. Modelo de Landsman y Makov . . . . . . . . . . . . . . . . 128
5.4.3. Modelos Bayesianos jerárquicos . . . . . . . . . . . . . . . . 130
5.4.4. Un modelo basado en una función general de pérdida . . . . 151
5.4.5. Modelos de credibilidad basados en robustez . . . . . . . . 158

6. Aplicaciones en Riesgos Operacionales 171
6.1. Introducción . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 171
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ÍNDICE GENERAL ix

6.3.2. Modelo binomial-beta . . . . . . . . . . . . . . . . . . . . . 175
6.4. Riesgos Operacionales: modelización de la severidad . . . . . . . . 180

6.4.1. Modelo lognormal-normal . . . . . . . . . . . . . . . . . . . 181
6.4.2. Modelo Pareto generalizada-gamma . . . . . . . . . . . . . 182
6.4.3. Modelo exponencial-gamma invertida . . . . . . . . . . . . 184
6.4.4. Modelo Pareto clásica-gamma . . . . . . . . . . . . . . . . . 186
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Introducción

La teoŕıa de la credibilidad es un conjunto de técnicas que permiten al ase-
gurador ajustar de modo sistemático las primas de los seguros en función de la
experiencia de siniestralidad.

En teoŕıa de la credibilidad entran en juego los dos conceptos clásicos de riesgo
individual y riesgo colectivo, y se resuelve de modo riguroso el problema de cómo
analizar la información obtenida de estas dos fuentes para llegar a la prima de
seguros y obtener una tarifa justa.

La teoŕıa de la credibilidad como disciplina matemática, toma sus métodos de
diversos campos de las matemáticas: la estad́ıstica Bayesiana, el análisis funcional,
las técnicas de mı́nimos cuadrados, la modelización sobre el espacio de estados etc.
Partiendo de las ideas originales de Whitney y Mowbray autores contemporáneos
como Bailey, Longley-Cook, Mayerson, Bühlmann, Straub y Jewell se han en-
cargado de proporcionar a esta teoŕıa una fundamentación matemática rigurosa,
convirtiéndola en una de las ramas más atractivas y estudiadas de la ciencia ac-
tuarial. Uno de sus principales usos se presenta en el seguro del automóvil, en el
que la prima inicial se va transformando sucesivamente a medida que se incorpora
la información de la siniestralidad. Son los denominados sistemas de tarificación
bonus-malus.

Existe en castellano un vaćıo importante de información en esta área de conoci-
miento, además de no existir ninguna obra suficientemente actualizada que incluya
los avances recientes y sus aplicaciones. La desconexión entre los avances cient́ıficos
más recientes y la práctica aseguradora, justifica una investigación como la pre-
sente, que engloba una gran parte del conocimiento existente sobre credibilidad.

Los objetivos de la investigación consisten en el desarrollo, análisis y apli-
cación de modelos de credibilidad, tanto en el cálculo de primas como en riesgos
operacionales. Se presenta de una manera rigurosa y al mismo tiempo aplicada,
tanto los modelos clásicos como los de desarrollo más reciente, además de diversas
propuestas novedosas. La exposición y desarrollo de los diferentes modelos viene
acompañada con su aplicación en problemas reales que aparecen en la literatura
actuarial y de riesgos operacionales.

En las últimas décadas el sector financiero ha experimentado una evolución

1
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2 ÍNDICE GENERAL

sin precedentes caracterizada principalmente por la globalización de los mercados,
la incorporación de las nuevas tecnoloǵıas al sector, el desarrollo de complejos
productos derivados y la incorporación a los mercados de páıses del tercer mundo
como China, India, etc.

En este nuevo entorno se consolida como pieza fundamental del éxito en la
gestión financiera el control y la medición de riesgos. De ah́ı que en la última
década haya nacido un término que se está haciendo frecuente en los sistemas
financieros. Este término es el de riesgo operacional. Un riesgo adscrito a suce-
sos que no incluyen los de mercado ni los de créditos, y que pueden tener una
procedencia interna y/o externa. Debido a las nuevas indicaciones regulatorias
conocidas como Basilea II (BIS, 2005) en el sector bancario, se está realizando un
considerable esfuerzo en la implementación de procedimientos tanto cualitativos
como cuantitativos para modelizar el riesgo operacional.

La investigación se ha estructurado en seis caṕıtulos más uno de conclusiones.
Se incluye además un apéndice con datos, las referencias bibliográficas y un ı́ndice
anaĺıtico.

Los contenidos de cada caṕıtulo se exponen a continuación de manera breve.

El caṕıtulo 1 presenta una revisión de la literatura sobre los modelos ex-
istentes de credibilidad. Se comienza con una introducción al tema, para
continuar con una descripción de los modelos de credibilidad más recientes.

Los principios de cálculo de primas, aśı como la metodoloǵıa asociada a su
obtención, constituye un elemento imprescindible en la tarificación mediante
credibilidad. En el caṕıtulo 2 se presentan las propiedades deseables que debe
satisfacer un principio de cálculo de prima, aśı como los diferentes métodos
para su obtención. Se estudia el concepto de medida de riesgo, junto con las
propiedades deseables que debe satisfacer. Las medidas de riesgo y primas
basadas en la cola de la distribución (es decir valor en riesgo VaR y valor
en riesgo en la cola TVaR) ocupan un lugar importante en la investigación
actual en seguros y serán igualmente estudiadas en este caṕıtulo.

La modelización del riesgo por medio de familias paramétricas de distribu-
ciones constituye la metodoloǵıa clásica de establecer la población de ref-
erencia tanto en seguros como en teoŕıa de la credibilidad. En el caṕıtulo
3 estudiaremos modelos de distribuciones paramétricas que pueden ser uti-
lizadas para describir el riesgo de un colectivo. Los modelos aqúı introducidos
serán posteriormente utilizados en los modelos de credibilidad, tanto para
modelizar el colectivo de una cartera, como la distribución a priori de algún
parámetro de interés. Como parte práctica, presentamos un caso de estudio
aplicado a datos normalizados sobre daños de huracanes, donde además de
trabajar con diferentes familias paramétricas, se introduce un modelo de re-
gresión basado en la distribución inversa Gaussiana, para finalmente obtener
diversas primas basadas en los modelos seleccionados.
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ÍNDICE GENERAL 3

En el caṕıtulo 4 se presentan los instrumentos de estad́ıstica Bayesiana y las
primas Bayes. La estad́ıstica Bayesiana constituye una herramientas básica
en credibilidad cuya metodoloǵıa se ajusta perfectamente a los objetivos de
la credibilidad. Por medio de la inferencia Bayesiana, se estimará la prima
de riesgo, primero a través de la prima colectiva y posteriormente mediante
la prima Bayes.

El caṕıtulo 5 está dedicado a los diferentes modelos de credibilidad. Se pre-
sentarán los modelos clásicos y Bayesianos de credibilidad, aśı como algunos
modelos más recientes desarrollados en los últimos años. Entre esto mode-
los más recientes incluimos los modelos bayesianos jerárquicos y los modelos
basados en robustez bayesiana, la aproximación gamma-minimax y la aprox-
imación posterior regret-gamma minimax. Se incluyen nuevas aportaciones y
se presentan diversas aplicaciones numéricas con datos reales.

El caṕıtulo 6 está dedicado a la modelización de riesgos operacionales por
medio de la teoŕıa de la credibilidad. Se plantean modelos para la cuantifi-
cación de la frecuencia y la severidad de pérdidas debidas a riesgos opera-
cionales, además de la modelización de la distribución de pérdidas agregadas
(LDA). Se presentan diversas aplicaciones con datos reales y simulados.

Finalmente, el caṕıtulo 7 incluye las conclusiones más importantes de la
investigación.
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Caṕıtulo 1

Teoŕıa de la Credibilidad:
Concepto y Perspectiva
Histórica

La teoŕıa de la credibilidad constituye uno de los temas centrales de inves-
tigación y práctica en seguros. Dicha teoŕıa incluye numerosos modelos que han
aparecido desde comienzos del siglo XX hasta la actualidad, elaborándose en buena
medida gracias a los avances que se iban produciendo en las ciencias matemáticas,
en especial en su apartado de estad́ıstica, y más concretamente en estad́ıstica
Bayesiana. De este modo, diferentes modelos que se desarrollan desde puntos de
partida completamente diferentes convergen finalmente a un mismo resultado. Esta
particularidad es uno de los atractivos de esta teoŕıa. Su utilidad en las ciencias ac-
tuariales ha transcendido a otros campos cient́ıficos, algunos no relacionados con
la disciplina actuarial. Es posible encontrar modelos de credibilidad en bioloǵıa
(Linacre et al., 2004), economı́a financiera (Bühlmann et al., 2007), estad́ıstica en
deportes (Mahler, 1991), etc.

El término credibilidad se introdujo por vez primera en seguros en Estados
Unidos antes de la primera guerra mundial, en relación con los sistemas de ajuste
de primas en seguros de compensación obrera o seguros de accidentes. Por aquél
entonces, numerosas empresas ejercieron una fuerte presión a las empresas asegu-
radoras dada la baja siniestralidad laboral y la elevada tasa de actividad, para que
se les reconociera este hecho en los importes de las primas a satisfacer.

Se debe a Whitney (1918) los primeros trabajos en la materia con la publi-
cación de su trabajo en los Proceedings de la Casualty Actuarial Society. La idea
inicial hab́ıa sido propuesta por Mowbray (1914). De una forma simple, a través
de una matemática elemental, propone que la prima que se debe pagar por parte
del asegurado incluya tanto la experiencia individual (del asegurado) como la del

5
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6 Teoŕıa de la Credibilidad: Concepto y Perspectiva Histórica

colectivo (la cartera de seguros). De este modo el estimador de la prima se calcu-
laŕıa atendiendo a la siguiente expresión:

P = Z ·X + (1− Z) · C, (1.1)

donde X es la experiencia individual, C la información que se dispone sobre
el colectivo y Z un factor de ponderación denominado factor de credibilidad.
Obsérvese que la expresión (1.1) es una combinación lineal convexa entre la ex-
periencia individual X y la del colectivo C. Es decir, un punto perteneciente al
segmento que conecta X y C, como se aprecia en la figura 1.1. La expresión (1.1)

P

X

C

P

X

C

Figura 1.1: Prima basada en la experiencia individual X, y el colectivo, C.

dio respuesta formal a la idea que estaba en mente de muchos actuarios de la
época: encontrar un mecanismo que permitiese asignar a cada uno de los dos tipos
de información, la individual y la colectiva, un peso o ponderación que se comple-
mentasen en la determinación de la prima a cobrar.

Intuitivamente el factor de credibilidad Z debeŕıa de satisfacer lo siguiente:

Ser una función del tiempo de vigencia de la póliza, n, por tanto Z ≡ Z(n),

Ser una función creciente en n, de modo que se aproxime a 1 cuando n tienda
a infinito, mientras que tienda a cero cuando n tienda a cero. Por tanto, el
valor de n = 0 supondŕıa que no se dispone de experiencia para el asegurado
(se trataŕıa de un contrato nuevo), y la prima a cobrar en este caso seŕıa C,
esto es, la prima basada en la información acerca del colectivo. En la medida
en que aumentase n, y por tanto se dispusiese de más datos, la información de
que se dispone del asegurado tendŕıa mayor peso. Es decir la experiencia de
siniestralidad del asegurado tendŕıa más creencia, seŕıa más créıble. El caso
extremo, n tendiendo a infinito, debeŕıa proporcionar como valor de la prima
X, esto es que la prima estuviera basada exclusivamente en la experiencia
individual.

El factor de credibilidad Z debeŕıa ser también una función creciente de la
varianza de las primas teóricas, con ĺımite 1 cuando aquélla tiende a infinito
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7

y cero cuando tiende a cero. Esto es lógico, puesto que si la cartera no es
heterogénea, entonces la prima basada en el colectivo seŕıa el mejor estimador
de la prima individual. Por otro lado, mayor heterogeneidad de la cartera
debeŕıa dar lugar a un mayor peso a la información del asegurado.

A efectos pedagógicos, consideremos el siguiente ejemplo que se propone para
una cartera de seguros ficticia.

Ejemplo 1.1 Supongamos que se dispone de una cartera de seguros compuesta
por dos pólizas. Las cantidades reclamadas durante los años 2007 y 2008 aparecen
en la tabla 1.1. Atendiendo al criterio de la media de la cantidad reclamada, vamos
a estimar la prima de credibilidad basada en la expresión (1.1) para cada uno de
los contratos.

Tabla 1.1: Cartera de seguros.

Años Póliza 1 Póliza 2
2007 20 30
2008 10 20

La cantidad media anual reclamada para cada uno de las dos pólizas es:

Póliza 1: : x̄1 = 15,

Póliza 2: : x̄1 = 25.

Por otro lado, la cantidad media reclamada para la cartera es

Cartera de seguros: x̄ =
50 + 30

2
= 40 = x̄1 + x̄2.

Basado en la expresión (1.1), la prima a cobrar para cada una de las pólizas será:

Póliza 1 : P = Z · 15 + (1− Z) · 40,

Póliza 2 : P = Z · 25 + (1− Z) · 40.

Aśı, para un valor de Z = 1, la prima a cobrar para las pólizas 1 y 2 coincidiŕıa
con la media de reclamaciones de cada uno de ellas, respectivamente. Su propia
experiencia de siniestralidad se dice entonces que es créıble al 100%.

Un valor de Z = 0 provoca que la prima a cobrar sea igual a la cantidad media
reclamada del colectivo. Ahora se dirá que la experiencia de cada una de las pólizas
no es créıble en absoluto.
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8 Teoŕıa de la Credibilidad: Concepto y Perspectiva Histórica

Evidentemente cualquier otro valor de Z conduce a un valor de la prima que
pertenece al intervalo (X,C).

En la figura 1.2 se muestran los casos posibles según la distancia entre P , C
y X. Aśı el gráfico (a) muestra el caso en que Z < 1

2 . Aqúı, la información del
colectivo es más créıble que la experiencia del asegurado (póliza), y por tanto P
está más próxima a C. La situación contraria ocurre en el gráfico (b), en el que
Z > 1

2 y la experiencia individual es más créıble que la del colectivo. Por supuesto
que el caso Z = 1

2 nos lleva a un punto situado justo en la mitad del segmento
que une X y C. Los casos extremos, Z = 1 y Z = 0, comentados en el ejemplo
anterior, se muestran en las figuras (c) y (d), respectivamente.

P

X

C

Z < 1/2

P

X

C

Z > 1/2

P=X

C

Z=1

X

P=C

Z=0

(a)
(b)

(c)
(d)

P

X

C

Z < 1/2

P

X

C

Z < 1/2

P

X

C

Z > 1/2

P

X

C

Z > 1/2

P=X

C

Z=1

P=X

C

Z=1

X

P=C

Z=0

X

P=C

Z=0

(a)
(b)

(c)
(d)

Figura 1.2: Prima basada en la experiencia individual X, y el colectivo, C. Diversas
posibilidades.

Los distintos modelos de credibilidad desarrollados hasta la fecha, y basados en
la expresión (1.1), se han ocupado mayoritariamente de estimar el valor del factor
de credibilidad Z.

La siguiente definición de teoŕıa de la credibilidad fue propuesta por Hickmann
(1975).

Definición 1.1 La teoŕıa de la credibilidad es el mecanismo que permite el ajuste
sistemático de las primas de seguros conforme se obtiene la experiencia de sinies-
tralidad.
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En un sentido más práctico, Hewitt (1970) define credibilidad como un esti-
mador lineal de la prima teórica esperada que sea una combinación convexa entre
la hipótesis y la observación.

A partir del trabajo de Whitney (1918) y durante las siguientes décadas, los
investigadores que teńıan su campo de actuación en la teoŕıa de la credibilidad
se dedicaron a dar un carácter riguroso a esta disciplina, desarrollándose aśı los
modelos clásicos (basados en el uso de la estad́ıstica clásica) de credibilidad parcial
y total. Estos modelos tienen un carácter muy descriptivo.

Posteriormente, en torno a mediados del siglo XX empezaba a tomar cuerpo
una nueva visión de la estad́ıstica, la Bayesiana, no tardándose mucho en com-
probar que muchos estimadores Bayes, obtenidos para ciertas verosimilitudes y su
distribución a priori natural conjugada, respond́ıan a la propuesta de Mowbray
(1914) y la expresión (1.1) de Whitney (1918), aśı como a lo formulado en el tra-
bajo de Bailey (1945). De hecho Whitney (1918) ya señalaba que el problema de
la credibilidad es un caso de probabilidad inversa (teorema de Bayes). En este
aspecto destacamos el trabajo de Mayerson (1964) en el que por vez primera se
utilizan los términos credibilidad y estad́ıstica Bayesiana.

Bajo esta metodoloǵıa, la fórmula de credibilidad (1.1) puede interpretarse tam-
bién de la siguiente manera. Puede considerarse a C como la información a priori
(basada por ejemplo en contratos similares) y X la nueva información obtenida
mediante la observación de la siniestralidad en los últimos años. Finalmente, P es
el resultado de combinar la información a priori junto con la información adquiri-
da para obtener un estimador revisado de la prima. Visto pues de esta manera,
la teoŕıa de la credibilidad es un proceso Bayesiano en el que se da entrada a la
información a priori junto con la información muestral para obtener un estimador
actualizado de la prima. Este proceso de conocimientos a priori y conocimientos
actuales se presenta en la figura 1.3.

En 1975 se publica el texto Credibility. Theory and Applications que contiene los
trabajos, aśı como discusiones de los mismos, presentados en el Actuarial Research
Conference on Credibility del 19 al 21 de septiembre de 1974 en la Universidad
de California en Berkeley. Este texto incluye todo el conocimiento existente hasta
la fecha sobre la teoŕıa de la credibilidad, tanto en seguros vida como no vida,
incluyendo reaseguros e IBNR (Incurred But Not Reported), es decir la estimación
de reservas para reclamaciones pendientes.

Lo que hoy en d́ıa se entiende por teoŕıa de la credibilidad moderna surge a
finales de la década de los 60 del siglo pasado con la publicación del trabajo de
Bühlmann (1967), en los que desarrolla el llamado modelo de distribución libre.
El objetivo que se plantea el autor en dichos trabajos es estimar la prima corre-
spondiente a un asegurado o grupo de asegurados que conforman una póliza en
una cartera de seguros, restringiéndose a las primas lineales y utilizando el método
de los mı́nimos cuadrados. La solución que obtuvo es de una elegancia aplastante,
fundamentalmente por dos motivos. En primer lugar, no asigna ninguna distribu-

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



10 Teoŕıa de la Credibilidad: Concepto y Perspectiva Histórica

Conocimientos a priori Conocimientos actuales

- Observaciones antiguas                           - Observaciones recientes

- Creencias a priori

- Información colateral

- Contratos similares

- Opinión de expertos

- etc.            

Prima de credibilidad basada en ambos conocimientos

Conocimientos a priori Conocimientos actuales

- Observaciones antiguas                           - Observaciones recientes

- Creencias a priori

- Información colateral

- Contratos similares

- Opinión de expertos

- etc.            

Prima de credibilidad basada en ambos conocimientos

Figura 1.3: Prima de credibilidad: basada en conocimientos a priori y actuales.

ción de probabilidad ni a los riesgos que conforman la cartera de seguros ni a los
parámetros de los que dependen dichos riesgos. En segundo lugar, proporcionó la
expresión que deb́ıa tener el factor de credibilidad. Dicha expresión, a su vez,
admite interpretaciones que son bastante plausibles.

Posteriormente en Bühlmann y Straub (1972) se generaliza el modelo clásico de
Bühlmann (1967) a una cartera de seguros que proporciona información sobre la
cantidad reclamada en cada una de las pólizas aśı como del número de asegurados.
La solución obtenida es más general que la del modelo de Bühlmann (1967), además
de incluirla como un caso particular.

Pocos años más tarde, Jewell (1974) se planteó el problema de considerar como
verosimilitud asociada al número de reclamaciones, la familia exponencial de dis-
tribuciones (FED), que contiene a las distribuciones clásicas de Poisson, binomial,
binomial negativa, gamma, normal y otras. Para esta familia existe una distribu-
ción a priori natural conjugada (esto es, la distribución a posteriori pertenece a
la FED pero con los parámetros actualizados con las observaciones muestrales).
Concluyó que el estimador de la prima neta (basada en el criterio de la media) ad-
mit́ıa siempre una expresión lineal, con el factor de credibilidad igual al propuesto
por Bühlmann (1967).

Recientemente Landsman y Makov (1998) han generalizado el resultado de
Jewell (1974) al caso da la familia de distribuciones exponencial de dispersión.
Esta familia tiene la ventaja con respecto a la familia exponencial de distribu-
ciones, de incorporar un parámetro que posibilita la presencia de infradispersión,
equidispersión o sobredispersión en los datos.
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Bühlmann (1975) ha interpretado el problema de decisión del actuario para
elegir una prima de seguro a cobrar como un juego entre dos jugadores, el actuario
y la naturaleza utilizando el criterio de decisión minimax. De esta manera el prob-
lema de la teoŕıa de la credibilidad se ha llevado también al terreno de la teoŕıa
de juegos.

Basados en ideas tomadas de la teoŕıa de la decisión y la teoŕıa de juegos,
aparecen los modelos gamma-minimax (Eichenauer et al., 1988) y posterior regret
gamma-minimax (Gómez-Déniz et al., 2006a y Gómez-Déniz, 2008b). Estos mode-
los surgen en el entramado de la estad́ıstica Bayesiana robusta, en la que se asume
que el investigador no tiene conocimiento exacto sobre la distribución a priori del
parámetro de riesgo. En todos estos modelos, minimax, gamma-minimax y pos-
terior regret gamma-minimax se derivan fórmulas de credibilidad con el factor de
credibilidad igual al de Bühlmann (1967).

A finales de la década de los 80 del siglo pasado Heilmann (1989) extendió los
modelos de credibilidad, hasta el momento basados en el criterio de la media o
pérdida cuadrática, a otras funciones de pérdidas. Obtuvo entonces nuevas fórmu-
las de credibilidad bajo distintos pares de verosimilitudes y distribuciones a priori
y las pérdidas de varianza y Esscher. El factor de credibilidad que obtuvo era de
nuevo igual al de Bühlmann (1967).

Siguiendo también esta ĺınea de trabajo, Gómez-Déniz (2008a) también ha gen-
eralizado los distintos modelos de credibilidad existentes hasta la fecha, al utilizar
una función de pérdida más general que la cuadrática ponderada, generadora de
los principales principios de cálculo de primas, neta, exponencial, Esscher, varian-
za y otros. La función utilizada es la pérdida cuadrática ponderada y equilibrada,
propuesta en Zellner (1994).

Puesto que la distribución a priori del parámetro de riesgo depende, a su vez, de
ciertos parámetros (hiperparámetros) es posible considerar alguno de ellos como
no conocido y aleatorio. El análisis Bayesiano permite atribuirle a su vez una
distribución a priori (hiperpriori). Se entra aśı en un modelo jerárquico, que ya
hab́ıa sido estudiado, desde una perspectiva clásica por Bühlmann-Straub (1972)
y que Klugman (1992) y Gómez-Déniz et al. (2008c) han elaborado siguiendo la
metodoloǵıa bayesiana jerárquica. En ciertos casos es posible obtener de nuevo
fórmulas de credibilidad, aunque en esta ocasión el factor de credibilidad no es
igual que el de Bühlmann (1967).

Recientemente han aparecido nuevos tipos de modelos de credibilidad que se
apartan de la ortodoxia. Algunos de estos modelos permiten incorporar experiencia
de siniestralidad para más de una aseguradora (Guillén et al., 2008). Otro tipo de
modelos tienen en cuenta el hecho emṕıricamente contrastado de que las distribu-
ciones del número de siniestros en el ramo de automóviles están muy cargadas de
ceros, incorporando las llamadas distribuciones infladas de ceros (Boucher y De-
nuit, 2007). Se han propuesto además modelos de credibilidad tipo panel, basados
en varios peŕıodos de tiempo (Gajek et al., 2007).
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12 Teoŕıa de la Credibilidad: Concepto y Perspectiva Histórica

En conclusión: podemos señalar que la teoŕıa de la credibilidad se ocupa básica-
mente de medir la importancia que ha de tener la información de un individuo o
contrato frente a la información del colectivo (la cartera de seguros) en relación a
la prima que debe satisfacer. De ah́ı que con esta teoŕıa se pretende estimar las
primas de seguros a medida que se va obteniendo la experiencia de siniestralidad.
Partiendo de las ideas iniciales de Whitney y Mowbray, basadas en argumentos
heuŕısticos con desarrollos matemáticos parciales, Bailey, Mayerson, Bühlmann,
Straub y Jewell, entre otros, se encargaron posteriormente de proporcionar a esta
teoŕıa un fundamento matemático que ha hecho de la misma una de las ramas más
atractivas y estudiadas de la ciencia actuarial.

Una de las principales aplicaciones de dicha teoŕıa se presenta en el seguro de
automóviles, en el que la prima inicial se va transformando sucesivamente a medida
que se incorpora la información de la siniestralidad (Guillén et al, 2005). Son los
denominados sistemas de tarificación bonus-malus. Se parte de un nivel x neutro,
de modo que para niveles superiores a x el asegurado entra en la escala malus y
para niveles inferiores a x el asegurado entra en la escala bonus. Con este sistema
el asegurado puede ver bonificada o penalizada su prima particular dependiendo
de su propia experiencia de reclamaciones.

En una visión más amplia del término, el concepto credibilidad no incluye
únicamente expresiones del tipo (1.1), sino que incluye además otras expresiones
de riesgo que incorporen tanto la experiencia reciente del riesgo como la experiencia
de un colectivo. La expresión (1.1) presenta la ventaja de distribuir el peso que
sobre la prima total tiene la experiencia individual.

En definitiva, y sin ser exhaustivos, presentamos a continuación de forma re-
sumida la evolución temporal de los distintos modelos desarrollados en teoŕıa de
la credibilidad.
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Algunos modelos de credibilidad

1. Modelo inicial de Whitney (1918)

2. Modelos clásicos: credibilidad parcial y credibilidad total

3. Modelos Bayesianos (Bailey, Mayerson, 1945)

4. Modelo de Bühlmann de distribución libre, 1967

5. Modelo de Bühlmann-Straub, 1972

6. Modelo de Jewell (FED), 1974

7. Modelo de credibilidad con regresores (Hachemeister, 1975)

8. Modelo minimax (Bühlmann, 1975)

9. Modelo Bayesiano general (Heilmann, 1989)

10. Modelos jerárquicos (Klugman, 1992, Gómez et al., 2008c)

11. Modelo de Landsman y Makov (FDE), 1998

12. Modelo basado en funciones de pérdida generales (Gómez-Déniz, 2008a)

13. Modelos basados en robustez Bayesiana

a) Aproximación gamma-minimax (Eichenauer et al., 1988)

b) Aproximación posterior regret-gamma-minimax (Gómez-Déniz et al.,
2006a)

14. Modelo basado en distribuciones infladas de ceros (Boucher and Denuit,
2007)

15. Modelo de credibilidad basado en múltiples peŕıodos de tiempo (Gajek et
al., 2007)

16. Modelos de credibilidad múltiples (Guillén et al., 2008)

En esta investigación se estudiarán algunos de estos modelos de credibili-
dad, destacando los modelos clásicos de credibilidad parcial y total, los modelos
Bayesianos, el modelo de Bühlmann de distribución libre, el modelo de Bühlmann-
Straub, el modelo de Jewell, el de Landsman y Makov, el modelo general bayesiano,
los modelos jerárquicos, el modelo basado en funciones de pérdida generales, aśı co-
mo algunos modelos basados en el uso de la estad́ıstica Bayesiana robusta, gamma-
minimax y posterior regret gamma-minimax. El lector interesado en el resto de
modelos puede consultar la bibliograf́ıa señalada.
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Caṕıtulo 2

Principios de Primas y
Medidas de Riesgo

2.1. Introducción

Los principios de cálculo de primas, aśı como la metodoloǵıa utilizada para
su obtención, constituye un elemento imprescindible en la tarificación mediante
credibilidad. Como es bien conocido, la cobertura de un riesgo por parte de una
compañ́ıa de seguros se establece con la garant́ıa de un contrato, la póliza y exige
al asegurado pagar un precio, la prima. Ajustar una prima como una combinación
lineal convexa entre la prima debida únicamente a su experiencia personal y la que
debeŕıa pagar por el hecho de pertenecer a un colectivo con unas caracteŕısticas
peculiares (la cartera), forma parte del escenario de la teoŕıa de la credibilidad .

En este caṕıtulo estudiaremos detalladamente los principios de primas y las
medidas de riesgos. En la sección 2.2 comenzaremos estudiando generalidades so-
bre las primas. Una prima requiere una serie de propiedades deseables que debe
satisfacer. Los diferentes métodos para la obtención de primas y las propiedades
que se deben verificar se estudiarán en la sección 2.3. Los métodos para la ob-
tención de primas incluyen los métodos ad-hoc, los basados en caracterizaciones,
los métodos basados en modelos económicos y los métodos de las funciones de
pérdida. Las propiedades deseables de una medida de riesgo serán estudiadas en
la sección 2.4.

Las medidas de riesgo y primas basadas en la cola de la distribución (es decir el
VaR y el TVaR) ocupan un lugar importante en la investigación actual en seguros.
Dichas medidas se estudiarán en la sección 2.5. Finalmente, las secciones 2.6 y 2.7
se dedican al estudio de algunas medidas de riesgo y primas especiales: las primas
ponderadas y las basadas en los estad́ısticos ordenados.

15
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16 Principios de Primas y Medidas de Riesgo

2.2. Primas

El cálculo de la prima se basa en la idea simple y coherente de que la experiencia
de reclamaciones ha de estar compensada por pagos fijos, las primas (Bühlmann,
1995). Por lo tanto, ésta no es más que el precio para el seguro (o reaseguro)
vendido por la compañ́ıa aseguradora. Puesto que lo que la compañ́ıa vende es la
cobertura de un riesgo, podemos especificar más la definición anterior como sigue.

Definición 2.1 La prima es el pago que un asegurado hace a un asegurador por
la cobertura total o parcial contra un riesgo.

De forma reducida, una prima mı́nima técnica está compuesta de los siguientes
elementos:

Prima pura de riesgo.

Recargo de seguridad.

Costo adicional para el beneficio.

Por tanto, la prima o precio del servicio es el coste que para la empresa suponen
los siniestros más el margen de beneficio. En este texto nos centraremos en las dos
primeras componentes y no haremos mención a la tercera, que en principio no
parece tener un componente estocástico.

Para su cálculo se requiere algún estimador del número de reclamaciones esper-
ado y de la cantidad asociada a cada una de dichas reclamaciones. En la práctica
es habitual considerar que estos dos componentes, el número de reclamaciones y
la cuant́ıa asociada a cada una de las mismas, son independientes. La razón, a
parte de conveniencia matemática, obedece a lo siguiente. La mayoŕıa de los fac-
tores de riesgo afectan de manera separada a cada una de las componentes. Por
ejemplo, una legislación que obligue a llevar el cinturón de seguridad abrochado
en el veh́ıculo afecta a la cuant́ıa del daño pero no a la frecuencia del suceso. Por
el contrario, una medida más restrictivas sobre la tasa de alcohol a la que un con-
ductor puede pilotar un veh́ıculo afectará al número de reclamaciones pero apenas
tendrá efecto sobre la cuant́ıa.

Por otro lado, la forma de recogida de datos por parte de las compañ́ıas ase-
guradoras determinará la metodoloǵıa de trabajo, y son las siguientes:

1. En algunas ocasiones las compañ́ıas recogen datos solamente de los costes
totales en unidades monetarias generadas por cada póliza cada año. En este
caso la única v́ıa para trabajar es utilizar estos costes totales y todos los
modelos y/o estimadores se referirán a la distribución del coste total.

2. En otras ocasiones los datos se recogen separadamente para número de sinie-
stros y coste de cada uno de ellos. La v́ıa para trabajar es, en este caso, com-
poner los dos modelos, del número de siniestros y de la cuant́ıa de los mismos,
para obtener la distribución del coste total o cantidad total reclamada.
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2.3. Métodos para la obtención de primas 17

3. Por último, en algunas ocasiones se cree (algunas compañ́ıas lo hacen para
seguros de automóviles) que el número de siniestros es la única componente
que está bajo el control del asegurador. Esto se piensa aśı porque una vez
ocurrido un siniestro, la cuant́ıa del mismo está fuera de control del asegu-
rador. En este caso la v́ıa para trabajar es hacerlo solamente con el número
de siniestros.

En la práctica, si el cálculo de la prima se lleva a cabo teniendo en cuenta sólo el
número de reclamaciones, la prima resultante se obtendrá multiplicando ésta por
la cantidad media de reclamación, siempre que se haya asumido independencia
entre las dos componentes.

El precio correcto, que es llamado rating, es vital, pues si es demasiado bajo
representa una pérdida para la compañ́ıa aseguradora y si es demasiado alto se
pierde competitividad frente a otras. Por tanto, una de las labores del actuario
consiste en encontrar métodos de cálculo de primas, generalmente llamados en la
literatura actuarial principios de cálculo de primas.

2.3. Métodos para la obtención de primas

En el contexto de la estad́ıstica actuarial y el análisis de riesgos, un riesgo
equivale a una variable aleatoria. En lo que sigue denotamos por X la variable
aleatoria número de reclamaciones, cantidad reclamada (severidad) o bien una
combinación de ambas. Tenemos la siguiente definición de principio de cálculo de
prima.

Definición 2.2 Un principio de cálculo de prima es una función H[X] que asigna
a un riesgo X un número real, que es la prima.

En la práctica, el principio de cálculo de prima dependerá de la función de dis-
tribución FX(x) que siga la variable aleatoria X, por lo que en vez de hablar de
H[X] como una función debeŕıa hablarse en términos más precisos del funcional
H[FX ] como aparece en Gerber (1979).

En las siguientes secciones describiremos cuatro métodos para la obtención de
primas:

Método ad-hoc.

Método basado en caracterizaciones.

Método económico.

Método de las funciones de pérdida.
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18 Principios de Primas y Medidas de Riesgo

2.3.1. Propiedades de los principios de cálculo de primas

Como paso previo al estudio de los métodos para la obtención de primas,
pasamos a establecer una serie de propiedades deseables o axiomas que debeŕıa de
satisfacer un principio de prima.

No existe en la literatura actuarial un sistema axiomático comúnmente acep-
tado de propiedades que un principio de cálculo de prima debeŕıa satisfacer. Sin
ser exhaustivos, contribuciones importantes en esta materia pueden encontrarse en
Gerber (1979), Heilmann (1989), Hürlimann (1994) y Young (2004). Destacamos
las siguientes propiedades que un principio de cálculo de prima H[X] debeŕıa sat-
isfacer:

1. Independencia. H[X] depende únicamente de la función de distribución de
X.

Esta propiedad establece que la prima depende sólo de la pérdida monetaria
debida al riesgo (descrita a través de la función de distribución) y no de la
causa de esta pérdida.

2. Recargo de seguridad no negativo.

H[X] ≥ E[X],

Esto significa que para evitar la ruina técnica la ganancia esperada H[X]−
E[X] será no negativa.

3. Riesgos constantes: H[c] = c, para toda constante c ≥ 0.

Esto significa que para un riesgo no aleatorio X = c, con Pr(X = c) = 1, la
prima a cobrar será c.

4. No estafa. La prima no excederá a la reclamación máxima posible: sup[X]:

H[X] ≤ sup[X].

5. Consistencia. Para cada riesgo X y cada constante c,

H[X + c] = H[X] + c.

Esto significa que si el beneficio se incrementa en una constante esta con-
stante tiene que ser añadida a la prima.

6. Homogeneidad positiva.

H[cX] = cH[X], para todo c ≥ 0,

que resulta conveniente para corregir efectos inflacionarios.
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7. Aditividad : Para todo X1, X2 ∈ X :

H[X1 + X2] = H[X1] + H[X2].

8. Subaditividad : Para todo X1, X2 ∈ X :

H[X1 + X2] ≤ H[X1] + H[X2].

9. Superaditividad : Para todo X1, X2 ∈ X :

H[X1 + X2] ≥ H[X1] + H[X2].

10. Aditividad de riesgos independientes Si X1 y X2 son riesgos independientes
entonces:

H[X1 + X2] = H[X1] + H[X2].

Esto quiere decir que la incorporación de riesgos independientes afecta a la
prima total de modo aditivo.

11. Aditividad para riesgos comonótonos:

H[X1 + X2] = H[X1] + H[X2],

para todo X1, X2 ∈ X riesgos comonótonos.

12. Monotonicidad. Si X1(w) ≤ X2(w) para todo w ∈ Ω, entonces H[X1] ≤
H[X2].

13. La prima preserva la ordenación estocástica de primer orden: Si SX1(t) ≤
SX2(t), para todo t ≥ 0, entonces: H[X1] ≤ H[X2].

14. La prima preserva la ordenación estocástica stop-loss: Si E[X1 − d]+ ≤
E[X2 − d]+, para todo d ≥ 0, entonces: H[X1] ≤ H[X2].

15. Continuidad. Si X ∈ X , entonces:

ĺım
a→0+

H[máx(X − a, 0)] = H[X],

y
ĺım

a→∞
H[mı́n(X, a)] = H[X].

16. Iteratividad. Si X y Θ son dos riesgos arbitrarios dependientes, entonces:

H[X] = H[H[X|Θ]].

Esto significa que la prima para X puede calcularse en dos pasos. Primero
calcular la prima condicionada H[X|Θ], aplicando H a la distribución condi-
cional de X. Esta prima condicional es una función de Θ y por lo tanto una
variable aleatoria en śı misma. Entonces se aplica H a la distribución de
H[X|Θ], para obtener H[H[X|Θ]].
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20 Principios de Primas y Medidas de Riesgo

2.3.2. Método ad-hoc: catálogo de principios de prima

En esta sección incluimos un catálogo de los principales principios de prima y a
continuación incluiremos las propiedades que satisfacen cada uno de ellos. El méto-
do ad-hoc para elegir una prima consiste en seleccionar las propiedades adecuadas
que debe de satisfacer (de acuerdo con la sección anterior) para a continuación
elegir la correspondiente prima.

1. Principio de prima neta:
H[X] = E[X]. (2.1)

2. Principio del valor esperado:

H[X] = (1 + λ)E[X], λ > 0. (2.2)

En este caso el recargo de seguridad es λE(X).

El principio de prima neta, aśı como el de valor esperado raramente se uti-
lizan en seguros de propiedad y daños a terceros. La razón es sencilla, y es
que asigna la misma prima a todos los riesgos con la misma media, cuando
el colectivo de asegurados es heterogéneo. Además, el primero, no incluye el
recargo de seguridad.

3. Principio de varianza:

H[X] = E[X] + λVar[X], λ > 0. (2.3)

La ventaja de este principio es que no sólo estima la siniestralidad media del
riesgo, sino que proporciona además el recargo de seguridad que debe llevar
la prima para atender a las desviaciones aleatorias de la siniestralidad. Medi-
ante la expresión anterior se dice que el recargo de seguridad es proporcional
a la varianza.

4. Principio de desviación t́ıpica:

H[X] = E[X] + λ
√

Var[X], λ > 0. (2.4)

Este principio ha sido utilizado por Balbás, Gil y Heras (1990) como medida
de riesgo en un problema de reaseguro óptimo.

El principio de desviación t́ıpica y el de varianza son los más utilizados en
estos los tipos de seguros mencionados anteriormente.

5. Principio de utilidad exponencial:

H[X] =
1
α

log E[eαX ], α > 0. (2.5)
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Este principio de cálculo de prima viene dado en términos del logaritmo
de la función generatriz de momentos de la variable aleatoria X. En teoŕıa
de la decisión a α se le denomina constante de aversión al riesgo (también
llamada medida de Arrow-Pratt) asociada al decisor. Aunque posteriormente
se obtendrá este principio utilizando una función de pérdida, el nombre de
principio de utilidad esperada obedece a que puede obtenerse a partir de la
función de utilidad

U(z) =
1
α

(
1− e−αz

)
, (2.6)

donde z mide la riqueza de la aseguradora. Para calcular la prima en este
caso se elige P que satisfaga la ecuación

U(z) =
∫

U(z + H[X]− x)dx, (2.7)

donde se iguala la utilidad antes de la operación de aseguramiento con la
utilidad esperada después de dicha operación. Sustituyendo (2.7) en (2.6) se
obtiene, después de algunos cálculos, la expresión (2.5).

Puede probarse (Gerber, 1979) que la prima exponencial crece conforme lo
hace la constante de aversión al riesgo α y decrece con ella. Además cuando
α → 0 se obtiene el principio de prima neta y cuando α → ∞ la prima
resultante es el máximo valor de X (Kaas et al., 2001).

6. Principio de Esscher:

H[X] =
E[XeαX ]
E[eαX ]

, α > 0. (2.8)

El principio Esscher admite también la siguiente interpretación. Si f(x) es
la función de densidad de probabilidad asociada al riesgo X, es obvio que

g(x) =
eαxf(x)∫
eαxf(x)dx

(2.9)

es una función de densidad de probabilidad genuina. Aśı, la prima Esscher
no es más que la prima neta asociada al riesgo X bajo la densidad (2.9).
Si la variable aleatoria Y sigue la función de densidad (2.9), su función de
distribución es

GX(x) =

∫ x

0
eαyf(y)dy

MY (α)
, (2.10)

con MY (α) =
∫∞
0

eαyf(y)dy. (2.10) recibe también el nombre de transfor-
mada de Esscher de F (x) =

∫ x

0
f(t)dt, de ah́ı que el principio al que hacemos

referencia se le conozca como principio de prima Esscher.
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22 Principios de Primas y Medidas de Riesgo

7. Principio de prima de azar proporcional:

H[X] =
∫ ∞

0

[SX(t)]cdt, 0 < c < 1, (2.11)

donde SX(t) = Pr(X > t) es la función de supervivencia de X.

8. Principio de utilidad equivalente. La prima H[X] debe satisfacer,

u(w) = E[u(w −X + H)], (2.12)

donde u(·) es la función de utilidad del asegurado, que es creciente y cóncava,
y donde w representa la riqueza inicial.

9. Principio de prima de Wang:

H[X] =
∫ ∞

0

g[SX(t)]dt, (2.13)

donde g : [0, 1] → [0, 1] es una función creciente, cóncava, llamada función de
distorsión de la cola. Este principio general da lugar a una amplia clase de
primas que han sido detalladamente estudiadas en la literatura (Denneberg
(1994) y Wang (1995, 1996)), donde se han propuesto diversas formas fun-
cionales para g.

10. Principio de prima Suizo. La prima H es la solución de la ecuación:

E [v (X − zH)] = v ((1− z)H) , (2.14)

en la que v(·) es una función peso verificando v′(z) > 0, v′′(z) ≥ 0, si z > 0.

11. Principio de Prima Holandés. La prima es:

H[X] = E[X] + λE [(X − αE(X))]+ , α ≥ 1, 0 < λ ≤ 1, (2.15)

donde X+ = máx{X, 0}.

Las propiedades que satisfacen los diferentes principios de cálculo de primas se
recogen en la tabla 2.1.

2.3.3. Método basado en caracterizaciones

El método basado en caracterizaciones consiste en elegir aquellos principios
de primas que vienen caracterizados por un determinado conjunto de propiedades
deseables. Por ejemplo, Furman y Zitikis (2008) han caracterizado primas ponder-
adas en términos de propiedades de invarianza frente a transformaciones de escala,
traslaciones y aditividad.
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Principio de Prima

Propiedad

1 + + + + + + + + + + +

2 + + + + + - + + + + +

3 + - + + + + + + + + +

4 + - - - + + + + + + +

5 + - + + + + + + + - -

6 + + - + - - + - + - +

7 + + - - - - - - - - -

8 + + - - - - + - + - +

9 + + - - - - - - - - -

10 + + + - + - - - - - -

11 + + - - - - + - + - -

12 + + - - + - + + + + +

13 + + - - + - + + + + +

14 + + - - + - + + + + +

15 + + + + + + + + + + +

16 + + - + + - - - - - -

Util Wang HolandesSuizoNeta V. Esp Var Desv. T Expo Esscher Azar

Figura 2.1: Propiedades de los principios de cálculo de primas (Kass et al. (2001),
Young (2004) y Sarabia et al. (2006)).

2.3.4. Método económico

La teoŕıa económica de la utilidad esperada puede utilizarse para la obtención
de primas. Por ejemplo, el principio de prima de Esscher puede obtenerse a partir
de la teoŕıa de la utilidad esperada. Supongamos que un asegurador j se enfrenta
a un riesgo Xj , j = 1, 2, . . . , n. Supongamos que el asegurador j tiene una función
de utilidad exponencial uj(w) = 1− e−αjw. Bühlmann (1995) define un equilibrio
de modo que cada agente maximiza su utilidad esperada. Este equilibrio coincide
con el óptimo de Pareto.

Teorema 2.1 Con las hipótesis anteriores, el precio para el riesgo X en el equi-
librio viene dado por,

H[X] =
E[XeαZ ]
E[eαZ ]

,

donde Z = X1 + . . . + Xn es el riesgo agregado y α =
{∑n

i=1 α−1
i

}−1
.

2.3.5. Funciones de pérdida y prima de riesgo

Consideremos ahora una función de pérdida L : IR2 −→ IR que atribuya a
algún (x, P ) ∈ IR2 la pérdida soportada por un decisor que toma la acción P y se
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24 Principios de Primas y Medidas de Riesgo

encuentra con el resultado x de algún experimento aleatorio. La prima de riesgo
se define de la siguiente manera.

Definición 2.3 Dados un riesgo X con función de distribución FX(x) y una fun-
ción de pérdida L : IR2 −→ IR , la prima de riesgo es el valor de H que minimiza
la pérdida esperada

∫

X
L(x,H)dFX(x) = E [L(X,H)] , (2.16)

donde x es el resultado del experimento aleatorio X y H la prima cobrada por
tomar x.

Obviamente, si X es discreta H deberá minimizar la pérdida esperada
∞∑

x=0

L(x,H) Pr(X = x),

donde Pr(X = x) = fX(x) es la función de densidad discreta o función de cuant́ıa.
Esta metodoloǵıa de cálculo de prima utilizando funciones de pérdidas, fue

propuesta por Heilmann (1989), obteniendo de esta manera muchos de los princi-
pios de cálculo de prima que ya se utilizaban aśı como otros nuevos.

Para obtener las diversas primas de riesgo consideramos las funciones de pérdi-
da:

Cuadrática

Exponencial

Cuadrática ponderada

Tenemos los siguientes resultados:

Teorema 2.2 Si consideramos la función de pérdida cuadrática, dada por

L(x,H) = (x−H)2,

resulta,
H[X] = E[X], (2.17)

el principio de prima neta o de equivalencia.

Demostración: Consideremos el funcional,
∫

L(x,H)dFX(x) =
∫

(x−H)2dFX(x).

Derivando con respecto a H e igualando a cero obtenemos:

−2
∫

(x−H)dFX(x) = 0,

de donde se obtiene el principio de prima neta.
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Teorema 2.3 Si consideramos la función de pérdida exponencial, dada por

L(x,H) =
1
α

(eαx − eαH)2,

con α > 0 , resulta,

H[X] =
1
α

log E
[
eαX

]
, (2.18)

que es el principio de utilidad exponencial

Teorema 2.4 Si consideramos la función de pérdida cuadrática ponderada, con
peso g(x) = eαx, dada por

L(x,H) = eαx(x−H)2,

con α > 0, entonces

H[X] =
E

[
XeαX

]

E [eαX ]
, (2.19)

que es el principio de prima Esscher.

Teorema 2.5 Si consideramos la función de pérdida cuadrática ponderada, con
peso g(x) = x, dada por

L(x,H) = x(x−H)2,

entonces:

H[X] =
E

[
X2

]

E [X]
= E [X] +

Var [X]
E [X]

, (2.20)

que es el principio de varianza.

El siguiente resultado se muestra útil para probar la propiedad de recargo de
seguridad no negativo de los principios de cálculo de prima antes presentados.

Teorema 2.6 Si h(x) = x, es decir L(x,H) = g(x)(x − H)2 y g : IR+ −→
IR+, entonces g(x) es creciente (decreciente) si y sólo śı para todo riesgo X con
Pr (X > 0) = 1 se verifica:

H[X] =
E [g(X)X]
E [g(X)]

≥ E[X], (2.21)

o bien,

H[X] =
E [g(X)X]
E [g(X)]

≤ E[X], (2.22)

si g(x) es decreciente.
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26 Principios de Primas y Medidas de Riesgo

En general, para obtener las diversas primas de riesgo consideramos funciones
de pérdidas de la forma

L(x,H) = g(x) [h(x)− h(H)]2 , (2.23)

donde g(x) y h(x) son funciones apropiadas cuyas esperanzas bajo f(·) existen.
Ahora utilizando (2.16) y el siguiente resultado podemos obtener la prima de
riesgo.

Teorema 2.7 Si h(x) es estrictamente creciente y diferenciable (y por tanto in-
vertible) y g(x) es no negativa, entonces para todo riesgo X con E [g(X)] < ∞ y
E [g(X)h(X)] < ∞, se tiene que

H[X] = h−1

{
E [g(X)h(X)]

E [g(X)]

}
. (2.24)

Demostración: Derivando con respecto H el funcional
∫

L(x,H)dFX(x) =
∫

g(x) [h(x)− h(H)]2 dFX(x),

resulta
−2

∫
g(x) [h(x)− h(H)] h′(H)dFX(x) = 0,

de donde

h′(H)
∫

g(x)h(x)dFX(x)− h(H)h′(H)
∫

g(x)dFX(x) = 0.

Ahora, puesto que h′(H) > 0 resulta:

h(H) =

∫
g(x)h(x)dFX(x)
∫

g(x)dFX(x)
,

y por tanto:

H[X] = h−1





∫
g(x)h(x)dFX(x)
∫

g(x)dFX(x)





= h−1

{
E [g(X)h(X)]

E [g(X)]

}
.

Si aplicamos el teorema 2.7 con las pérdidas cuadrática, exponencial y cuadrática
ponderada obtenemos los principios antes vistos.
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Por otro lado, cabe también la posibilidad de generar principios de cálculo de
primas considerando otras funciones de pérdidas. De este modo, bajo la función
de pérdida:

L(x,H) =
(x−H)2

x
, x > 0, Pr (X > 0) = 1,

se obtiene la prima de riesgo,

H[X] = {E[X−1]}−1.

Si se considera la función de pérdida

L(x,H) =
(x−H)2

x(x + 1)
, x > 0, Pr (X > 0) = 1,

se obtiene la prima de riesgo

H[X] =
E

[
(X + 1)−1

]

E [(X(X + 1))−1]
.

Finalmente, bajo la función de pérdida

L(x, H) = (log x− log H)2 , x > 0, H > 0, Pr (X > 0) = 1,

la prima de riesgo resultante es:

H[X] = exp {E [log (X)]} ,

que coincide con el riesgo media geométrica.

Ejemplo 2.1 Vamos a probar que la prima Esscher cumple las propiedades 2, 3,
4, 5 y 7 de las propiedades deseables para un principio de cálculo de prima.

Recargo de seguridad no negativo. El principio Esscher se obtiene a partir de
la función de pérdida L(x, H) = eαx(x−H)2, que es de la forma (2.23), por
tanto haciendo uso del resultado (2.21) se obtiene

H [X] =
E

[
XeαX

]

E [eαX ]
≥ E [X] .

Riesgos constantes: H[c] =
E [ceαc]
E [eαc]

=
ceαc

eαc
= c.

No estafa. Se verifica que X ≤ sup[X] y por tanto XeαX ≤ sup[X]eαX de
donde:

E[XeαX ] ≤ sup[X]E[eαX ],

y por tanto H[X] = E[XeαX ]
E[eαX ]

≤ sup[X].
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Consistencia:

H[X + c] =
E

[
(X + c)eα(X+c)

]

E
[
eα(X+c)

]

=
E

[
Xeα(X+c)

]

E
[
eα(X+c)

] + c

= H[X] + c.

Aditividad : Si X1 y X2 son dos riesgos que se suponen independientes, en-
tonces:

H[X1 + X2] =
E

[
(X1 + X2) eα(X1+X2)

]

E
[
eα(X1+X2)

]

=
E[X1e

αX1 ]E[eαX2 ] + E[X2e
αX2 ]E[eαX1 ]

E[eαX1 ]E[eαX2 ]

=
E[X1e

αX1 ]
E[eαX1 ]

+
E[X2e

αX2 ]
E[eαX2 ]

= H[X1] + H[X2].

2.4. Propiedades deseables de una medida de ries-
go

La medición del riesgo ha dado lugar a un importante número de publica-
ciones recientes (ver por ejemplo Artzner (1999), Dhaene et al. (2003), Landsman
y Sherris (2001), Wang (2000)). La idea es que una medida de riesgo debe permitir
obtener las correspondientes primas que reflejen adecuadamente la incertidumbre
inherente en la distribución de X.

Definición 2.4 Una medida de riesgo es un funcional ρ : X → [0,∞) que hace
corresponder a un riesgo X un número real no negativo ρ[X] (que puede ser in-
finito), que representa la cantidad adicional que se debe añadir a X para hacerlo
aceptable.

Varios autores han seleccionado algunos principios para formar un conjunto de
requerimientos que debeŕıa satisfacer una medida de riesgo. La siguiente definición
ha sido propuesta por Artzner et al. (1999).

Definición 2.5 (Medidas coherentes de riesgo) Una medida coherente de ries-
go ρ[X] se define como aquella medida que satisface las siguientes cuatro propiedades:

1. Subaditividad: ρ[X1 + X2] ≤ ρ[X1] + ρ[X2].
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2. Monotonicidad: Si X1(w) ≤ X2(w): ρ[X1] ≤ ρ[X2].

3. Homogeneidad positiva: Si c > 0, ρ[cX] = cρ[X].

4. Invarianza frente a traslaciones: Si c > 0, ρ[X + c] = ρ[X] + c.

Es importante tener en cuenta que coherente se define con respecto a un determina-
do conjunto de axiomas, y no a un conjunto de axiomas universalmente aceptado.
Modificando el conjunto de axiomas, se obtiene otra medida coherente de riesgo.

2.5. Medidas de riesgo y primas basadas en la cola
de la distribución

En la última década se ha producido un creciente interés en la práctica fi-
nanciera y actuarial para la obtención de los cuantiles (o percentiles) de probabil-
idad de la distribución de un riesgo. Puesto que la interpretación de los cuantiles
se realiza en términos probabiĺısticos y es bastante clara, dichos valores han en-
contrado un lugar destacado en la gestión de riesgos, por medio del llamada valor
en riesgo (VaR). Este concepto responde a la siguiente pregunta, ¿cuánto podemos
esperar perder en un d́ıa, semana, año,. . . con una probabilidad dada?

En el mundo financiero y actuarial el valor en riesgo se ha convertido en una
de las principales herramientas cuantitativas.

Definición 2.6 Dado un riesgo X con función de distribución FX y un nivel
de probabilidad q ∈ (0, 1), se define el valor en riesgo, que lo denotaremos por
V aR[X; q] como,

V aR[X; q] = F−1
X (q) = inf{x : FX(x) ≥ q}, 0 < q < 1, (2.25)

donde F−1
X (·) denota la función de distribución inversa.

Además del no cumplimiento de la propiedad de subaditividad el valor en
riesgo presenta algunos inconvenientes. Un valor aislado del VaR para un nivel
de probabilidad q no proporciona información sobre el tamaño de la cola superior
de la distribución. Esto es un considerable inconveniente puesto que un actuario
además de la frecuencia, está interesado en la severidad de un suceso. Nos interesa
por tanto una medida de riesgo que nos indique cuanto de malo es una suceso
malo.

En este sentido se define el valor en riesgo en la cola, como la media de todos
los valores en riesgo en la cola de la distribución.

Definición 2.7 Dado un riesgo X con función de distribución FX y un nivel de
probabilidad q ∈ (0, 1), se define el valor en riesgo en la cola, y lo representaremos
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30 Principios de Primas y Medidas de Riesgo

por TV aR[X; q] como,

TV aR[X; q] =
1

1− q

∫ 1

q

V aR[X; q]dq, 0 < q < 1. (2.26)

En el caso de riesgos con función de distribución FX de tipo continuo, una im-
portante propiedad del valor en riesgo en la cola (2.26) es que coincide con la
esperanza condicionada en la cola, definida por,

TCE[X; q] = E[X|X > V aR[X; q]], (2.27)

que mide el valor medio de los percentiles en la cola de la distribución. Furman
y Landsman (2007) han argumentado que el TCE (o equivalentemente el TVaR
en el caso continuo) puede ser considerado como un principio de prima y puede
obtenerse como una prima ponderada, como veremos en la siguiente sección.

Ejemplo 2.2 Las distribuciones probabiĺısticas de extremos se han convertido en
elemento indispensable en el análisis de datos, tanto en finanzas como en seguros.
Consideremos una distribución de Gumbel con función de distribución,

F (x; µ, σ) = exp
{
− exp

{
−x− µ

σ

}}
, −∞ < x < ∞, (2.28)

donde σ > 0 y µ ∈ IR. Mediante la función inversa de (2.28) obtenemos el valor
en riesgo,

VaR[X; q] = µ− σ log[− log(q)], 0 < q < 1. (2.29)

El valor en riesgo en la cola viene dado por la media de (2.29) de acuerdo con la
definición (2.26). Se puede demostrar que,

TVaR[X, q] =
1

1− q
[µ(1− q)− σ {−γ + Ei[log q]− q log[− log q]}] , (2.30)

donde γ =0.57722. . . , es la constante de Euler y Ei[·] es la función exponencial
integral, definida por,

Ei[z] = −
∫ ∞

−z

e−t

t
dt. (2.31)

Veamos un ejemplo de cálculo de estas dos medidas.

Ejemplo 2.3 Un analista de riesgos tiene que estimar temperaturas extremas de
una determinada zona. La tabla 2.1 muestra 15 observaciones de estas temper-
aturas en grados cent́ıgrados. Los estimadores de máxima verosimilitud de µ y σ
son:

µ̂ = 33,5, σ̂ = 2,241
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Los valores en riesgo y en riesgo en la cola para un nivel de probabilidad q se
obtienen por medio de (2.29) y (2.30) sustituyendo µ y σ por sus estimadores de
máxima verosimilitud. La figura 2.2 representa las dos funciones. De este modo:

VaR[X; 0,99] = 43,8089; TVaR[X; 0, 99] = 46,0556

y

VaR[X; 0,999] = 48,9792; TVaR[X; 0, 999] = 51,2207.

VaR@X;qD

TVaR@X;qD

Nivel de probabilidad: q

0.0 0.2 0.4 0.6 0.8 1.0

30

35

40

45

Figura 2.2: Valor en riesgo (VaR) y valor en riesgo en la cola (TVaR) de la dis-
tribución de Gumbel con los datos del Ejemplo 2.3.

Tabla 2.1: Datos de temperaturas extremas (Bury, 1999).

32.7 30.4 31.8 33.2 33.8 35.3 34.6 33.0
32.0 35.7 35.5 36.8 40.8 38.7 36.7
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32 Principios de Primas y Medidas de Riesgo

2.6. Una clase de medidas de riesgos ponderadas

A partir del Teorema general 2.7 se pueden obtener una gran variedad de
principios de primas. Recientemente, Furman y Zitikis (2008) han propuesto una
importante subclase de (2.24). Sea w : [0,∞) → [0,∞] una función peso tal que
E[w(X)] < ∞. Consideremos la clase de distribuciones ponderadas considerada
por Patil y Rao (1978):

FXw(x) =
E[1(X ≤ x)w(X)]

E[w(X)]
,

donde 1(S) es la función indicador, que vale 1 si S es cierto y 0 en otro caso. Por
extensión de (2.13) podemos considerar la clase de primas ponderadas:

H[Xw] =
∫ ∞

0

F̄Xw(x)dx. (2.32)

Un número importante de primas son casos especiales de H[Xw]. Para probar esto,
escribimos H[Xw] como,

H[Xw] =
E[Xw(X)]
E[w(X)]

. (2.33)

Entonces, la prima H[Xw] incluye como casos particulares (Heilman (1989) y
Kamps (1998)):

Prima neta: E[X], cuando w(x) es constante,

Prima varianza modificada: E[X] + Var[X]/E[X] cuando w(x) = x,

Prima de Esscher: E[XeλX ]/E[eλX ], eligiendo w(x) = eλx,

Prima de Kamps: (1998) E[X(1−e−λX ]/E[1−e−λX ] cuando w(x) = 1−e−λx,

aśı como las primas basadas en la cola de la distribución:

Valor en riesgo en la cola: TVaR[X; q], eligiendo w(x) = 1{X > VaR[X; q]},
Prima varianza en la cola modificada: TVaR[X; q]+ V ar[X|X>V aR[X;q]]

TV aR[X;q] cuan-
do w(x) = x · 1{X > VaR[X; q]}.

Otra clase de prima pueden obtenerse considerando la función peso,

w(x) = xc,

para algún valor fijo c ∈ (0, 1]. Esta función da lugar a,

H[Xc] =
E[Xc+1]
E[Xc]

. (2.34)

Puesto que (2.34) es el ratio de dos momentos, puede ser fácilmente calculado para
un buen número de distribuciones.
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2.7. Primas basadas en estad́ısticos de orden 33

Ejemplo 2.4 Consideremos un riesgo X con distribución lognormal, definido por
medio de la función de densidad,

f(x; µ, σ) =
1

xσ
√

2π
exp

{
−1

2

(
log x− µ

σ

)2
}

, x > 0.

Puesto que E[Xr] = exp(µr+r2σ2/2) si r > 0, la expresión (2.34) se convierte en:

H[Xc] = exp{µ + (c + 1/2)σ2}.

2.7. Primas basadas en estad́ısticos de orden

Además de los principios descritos anteriormente, existen otros muchos princi-
pios que se han descrito en la literatura (Tsanakas y Desli (2003), Heilpern (2003),
Young (2004), Denuit et al. (2006), entre otros).

En esta sección describiremos brevemente principios de prima basados en los
estad́ısticos de orden del riesgo, descrito tanto en el contexto del modelo de riesgo
individual o colectivo. Sea X1, . . . , XN una muestra de riesgos donde N una va-
riable aleatoria de conteo con Pr(N ≥ 1) = 1. Consideremos la muestra de riesgos
ordenada:

X1:N ≤ X2:N ≤ . . . ≤ XN :N ,

donde X1:N representa el menor valor, X2:N el segundo menor etc. Definimos la
variable aleatoria,

RN =
N∑

k=1

fi(Xi:N )

donde fi son funciones reales con fi(x) ≤ x y
∑n

i=1 f(xi) ≥ 0 si x1 ≤ . . . ≤ xn. A
partir de RN , Kremer (1985) define la prima,

H[RN ] = E[RN ] + λ
√

Var(RN ). (2.35)

con λ ≥ 0. Si fi = ci = 1 son constantes y λ = 0 obtenemos la prima neta del
modelo de riesgo clásico. La variable RN permite además modelizar determinados
reaseguros. Si disponemos de una muestra fija de n reclamaciones podemos definir
la prima basada en el principio de varianza del máximo:

H[Xn:n] = E[Xn:n] + λ
√

Var[Xn:n], (2.36)

válida en el contexto del modelo de riesgo individual.
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Caṕıtulo 3

Modelización del Riesgo en
Familias Paramétricas

3.1. Introducción

En este caṕıtulo estudiaremos modelos de distribuciones paramétricas que
pueden ser utilizadas para describir el riesgo de un colectivo, tanto en seguros
como en riesgos operacionales.

Los modelos que aqúı introducimos serán también utilizados en los modelos de
credibilidad, tanto para modelizar el colectivo de una cartera, como las distribu-
ciones a priori de algún parámetro de interés.

Entre los textos que incluyen teoŕıa y aplicaciones sobre distribuciones proba-
biĺısticas podemos destacar: Arnold et al. (1992 y 1999), Balakrishnan y Nevzorov
(2003), Kleiber y Kotz (2003), Castillo et al. (2005), Sarabia et al. (2006) y los
clásicos Johnson, Kotz y Balakrishnan (1994 y 1995). En este caṕıtulo estudiare-
mos medidas de riesgo que pueden ser utilizadas en credibilidad para modelizar
datos de pérdidas. Más concretamente, obtendremos expresiones para las dos me-
didas de riesgo en la cola que actualmente se están utilizando en la práctica como
son el VaR y el TVaR. El cálculo de estas medidas es muy reciente en la moderna
práctica actuarial.

Los contenidos de este caṕıtulo son los siguientes. En la sección 3.2 presentare-
mos los siguientes modelos paramétricos de uso habitual en la ciencia actuarial: las
distribuciones de Pareto, las distribuciones exponencial, gamma y gamma inverti-
da, las distribución normal y lognormal, la distribución de Weibull y la distribución
inversa Gaussiana. Obtendremos los VaR y TVaR para los diferentes modelos. El
análisis de las colas de una distribución constituye para el analista de riesgos uno
de los aspectos claves a la hora de elegir una distribución de pérdidas. Este as-
pecto será estudiado en la sección 3.2.7. En la sección 3.3 presentamos un caso de

35
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36 Modelización del Riesgo en Familias Paramétricas

estudio aplicado a datos normalizados sobre daños de huracanes. Se propondrán
diversos modelos paramétricos, además de un modelo de regresión basado en la
distribución inversa Gaussiana. Finalmente se obtendrán diversas primas basadas
en los modelos seleccionados.

3.2. Modelos paramétricos

En esta sección estudiaremos diversos modelos paramétricos, y obtendremos
algunas medidas de riesgo importantes. Concretamente, estudiaremos los siguientes
grupos de distribuciones paramétricas:

Distribuciones de Pareto (Pareto I y II).

Distribuciones exponencial, gamma y gamma invertida.

Distribuciones normal y lognormal.

Distribución de Weibull.

Distribución inversa Gaussiana.

3.2.1. Distribuciones de Pareto

La distribuciones de Pareto han sido ampliamente utilizadas en la literatura
actuarial y de riesgos por sus buenas propiedades. El texto de Arnold (1983) es
una de las referencias clásicas sobre las distribuciones de Pareto en sus diferentes
aspectos. Desde el punto de vista del análisis de riesgos, el ajuste de la cola de
una distribución es un aspecto clave: interesa que los sucesos poco probables pero
con gran severidad tengan una probabilidad no despreciable. La función de den-
sidad de la distribución de Pareto converge a cero mucho más lentamente que la
distribución normal y lognormal. Por tanto, resulta mucho más seguro utilizarla
para determinar las primas de un reaseguro en los tramos de grandes siniestros
(sección 3.2.7).

Como es bien conocido, existen diversos tipos de distribuciones de Pareto. Una
de las más utilizadas es la distribución clásica de Pareto, que forma parte de la
jerarqúıa de distribuciones propuesta por Arnold (1983), donde se comienza por la
distribución más sencilla y se van enriqueciendo las distribuciones, hasta tener un
total de cuatro modelos anidados. En esta investigación nos interesaremos en la
distribución de Pareto clásica y la distribución de Pareto tipo II a veces llamada
Pareto generalizada.

Una variable aleatoria X sigue una distribución clásica de Pareto, si la función
de densidad es:

f(x; α, σ) =
ασα

xα+1
, x > σ > 0, (3.1)
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3.2. Modelos paramétricos 37

con α > 0, y f(x) = 0 si x < σ. Por otro lado, una variable aleatoria X sigue
una distribución de Pareto tipo II (o generalizada) si la función de densidad viene
dada por:

f(x;α, σ) =
α/σ

(1 + x/σ)α+1
, x > 0 (3.2)

y f(x; α, σ) = 0 si x < 0, donde α > 0 es un parámetro de forma y σ un parámetro
de escala. Para la distribución clásica de Pareto, la tabla 3.1 muestra algunos
valores aproximados del parámetros α dependiendo del tipo de suceso con que
trabajemos (Antal (2001)). Estos valores pueden resultar de utilidad a la hora de
asignar los parámetros de la distribución a priori de α en inferencia Bayesiana.

Tabla 3.1: Distribución clásica de Pareto: valores aproximados del parámetro de
forma (Antal (2001)).

Tipo de suceso Valor aproximado de α
Terremotos y tormentas ≈1.0
Incendios ≈2.0
Incendios en industrias ≈1.5
Responsabilidad general ≈1.8
Responsabilidad general automóviles ≈2.5
Daños en el trabajo ≈2.0

Las cantidades VaR y TVaR de las distribuciones de Pareto se pueden obtener
de forma expĺıcita. Para el caso de la distribución clásica de Pareto con densidad
(3.1), el valor en riesgo viene dado por,

VaR[X; q] = σ(1− q)−1/α, 0 < q < 1. (3.3)

invirtiendo la función de distribución asociada a (3.1).
Para la existencia del TVaR se necesita una media finita, en este caso α > 1.

Usando (2.26) se obtiene el valor en riesgo en la cola,

TVaR[X; q] =
ασ

α− 1
(1− q)−1/α, α > 1, 0 < q < 1. (3.4)

La figura 3.1 muestra las expresiones (3.3) y (3.4) según un nivel de probabilidad
q. En el caso que 0 < α ≤ 1 (donde la media no existe, E[X] = ∞), el VaR se hace
máximo, que suele corresponder a riesgos asociados a terremotos y tormentas. El
riesgo del suceso disminuye a medida que aumenta el valor de α y por tanto van
existiendo los sucesivos momentos. El TVaR disminuye igualmente a medida que
aumenta el valor de α.
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38 Modelización del Riesgo en Familias Paramétricas

Para la distribución de Pareto tipo II, invirtiendo la función de distribución,
obtenemos el valor en riesgo que viene dado por,

VaR[X; q] = σ[(1− q)−1/α − 1], 0 < q < 1, (3.5)

cuya expresión siempre existe. Si promediamos la expresión (3.5) por medio de la
fórmula (2.26) obtenemos el valor en riesgo en la cola, que viene dado por,

TVaR[X; q] =
σ

1− q

[
α

α− 1
(1− q)1−1/α − (1− q)

]
, α > 1, 0 < q < 1, (3.6)

que require la condición α > 1 para su cálculo.

3.2.2. Distribuciones exponencial y gamma

La distribución exponencial viene definida por medio de la función de densidad,

f(x; σ) =
1
σ

exp(−x/σ), x > 0, (3.7)

donde σ > 0. Se utiliza para modelizar procesos con tasa de fallo constante y
viene caracterizada por el hecho de ser la única distribución continua que verifica
la propiedad de pérdida de memoria.

Invirtiendo la función de distribución asociada a (3.7) se obtiene valor en riesgo:

VaR[X; q] = −σ log(1− q), 0 < q < 1. (3.8)

Por otro lado, el valor en riesgo en la cola es,

TVaR[X; q] = σ[1− log(1− q)], 0 < q < 1, (3.9)

puesto que (fórmula (2.26)):

TVaR[X; q] =
1

1− q

∫ 1

q

[−σ log(1− q)]dq

= σ[1− log(1− q)]. (3.10)

La distribución gamma es un de los modelos de distribuciones paramétricas
más utilizadas en riesgos cuando se dispone de datos positivos, unimodales y con
asimetŕıa positiva. Se dice que una variable aleatoria X sigue una distribución
gamma de parámetros α y σ (representaremos X ∼ G(α, σ)) si su función de
densidad se puede escribir como:

f(x;α, σ) =
xα−1 exp(−x/σ)

σαΓ(α)
, si x ≥ 0 (3.11)
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Figura 3.1: Valor en riesgo VaR (gráfico superior) y valor en riesgo en la cola
TVaR (gráfico inferior) de la distribución clásica de Pareto con σ = 1, según
diversos valores del parámetro de forma α.
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40 Modelización del Riesgo en Familias Paramétricas

y f(x;α, σ) = 0 si x < 0, donde α, σ son números reales positivos. El parámetro
α es un parámetro de forma y σ un parámetro de escala. La distribución gamma
contiene como casos particulares las distribuciones de Erlang (α ∈ IN), exponencial
(α = 1), chi-cuadrado (σ = 2 y α = ν/2), y la normal si α → ∞. La función de
distribución de (3.11) se puede escribir como,

F (x; α, σ) = IG[x/σ; α], x > 0, (3.12)

donde IG[X; a] representa la función razón gamma incompleta definida como:

IG[x; a] =
1

Γ(a)

∫ x

0

ta−1 exp(−t)dt, x > 0, (3.13)

con a > 0. A partir de esta definiciones, el valor en riesgo de la distribución gamma
viene dado por,

VaR[X; q] = σ · IG−1[q; α], 0 < q < 1, (3.14)

donde IG−1[z; α] es la función inversa de (3.13). Notar que esta función está bien
definida puesto que (3.13) es monótona creciente. El valor del TVaR se puede
obtener como,

TVaR[X; q] = ασ · 1− IG[VaR[X; q]/σ; α + 1]
1− IG[VaR[X; q]/σ;α]

. (3.15)

Las figuras 3.2 y 3.3 muestran las expresiones del VaR y TVaR para las distribu-
ciones exponencial y gamma, respectivamente, según un nivel de probabilidad
q ∈ (0, 1).

3.2.3. Distribución gamma invertida

La distribución gamma invertida es un modelo de distribución probabiĺıstica de
uso en estad́ıstica Bayesiana, como distribución a priori para el parámetro de una
exponencial (caṕıtulo 6). Se trata de la transformada inversa de la distribución
gamma y tiene como función de densidad:

f(x; α, θ) =
θαx−(α+1) exp(−θ/x)

Γ(α)
, x > 0, (3.16)

donde α, θ > 0. A diferencia de la distribución gamma, los momentos positivos no
siempre existen. Se verifica que:

E[X] =
θ

α− 1
, si α > 1 (3.17)

y

Var[X] =
θ2

(α− 1)2(α− 2)
, si α > 2. (3.18)

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



3.2. Modelos paramétricos 41

0.0 0.2 0.4 0.6 0.8 1.0

0

2

4

6

8

0.0 0.2 0.4 0.6 0.8 1.0

0

5

10

15

VaR@X,qD

TVaR@X,qD

σ = 5

σ = 2

σ = 0.5
σ = 1

σ = 5

σ = 1

σ = 2

σ = 0.5

Figura 3.2: Valor en riesgo VaR (gráfico superior) y valor en riesgo en la cola
TVaR (gráfico inferior) de la distribución exponencial según diversos valores del
parámetro σ.

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



42 Modelización del Riesgo en Familias Paramétricas

0.0 0.2 0.4 0.6 0.8 1.0

0

2

4

6

8

10

0.0 0.2 0.4 0.6 0.8 1.0

0

2

4

6

8

10

12

14

VaR@X,qD

TVaR@X,qD

α=5

α=5

α=2

α=2

α=1

α=1

α=0.5

α=0.5

Figura 3.3: Valor en riesgo VaR (gráfico superior) y valor en riesgo en la cola TVaR
(gráfico inferior) de la distribución gamma con σ = 1 según diversos valores del
parámetro de forma α.

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



3.2. Modelos paramétricos 43

3.2.4. Distribuciones normal y lognormal

La distribución normal juega un papel central en la modelización estad́ıstica,
y se utiliza frecuentemente en credibilidad. Si disponemos de un gran número de
datos de pérdidas, la aproximación normal resulta plausible en los diversos modelos
clásicos de riesgo, tanto individual como colectivo (sección 6.5). La función de
densidad de una normal N (µ, σ2) viene dada por,

f(x; µ, σ) =
1

σ
√

2π
exp

{
−1

2

(
x− µ

σ

)2
}

, −∞ < x < ∞, (3.19)

donde µ ∈ IR y σ > 0. La función de distribución es,

F (x; µ, σ) = Φ
(

x− µ

σ

)
, (3.20)

donde Φ(z) es la función de distribución de una normal estándar N (0, 1). Usando
(3.20) obtenemos el valor en riesgo, que viene dado por:

VaR[X; q] = µ + σΦ−1(q), 0 < q < 1, (3.21)

donde Φ−1(z) es la función de distribución inversa o función de percentiles. Por
medio de la expresión (2.26) del caṕıtulo anterior se obtiene el TVaR, que viene
dado por:

TVaR[X; q] = µ + σ
φ[Φ−1(q)]

1− q
, 0 < q < 1, (3.22)

donde φ(z) representa la función de densidad de una variable normal estandariza-
da.

La distribución lognormal es uno de los modelos paramétricos más utilizados
en riesgos. Se dice que la variable aleatoria X sigue una distribución lognormal si,

log(X) ∼ N (µ, σ2). (3.23)

Se suele representar X ∼ LN (µ, σ2). Las funciones de distribución y de densidad
de una distribución lognormal se obtienen mediante cambio de variable, y vienen
dadas por,

FLN (x;µ, σ) = Φ
(

log x− µ

σ

)
, x > 0, (3.24)

fLN (x;µ, σ) =
1

xσ
√

2π
exp

{
−1

2

(
log x− µ

σ

)2
}

, x > 0, (3.25)

respectivamente.
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El valor en riesgo de la distribución lognormal se obtiene a través de (3.24) y
viene dado por,

VaR[X; q] = exp[µ + σΦ−1(q)], 0 < q < 1, (3.26)

donde Φ−1(z) representa nuevamente la función de cuantiles de la distribución
normal estándar. El valor en riesgo en la cola viene dado por,

TVaR[X; q] = exp(µ + σ2/2)
Φ(σ − Φ−1(q))

1− q
, 0 < q < 1, (3.27)

que siempre existe, y donde no es necesaria ninguna condición adicional sobre los
parámetros. En las figuras 3.4 y 3.5 aparecen representadas el VaR y TVaR de las
distribuciones normal y lognormal, respectivamente, según un nivel de probabili-
dad q.

3.2.5. Distribución de Weibull

La distribución de Weibull generaliza a la distribución exponencial, de modo
que admite tasas de fallo constantes, crecientes y decreciente. Esta distribución
también se utiliza en problemas de datos extremos mı́nimos. Concretamente, se
obtiene como ĺımite del mı́nimo de muestras independientes procedentes de dis-
tribuciones limitadas en la cola izquierda. La podemos definir en términos de la
función de distribución como,

F (x; α, σ, µ) = 1− exp
[
−

(
x− µ

σ

)α]
, x ≥ µ > 0, (3.28)

donde σ > 0 es un parámetro de escala, µ un parámetro de localización y α > 0
el parámetro de forma. Si α = 1 se obtiene la distribución exponencial y si α = 2
y µ = 0 se obtiene la distribución de Rayleigh.

Invirtiendo la función (3.28) se obtiene el valor en riesgo, que viene dado por,

VaR[X; q] = µ + σ[− log(1− q)]1/α, 0 < q < 1. (3.29)

El valor en riesgo en la cola se obtiene mediante el siguiente resultado.

Teorema 3.1 El valor en riesgo en la cola de distribución de Weibull definida en
(3.28) viene dado por,

TVaR[X; q] = µ +
σΓ(1 + 1/α)

1− q
{1− IG[− log(1− q); 1 + 1/α]} , (3.30)

donde IG[x; a] representa la función razón gamma incompleta definida en (3.13).
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Figura 3.4: Valor en riesgo VaR (gráfico superior) y valor en riesgo en la cola TVaR
(gráfico inferior) de la distribución normal con µ = 5 según diversos valores de la
desviación t́ıpica σ.
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Figura 3.5: Valor en riesgo VaR (gráfico superior) y valor en riesgo en la cola TVaR
(gráfico inferior) de la distribución lognormal con µ = 0 según diversos valores del
parámetro σ.
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Demostración: Por medio de la definición de TVaR y usando (3.29) tenemos:

TVaR[X; q] = µ +
σ

1− q

∫ 1

q

{[− log(1− q)]1/α}dq

= µ +
σ

1− q

∫ ∞

− log(1−q)

t1/α exp(−t)dt,

expresión que conduce a (3.30).
La figura 3.6 muestra el VaR y TVaR de una distribución de Weibull según diversos
valores del parámetro α.

3.2.6. Distribución inversa Gaussiana

La distribución inversa Gaussiana se ha convertido en una de las distribuciones
más utilizadas en estad́ıstica actuarial y análisis de riesgos. Esta distribución posee
unas propiedades muy similares a las de la distribución normal. La definimos en
términos de la función de densidad como:

f(x;λ, µ) =

√
λ

2πx3
exp

{
−λ(x− µ)2

2µ2x

}
, x > 0, (3.31)

donde λ, µ > 0. El coeficiente de asimétrica es positivo y presenta una moda. La
función de distribución viene dada por:

F (x; λ, µ) = Φ

(√
λ

x

(
x

µ
− 1

))
+ e2λ/µΦ

(
−

√
λ

x

(
x

µ
+ 1

))
, x > 0.

de donde:
VaR[X; q] = F−1(q; λ, µ).

El TVaR se obtiene usando la fórmula 2.26.

3.2.7. Comparación de las colas

El análisis de las colas de una distribución constituye para el actuario uno
de los aspectos más importantes en la elección de una distribución de pérdidas.
Veamos una comparación entre las colas de varias distribuciones.

En el caso de la distribución de Pareto, cuando x →∞, la función de distribu-
ción converge a cero más lentamente que una distribución exponencial (sección
3.2.2), y se dice que la distribución de Pareto presenta una cola más pesada que
la distribución exponencial. En la figura 3.7 aparece representada la cola de una
distribución de Pareto:

F (x) = 1−
(σ0

x

)α

, x > σ0,
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Figura 3.6: Valor en riesgo VaR (gráfico superior) y valor en riesgo en la cola TVaR
(gráfico inferior) de la distribución de Weibull con µ = 0 y σ = 1 según diversos
valores del parámetro de forma α.
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donde σ0 =0.4 y α =1.2. Para realizar la comparación consideramos distribuciones
de tipo exponencial y normal truncadas en σ0, con funciones de distribución,

FX|X>σ0(x) =
FX(x)− FX(σ0)

1− FX(σ0)
, x > σ0 > 0

y 0 si x < σ0. A continuación elegimos los valores de los parámetros de modo que
las correspondientes funciones de densidad tengan el mismo punto de partida. Por
tanto, el parámetro θ de la exponencial verifica: 1

θ = α
σ0

, mientras que la desviación
t́ıpica σ de la distribución normal debe verificar:

φ(σ0/σ)
σ[1− Φ(σ0/σ)]

=
α

σ0
,

que da lugar a σ = 0,46936. Las gráficas de las funciones de supervivencia de las
tres distribuciones (Pareto, exponencial y normal) aparecen representadas en la
figura 3.7. Notar, de que a pesar de que las tasas de decrecimiento de las tres dis-
tribuciones comienzan siendo iguales, la normal tiende a 0 más rápidamente que
las distribuciones de Pareto y exponencial. El significado práctico que proporciona
este gráfico es claro. Pérdidas grandes son mucho más probables en distribuciones
de tipo Pareto que en distribuciones normales. La distribución exponencial se en-
cuentra en medio de las distribuciones normal y de Pareto. Una tipoloǵıa reducida
de colas de distribuciones de pérdidas (de menos pesadas a más pesadas) aparece
en la tabla 3.2 (Embrechts et al., 1997). Más detalles acerca de las colas de dis-
tribuciones usadas en finanzas y seguros aparece en Heyde y Kou (2004) y Fung y
Seneta (2007).

Tabla 3.2: Tipoloǵıa de colas de distribuciones de pérdidas (de menos peso a más
peso). Entre paréntesis algunos ejemplos de distribuciones con ese tipo de cola.

Tipo de cola Comportamiento
de la distribución

Normales (Normal) Pr(X > x) ∼ e−x2

Exponenciales (Exponencial y Gamma) Pr(X > x) ∼ e−x

Lognormales (Lognormal, Benktander-I) Pr(X > x) ∼ e− log2 x

Weibull (Weibull-pesadas, Benktander-II) Pr(X > x) ∼ e−xγ

, 0 < γ < 1
Potenciales (Pareto, LogGamma, estables∗) Pr(X > x) ∼ x−α

∗ Distribuciones estables con exponente α ∈ (0, 2). El signo ∼ significa en este
contexto equivalencia en el infinito.
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Figura 3.7: Funciones de supervivencia de las distribuciones de Pareto, exponencial
y normal.

3.3. Caso de estudio: datos normalizados sobre
daños de huracanes

Como aplicación de las secciones precedentes, vamos a realizar un ejercicio de
tarificación usando diferentes primas basadas en diversos modelos paramétricos,
algunos de los cuáles se han descrito previamente. Los datos que utilizaremos son
datos reales sobre daños en huracanes.

En una importante contribución, Pielke y Landsea (1998) presentan datos nor-
malizados sobre daños de huracanes en Estados Unidos durante el peŕıodo de 1925
a 1995. Los datos sobre daños, junto con el nombre del huracán, el año y la cat-
egoŕıa aparecen en la tabla 3.3. El concepto de dato normalizado permite una
correcta comparación entre los datos de daños. Los datos están en dólares con-
stantes del año 1995 y han sido normalizados según el crecimiento de la propiedad
personal y los cambios en la población. Detalles sobre el proceso de normalización
pueden encontraste en el citado art́ıculo de Pielke y Landsea (1998).

El histograma de los datos aparece en la figura 3.8. Dicho histograma es similar
a muchas de las distribuciones a las que se enfrentan los actuarios, presentando
los siguientes hechos estilizados:
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Posee un valor modal,

Presenta una fuerte asimetŕıa positiva y una curtosis alta,

Unos pocos valores son mucho mayores que el resto (es decir, presentan una
cola larga).

3.3.1. Modelos Ajustados

Se han ajustado un total de ocho modelos paramétricos, habituales cuando
se trabaja con datos de pérdidas. Los modelos con: gamma, Pareto II, lognormal,
inversa Gaussiana, poli-exponencial, distribución de Gumbel de mı́nimos, distribu-
ción de Gumbel de máximos y distribución de Weibull. Las funciones de densidad
de estos modelos aparecen en la tabla 3.4.

Los modelos han sido ajustados maximizando la función de verosimilitud de
los datos observados:

log L(θ;x) =
n∏

i=1

log f(xi; θ),

donde x = (x1, . . . , xn) son los daños observados y θ = (θ1, . . . , θp)T el vector de
parámetros. Como estimadores iniciales de los parámetros se han elegido los esti-
madores de momentos. Los errores estándar de los parámetros han sido obtenidos
mediante la inversa de la matriz de información observada. Si la matriz de infor-
mación observada es,

I(θi, θj) = −∂2 log L(θ;x)
∂θi∂θj

, i, j = 1, 2, . . . , p,

donde los valores de los parámetros se sustituyen por los estimadores de máxima
verosimilitud, entonces los errores estándar se obtienen como,

ste(θ̂i) =
√

I−1(θi, θi), i = 1, 2, . . . , p.

Puesto que la estimación de los modelos se ha realizado mediante máxima
verosimilitud, como criterios de selección de modelos se ha trabajado con criterios
basados en la verosimilitud. En concreto, el valor de la verosimilitud y el del
estad́ıstico AIC de Akaike. Mediante el valor de la verosimilitud se elige aquel
modelo con mayor verosimilitud. Con objeto de corregir el estad́ıstico anterior se
trabaja con el estad́ıstico AIC, que penaliza según el número de parámetros del
modelo.

Las estimaciones correspondientes a los ocho modelos ajustados aparecen en
la tabla 3.5. Se han incluido los estimadores de máxima verosimilitud y las esti-
maciones de los errores estándar de los parámetros. La tabla 3.6 recoge el ranking
de los modelos según el criterio de máxima verosimilitud (Rango 1) y según el
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52 Modelización del Riesgo en Familias Paramétricas

estad́ıstico AIC (Rango 2). Según los dos criterios los mejores modelos correspon-
den a (en este orden): distribución inversa Gaussiana, lognormal y gamma. Los
puestos intermedio vaŕıan ligeramente (distribuciones poli-exponencial, Weibull y
Pareto II), mientras que los últimos puestos corresponden a las distribuciones de
extremos de Gumbel (mı́nimos y máximos). Los gráficos de las tres funciones de
densidad correspondientes junto con el gráfico conjunto del histograma de los datos
y de los modelos ajustados aparecen el las figuras 3.9, 3.10 y 3.11. Los estimadores
de los parámetros de estos tres modelos son todos significativos, si realizamos el
correspondiente contrate de hipótesis. Para el cálculo de las primas usaremos estos
tres modelos.

3.3.2. Regresión inversa-Gaussiana

La idea de esta sección es construir un nuevo modelo con variables explicativas
o covariables en la distribución ajustada del daño. Como es claro, existen otras
variables que explican el daño y que pueden mejorar el modelo ajustado. En este
caso disponemos de dos variables explicativas, como son el año en que se produjeron
los años y la categoŕıa del huracán. Se pueden considerar otras variables siempre
que los datos estén disponibles. En esta caso usaremos la distribución inversa
Gaussiana definida en la sección 3.2.6, puesto que es el modelo que mejor se ajusta
a los datos, según los criterios antes comentados.

Para especificar el modelo de regresión con la distribución inversa Gaussiana,
vamos a considerar un vector z de m covariables conocidas. Existen dos proced-
imientos de introducir las covariables:

A través de la media: µ(z) = exp(θ>z).

A través del parámetro de escala: λ(z) = exp(θ>z),

donde θ = (θ1, . . . , θm)> es el vector de coeficientes de la regresión. Se han ensayado
las dos opciones, y se han obtenido mejores resultados con la regresión a través de
la media. Por tanto, tenemos el modelo,

X|z ∼ IG(exp(θ>z), λ), (3.32)

donde la función de verosimilitud viene dada por,

log L(λ, θ;x|z) =
n∏

i=1

log f(xi; exp(θ>zi), λ), (3.33)

donde f(x; µ, λ) es la función de densidad de la inversa Gaussiana definida en
(3.31) y z = (1, z1, z2)> son los regresores, donde z1 corresponde al año y z2 a
la categoŕıa del huracán.

El modelo finalmente ajustado aparece en la tabla 3.7. De las dos covariables
consideradas, únicamente el año del huracán ha resultado significativa, por lo que
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la otra covariable no ha sido incluida. Nuevamente los valores de los parámetros
son significativos. Mediante los dos criterios de selección de modelos, el modelo de
regresión inversa Gaussiana mejora a todos los modelos anteriormente considera-
dos. Esta modelo puede usarse por tanto con carácter predictivo.

3.3.3. Cálculo de primas VaR y TVaR

Como apartado final de esta sección se han obtenido las primas VaR y TVaR
para los tres modelos finalmente seleccionados: inversa Gaussian, lognormal y gam-
ma, para niveles de la probabilidad de q =0.9, 0.95, 0.99 y 0.999. Los resultados
obtenidos se encuentran en la tabla 3.8. Las primas obtenidas a partir de los mod-
elos inversa gaussiana y lognormal son similares, si bien en la parte superior de la
cola la distribución lognormal da lugar a primas de mayor magnitud. Las primas
obtenidas por medio de la distribución gamma son de menor magnitud.
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Figura 3.8: Histograma de los datos normalizados de daños debidos a huracanes.
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Tabla 3.3: Datos normalizados de daños debidos a huracanes en USA entre 1925-95.
Fuente: Pielke y Landsea (1998).

Rango Huracán Año Categoŕıa Daños en billones
de dólares US

1 SE FL-AL 1926 4 72.303
2 Andrew (SE FL-LA) 1992 4 33.094
3 N TX (Galvenston) 1900 4 26.619
4 N TX (Galvenston) 1915 4 22.602
5 SW FL 1944 3 16.864
6 New England 1938 3 16.629
7 SE FL-Lake Okeechobee 1928 4 13.795
8 Betsy (SE FL-LA) 1965 3 12.434
9 Donna (FL-E United States) 1960 4 12.048
10 Camille (MS-LA-VA) 1969 5 10.965
11 Agnes (NW FL, NE United States) 1972 1 10.705
12 Diane (NE United States) 1955 1 10.232
13 Hugo (SC) 1989 4 9.380
14 Carol (NE United States) 1954 3 9.066
15 SE FL-LA-AL 1947 4 8.308
16 Carla (NE United States) 1961 4 7.069
17 Hazel (SC-NC) 1954 4 7.039
18 NE United States 1944 3 6.536
19 SE FL 1945 3 6.313
20 Frederic (AL-MS) 1979 3 6.293
21 SE FL 1949 3 5.838
22 S Texas 1919 4 5.368
23 Alicia (N TX) 1983 3 4.056
24 Celia (S TX) 1970 3 3.338
25 Dora (NE FL) 1964 2 3.108
26 Opal (NW FL-AL) 1995 3 3.000
27 Cleo (SE FL) 1964 2 2.435
28 Juan (LA) 1985 1 2.399
29 Audrey (LA-N TX) 1957 4 2.396
30 King (SE FL) 1950 3 2.266
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Tabla 3.4: Modelos de distribuciones de daño.

Distribución Función de densidad

IG(µ, λ) f(x;µ, λ) =

√
λ

2πx3
exp

{
−λ(x− µ)2

2xµ2

}

LN (µ, σ) f(x;µ, σ) =
1

x
√

2π
exp

{
−1

2

(
log x− µ

σ

)2
}

G(α, σ) f(x) =
xα−1 exp(−x/σ)

σαΓ(α)

PE(w, λ1, λ2) f(x;w, λ1, λ2) =
1− w

λ1
exp(−x/λ1) +

w

λ2
exp(−x/λ1)

W(γ, σ) f(x; γ, σ) =
γ

σ

(x

σ

)γ−1

exp(−(x/σ)γ)

PII(α, σ) f(x; α, σ) =
α/σ

(1 + x/σ)α+1

Gmax(λ, σ) f(x; λ, σ) =
1
σ

exp
{
−x− λ

σ
− exp

(
−x− λ

σ

)}

Gmin(λ, σ) f(x; λ, σ) =
1
σ

exp
{

x− λ

σ
− exp

(
x− λ

σ

)}

Tabla 3.5: Datos de daños en USA 1925-95: modelos ajustados mediante máxima
verosimilitud. Entre paréntesis se incluyen los errores estándar.

Rango Distribución Parámetros ajustados
1 IG(µ, λ) µ̂ =11749.9 (2146.15); λ̂ =11739.4; (3031.11)
2 LN (µ, σ) µ̂ =8.98467 (0.152243); σ̂ =0.8339; (0.107652)
3 G(α, σ) α̂ =1.4361 (0.33645); σ̂ =8181.84; (2286.5)
4 PE(w, λ1, λ2) ŵ =0.9061 (0.1793); λ̂1 =32202.4; (36848.0)

λ̂2 =9631.4; (2478.6)
5 W(γ, σ) γ̂ =1.10923 (0.140589); σ̂ =12302.6; (2152.78)
6 PII(α, σ) α̂ =12.2171 (23.4233); σ̂ =131538.0; (271581.0)
7 Gmax(λ, σ) λ̂ =7236.26 (1192.02); σ̂ =6333.51; (1007.42)
8 Gmin(λ, σ) λ̂ =20040.1 (4316.07); σ̂ =22127.4; (2429.21)
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56 Modelización del Riesgo en Familias Paramétricas

Tabla 3.6: Datos de daños en USA 1925-95. Valor del logaritmo la verosimilitud y
del estad́ıstico AIC (cambiada de signo). Rango 1: basado en el criterio de máxima
verosimilitud y Rango 2: basado en el estad́ıstico AIC.

Rango 1 Rango 2 Distribución − log L −AIC
1 1 Inversa Gaussiana 306.265 308.265
2 2 Lognormal 306.658 308.658
3 3 Gamma 310.650 312.650
4 6 Poli-Exponencial 310.727 313.727
5 4 Weibull 310.836 312.836
6 5 Pareto II 310.982 312.982
7 7 Gumbel máximos 313.988 315.988
8 8 Gumbel mı́nimos 341.377 343.377

Tabla 3.7: Datos de daños en USA 1925-95: modelo ajustado de regresión inver-
sa Gaussiana mediante máxima verosimilitud. Se incluyen los errores estándar y
estad́ısticos de máxima verosimilitud y AIC.

Parámetros / Valores ajustados Errores estándar
Estad́ısticos de selección

θ0 9.86363 0.372305
θ1 −0.0101 0.00549
λ 13103.1 3383.20

− log L 304.669
−AIC 307.669
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Tabla 3.8: Datos de daños en USA 1925-95: Cálculo de primas valor en riesgo
VaR[X; q] y valor en riesgo en la cola TVaR[X; q] para los tres modelos selecciona-
dos.

Primas Inversa Gaussiana Lognormal Gamma
VaR[X; 0,90] 25.184 23.233 24.746
VaR[X; 0,95] 34.343 31.453 31.058
VaR[X; 0,99] 58.588 55.522 45.352
VaR[X; 0,999] 98.225 104.979 65.332
TVaR[X; 0,90] 39.365 36.965 33.739
TVaR[X; 0,95] 49.566 47.153 39.927
TVaR[X; 0,99] 75.625 76.582 54.045
TVaR[X; 0,999] 116.901 135.840 73.892
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Figura 3.9: Función de densidad ajustada de la distribución inversa Gaussiana a
los datos normalizados de daños USA 1925-95.
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Figura 3.10: Función de densidad ajustada de la distribución lognormal a los datos
normalizados de daños USA 1925-95.
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Figura 3.11: Función de densidad ajustada de la distribución gamma a los datos
normalizados de daños USA 1925-95.
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Caṕıtulo 4

Instrumentos de Estad́ıstica
Bayesiana y Primas Bayes

4.1. Introducción

La estad́ıstica Bayesiana constituye una de las herramientas básicas en el estu-
dio de la teoŕıa de la credibilidad. La idea de conjugar la información del individuo
con la información del colectivo para obtener una fórmula de credibilidad, puede
realizarse de una manera natural por medio de la metodoloǵıa Bayesiana. En es-
tad́ıstica Bayesiana la información del individuo (información de siniestralidad)
se combina con la información del colectivo (información a priori) por medio del
teorema de Bayes.

Por otro lado, muchos de los métodos clásicos de la estad́ıstica dejan de fun-
cionar cuando no se dispone de información muestral o cuando el tamaño muestral
no es suficientemente grande como para aplicar resultados asintóticos que llevan
al uso de la distribución normal.

La metodoloǵıa Bayesiana se está aplicando con éxito en la práctica actuarial
moderna y en la teoŕıa de la credibilidad. El libro de Klugman (1992) hace uso
de la estad́ıstica Bayesiana para la resolución de diversas cuestiones actuariales.
Los libros de Berger (1985), Bernardo y Smith (1994) y Press (2003) contienen
desarrollos sistemáticos de la técnica Bayesiana en la actualidad. En los últimos
años se ha producido un importante avance en las técnicas Bayesianas de com-
putación. En este sentido, el programa de computación Bayesiana WINBUGS se
ha convertido en una herramienta de utilidad en el cálculo Bayesiano. Scollnik
(2001) ha utilizado técnicas Bayesianas de computación intensiva con el programa
WINBUGS para la resolución de diversos problemas actuariales. Una introducción
a este programa junto con diversas aplicaciones actuariales puede encontrarse en
Sarabia et al. (2006).

61
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62 Instrumentos de Estad́ıstica Bayesiana y Primas Bayes

Los contenidos de este caṕıtulo son los siguientes. En las secciones 4.2 y 4.3
introduciremos las herramientas necesarias para la implementación de las técnicas
de inferencia Bayesianas. En la sección 4.4 estudiaremos dos aplicaciones en el
ámbito actuarial. El análisis Bayesiano de la distribución de Pareto, de uso im-
prescindible como distribución de pérdidas será visto en la sección 4.5 junto con
una aplicación. En la sección 4.6 presentamos la estimación Bayesiana de una im-
portante clase de distribuciones de pérdida introducida por Haberman y Renshaw
(1996), cuya estimación se puede escribir en términos de una fórmula de credibili-
dad. En la sección 4.7 se utiliza la metodoloǵıa Bayesiana para estimar la prima de
riesgo a través, primero de la prima colectiva y, posteriormente mediante la prima
Bayes. Finalmente, las secciones 4.9 y 4.10 se dedican al estudio de las familias de
distribuciones exponencial y exponencial de dispersión, respectivamente.

4.2. Definiciones básicas y teorema de Bayes

Partimos de un riesgo X dependiente de un parámetro θ. En estad́ıstica clásica,
el parámetro es una constante. Sin embargo, en estad́ıstica bayesiana θ no es
constante, sino que vaŕıa según una distribución de probabilidad. La distribución
a priori o inicial es la distribución de referencia que se elige para el parámetro.

Definición 4.1 La distribución a priori es una distribución de probabilidad defini-
da sobre el espacio paramétrico que recoge las creencias a priori sobre el modelo.
Se representa por π(θ).

Esta función de densidad a priori puede ser tanto de naturaleza discreta como
continua. Puede depender a su vez de parámetros que reciben el nombre de hiper-
parámetros. En estad́ıstica bayesiana se trabaja a menudo con las distribuciones
a priori impropias, es decir, que la integral no es uno. Por ejemplo, si queremos
estimar la media de una normal X|µ ∼ N (µ, σ2) podemos elegir,

π(µ) = 1 si −∞ < µ < ∞.

que expresa que todos los valores de µ se presentan con la misma probabilidad. Las
distribuciones impropias suelen dan lugar a distribuciones a posteriori genuinas,
además de aparecer como caso ĺımite de distribuciones a priori genuinas. Este tipo
de distribuciones a priori tienen la ventaja adicional de no requerir preasignación
de hiperparámetros.

Definición 4.2 El modelo de distribución de la población, es la distribución de
probabilidad que se elige para los datos, y depende del valor del parámetro θ. Suele
venir descrita en términos de la función de densidad y se representa por

fX|Θ(x|θ).
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4.2. Definiciones básicas y teorema de Bayes 63

Si X = (X1, . . . , Xn) representa un vector de observaciones, la función de
verosimilitud basada en X viene dada por,

fX|Θ(x|θ) = fX|Θ(x1|θ) · · · fX|Θ(xn|θ) =
n∏

i=1

fX|Θ(xi|θ).

Diferentes tipos de muestras (truncadas, censuradas etc.) darán lugar a diferentes
tipos de verosimilitudes.

Definición 4.3 La función de densidad conjunta de (X, Θ) viene dada por,

fX,Θ(x, θ) = fX|Θ(x|θ)π(θ). (4.1)

La siguiente definición establece un concepto importante.

Definición 4.4 La función de densidad marginal de X viene definida por medio
de la expresión,

fX(x) =
∫

fX|Θ(x|θ)π(θ)dθ. (4.2)

La siguiente definición introduce la distribución a posteriori.

Definición 4.5 La distribución a posteriori es la distribución condicionada de Θ
después de haber observado los datos. Se denota por πΘ|X(θ|x).

Las definiciones anteriores son los puntos claves de la estad́ıstica Bayesiana. El
teorema de Bayes, permite obtener la distribución a posteriori por medio de la
función de verosimilitud y la densidad a priori.

Teorema 4.1 Si θ es una variable aleatoria continua, la función de densidad a
posteriori se puede obtener como,

πΘ|X(θ|x) =
fX|Θ(x|θ)π(θ)∫
fX|Θ(x|θ)π(θ)dθ

. (4.3)

Otro concepto importante en estad́ıstica Bayesiana lo constituye la distribución
predictiva.

Definición 4.6 La distribución predictiva es la distribución de una observación
futura Xn+1 dada la historia pasada X.

La función de densidad de la distribución predictiva viene dada por,

fXn+1|X(xx+1|x) =
∫

fXn+1|Θ(xn+1|θ)πΘ|X(θ|x)dθ. (4.4)
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El teorema de Bayes describe, fundamentalmente, el proceso de aprendizaje
a partir de la experiencia, y prueba cómo el conocimiento sobre el estado de la
naturaleza representado por θ es modificado a medida que se recibe un nuevo
dato. Este aspecto es clave en teoŕıa de la credibilidad. Con una sola observación
tenemos que:

π(θ|x1) ∝ π(θ)f(x1|θ)
Si observamos un nuevo dato:

π(θ|x1, x2) ∝ π(θ)f(x1, x2|θ)
∝ π(θ)f(x1|θ)f(x2|θ)
∝ π(θ|x1)f(x2|θ),

y en general:
π(θ|x1, . . . , xm) ∝ π(θ|x1, . . . , xm−1)f(xm|θ).

Por otro lado, la distribución a posteriori se puede considerar como un punto
medio entre los datos y la información a priori. Se puede esperar que los momentos
a posteriori ponderen las opiniones y los datos. Se verifica que:

E[Θ] = E[E(Θ|X)]
Var[Θ] = E[Var(Θ|X)] + Var[E(Θ|X)]

y por tanto:
Var[Θ] > E[Var(Θ|X)],

lo que significa que la distribución a posteriori proporciona menor variabilidad (en
media) que la distribución a priori.

4.3. Inferencia y predicción Bayesianas

La inferencia y predicción Bayesianas requieren del uso del concepto de función
de pérdida, que también fue utilizado en el caṕıtulo 2.

Definición 4.7 Una función de perdida L(θ, a) es una función que indica la pérdi-
da incurrida si se elige a θ como el verdadero estado de la naturaleza (valor del
parámetro), ante una determinada acción a (un estimador).

Valores grandes de L(θ, a) indican que a es más incorrecto, mientras que val-
ores pequeños indican que a es más correcto. En vez de una función de pérdida
podemos hablar de una función de utilidad. En una función de utilidad hablam-
os de ganancias y no de pérdidas, por lo que la utilidad es simplemente −L(θ, a).
(Berger, 1985). Algunas propiedades de las funciones de pérdida son las siguientes:
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1.
L(θ, a) ≥ 0,

2.
L(θ, θ) = 0,

3.
L(θ, a) ≤ L(θ, a′) si |θ − a| ≤ |θ − a′|.

Algunos ejemplos de funciones de pérdida son:

Función de pérdida cuadrática:

L(θ, a) = (θ − a)2.

Error absoluto:
L(θ, a) = |θ − a|.

La función,

L(θ, a) =
{

k2(θ − a), θ > a
k1(a− θ), θ ≤ a,

asigna un peso de k2 a los valores de la izquierda del óptimo y k1 a los valores
a la derecha.

La función,

L(θ, a) =
{

(a− θ)2, a < θ
10(a− θ)2, a ≥ θ.

penaliza la sobreestimación, más que la subestimación.

La función,

L(θ, a) =
(a− θ)2

|θ|+ 1
,

penaliza errorres en la estimación más cuando θ está cerca de cero, que
cuando |θ| es grande.

El estimador de Bayes permite realizar inferencias sobre el parámetro θ dada
una función de pérdida L. Las inferencias que se realizan en este tipo de estad́ıstica
se basan en la distribución a posteriori del parámetro, eligiendo una adecuada
función de perdida.

Definición 4.8 (Estimador de Bayes) El estimador de Bayes (también llama-
do regla de Bayes), es la cantidad que minimiza la expresión en a ∈ A,

E[L(θ, a)] =
∫

L(θ, a)πΘ|X(θ|x)dθ. (4.5)
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El estimador de Bayes se suele representar por δπ(x) o simplemente por θ̂Bayes.
Cada función de pérdida junto con la correspondiente distribución a priori, da lugar
un tipo diferente de estimador.

Veamos un ejemplo de un estimador Bayes con una función de pérdida cuadrática.

Teorema 4.2 En el caso de una función de pérdida cuadrática, el estimador de
Bayes viene dado por la media de la distribución a posteriori:

δπ(x) = E[θ|X] =

∫
θf(x|θ)π(θ)dθ

∫
f(x|θ)π(θ)dθ

Demostración:
E[L(θ, a)] =

∫

Θ

(θ − a)2π(θ|x)dθ

Derivando respecto de a (aplicando el teorema de derivación bajo el signo integral):

∂

∂a
E[L(θ, a)] =

∫

Θ

−2(θ − a)π(θ|x)dθ = 0

de donde:
a =

∫

Θ

θπ(θ|x)dθ = E[θ|X].

Ahora:
∂2

∂a2
E[L(θ, a)] = 2

∫

Θ

π(θ|x)dθ > 0.

El siguiente resultado permite la estimación con otra función de pérdida.

Teorema 4.3 La función de pérdida porcentaje de error relativo,

L(θ, a) =
(

a− θ

θ

)2

da lugar al estimador de Bayes:

δπ(x) =
E[θ−1|X]
E[θ−2|X]

.

El cálculo de intervalos de confianza se reduce al cálculo de percentiles de la
distribución a posteriori.

Definición 4.9 Se dice que el intervalo (a, b) es un intervalo de credibilidad para
el parámetro θ a nivel 1− α si,

Pr(a ≤ Θ ≤ b|X) = 1− α, (4.6)

donde 0 ≤ α ≤ 1.
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Las distribuciones conjugadas son un tipo de distribución a priori que facilitan los
cálculos de estimación.

Definición 4.10 Una clase C de distribuciones a priori para un parámetro θ se
dice que es conjugada para una determinada verosimilitud, si tanto la distribución
a priori como la distribución posteriori pertenecen a la misma clase, es decir si

π(θ) ∈ C
entonces,

πΘ|X(θ|x) ∈ C.
El siguiente resultado es especialmente importante en credibilidad, dado que

permite obtener la predicción de una nueva observación a partir de los datos
disponibles, es decir, fórmulas Bayesianas de credibilidad.

Teorema 4.4 Sean X1, X2, . . . Xn variables aleatorias independientes e igualmente
distribuidas de modo que E[Xi|θ] = θ, i = 1, 2, . . . , n. Entonces:

E[Xn+1|X1 = x1, . . . , Xn = xn] = E[Θ|X1 = x1, . . . Xn = xn]. (4.7)

Demostración: Supongamos que se trata de variables aleatorias de tipo contin-
uos. Calculando directamente la esperanza tenemos que,

E[Xn+1|X1 = x1, . . . , Xn = xn] =
∫

X
xf(xn+1|x1, x2, . . . , xn)dx

=
∫

X
x

(∫

Θ

f(xn+1|θ)π(θ|x1, x2, . . . , xn)dθ

)
dx

=
∫

Θ

(∫

X
xf(xn+1|θ)dx

)
π(θ|x1, . . . , xn)dθ

= E[Θ|X1 = x1, . . . Xn = xn].

Existen diferentes técnicas de estimación Bayesianas, dependiendo de los obje-
tivos de la estimación y de la información disponible. Podemos considerar cuatro
tipos de estimación Bayesiana (Lehmann y Casella, 1998):

Estimación Bayesiana clásica. La distribución a priori se obtiene mediante
información extramuestral (experiencia).

Estimación Bayes emṕırica. En este situación los parámetros de la distribu-
ción a priori son estimados a partir de los datos.

Estimación Bayesiana jerárquica. Los parámetros de la distribución a priori
son modelizados por medio de otra distribución a priori, a veces llamada
hiper-prior.
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Estimación Bayesiana robusta. La precisión de un estimador se evalúa para
cada miembro de la distribución a priori, con el fin de encontrar un estimador
que mejore a los de toda la clase.

Estos cuatro métodos Bayesianos de estimación serán utilizados a lo largo de la
presente investigación.

4.4. Aplicaciones Bayesianas en seguros

En esta sección veremos dos aplicaciones importantes de la estad́ıstica Bayesiana
en seguros: estimación de una cuota de mercado y estimación del fraude.

4.4.1. Estimación de una cuota de mercado

Un analista está interesado en estimar la cuota de mercado Θ de un nuevo
producto. A partir de estudios previos de naturaleza similar y haciendo uso de
otras fuentes de información sobre el sector, el analista es capaz de construir una
distribución de probabilidad a priori π(θ) que viene dada en la tabla 4.1. Con objeto
de completar el estudio, el analista realiza una encuesta sobre el nivel de aceptación
del producto. Realiza un total de 30 encuestas y obtiene que 5 individuos que están
dispuestos a adquirir el nuevo producto. ¿Cómo reestimar la distribución de las
cuotas de mercado?

Tabla 4.1: Cuota de mercado y probabilidades a priori.

Θ: cuota de mercado Probabilidades a priori π(θ)
0.05 0.16
0.10 0.24
0.15 0.18
0.20 0.15
0.25 0.12
0.30 0.10
0.35 0.05

A partir de los datos de la encuesta, tenemos que la función de verosimilitud
viene dada por,

fx|Θ(x|θ) =
(

n

x

)
θx(1− θ)n−x,

donde n = 30 encuentas y x = 5. Si consideramos la versión discreta de (4.3)
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tenemos que,

πX|Θ(x|θ) =
fx|Θ(x|θ)π(θ)∑
θ fx|Θ(x|θ)π(θ)

.

Los valores de la función de verosimilitud, junto con las probabilidades a priori
y posteriori están incluidas en la tabla 4.2. Asimismo, la figura 4.1 representa
mediante un diagrama de barras las probabilidades a priori. La cuota de mercado
más probable es 0.15

Tabla 4.2: Probabilidades a priori, a posteriori y verosimilitudes de las cuotas de
mercado.

Θ π(θ) fX|Θ(x|θ) πΘ|X(θ|x)
0.05 0.16 0.191 0.205
0.10 0.24 0.119 0.191
0.15 0.18 0.189 0.227
0.20 0.15 0.186 0.187
0.25 0.12 0.145 0.117
0.30 0.10 0.102 0.069
0.35 0.05 0.012 0.004

4.4.2. Estimación del fraude

Un actuario desea estimar la proporción θ de fraude en un determinado tipo de
pólizas. Para ello se realizan inspecciones aleatorias en las reclamaciones realizadas.
Se conoce que el fraude en el sector es del 4 por ciento con una desviación t́ıpica
del 2 por ciento.

Se inspeccionan un total de n = 240 pólizas, y se concluye que 22 de ellas son
fraudulentas. El actuario está interesado en combinar ambas fuentes de información
(la del sector y la de su compañ́ıa) para obtener un estimador final del fraude.

Si X representa el número pólizas fraudulentas sobre un total de n inspecciones,
es claro que la distribución de X dada la verdadera proporción de fraude θ, sigue
una distribución binomial,

fX|Θ(x|θ) =
(

n

x

)
θx(1− θ)n−x, x = 0, 1, . . . , n. (4.8)

Como distribución a priori para θ se elige una distribución beta de primera especie
clásica con función de densidad,

πΘ(θ; a, b) =
θa−1(1− θ)b−1

B(a, b)
, 0 < θ < 1, (4.9)
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Figura 4.1: Probabilidades a priori y a posteriori de la cuota de mercado.

donde a, b > 0 son hiperparámetros que se estiman a partir de los datos. La
información sobre el sector corresponde a información a priori sobre Θ, por lo que
podemos conocer los valores de los parámetros. Si E[Θ] = m y Var[Θ] = s2, se
trata de resolver en a y b el sistema anterior. La solución viene dada por,

a =
m2 −m(m2 + s2)

s2
, (4.10)

b =
m− (m2 + s2)

s2
− a. (4.11)

A continuación se trata de obtener la la distribución a posteriori de los datos dada
la distribución a priori beta definida en (4.9). Utilizando el resultado (4.3) tenemos
que,

πΘ|X(θ|x) =
fX|Θ(x|θ)π(θ; a, b)∫ 1

0

fX|Θ(x|θ)π(θ; a, b)dθ
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=

(
n
x

)
θx(1− θ)n−x θa−1(1− θ)b−1

B(a, b)∫ 1

0

(
n

x

)
θx(1− θ)n−x θa−1(1− θ)b−1

B(a, b)
dθ

=
θx+a−1(1− θ)n−x+b−1

B(x + a, n− x + b)
.

La última expresión coincide nuevamente con una distribución tipo beta, por tanto,

Θ|x ∼ Be(x + a, n− x + b). (4.12)

El estimador de Bayes bajo función de pérdida cuadrática:

E[Θ|x] =
x + a

a + n + b

=
n

n + a + b
· x

n
+

a + b

n + a + b
· a

a + b

=
n

n + a + b
· x̄ +

a + b

n + a + b
· E[Θ]. (4.13)

Notar que (4.13) es una fórmula de credibilidad, donde se combinan la experiencia
del sector (colectivo) con la información de la compañ́ıa (el individuo), y donde el
factor de credibilidad viene dado por:

Z(n) =
n

n + a + b
.

Los intervalos de credibilidad del parámetro θ se obtienen a partir de la dis-
tribución a posteriori (4.12). Se trata de obtener dos ĺımites (l, u) tales que,

Pr(l ≤ θ|X ≤ u) = 1− q,

donde 0 < q < 1 es el error. La tabla 4.3 recoge las estimaciones con la información
disponible. Se puede estimar un fraude del 7.7 por ciento con una desviación t́ıpica
del 1.45 por ciento. La figura 4.2 representa las distribuciones a priori y a posteriori
del problema.

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



72 Instrumentos de Estad́ıstica Bayesiana y Primas Bayes

Tabla 4.3: Estimadores Bayesianos y parámetros con los datos de fraude.

Parámetros y estimadores Estimaciones numéricas
a inicial 3.8000
b inicial 91.200
a final 25.800
b final 309.800
E[Θ] 0.04
DT[Θ] 0.02
θ̂(EMV) 0.0917
E[Θ|X] 0.0770
DT[Θ|X] 0.0145
Factor de credibilidad 0.4174
Intervalo de credibilidad 90% 0.0546–0.1023
Intervalo de credibilidad 95% 0.0510–0.1078
Intervalo de credibilidad 99% 0.0444-0.1199

4.5. Análisis Bayesiano de la distribución de pérdi-
das Pareto

En este apartado realizaremos un análisis Bayesiano de la distribución clásica
de Pareto, según la definición vista en la sección 3.2.1. Suponemos entonces que los
datos de pérdidas se encuentran por encima de un ĺımite inferior L > 0, y pueden
ser modelizadas según una distribución clásica de Pareto, que representaremos por
X ∼ P(α, L). La función de densidad de las pérdidas es,

f(x|α) =
α

L

( x

L

)−(α+1)

, x ≥ L > 0, (4.14)

donde suponemos que el parámetro L es una constante conocida predeterminada
por el actuario. Supongamos ahora que se dispone de una muestra de tamaño n,
X = (X1, . . . , Xn) de la severidad del riesgo. La función de verosimilitud de (4.14)
viene dada por,

L(X|α) =
n∏

i=1

α

L

(
Xi

L

)−(α+1)

∝ αn exp

(
−α

n∑

i=1

log(Xi/L)

)
(4.15)
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Figura 4.2: Distribuciones a priori y a posteriori de los datos del fraude. Las
ĺıneas verticales discontinuas representan la media a priori (izquierda) y la media
a posteriori (derecha).

A continuación elegimos para el parámetro α una distribución gamma con función
de densidad,

π(α; α0, σ) =
αα0−1 exp(−α/σ)

σα0Γ(α0)
, α > 0 (4.16)

para de este modo disponer de una distribución conjugada. La distribución a priori
la representaremos por α ∼ G(α0, σ).

En esta etapa un aspecto importante es la elección de los hiperparámetros
de la distribución a priori. En este caso, suponemos que el actuario es capaz de
proporcionar dos percentiles de la distribución a priori. Si (pi, αpi

), pi ∈ (0, 1),
i = 1, 2 representan los dos percentiles, los valores de α0 y σ se obtienen como
solución del sistema,

Pr(G(α0, σ) ≤ αpi) = pi, i = 1, 2.

La distribución a posteriori viene dada por,

π(α|X) ∝ L(X|α) · π(α; α0, σ)
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∝ αn exp

(
−α

n∑

i=1

log(Xi/L)

)
· αα0−1 exp(−α/σ)

= αn+α0−1 exp

[
−α

(
n∑

i=1

log(Xi/L) + 1/σ

)]
,

por tanto, tenemos que,

α|X ∼ G
(

α0 + n,
1

A(n,L) + 1/σ

)
, (4.17)

donde A(n,L) viene dado por,

A(n,L) =
n∑

i=1

log(Xi/L). (4.18)

A continuación usando (4.17), y utilizando una función de pérdida cuadrática, de
acuerdo con el teorema 4.2, el estimador Bayes del parámetro α viene dado por,

E[α|X] =
α0 + n

A(n,L) + 1/σ

=
A(n,L)

A(n,L) + 1/σ
· n

A(n,L)
+

1/σ

A(n,L) + 1/σ
· α0 · σ

= Z · α̂EMV + (1− Z) · E[α] (4.19)

donde Z es el factor de credibilidad dado por,

Z =
A(n,L)

A(n,L) + 1/σ
,

y αEMV = n/A(n,L) el estimador de máxima verosimilitud de α. En este caso
(4.19) no es estrictamente una fórmula de credibilidad, puesto que Z depende del
valor de las severidades Xi.

4.5.1. Intervalos de credibilidad y distribución predictiva

Para la obtención de los intervalos de credibilidad basta tener en cuenta la
relación de la distribución gamma con la distribución chi-cuadrado de Pearson. Se
verifica entonces que,

2α(A(n, L) + 1/σ)|X,σ ∼ χ2(2(n + α0)). (4.20)

donde χ2(n) representa una distribución chi-cuadrado con n grados de libertad.
Por tanto, el intervalo de credibilidad (a, b) debe de verificar que,

Pr(a ≤ 2α(A(n,L) + 1/σ)|X, σ ≤ b) = 1− q, (4.21)
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donde 0 ≤ q ≤ 1. A partir de (4.21), se obtiene que los ĺımites del intervalo de
credibilidad vienen dados por,

a =
χ2(2(n + α0); q/2)
2(A(n,L) + 1/σ)

, (4.22)

b =
χ2(2(n + α0); 1− q/2)

2(A(n,L) + 1/σ)
, (4.23)

donde ahora donde χ2(n; q) representa el cuantil de orden q de una distribución chi-
cuadrado con n grados de libertad. Usando la fórmula general (4.4), la distribución
predictiva viene dada por,

fy|X(y|x) =
∫ ∞

0

f(y|α)π(α|X)dα

=
α̃0σ̃

−α̃0

y (1/σ̃ + log(y/L))α̃0+1
.

4.5.2. Caso de estudio: datos de pérdidas por vientos

En esta sección utilizaremos los resultados previos para el análisis de los datos
de pérdidas de vientos que aparecen en Hogg y Klugman (1984). Los datos se
recogen en la tabla 4.4 y el histograma aparece representado en la figura 4.3. Los
datos presentan las caracteŕısticas ya comentadas de asimetŕıa, cero-modalidad y
colas largas. Puesto que el mı́nimo de los datos es 2, elegimos L = 2, que coincide
con el estimador de máxima verosimilitud. La función de verosimilitud de los datos
es,

L(X; α) = αnLnα

(
n∏

i=1

Xi

)−(α+1)

,

que aparece representada en la Figura 4.4. El estimador de máxima verosimilitud
es entonces,

α̂EMV = 0,9763

con error estándar:

ste(α̂) =
(
−∂2L(X|α)

∂α2

)−1/2

= 0,1544

al sustituir en el valor del máximo. El valor del logaritmo de la verosimilitud es
−109.658. La función de densidad ajustada junto con el histograma de los datos,
aparecen representadas en la figura 4.5.

Para la estimación Bayesiana de α necesitamos asignar los parámetros α0 y σ
en (4.16). Se presentan dos escenarios:
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Escenario 1. Incertidumbre baja. Asignamos mediante dos percentiles:

Pr(α ≤ 1,5) = 0,95, Pr(α ≤ 0,5) = 0,05.

Escenario 2. Incertidumbre alta. Obtenemos los valores de los parámetros a
partir de las especificaciones:

Pr(α ≤ 2,5) = 0,95, Pr(α ≤ 0,3) = 0,05.

Los valores obtenidos bajo los dos escenarios, aparecen recogidos en la tabla 4.5.
Se han incluido además los estimadores Bayesianos (fórmula (4.19)), el factor de
credibilidad y los intervalos de credibilidad (fórmulas (4.22)-(4.23)) al 90, 95 y
99 por ciento. Se trata de resultados bastante robustos, pues a pesar de partir
de distribuciones a priori muy diferentes, se llegan a estimaciones finales muy
similares. La figura 4.6 representa las funciones de densidad a priori y a posteriori
bajos los dos escenarios.

Tabla 4.4: Datos de pérdidas por vientos (Hogg y Klugman, 1984).

2 2 2 2 2 2 2 2 2 2
2 2 3 3 3 3 4 4 4 5
5 5 5 6 6 6 6 8 8 9
15 17 22 23 24 24 25 27 32 43

4.5.3. Otras distribuciones a priori

En la estimación Bayesiana de datos de Pareto existen otras posibilidades para
la elección de la distribución a priori. Esta elección dependerá de la naturaleza
de los datos disponibles (por ejemplo censurados) y de la información a priori
disponible. En este sentido Arnold y Press (1989) han considerado diversas dis-
tribuciones a priori para (α, σ) bajo diversos tipos de censura de los datos. Dis-
tribuciones a priori basadas en especificación condicional han sido consideradas
por Arnold et al. (1998) y Sarabia et al. (2005), de acuerdo con la metodoloǵıa de
las distribuciones especificadas condicionalmente (Arnold et al, 1999).

4.6. Estimación Bayesiana de una clase de dis-
tribuciones de pérdida

Las distribuciones paramétricas utilizadas como modelos de pérdidas (es decir,
distribuciones para la magnitud de la pérdida) en los seguros no-vida, tienen un
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Figura 4.3: Histograma de los datos de pérdidas por vientos (Hogg y Klugman,
1984).

Tabla 4.5: Estimadores Bayesianos y parámetros con los datos de pérdidas por
vientos bajo dos escenarios.

Parámetros y estimadores Escenario 1 Escenario 2
α0 9.3869 2.8079
σ 0.1005 0.4162
α̂0 49.3869 42.8079
σ̂ 0.0196 0.0231
E[α] 0.9432 1.1687
E[α|X] 0.9698 0.9869
α̂(EMV ) 0.9763 0.9763
Factor de credibilidad 0.8046 0.9446
Intervalo de credibilidad 90 % 0.7545–1.2074 0.7526–1.4186
Intervalo de credibilidad 95 % 0.7184–1.2584 0.7137–1.3038
Intervalo de credibilidad 99 % 0.6512–1.3620 0.6417–1.4186
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Figura 4.4: Función de verosimilitud de Pareto para los datos de pérdidas por
vientos (Hogg y Klugman, 1984).

soporte positivo, colas pesadas y presentan asimetŕıa positiva, tal como hemos
evidenciado con los datos reales de pérdidas (secciones 3.3, 4.5.2 y Hogg y Klugman
(1984)).

En este apartado vamos a realizar una análisis Bayesiano emṕırico sobre una
clase amplia de distribuciones de pérdida, considerada por Haberman y Renshaw
(1996). Este tipo de análisis no ha sido hecho hasta el momento. Además, obten-
dremos una estimador Bayesiano del parámetro que tiene la propiedad de poder
representarse como una fórmula de credibilidad.

Nos fijamos entonces en la clase de distribuciones con función de densidad,

f(x;α, θ) = αλ(x; θ) exp {−αΛ(x; θ)} , x > d ≥ 0, (4.24)

y función de supervivencia,

S(x; α, θ) = exp {−αΛ(x; θ)} , x > d ≥ 0, (4.25)

donde λ(x; θ) es proporcional a la tasa de fallo y

Λ(x; θ) =
∫ x

d

λ(u; θ)du, (4.26)
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Figura 4.5: Histograma y función de densidad de Pareto ajustada a los datos de
pérdidas por vientos (Hogg y Klugman, 1984).

representa la tasa de fallo integrada, donde θ es un parámetro (que puede ser
de dimensión mayor o igual que uno) y α > 0. Casos especiales de (4.24)-(4.25)
incluyen a las distribuciones de Burr, Pareto generalizada y Weibull (ver Tabla
4.6). Disponemos de una muestra de datos de pérdidas X = (X1, . . . , Xn) para la
estimación de (4.24). Procedemos en dos etapas:

Etapa 1: estimación de θ mediante métodos clásicos.

Etapa 2: estimación de α mediante técnicas Bayesianas.

En la primera etapa estimamos θ mediante máxima verosimilitud. De modo al-
ternativo, podemos obtener θ mediante un método de estimación basado en per-
centiles (ver Castillo et al., 2005). Si xqi , 0 < qi < 1, i = 1, 2 representan dos
percentiles de (4.25) tenemos que,

log(1− qi) = −αΛ(xqi
; θ), i = 1, 2.

Eliminando α tenemos que,

Λ(xq1 ; θ)
Λ(xq2 ; θ)

=
log(1− q1)
log(1− q2)

, (4.27)
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Figura 4.6: Funciones de densidad a priori y a posteriori para los datos de pérdidas
por vientos Escenario 1 (gráfico superior) y Escenario 2 (gráfico inferior).
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que sólo depende de θ. Si suponemos que θ es un escalar se puede obtener un
estimación mediante un procedimiento iterativo. A partir de la estimación de θ
y en una segunda etapa, realizamos un análisis Bayesiano clásico eligiendo como
distribución a priori para α una gamma con parámetros (a, b) y media E[α] = a ·b.
La función de verosimilitud viene dada por,

L(X|α, θ) = αn
n∏

i=1

λ(Xi; θ) exp

{
−α

n∑

i=1

Λ(Xi; θ)

}
. (4.28)

La función de densidad a posteriori es,

πX|α,θ(X|α, θ) ∝ L(X|α, θ) · π(α) (4.29)

∝ αa+n−1 exp

{
−α

(
n∑

i=1

Λ(Xi; θ) + 1/b

)}
, (4.30)

que es una distribución gamma. Los parámetros de esta distribución se actualizan
según la tabla 4.7. Utilizando una función de pérdida cuadrática, el estimador
Bayesiano de α viene dado por,

E[α|X, θ] =
a + n

n∑
i=1

Λ(Xi; θ) + 1/b

=

n∑
i=1

Λ(Xi; θ)

n∑
i=1

Λ(Xi; θ) + 1/b
· n

n∑
i=1

Λ(Xi; θ)
+

1/b
n∑

i=1

Λ(Xi; θ) + 1/b
· a · b

= Z · α̃EMV + (1− Z) · E[α], (4.31)

que corresponde a una fórmula de credibilidad (no estricta). En (4.31), el factor
de credibilidad es

Z =

n∑
i=1

Λ(Xi; θ)

n∑
i=1

Λ(Xi; θ) + 1/b
. (4.32)

4.7. Estimación de la prima de riesgo

La prima calculada, de acuerdo a los principios de cálculo de primas estudia-
dos en el caṕıtulo anterior, dependerá en la práctica de algún parámetro del que
dependa la función de distribución que sigue la variable aleatoria X asociada al
riesgo.
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Tabla 4.6: Distribuciones de pérdida del tipo (4.24).

Burr, α, λ, γ > 0 Pareto gen., α, λ > 0 Weibull, α, γ > 0

f(x) αγxγ−1 (λ + dγ)α

(λ + xγ)α+1
α

(λ + d)2

(λ + x)α+1
αγxγ−1 exp{−α(xγ − dγ)}

S(x)
(

λ + dγ

λ + xγ

)α (
λ + d

λ + x

)α

exp{−α(xγ − dγ)}

λ(x)
γxγ−1

λ + xγ

1
λ + x

γxγ−1

Λ(x) log
(

λ + dγ

λ + xγ

)
log

(
λ + d

λ + x

)
xγ − dγ

Tabla 4.7: Actualización de parámetros de la familia de distribuciones de pérdida
(4.24).

Parámetros Valores a priori Valores actualizados
a a ã = a + n

b b b̃ =
1∑n

i=1 Λ(Xi; θ) + 1/b

Por ejemplo, si el riesgo sigue una distribución de Poisson de parámetro θ > 0,
la prima calculada conforme al principio de prima neta vendrá dada por

H(X) = E[X] = θ.

En la literatura actuarial es habitual considerar que todos o algunos de los parámet-
ros de los que depende la función de distribución de probabilidad son desconocidos.

De ah́ı que, dado que el parámetro θ se desconoce, a la prima se le denomine pri-
ma pura de riesgo o simplemente prima de riesgo. De aqúı en adelante suponemos
que la prima dependerá de al menos un parámetro desconocido y escribiremos
PR para denotar a la prima de riesgo que, insistimos dependerá de al menos un
parámetro.

En el ejemplo anterior se verifica que:

PR ≡ H[X|θ] = θ.

El problema que surge ahora es estimar la prima suponiendo que el parámetro
del que depende es desconocido y aleatorio. De ello nos ocupamos en los siguientes
apartados.
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4.7.1. Prima colectiva o a priori

Si f(x) es la función de densidad asociada al riesgo X dependiente de un
parámetro θ, escribiremos f(x; θ) o f(x|θ) según que el parámetro sea fijo o aleato-
rio. Podemos ahora suponer que dicho parámetro se distribuye entre toda la cartera
de seguros de acuerdo a cierta función de densidad π(θ). Desde un punto de vista
Bayesiano ésta no es más que la distribución a priori, denominada en el escenario
actuarial función estructura.

Para clarificar el tema pensemos en una cartera de seguro de automóviles. Cada
asegurado tiene una propensión diferente a experimentar reclamación porque cada
uno de ellos poseen diferentes factores de riesgo. Como ejemplo de factores de
riesgo podemos citar la edad, los años de vigencia de la licencia de conducir, la
potencia del veh́ıculo, la zona en la que circula, etc. El actuario puede desconocer
la propensión de un asegurado a experimentar reclamación, pero puede tener cierta
idea acerca de cómo se distribuye dicha propensión en la cartera de seguros. Es
decir, puede asignar una distribución de probabilidad al parámetro que recoge esta
propensión. En el ejemplo considerado anteriormente, la propensión viene dada por
el parámetro θ.

En principio, la mejor estimación que puede obtenerse de la prima de riesgo es
la prima colectiva que se define de la siguiente forma.

Definición 4.11 Dados un riesgo X con función de densidad f(x|θ), siendo θ un
parámetro desconocido con función de densidad a priori π(θ) y una función de
pérdida L : IR2 −→ IR , la prima colectiva es el valor PC que minimiza la pérdida
esperada

∫

Θ

L(PR, PC)π(θ)dθ, (4.33)

siendo PR la prima de riesgo definida en (2.16).

Obsérvese que en (4.33) PR depende del parámetro desconocido θ.
La prima colectiva tal y como aparece definida más arriba representa la mejor

decisión que estima la prima de riesgo (obviamente desconocida). Observemos que
para calcularla se necesitará que el actuario defina una distribución de probabili-
dad, la distribución a priori, para el valor del parámetro desconocido θ. Para ello
será fundamental la experiencia de lo acontecido en los peŕıodos precedentes o en
otros contratos similares.

Ejemplo 4.1 Sea un riesgo X con función de densidad de probabilidad f(x|θ),
dependiente del parámetro θ desconocido y aleatorio y con distribución a priori
(función estructura) π(θ). Vamos a obtener la prima colectiva para los principios
de prima neta, exponencial, Esscher y de varianza.

Usando los diferentes principios tenemos que:
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1. Para el principio de prima se verifica L(PR, PC) = (PR − PC)2, entonces PR

es como en (2.17) y se obtiene,

PC =
∫

Θ

[∫

X
xf(x|θ)dx

]
π(θ)dθ = Eπ [Ef [X|θ]] . (4.34)

2. Para el principio de utilidad exponencial tenemos:

L(PR, PC) =
1
α

(eαPR − eαPC )2,

con α > 0, entonces PR es como en (2.18), de donde,

PC =
1
α

log
∫

Θ

eαPRπ(θ)dθ =
1
α

log Eπ

[
eαPR

]
. (4.35)

3. Para el principio Esscher tenemos que

L(PR, PC) = eαPR (PR − PC)2 , α > 0,

entonces PR viene dada en (2.19), y se obtiene,

PC =

∫

Θ

PReαPRπ(θ)dθ
∫

Θ

eαPRπ(θ)dθ

=
Eπ

[
PReαPR

]

Eπ [eαPR ]
. (4.36)

4. Finalmente, para el principio de varianza tenemos que

L(PR, PC) = PR (PR − PC)2 ,

entonces PR viene dada como en (2.20), y se deduce:

PC =

∫

Θ

P 2
Rπ(θ)dθ

∫

Θ

Pπ(θ)dθ

=
Eπ

[
P 2

R

]

Eπ [PR]
. (4.37)

Ejemplo 4.2 Supongamos que el número de reclamaciones de una cartera de
seguros sigue una distribución binomial negativa con parámetros r > 0 y θ > 0 de
la forma:

Pr(X = x|θ) =
(

r + x− 1
x

)(
r

r + θ

)r (
θ

r + θ

)x

, x = 0, 1, . . . ; r, θ > 0,
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y θ sigue una distribución beta de segunda especie con parámetros r, b, ν > 0, de
modo que

π(θ) =
rb

B(ν, b)
θν−1

(r + θ)b+ν
.

Vamos a calcular, bajo el principio de prima neta la prima de riesgo y colectiva.

La prima de riesgo es

PR = E[X|θ] = θ,

mientras que la prima colectiva viene dada por

PC = Eπ[PR] = Eπ (θ) =
rν

b− 1
, b > 1. (4.38)

Ejemplo 4.3 Veamos cómo se calcula la prima de riesgo y colectiva bajo el prin-
cipio de varianza suponiendo que el riesgo X sigue la distribución gamma con
parámetros θ > 0, y ν > 0 conocido,

f(x|θ) =
θν

Γ(ν)
xν−1e−θx, ν > 0, θ > 0

y θ sigue en el colectivo la distribución gamma con parámetros a, b:

π(θ) =
ba

Γ(a)
θa−1e−bθ, a > 0, b > 0.

La prima de riesgo es

PR =

∫∞
0

x2f(x|θ)dx∫∞
0

xf(x|θ)dx
=

ν + 1
θ

,

y la prima colectiva

PC =

∫∞
0

P 2
Rπ(θ)dθ∫∞

0
PRπ(θ)dθ

=
b(ν + 1)
a− 2

, a > 2. (4.39)

4.7.2. Prima Bayes o a posteriori

Los modelos de decisión más habituales son aquellos en los que el decisor
dispone de experiencia previa: son los llamados problemas de decisión con exper-
imentación. En el problema de decisión con experimentación, la decisión elegida
depende del vector observado, X = (X1, . . . , Xn), donde la observación consiste

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



86 Instrumentos de Estad́ıstica Bayesiana y Primas Bayes

en una muestra de tamaño n, X1, . . . , Xn, procedente de una población X cuya
función de distribución depende del estado Θ que se presente.

En este caso, el análisis Bayesiano nos permitirá combinar la información inicial
o a priori que se tiene sobre el parámetro θ ∈ Θ con la información muestral, X,
para obtener la distribución a posteriori del parámetro.

Aśı, si π(θ) es la densidad a priori, que refleja las creencias sobre θ antes de
obtener la información muestral X = (X1, . . . , Xn), el teorema de Bayes, como se
mostró anteriormente, permite combinar estas dos fuentes de información para, en
nuestro caso, obtener otra estimación de la prima de riesgo, distinta de la prima
colectiva. El resultado es la prima Bayes o a posteriori que se define a continuación.

Definición 4.12 Dados un riesgo X con función de densidad de probabilidad dada
por f(x|θ), siendo θ un parámetro desconocido con distribución a priori π(θ),
una función de pérdida L : IR2 −→ IR y un vector de datos observados X =
(X1, . . . , Xn), la prima Bayes es el valor PB que minimiza:

∫

Θ

L (PR, PB)π(θ|X)dθ, (4.40)

siendo π(θ|X) la distribución a posteriori de θ dada la muestra y PR la prima de
riesgo definida anteriormente.

Nuevamente PR en (4.40) depende del parámetro θ.

Ejemplo 4.4 Sea un riesgo X con función de densidad de probabilidad f(x|θ),
dependiente del parámetro θ desconocido y aleatorio con distribución a priori
π(θ). Vamos a obtener la prima Bayes para los cuatro principios de prima neta,
exponencial, Esscher y de varianza.

Las expresiones de las primas Bayes se obtienen intercambiando en (4.34),
(4.35), (4.36) y (4.37) π(θ) por π(θ|X), obteniéndose:

PB =
∫

Θ

[∫

X
xf(x|θ)dx

]
π(θ|X)dθ = Eπ(θ|X) [Ef (X|θ)] , (4.41)

para el principio de prima neta. Entonces:

PB =
1
α

log
∫

Θ

eαPRπ(θ|X)dθ =
1
α

log Eπ(θ|X)

[
eαPR

]
, (4.42)

para el principio exponencial.

PB =

∫

Θ

PReαPRπ(θ|X)dθ
∫

Θ

eαPRπ(θ|X)dθ

=
Eπ(θ|X)

[
PReαPR

]

Eπ(θ|X) [eαPR ]
, (4.43)
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para el principio Esscher. Finalmente:

PB =

∫

Θ

P 2
Rπ(θ|X)dθ

∫

Θ

Pπ(θ|X)dθ

=
Eπ(θ|X)

[
P 2

R

]

Eπ [PR]
, (4.44)

para el principio de varianza.

Ejemplo 4.5 Supongamos que disponemos de una muestra aleatoria simple X =
(X1, . . . , Xn) procedente de la población del ejemplo 4.2. Vamos a calcular la prima
neta Bayes.

La distribución a posteriori de θ dada la muestra X = (X1, . . . , Xn) es:

π(θ|X) ∝
(

r

r + θ

)nr (
θ

r + θ

)nX̄
θν−1

(r + θ)b+ν

∝ θν+nX̄−1

(r + θ)b+ν+nX̄+nr
,

que es de nuevo una distribución beta de segunda especie con parámetros r, b +
nr, ν + nX̄. Luego, la prima neta Bayes se obtiene reemplazando en (4.38) los
parámetros r, b y ν por los parámetros actualizados, resultando:

PB =
r(ν + nX̄)
b + nr − 1

. (4.45)

Ejemplo 4.6 Supongamos que disponemos de una muestra aleatoria simple X =
(X1, . . . , Xn) procedente de la población del ejemplo 4.3. Vamos a calcular la prima
Bayes de varianza.

Es fácil deducir que la distribución a posteriori es en este caso de nuevo una
distribución G(a + nν, b + nX̄), luego la prima Bayes de varianza se obtiene actu-
alizando en (4.39) los parámetros correspondientes, obteniendo:

PB =
(ν + 1)(b + nX̄)

a + nν − 2
.

Resulta interesante destacar que para calcular las primas colectiva y Bayes
podemos utilizar un principio de cálculo de prima diferente que el utilizado para
calcular la prima de riesgo,

Ejemplo 4.7 Supongamos que el número de reclamaciones de una cartera de
seguros sigue una distribución de Poisson con parámetros θ > 0 y θ sigue una
distribución G(a, b), a > 0, b > 0. Vamos a calcular la prima Bayes de acuerdo al
principio Esscher cuando la prima de riesgo se ha calculado bajo el principio de
prima neta.
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Ya sabemos que bajo el principio de prima neta la prima de riesgo es PR = θ.
La prima colectiva es:

PC =

∫∞
0

θeαθπ(θ)dθ∫∞
0

eαθπ(θ)dθ
=

∫∞
0

θae−(α+b)θdθ∫∞
0

θa−1e−(α+b)θdθ

=
a

α + b
. (4.46)

Reemplazando en (4.46) a y b por a + nX̄ y b + n, respectivamente, se obtiene la
prima Bayes, dada por:

PB =
a + nX̄

α + b + n
. (4.47)

Nótese que (4.47) es una fórmula de credibilidad, puesto que

PB = Z(n)X̄ + [1− Z(n)]PC ,

con:
Z(n) =

n

α + b + n
.

4.8. Sistemas bonus-malus

Con objeto de reducir el número de reclamaciones en el sector de seguro de
automóviles, las compañ́ıas Europeas introdujeron el sistema de tarificación bonus-
malus. Este sistema penaliza a los conductores que no experimentan reclamación,
los buenos, penalizando a los malos. Por tanto, según este mecanismo la prima
se calcula en función del número de reclamaciones que experimenta el asegura-
do, lo que favorece la utilización de la metodoloǵıa desarrollada en teoŕıa de la
credibilidad.

Es conocido que en los últimos años se ha fomentado entre las entidades que
operan en el sector del automóvil, el uso del fichero histórico de siniestralidad
de conductores (SINCO), que incluye el historial de siniestralidad de los últimos
cinco años de cada póliza. El fichero SINCO tiene la ventaja de proporcionar a
las entidades aseguradoras adheridas al mismo, los historiales de cada conductor
antes de aceptarlo. Este hecho favorece, por un lado, ante un posible cambio de
entidad aseguradora, la fijación del precio que corresponde al riesgo contratado, y
desde un punto de vista metodológico, la posibilidad de contar siempre con una
muestra personalizada de un asegurado en concreto, lo que facilita y favorece el
uso de determinadas técnicas estad́ısticas, que sin la misma no podŕıa llevarse a
cabo.

Para construir un sistema bonus-malus se parte de un nivel X neutro, de modo
que para niveles inferiores a X el asegurado entra en la escala bonus, mientras que
para niveles superiores a X, el asegurado se incorpora a la escala malus.
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Este tipo de sistemas está generalmente basado en el número de reclamaciones,
y no en la cuant́ıa. Expresando la prima como una función del número medio de
reclamaciones X̄, nX̄ =

∑n
i=1 Xi, y del peŕıodo de tiempo n, representaremos la

prima bonus-malus mediante PBM ≡ PBM (X̄, n).
Lo relevante de este sistema de tarificación es que un asegurado que en el

peŕıodo actual no presente reclamación se verá bonificado en el siguiente peŕıodo
mediante un descuento en la prima a pagar. Por el contrario, si experimenta recla-
mación se verá penalizado con un incremento de la prima. Luego, tendrán que
verificarse las siguientes reglas de transición:

∂PBM (X̄, n)
∂X̄

> 0,
∂PBM (X̄, n)

∂n
< 0.

Existen diversas metodoloǵıas para el cálculo de primas bonus-malus, entre las
que descatamos:

1. Método Markoviano. En este caso el sistema bonus-malus se contempla como
un proceso de Markov en el que el asegurado se mueve de un estado a otro
en el tiempo. Ver Centeno y Silva (2002) y Lemaire (1995).

2. Programas de optimización multiobjetivo. Desarrollados por Heras et al.
(2002, 2004).

3. Métodos Bayesianos. Estos métodos serán estudiados en esta investigación.
Algunas referencias son: Gómez-Déniz et al. (2002b, 2006b, 2008c, 2008d,
2008e), Gómez-Déniz y Vázquez (2005c), Lemaire (1979, 1985, 1995), Meng
et al. (1999) y Sarabia et al. (2004).

4.8.1. Cálculo de primas bonus-malus. Método Bayesiano

Una forma de obtener primas que cumplan las reglas de transición, utilizando la
metodoloǵıa Bayesiana, consiste en dividir la prima Bayes entre la prima colectiva
para los principios de cálculo de prima estudiados. Denotando ahora mediante PB

a la prima Bayes, la prima bonus-malus puede obtenerse como:

PBM =
PB

PC
, (4.48)

donde PC representa la prima colectiva.

Ejemplo 4.8 Vamos a obtener las expresiones de la prima bonus-malus para los
principios de cálculo de prima neta, exponencial, Esscher y varianza.

Utilizando las expresiones (4.48), (4.34) y (4.41), se deduce que la prima bonus-
malus bajo el principio de prima neta es:

PBM =
Eπ(θ|X)

[
Ef(x|θ) [X|θ]]

Eπ(θ)

[
Ef(x|θ) [X|θ]] . (4.49)
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Utilizando (4.48), (4.35) y (4.42), se deduce que la prima bonus-malus bajo el
principio de prima exponencial es:

PBM =
log

{
Eπ(θ|X)

[
eαPR

]}

log
{
Eπ(θ) [eαPR ]

} , (4.50)

donde

PR =
1
α

log
∫

Θ

eαxf(x|θ)dx.

Utilizando (4.48), (4.36) y (4.43), se deduce que la prima bonus-malus bajo el
principio de prima Esscher es:

PBM =
Eπ(θ|X)

[
PReαPR

]

Eπ(θ|X) [eαPR ]
Eπ(θ)

[
eαPR

]

Eπ(θ) [PReαPR ]
,

donde

PR =
Ef(x|θ)

[
XeαX |θ]

Ef(x|θ) [eαX |θ]).
Finalmente, utilizando (4.48), (4.37) y (4.44), se deduce que la prima bonus-malus
bajo el principio de prima de varianza es:

PBM =
Eπ(θ|X)

[
P 2

R

]

Eπ(θ|X) [PR]
Eπ(θ) [PR]
Eπ(θ) [P 2

R]
,

donde

PR =
Ef(x|θ)

[
X2|θ]

Ef(x|θ) [X|θ] .

Ejemplo 4.9 La tabla 4.8 muestra el número de asegurados para las reclama-
ciones x = 0, 1, . . . en una cartera de seguros de automóviles en Alemania en 1960.
Esta cartera de seguros aparece en en Willmot (1987) y en Gómez-Déniz et al.
(2008c). Suponiendo los siguientes modelos:

1. Función de verosimilitud Poisson de parámetro θ > 0 y una distribución a
priori gamma de parámetros a > 0, b > 0.

2. Función de verosimilitud binomial negativa con parámetros r > 0, 0 <
θ < 1 y una distribución a priori para el parámetro θ beta con parámetros
a > 0, b > 0.

Para ambos modelos, se trata de obtener:

1. La prima bonus-malus bajo el principio de prima neta.
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2. Comprobar que dicha prima puede escribirse como una fórmula de credibil-
idad.

3. La distribución incondicional del número de reclamaciones.

4. Estimar mediante el método de máxima verosimilitud los parámetros de la
distribución a priori.

5. Obtener la tabla de frecuencias ajustadas.

6. Estudiar la bondad del ajuste mediante el test χ2 con un tamaño del 5 por
ciento. ¿Qué modelo ajusta mejor los datos?

7. Obtener una matriz de orden 3× 4 en la que el elemento aij , i = 1, 2, 3; j =
1, 2, . . . , 4 sea el porcentaje de prima a aplicar en el peŕıodo i con j reclama-
ciones, bajo un sistema de tarificación bonus-malus y el principio de prima
neta.

Tabla 4.8: Número de siniestros observados.

Número
de siniestros Frecuencias absolutas

Observadas
0 20592
1 2651
2 297
3 41
4 7
5 0
6 1

Total 23589

Veamos la resolución de las diferentes cuestiones planteadas:

1. Utilizando (4.49) se deduce, para el caso Poisson-gamma:

PBM =
a + nX̄

b + n

b

a
, con

n∑

i=1

xi = nX̄. (4.51)

Bajo el modelo binomial negativa-beta, las primas netas colectiva y Bayes
son, respectivamente:

PC =
rb

a− 1
,
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PB =
r(b + nX̄)
a + nr − 1

,

de donde se deduce que la prima neta bonus-malus es:

PBM =
b + nX̄

a + nr − 1
a− 1

b
. (4.52)

2. Es inmediato probar que (4.51) puede reescribirse como:

PBM =
n

b + 1

(
b

a
X̄

)
+

b

b + 1

(
b

a
PC

)
= Z(n)g(X̄) + [1− Z(n)] g(PC),

siendo Z(n) = n/(b+n) el factor de credibilidad, PC la prima neta colectiva
y g(x) = b

ax. La expresión (4.52) puede reescribirse como

PBM = Z(n)g(X̄) + [1− Z(n)] g(PC),

donde:

Z(n) =
rn

a + nr − 1
,

g(x) =
a− 1

rb
x.

3. Para el modelo Poisson-gamma, comprobaremos que la distribución incondi-
cional del número de reclamaciones es una binomial negativa con parámetros
a y b/(b + 1). En efecto:

Pr(X = x) =
∫ ∞

0

f(x|θ)π(θ)dθ

=
∫ ∞

0

e−θθx

x!
· ba

Γ(a)
θa−1e−bθdθ

=
ba

x!Γ(a)

∫ ∞

0

θa+x−1e−(b+1)θdθ

=
ba

x!Γ(a)
Γ(a + x)

(b + 1)a+x

=
(

a + x− 1
x

)(
b

b + 1

)a (
1

b + 1

)x

. (4.53)

Procediendo de forma análoga para el modelo binomial negativa-beta ten-
emos:

Pr(X = x) =
(

r + x− 1
x

)
1

B(a, b)

∫ 1

0

θa+r−1(1− θ)b+x−1dθ

=
(

r + x− 1
x

)
B(a + r, b + x)

B(a, b)
. (4.54)
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4. A partir de una muestra aleatoria simple de tamaño n procedente de (4.53),
el logaritmo de la función de verosimilitud es,

`(a, b) =
n∑

i=1

log
(

a + Xi − 1
Xi

)
+ na log

(
b

b + 1

)
− nX̄ log(b + 1). (4.55)

Ahora teniendo en cuenta que

(
a + Xi − 1

Xi

)
=

1
Xi!

Xi−1∏

j=0

(a + Xi − 1− j),

tenemos que (4.55) puede reescribirse como

`(a, b) =
n∑

i=1




Xi−1∑

j=1

log(a + Xi − 1− j)− log Xi!


 + na log

(
b

b + 1

)

− nX̄ log(b + 1). (4.56)

Derivando parcialmente (4.56) con respecto a b e igualando a cero resulta:

b̂ =
a

X̄
, (4.57)

mientras que derivando (4.56) respecto a a e igualando a cero se obtiene

n∑

i=1

i−1∑

j=1

1
a + Xi − 1− j

+ n log
(

b

b + 1

)
= 0. (4.58)

Finalmente, sustituyendo (4.57) en (4.58) resulta una ecuación en a que
puede resolverse numéricamente, obteniéndose los estimadores â = 1,1179 y
b̂ = 7,7513.

Para el modelo binomial negativa-beta, a partir de una muestra aleatoria
simple de tamaño n procedente de (4.54), el logaritmo de la función de
verosimilitud es:

`(r, a, b) =
n∑

i=1

log
[(

r + Xi − 1
Xi

)
B(a + r, b + Xi)

B(a, b)

]
. (4.59)

Calculando las derivadas parciales de (4.59) con respecto a r, a y b e igualan-
do a cero se obtiene un sistema de ecuaciones que puede resolverse fácilmente
utilizando, por ejemplo, el programa Mathematica. La solución que se ob-
tiene para el caso que nos ocupa es: r = 2,6895; a = 51,1597; b = 2,6895.

5. Las frecuencias observadas y esperadas del modelo aparecen en la tabla 4.9.
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Tabla 4.9: Número de siniestros observados y ajustados.

Número
de siniestros Frecuencias absolutas

Observadas Poisson-gamma Binomial negativa-beta
0 20592 20596.80 20596.80
1 2651 2631.03 2635.24
2 297 318.37 311.73
3 41 37.81 39.03
4 7 4.44 5.30
5 0 0.52 0.78
6 1 0.06 0.12

Total 23589 23589 23589

6. Para el modelo Poisson-gamma, el logaritmo de la función de verosimilitud es
−10223,4, mientras que el valor de χ2 con 2 grados de libertad es 3,62. El p-
valor correspondiente resulta 0,1636, por lo que aceptamos que la distribución
binomial negativa ajusta los datos.

Para el modelo binomial negativa-beta, el logaritmo de la función de verosimil-
itud es −10222,2 y el valor de χ2 con 1 grado de libertad es 1,41, que le
corresponde un p-valor de 0,2350. Se acepta también que la distribución bi-
nomial negativa beta ajusta los datos. Este último modelo da lugar a un
mejor ajuste.

7. Utilizando (4.51) y (4.52) se obtiene la matriz pedida, que aparece represen-
tada en las tablas 4.10 y 4.11, para los modelos Poisson-gamma y binomial
negativa-beta, respectivamente.

Como se aprecia, las primas son sensiblemente mayores en el grupo de los
buenos conductores (nX̄ = 0) para el modelo binomial negativa-beta y
menores para el resto de los grupos.

4.8.2. Penalización de las sobrecargas

El principal objetivo de los sistemas de tarificación bonus-malus es que los ase-
gurados paguen una prima justa, esto es, la prima que corresponda a su propia
experiencia de reclamación. Sin embargo, muchos de estos sistemas penalizan in-
justamente a determinados asegurados, haciéndoles pagar más de lo que realmente
les corresponde. Por otro lado, en muchas ocasiones las bonificaciones establecidas
son pequeñas, lo que puede acarrear serios problemas de competitividad y, en con-
secuencia, de equilibrio financiero a la compañ́ıa aseguradora (Baione et al., 2002,
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Tabla 4.10: Primas bonus-malus. Modelo Poisson-gamma.

nX̄
n 0 1 2 3 4
0 100
1 88.57 167.80 247.03 326.29 405.50
2 79.49 150.59 221.70 292.81 363.91
3 72.03 136.59 201.08 265.57 330.07

Tabla 4.11: Primas bonus-malus. Modelo binomial negativa-beta.

nX̄
n 0 1 2 3 4
0 100
1 94.91 130.20 165.48 200.77 236.06
2 90.31 123.89 157.47 191.05 224.63
3 86.14 118.17 150.20 181.22 214.25

pp. 159-160). Además, es costumbre en el mercado de seguro de automóviles, que
el asegurado cambie de compañ́ıa aseguradora buscando precios más competitivos.

Esto representa un problema para la compañ́ıa aseguradora, pues los buenos
asegurados pueden optar por abandonar dicha compañ́ıa para asegurarse en otra
con precios más bajos. Además, para la compañ́ıa, la pérdida de los ingresos que
le reporta estos clientes supone no poder compensar el balance de la empresa,
pues aunque los asegurados catalogados como malos asegurados paguen más, es
generalmente una población menos numerosa la que figura en estas clases. Como
muestra, obsérvese la cartera de seguros de automóviles que aparece en la tabla 4.12
(extráıda de Gómez-Déniz et al., 2005a) y que corresponde a datos reales de una
aseguradora española. En esta cartera, los asegurados se clasificaron de acuerdo a
dos categoŕıas: edad del conductor (q) y la potencia del veh́ıculo asegurado (p),
como se aprecia en la tabla 4.13. Aśı, q = 1 corresponde a conductores jóvenes con
edad inferior a 35 años; q = 2, conductores con edades comprendidas entre 35 y
49 años; q = 3, conductores mayores de 50 años. Por otro lado, p = 1 corresponde
a veh́ıculos con una potencia entre 54 y 75 cv; p = 2, veh́ıculos con una potencia
entre 76 y 118; finalmente p = 3, corresponde a veh́ıculos con una potencia mayor
de 119 cv.

Por otro lado, la experiencia demuestra que los buenos asegurados prefieren
pagar inicialmente una prima ligeramente mayor, de modo que si incurren en una
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Tabla 4.12: Distribución de los asegurados en las distintas subcarteras. Gómez-
Déniz et al., 2005a.

k
n 0 1 2 ≥ 3
0 3945
1 3316 548 61 20
2 2756 965 182 42
3 2290 1226 339 90
4 1903 1371 503 168

k
0 1 2 ≥ 3
9023
7797 1063 140 23
6668 1952 344 59
5702 2562 625 135
4876 2954 937 257

11947
9470 1916 445 116
7273 3391 984 299
5585 4079 1638 645
4289 4265 2234 1159

25719
21031 3775 720 193
16789 6796 1680 455
13402 8444 2903 969
10699 9151 4108 1761

8447
6570 1423 321 133
4908 2495 759 286
3666 2933 1266 582
2738 2990 1701 1017

19609
15702 3112 603 92
12234 5478 1456 441
9532 6647 2496 934
7426 7032 3469 1681

1486
1125 274 69 18
822 458 154 52
601 523 247 115
439 520 322 205

5762
4554 902 224 82
3452 1640 492 178
2617 1968 817 359
1984 2041 1109 628

11758
10437 1159 143 19
9185 2193 331 48
8354 2693 604 107
7114 3517 923 204

27287
22788 3766 591 142
18714 6778 1457 337
15369 8594 2591 733
12622 9543 3763 1360

18688
15158 2848 510 172
11988 5065 1262 373
9482 6230 2198 778
7499 6686 3101 1402

5812
4680 900 187 45
3672 1597 426 117
2881 1952 723 256
2261 2080 1005 466

reclamación, en el siguiente peŕıodo (año) su prima no se vea incrementada en una
cantidad grande.

Se han elaborado diversos modelos tratando de resolver estos problemas. El
primero de estos modelos fue propuesto por Ferreira (1977), que puede verse tam-
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Tabla 4.13: Número de asegurados y número medio de reclamaciones en las dis-
tintas subcarteras.

q = 1 q = 2 q = 3

p = 1 3945
0.1850

9023
0.1564

11758
0.1277

p = 2 11947
0.2639

25719
0.2252

27287
0.1969

p = 3
8447

0.2917
19609
0.2495

18688
0.2345

p = 4 1486
0.3135

5762
0.2769

5812
0.2424

bién en Lemaire (1979, 1985 y 1995), en el que se propone un modelo que aumente
ligeramente las primas que pagan los buenos asegurados como contrapartida a
la disminución de las primas pagadas por los asegurados malos y que garantice
el equilibrio financiero. En Gómez-Déniz y León (2005b) y Gómez-Déniz et al.
(2005a) se propone un mecanismo similar con la función de pérdida Esscher que
realiza el proceso contrario. Ver también Sarabia et al. (2004), haciendo uso de los
modelos de especificación condicional.

Las ideas sobre penalización fueron inicialmente propuestas por Lemaire (1979),
donde el autor expone un procedimiento para reducir el porcentaje de incremen-
to de la prima que permite mantener el ajuste presupuestario de la compañ́ıa
aseguradora. Para ello, en este texto se utilizará el principio de prima neta, y min-
imizaremos la diferencia entre la prima neta Bayes P (k, n), siendo k el número
de reclamaciones y n el tiempo, y el valor del parámetro θ, sujeto a la restricción
presupuestaria. Aśı, denominando m al número máximo de clases en la cartera,
Nk al número de asegurados en dichas clases y N =

∑m
k=0 Nk, formalmente el

problema a resolver tendrá la siguiente formulación:

mı́n
1
N

m∑

k=0

Nk

∫

Θ

(PR − P (k, n))2 π(θ|k, n)dθ,

s.a
1
N

m∑

k=0

NkP (k, n) = E(θ).





(4.60)

Mediante la formulación de este problema el asegurado minimiza la pérdida es-
perada de la operación de aseguramiento sujeta a la restricción que permite el
equilibrio financiero.

La solución a este problema de optimización restringida se presenta en la sigu-
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iente proposición.

Proposición 4.1 La solución del problema de optimización (4.60) viene dada por:

P (k, n) =
∫

PRπ(θ|k, n)dθ +
∫

PRπ(θ)dθ

− 1
N

m∑

k=0

∫
PRπ(θ|k, n)dθ. (4.61)

Demostración: La función lagrangiana es:

ψ =
1
N

m∑

k=0

P (k, n)
∫

(PR − P (k, n))2 π(θ|k, n)dθ

− β

[
1
N

m∑

k=0

P (k, n)− θ̄

]

en la que β es el correspondiente multiplicador de Lagrange. Ahora,

∂ψ

∂β
= 0 =⇒ 1

N

m∑

k=0

NkP (k, n) = θ̄, (4.62)

∂ψ

∂P (k, n)
= 0 =⇒ P (k, n) =

1
2
β +

∫
PRπ(θ|k, n), k = 0, 1, . . . ,m. (4.63)

Tras algunas manipulaciones algebraicas se obtiene:

1
N

m∑

k=0

NkP (k, n) =
1
N

m∑

k=0

Nk

∫
PRπ(θ)dθ +

1
2
β.

Finalmente, despejando de esta expresión 1
2β, sustituyendo en (4.63) y teniendo

en cuenta (4.62) se obtiene el resultado.
Ahora podemos construir una prima bonus-malus como el cociente:

PBM = PBM (k, n) =
P (k, n)
P (0, 0)

. (4.64)

Ejemplo 4.10 Considérese la cartera de seguros de automóviles que aparece en
la tabla 4.12. Calcular las primas netas bonus-malus para la subcartera p = 1, q =
1 obtenidas cuando la verosimilitud es Poisson de parámetro θ y la distribu-
ción a priori es gamma con parámetros a = 1, b = 5 para el modelo estándar
Poisson-Gamma y el modelo modificado de las sobrecargas. Obsérvese que con
estos parámetros se está considerando que la media del número medio de recla-
maciones es a/b = 0,25, lo que parece acorde vista la media de reclamaciones en
las distintas subcarteras que aparecen en la tabla 4.13. Vamos a comprobar que se
resuelve el problema de las sobrecargas.
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Bajo el modelo estándar Poisson-Gamma las primas bonus-malus se calculan
de acuerdo a la expresión

PBM =
a + k

b + n

b

a
,

siendo k = nk̄. Bajo el modelo modificado, utilizando (4.61), resulta, después de
algunos cálculos:

P (k, n) =
a + k

b + n
+

a

b
− 1

N

m∑

k=0

Nk
a + k

b + n
. (4.65)

Finalmente, las primas netas bonus-malus en el modelo modificado se obtienen
llevando (4.65) a (4.64).

Las primas correspondientes (multiplicadas por 100) aparecen en la tabla 4.14,
y los resultados del modelo modificado aparecen en negrita. Se observa que las
primas, bajo el modelo modificado, aumentan ligeramente para los asegurados en
la clase k = 0 y disminuyen para el resto de las clases. En la figura 4.7 aparece
el porcentaje de incremento de la prima cuando el asegurado se mueve de la clase
k = 0 a la clase k = 1. Este porcentaje es mucho menor en el modelo modificado
que bajo el modelo estándar.

Tabla 4.14: Prima bonus-malus basada en (4.61) en la subcartera p = 1, q = 1.

k
n 0 1 2 ≥ 3
0 100
1 83.33 166,66 250.00 333.33

90.32 135.82 176.77 217.42
2 71.42 142.85 214.28 285.71

84.09 122.41 157.86 193.13
3 62.50 125.00 187.50 250.00

79.66 112.87 144.07 175.11
4 55.55 111.11 166.67 222.22

76.31 105.67 133.48 161.16

4.9. Análisis Bayesiano de la familia exponencial
natural

La familia exponencial constituye una de las principales familias de distribu-
ciones de uso en credibilidad. En las décadas de los 50 y 60 diversos actuarios
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Figura 4.7: Porcentaje de penalización en la prima para los buenos asegurados.

probaron que la fórmula de credibilidad era el estimador Bayes para determinadas
combinaciones de verosimilitudes y distribuciones a priori. Este es el caso de la
verosimilitud Poisson con distribución a priori gamma o la verosimilitud binomi-
al con distribución a priori tipo beta. Jewell (1974) en un resultado clásico, de-
mostró que estas situaciones no eran más que casos particulares de una verosimil-
itud más general conocida como familia exponencial. Como veremos en detalle
más adelante, para los miembros de esta familia la fórmula de credibilidad es el
estimador de Bayes (prima Bayes). Tenemos la siguiente definición.

Definición 4.13 Se dice que una variable aleatoria X (riesgo) pertenece a la
familia exponencial natural, si su función de densidad se puede escribir como,

f(x; θ) =
a(x) exp(−θx)

c(θ)
, θ ∈ Θ, (4.66)

donde Θ ⊂ IR y a(·) es una función positiva.

La constante c(θ) es la constante de normalización, y viene por tanto determinada
por la función a(x). Muchas variables aleatorias tanto discretas como continuas
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pertenecen a la familia (4.66) y a su extensión

f(x; θ) =
a(x) exp(−θt(x))

c(θ)
, θ ∈ Θ, (4.67)

donde además es posible que el parámetro θ sea vectorial, para tener la llamada
familia exponencial k-paramétrica. Por ejemplo, la distribución exponencial,

f(x; θ) = θ exp(−θx), x > 0

es del tipo (4.66) con a(x) = 1. Igualmente la distribución de Poisson,

f(x;λ) =
exp(−λ)λx

x!
, x = 0, 1, . . .

pertenece a la familia exponencial con a(x) = 1/x! y θ = log λ. Otras distribuciones
como la normal con varianza conocida o la distribución de Weibull con parámetro
de forma conocido, pertenecen a la familia exponencial (4.67). Para la distribución
(4.66) se verifica que,

E[Xk] =
c(k)(θ)
c(θ)

, k = 1, 2, . . . (4.68)

donde c(k)(θ) es la derivada k-ésima de c(θ) respecto θ. Para una muestra de
tamaño n, la función de verosimilitud de (4.66) viene dada por,

L(X|θ) =
n∏

i=1

a(xi) exp(−θxi)
c(θ)

∝ exp (−θ
∑n

i=1 xi)
[c(θ)]n

. (4.69)

Si consideramos como distribución a priori para θ la familia,

π(θ) =
[c(θ)]−n0 e−θx0

d(n0, x0)
, (4.70)

se trata de una distribución conjugada para (4.66), donde n0 y x0 son parámetros y
d(n0, x0) la constante de normalización. Combinando (4.66) con (4.70) obtenemos
la distribución a posteriori,

π(θ|X) ∝ L(X|θ) · π(θ)

∝ exp (−θ
∑n

i=1 xi)
[c(θ)]n

· [c(θ)]−n0 e−θx0

d(n0, x0)

= [c(θ)]−(n0+n) exp

[
−θ

(
x0 +

n∑

i=1

xi

)]
,
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que pertenece a la familia (4.70), y donde los parámetros se actualizan según las
reglas:

n0 → n0 + n,

x0 → x0 +
n∑

i=1

xi.

4.10. Análisis Bayesiano de la familia exponencial
de dispersión

La motivación de porqué utilizar la siguiente familia de distribuciones procede
directamente de la investigación actuarial en credibilidad. La fórmula clásica de
credibilidad (Bayesiana) establece que,

E[Xn+1|X] = E[µ(θ)|X] =
n

n0 + n
· X̄ +

n0

n0 + n
·m, (4.71)

donde X representa los datos disponibles, X̄ la media muestral, θ el parámetro de
riesgo, µ(θ) = E[X|θ], m =

∫
µ(θ)dπ(θ) y π(θ) la distribución a priori. Esta fórmu-

la se cumple para la familia exponencial vista en la sección anterior. Sin embargo,
la familia exponencial no contiene algunas de las distribuciones habitualmente us-
adas en riesgos. Entonces, ¿es posible extender el resultado (4.71) a otras clases
de distribuciones? La respuesta es que śı es posible, y Kass et al. (1997), Nelder y
Verral (1997) y Landsman y Makov (1998) probaron que este fenómeno se cumpĺıa
para una clase más general de distribuciones denominada familia exponencial de
dispersión. Esta familia ya era conocida en el mundo estad́ıstico como parte de los
llamados modelos lineales generalizados, introducidos por los estad́ısticos ingleses
Nelder y Wedderburn (1972) y también estudiados por Tweedie (1984) y Jorgensen
(1986). Tenemos la siguiente definición

Definición 4.14 Se dice que una variable aleatoria X pertenece a la familia ex-
ponencial de dispersión si su función de densidad se puede escribir como,

f(x; θ, λ) =
p(λ, x) exp(−λθx)

[q(θ)]λ
, (4.72)

donde θ ∈ Θ ⊂ IR y λ ∈ Λ ⊂ IR+ y p(·, ·) es una función positiva.

La media de (4.72) viene dada por,

E[X] = µ(θ) = −q′(θ)
q(θ)

= − d

dθ
log q(θ), (4.73)

al igual que la familia exponencial estándar. La varianza viene dada por,

Var[X] =
v(θ)
λ

= −µ′(θ)
λ

=
1
λ

d2

dθ2
log q(θ). (4.74)
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Por otro lado si λ es un parámetro conocido, (4.72) es una familia de tipo expo-
nencial clásica.

La distribución inversa Gaussiana con función de densidad:

f(x; θ, µ) =
(

θ

2πx3

)1/2

exp
{
−θ(x− µ)2

2xµ2

}
,

pertenece a la familia exponencial de dispersión donde:

p(λ, x) =
(

λ

2πx3

)1/2

exp
(

λ

2x

)

q(θ) = exp[−(2θ)1/2],

y por tanto es de la forma de una exponencial de dispersión.
Para el análisis Bayesiano, consideramos la distribución a priori,

π(θ) =
[q(θ)]−n0 exp(−θµn0)

c(µ, n0)
, θ0 < θ < θ1, (4.75)

donde π(θ0) = π(θ1). Suponiendo que λ es un parámetro conocido, la función de
verosimilitud viene dada por,

L(X|θ) =
n∏

i=1

p(λ, xi) exp(−λθxi)
[q(θ)]λ

∝ exp (−λθ
∑n

i=1 xi)
[q(θ)]λn

. (4.76)

Combinando (4.75) con (4.76) obtenemos la distribución a posteriori,

π(θ|X) ∝ L(X|θ) · π(θ)

∝ exp (−λθ
∑n

i=1 xi)
[q(θ)]λn

· [q(θ)]−n0 exp(−θµn0)
c(µ, n0)

= [q(θ)]−n0−λn exp

[
−θ

(
λ

n∑

i=1

xi + µn0

)]
,

que pertenece a la misma clase de distribuciones (4.75), y por tanto se trata de
una clase conjugada. Los parámetros de la distribución se actualizan de acuerdo
con la Tabla 4.15.

Se verifica el siguiente resultado:

Teorema 4.5 En la familia exponencial de dispersión y usando la distribución a
priori (4.75), la prima Bayes viene dada por,

E[Xn+1|X] =
λ

∑n
i=1 Xi + µn0

λn + n0
=

λn

λn + n0
· X̄ +

n0

λn + n0
· µ, (4.77)
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Tabla 4.15: Actualización de parámetros en la familia exponencial de dispersión.

Parámetros Valores a priori Valores actualizados
n0 n0 ñ0 = n0 + λn

µ µ µ̃ =
λ

∑n
i=1 Xi + µn0

λn + n0

que es una fórmula de credibilidad exacta. Además, la prima de Bühlmann coindice
con la prima Bayes.

Demostración: Se verifica que,

E[Xn+1|X] =
∫ θ1

θ0

µ(θ)
[q(θ)]−ñ0 exp(−θµ̃ñ0)

c(µ̃, ñ0)
dθ,

donde µ(θ) viene dada en (4.73). Mediante integración por partes, se obtiene fácil-
mente (5.22). La prima de Bühlmann coincide con la prima Bayes, puesto que ésta
última es lineal en las observaciones.
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Caṕıtulo 5

Modelos de Credibilidad

5.1. Introducción

Este caṕıtulo está dedicado a los diferentes modelos de credibilidad. Como ya
se comentó detalladamente en el caṕıtulo 1, la teoŕıa de la credibilidad constituye
uno de los campos más atractivos y más desarrollados de la estad́ıstica actuarial,
y dada su utilidad práctica, es posible encontrarse con modelos de credibilidad en
otros terrenos cient́ıficos, como aśı ocurre en riesgos operacionales.

Bajo esta teoŕıa, y en el marco actuarial, se propone que la prima que se debe
pagar por parte del asegurado incluya tanto la experiencia individual del propio
asegurado como la del colectivo al que pertenece, la cartera de seguros. Aśı, el
estimador de la prima se calculaŕıa como una combinación lineal convexa de la
prima del colectivo y de la experiencia del asegurado, escrito en términos de una
expresión que recibe el nombre de fórmula de credibilidad. Cuando ocurre esto,
se dice entonces que la fórmula de credibilidad es exacta. Sin embargo, hoy en
d́ıa se habla de credibilidad en términos mucho más generales, incluyéndose en
esta teoŕıa aquéllos estimadores de la primas que para su cálculo, haga uso de la
experiencia individual y de cualquier información colateral disponible.

La incorporación de estas dos fuentes de información, la muestral y la colateral,
parece predisponer el asunto a ser estudiado bajo la óptica Bayesiana. De esta
manera, y a partir de la utilización de esta metodoloǵıa, es cuando la teoŕıa de
la credibilidad ha tenido un despegue que hace de ella una de las disciplinas más
estudiadas de la ciencia actuarial.

El caṕıtulo está estructurado de acuerdo a los siguientes contenidos. La sec-
ción 5.2 está dedicada a los modelos clásicos de credibilidad desarrollados desde
comienzos del siglo XX hasta finales de los años 60. En la sección 5.3 se estudian
los modelos de Bühlmann (1967) y de Bühlmann-Straub (1972), que constituyen
el punto de partida de la moderna teoŕıa de la credibilidad. La sección 5.4 incluye

105
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106 Modelos de Credibilidad

los modelos Bayesianos desarrollados en teoŕıa de la credibilidad. Entre ellos estu-
diamos, el modelo Bayesiano estándar, el modelo jerárquico y el modelo de Jewell
(1974), que constituye una extensión natural del modelo de Bühlmann (1967)
cuando se considera la familia exponencial de distribuciones. Un caso más general
de éste lo constituye el modelo de Landsman y Makov (1998) que se analiza a
continuación. Posteriormente se muestra el caso más general, que incluye a to-
dos los modelos anteriores, desarrollado en Gómez-Déniz (2008a) y que se obtiene
utilizando una función de pérdida que incluye como caso particular a la pérdida
cuadrática ponderada. El caṕıtulo finaliza exponiendo algunos modelos de credi-
bilidad desarrollados también bajo una metodoloǵıa Bayesiana no estándar. Este
análisis desarrolla modelos de credibilidad cuando se admite que el investigador
no conoce exactamente la distribución a priori del parámetro de riesgo.

5.2. Credibilidad total y parcial

Desarrollamos en esta sección dos modelos de credibilidad que fueron el origen
de la actual teoŕıa. Se trata de los modelos de credibilidad total y parcial.

5.2.1. Credibilidad total

Parece lógico que los asegurados con una experiencia de reclamación que les sea
favorable quieran que la prima que tengan que pagar esté basada únicamente en
su propia experiencia de siniestralidad, es decir que la aseguradora le asigna a ésta
un 100% de credibilidad. Sin embargo, desde el punto de vista de la aseguradora,
esto sólo será posible si la experiencia de reclamación es estable. Una manera de
resolver este problema es suponer que X̄ es estable si existe una probabilidad alta
de que la diferencia entre X̄ y ε sea pequeña. En términos probabiĺısticos esto
requeriŕıa admitir credibilidad total si se verifica:

Pr
(∣∣X̄ − ε

∣∣ ≤ cε
)

= Pr
(
(1− c)ε ≤ X̄ ≤ (1 + c)ε

) ≥ p, (5.1)

siendo 0 < p < 1 y c > 0. En la práctica lo razonable es elegir un valor de p
cercano a 1 y un valor de c cercano a 0. Normalmente suelen considerarse 0,9 y
0,05 para p y c, respectivamente.

Reescribimos (5.1) en la forma:

Pr
(∣∣∣∣

X̄ − ε

σ/
√

n

∣∣∣∣ ≤
cε
√

n

σ

)
≥ p,

y definimos ahora xp como

xp = inf
x

{
Pr

(∣∣∣∣
X̄ − ε

σ/
√

n

∣∣∣∣ ≤ x

)
≥ p

}
.
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5.2. Credibilidad total y parcial 107

Suponiendo que X̄ sigue una distribución de tipo continua, esta última expresión
es equivalente a:

Pr
(∣∣∣∣

X̄ − ε

σ/
√

n

∣∣∣∣ ≤ xp

)
= p. (5.2)

Por tanto, la condición que ha de verificarse para suponer credibilidad total es

cε
√

n

σ
≥ xp,

o de forma equivalente:

σ

ε
≤ c

xp

√
n =

√
n

λ0
, (5.3)

siendo λ0 = (xp/c)2 . La expresión (5.3) puede interpretarse en el sentido siguiente:
se supone credibilidad total si el coeficiente de variación es menor o igual que√

n/λ0. También, a partir de (5.3) se observa que se supone credibilidad total si:

Var[X̄] =
σ2

n
≤ ε2

λ0
,

y, por otro lado, el valor que ha de tomar n para suponer credibilidad total ha de
cumplir:

n ≥ λ0

(σ

ε

)2

En la práctica, si la experiencia del asegurado es suficientemente grande, de acuerdo
al teorema central del ĺımite, entonces la variable aleatoria (X̄ − x)/(σ

√
n) sigue

aproximadamente una distribución normal con media cero y desviación t́ıpica 1.
Aśı (5.2) puede entonces escribirse como p = 2Φ(xp)− 1, donde Φ(x) es la función
de distribución de la normal tipificada, luego xp es el (1 + p)/2 percentil de la
distribución normal tipificada.

En la tabla 5.1 se incluye el valor de λ0 correspondiente a distintas combina-
ciones de c y p.

Ejemplo 5.1 Supongamos que se cuenta con la experiencia Xj , j = 1, . . . , n de
un contrato de seguro perteneciente a una cartera de seguros y que X1, . . . , Xn

son variables aleatorias independientes e idénticamente distribuidas tipo Poisson
de parámetro θ = 200. Vamos a obtener el valor más pequeño de n para suponer
credibilidad total a la experiencia observada, suponiendo c = 0,04, p = 0,95 y que
la aseguradora tarifica atendiendo sólo al número de reclamaciones.

En este caso ε = σ2 = 200. Dados los valores de c y p resulta xp = 1,96, luego:

λ0 =
(xp

c

)2

= 2401,
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108 Modelos de Credibilidad

Tabla 5.1: Valor de λ0 correspondientes a distintas combinaciones de c y p. Fuente,
Hossack et al. (1999).

p/c 0.3 0.2 0.1 0.05 0.01
0.9 30 68 271 1082 27060
0.95 43 96 384 1537 38416
0.99 74 166 663 2654 66358
0.999 120 271 1083 4331 108274

y

n ≥ 2401
200
2002

= 12,005.

Ejemplo 5.2 La tabla 5.2, extráıda de Hossack et al. (1999, 2001), recoge la
cantidad reclamada y el número de reclamaciones en una cartera de seguros. Vamos
a obtener el valor más pequeño de asegurados en la cartera para dar credibilidad
total a la experiencia observada, suponiendo que c = 0,05 y p = 0,95.

Tabla 5.2: Distribución de la cantidad reclamada. Fuente, Hossack et al. (1999)

Cantidad
reclamada

Número de
reclamaciones

0− 2000 488
2000− 4000 115
4000− 6000 92
6000− 8000 54
8000− 10000 33
10000− 12000 19
12000− 14000 15
14000− 16000 15
16000− 18000 7
18000− 20000 4

Total 842

La media y la varianza de la distribución dada en la tabla 5.2 es:

ε =
1

842
(1000 · 488 + . . . + 19000 · 20000) = 3351,91,

σ2 =
1

842
(10002 · 488 + . . . + 190002 · 20000)− ε2 = 13729176,66.
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5.2. Credibilidad total y parcial 109

En consecuencia, el coeficiente de variación es σ/ε = 1,117. De la tabla 5.1 se
desprende que λ0 = 1537, por lo tanto n = 1537 · 1,1172 = 1918. Teniendo en
cuenta que la media del número de reclamaciones es aproximadamente 0.0012,
concluimos que se requerirán de 1918/0,0012 = 1, 598, 334 asegurados para admitir
que la experiencia obtenida es créıble al cien por cien.

5.2.2. Credibilidad parcial

Para muchos asegurados la experiencia de siniestralidad es insuficiente para
suponer credibilidad total, es decir que el factor Z(n) sea igual a 1. Ahora se
supone que la prima a cargar sea una combinación lineal entre la experiencia del
asegurado y la experiencia del colectivo o prima manual, de modo que:

P = Z(n)X̄ + [1− Z(n)] M,

y habrá, por tanto, que determinar el valor de Z(n) para obtener la prima. Dado
que:

Var[P ] = Var
[
Z(n)X̄ + [1− Z(n)] M

]
= Z(n)2Var

(
X̄

)
= Z(n)2

σ2

n
,

igualando este último término a ε2/λ0 resulta,

Z(n) = (ε/σ)
√

n/λ0,

de modo que se elige Z(n) de acuerdo a la expresión:

Z(n) = mı́n
{

ε

σ

√
n

λ0
, 1

}
. (5.4)

Ejemplo 5.3 Con los datos del ejemplo 5.1 vamos a calcular el valor del factor
de credibilidad para una experiencia de reclamaciones correspondiente a 10 años.

Haciendo uso de (5.4) resulta:

Z(10) = mı́n

{√
10× 200

2401
, 1

}
= 0,9126.

Ejemplo 5.4 Con los datos del ejemplo 5.1 vamos a calcular el factor de credi-
bilidad cuando se han observado 850 reclamaciones para ese grupo de asegurados.

En este caso resulta conveniente estimar nθ por N1 + . . . + Nn, de manera que:

Z(n) = mı́n

{√
850
2401

, 1

}
= 0,595.
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5.3. Modelos de distribución libre

Dentro de los modelos de credibilidad clásicos más importantes figuran el mod-
elo de Bühlmann de distribución libre y el modelo de Bühlmann-Straub. Ambos
modelos constituyen el punto de partida de la moderna teoŕıa de la credibilidad.

El objetivo de ambos modelos es estimar la prima correspondiente a un asegu-
rado o grupo de asegurados que conforman una póliza en una cartera de seguros,
restringiéndose a las primas lineales y utilizando el método de los mı́nimos cuadra-
dos. La diferencia fundamental entre ambos modelos radica en que el segundo
admite observaciones ponderadas.

Lo relevante de ambos modelos es la no necesidad de establecer hipótesis al-
guna, ni sobre la distribución que gobierna los riesgos individuales, ni sobre la
distribución a priori de los parámetros de riesgo, de ah́ı el nombre de modelos
de distribución libre. Para su descripción consideremos la cartera de seguros que
aparece en la tabla 5.3. Los elementos de la tabla son los siguientes:

1. Xij es una variable aleatoria que representa el riesgo (cantidad reclamada,
número de reclamaciones, etc.) del asegurado i en el año j.

2. La tabla completa describe la evolución de k asegurados o contratos de se-
guros (pólizas) con caracteŕısticas comunes durante n años.

3. Las columnas, por tanto representan variables aleatorias pertenecientes al
mismo riesgo.

4. Las filas representan variables aleatorias pertenecientes al mismo año.

5. La función de distribución de la variable aleatoria Xij depende de un parámetro
desconocido θij . Es usual denominarlo parámetro de riesgo.

Tabla 5.3: Datos de la cartera de seguros.

Años Pólizas o grupos
1 2 . . . j . . . k

1 X11 X21 . . . Xj1 . . . Xk1

2 X12 X22 . . . Xj2 . . . Xk2

...
...

...
. . .

...
. . .

...

n X1n X2n . . . Xjn . . . Xkn

y establecemos las siguientes hipótesis:
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5.3. Modelos de distribución libre 111

1. Homogeneidad en el tiempo, esto es θij = θj . Esto se traduce en que todas
las variables aleatorias pertenecientes a la misma columna tienen la misma
distribución de probabilidad.

2. Los parámetros θj son variables aleatorias independientes y con la misma
distribución π(θ).

3. Independencia de riesgos. Esto es, las columnas son independientes entre śı.

4. Dado el valor de θ particular θj las variables aleatorias dentro de la columna
j son independientes.

En la tabla, θj representa el parámetro de riesgo para la póliza j-ésima. Se
trata de una variable estructural que describe las caracteŕısticas de riesgo del
contrato j-ésimo. En la ciencia actuarial es costumbre considerar a dicho parámetro
desconocido y aleatorio.

La variable Xij representa la experiencia de reclamaciones para la póliza i-
ésima en el peŕıodo j-ésimo. Se trata de una variable aleatoria con realizaciones
observables.

Denotaremos mediante
µ(θj) = E[Xij |θj ],

a la prima de riesgo para la póliza j,

m = E [P (θj)] ,

al valor esperado de todas las primas de riesgo, es decir, la prima colectiva. Final-
mente,

a = Var [µ(θj)] ,

es la varianza de las primas de riesgo, que es un indicador de la heterogeneidad de
la cartera.

5.3.1. Modelo de Bühlmann

El objetivo del modelo de Bühlmann consiste en calcular la mejor prima lineal

H [µ(θj)|Xj1, Xj2, . . . , Xjn] ,

dependiente de los datos observados, mediante el método de los mı́nimos cuadra-
dos. Para ello establecemos la siguiente notación previa, en la que prescindiremos
del sub́ındice j:

µ(θ) = E [X|θ]: Prima de riesgo individual

m = ETotal [X] = E [µ(θ)]: Prima de riesgo colectiva. Valor esperado de todas
las primas de riesgo individuales.
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a = Var [E (X|θ)] = Var [µ(θ)]: Varianza de las primas de riesgo individuales,
indicador de la heterogeneidad de la cartera.

s2 = E [Var (X|θ)]: Medida global de la dispersión de la siniestralidad indi-
vidual.

Se supone también que X1|θ, X2|θ, . . . , Xn|θ son variables aleatorias idéntica-
mente distribuidas con media y varianza comunes µ(θ) y σ2(θ), respectivamente.
Antes de comenzar con en el modelo de Bühlmann necesitamos el siguiente resul-
tado.

Proposición 5.1 Si X e Y son variables aleatorias con distribución conjunta
dependiente de la variable aleatoria Θ se verifica:

E (X) = EΘ [EX (X|Θ)] ,
Cov (X, Y ) = E [Cov (X, Y |Θ)] + Cov [E (X|Θ) , E (Y |Θ)] . (5.5)

Demostración: La primera relación es bien conocida. En cuanto a la segunda
tenemos:

Cov (X, Y ) = E {[X − E(X)] [Y − E(Y )]}
= E {[X − E(X|Θ) + E(X|Θ)− E(X)]
× [Y − E(Y |Θ) + E(Y |Θ)− E(Y )]}
= EΘEX,Y |Θ {[X − E(X|Θ)] [Y − E(Y |Θ)]}
+ EΘEX,Y |Θ {[X − E(X|Θ)] [E(Y |Θ)− E(Y )]}
+ EΘEX,Y |Θ {[E(X|Θ)− E(X)] [Y − E(y|Θ)]}
+ EΘEX,Y |Θ {[E(X|Θ)− E(X)] [E(Y |Θ)− E(Y )]}
= E [Cov (X, Y |Θ)] + 0 + 0 + Cov [E(X|Θ), E(Y |Θ)] .

Obsérvese que de (5.5) se deduce:

Var [X] = E [Var (X|θ)] + Var [E (X|θ)] , (5.6)

haciendo X = Y .
Vamos a probar el resultado clásico de Bühlmann(1967) .

Teorema 5.1 La mejor aproximación lineal a H [µ(θ)|X1, . . . , Xn] es:

a + bX̄ = a + b
1
n

n∑

i=1

Xi,
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donde:

a = (1− b)m,

b =
n

n + k
,

k =
E

[
σ2(θ)

]

V ar [µ(θ)]
.

Demostración: Queremos encontrar la mejor estimación de la prima neta de
riesgo que dependa linealmente de los datos observados, esto es:

H [µ(θ)|X1, . . . , Xn] = c0 +
n∑

s=1

csXs.

Para ello hagamos mı́nima la esperanza del cuadrado de la desviación de la prima
de riesgo individual respecto a H[µ(θ)|X1, . . . , Xn]. Esto es:

mı́n
ci

E




(
µ(θ)− c0 −

n∑
s=1

csXs

)2

 .

Calculando las correspondientes derivadas parciales e igualando a cero se obtiene
el sistema de ecuaciones:

E

[
µ(θ)− c0 −

n∑
s=1

csXs

]
= 0,

E

[
Xr

(
µ(θ)− c0 −

n∑
s=1

csXs

)]
= 0, r = 1, 2, . . . , n.





Multiplicando la primera ecuación por E[Xr] y restándosela a la segunda obten-
emos:

Cov [µ(θ), Xr] =
n∑

s=1

csCov (Xr, Xs) , r = 1, 2, . . . , n. (5.7)

Teniendo en cuenta ahora que

Cov(Xr, Xs) = E [Cov(Xr, Xs|θ)] + Cov [E[Xr|θ], E[Xs|θ)]] = s2 + a, r 6= s

Cov(Xr, Xs) = Cov [µ(θ), µ(θ)] = Var [µ(θ)] = a, r = s,

el sistema (5.7) puede reescribirse como:

s2cr +
t∑

s=1

csa = a,

c0 = m−m
n∑

s=1

cs,




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donde se ha tenido en cuenta que E [µ(θ)− c0 −
∑n

s=1 csXs] = 0, y por tanto:

c0 = E [µ(θ)]−
n∑

s=1

csE [Xs] = m−m
nt∑

s=1

cs.

Debido a la simetŕıa del sistema resulta que c1 = . . . = cn, luego:

s2c + anc = a,
c0 + mnc = m.

}

Finalmente se deduce:

c =
a

s2 + an
,

c0 = m(1− nc) = m

(
1− na

s2 + an

)
= m

s2

s2 + an
.





Por tanto,

H [µ(θ)|X1, . . . , Xn] = c0 +
n∑

s=1

csXs = m
s2

s2 + an
+ cnX̄

= m
s2

s2 + an
+

an

s2 + an
X̄ = [1− Z(n)] m + Z(n)X̄,

con:

Z(n) =
an

an + s2
=

nVar [µ(θ)]
nVar [µ(θ)] + E [σ2(θ)]

. (5.8)

Obsérvese que el resultado no depende de la distribución de probabilidad de X ni
de la distribución de probabilidad de θ, de ah́ı el término de distribución libre. Las
cantidades

a = Var[µ(θ)],
s2 = E[σ2(θ)],
m = X̄,

suelen llamarse parámetros estructurales del modelo y pueden estimarse a partir
de:

m̂ =
1
k

k∑

j=1

X̄j =
1
k

k∑

j=1

n∑
s=1

Xjs

n
, (5.9)

ŝ2 =
1
k

k∑

j=1

ŝj
2, ŝj

2 =
1

n− 1

n∑
s=1

(
Xjs − X̄j

)2
, (5.10)

â =
1

k − 1

k∑

j=1

(
X̄j − X̄

)2 − 1
n

ŝ2. (5.11)
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Finalmente, puede probarse que estos estimadores son insesgados y consistentes,
es decir:

E (m̂) = m,

E (ŝ)2 = s2,

E (α̂) = α,

(m̂, ŝ, â) −→ (
m, s2, a

)
, cuando n →∞.

Resulta interesante destacar las siguientes propiedades del factor de credibilidad.
Se verifica que:

Z(n) es una función creciente en n, de modo que Z(n) → 1 cuando n →∞,
mientras que Z(n) → 0 cuando n → 0. Por tanto n = 0 supone que no se
dispone de experiencia para el asegurado (se trata de un contrato nuevo), y la
prima a cobrar en este caso es simplemente la prima colectiva. En la medida
en que aumenta n, y por tanto se dispone de más datos, la información
individual tiene mayor peso.

Z(n) es también una función creciente de la varianza de las medias teóricas,
a = Var [E (X|θ)], con ĺımite 1 cuando aquélla tiende a infinito y cero cuando
tiende a cero. Esto es lógico, pues si la cartera no es heterogénea, a = 0,
entonces la prima colectiva es el mejor estimador de la prima individual,
mientras que una mayor heterogeneidad de la cartera debe suponer dar mayor
peso a la información individual.

Z(n) es una función decreciente respecto al valor esperado de la varianza
teórica, s2 = E [Var (X|θ)], de modo que cuanto mayor sea la varianza del
individuo menor peso se da a su experiencia individual y mayor a la del
colectivo.

Ejemplo 5.5 El número de reclamaciones, Xi, durante el año i-ésimo (i = 1, 2) de
vigencia de una póliza de seguros sigue una distribución geométrica de parámetro
θ, 0 < θ < 1. La distribución a priori de este parámetro es la distribución beta,
Be(2, 5). Si el asegurado presenta dos reclamaciones durante el primer año de
vigencia de la póliza, vamos a utilizar el estimador de Bühlmann para estimar el
número de reclamaciones para el segundo año.

El número de reclamaciones para el segundo año de la póliza vendrá dado por:

Z(n)X̄ + [1− Z(n)]E [E(X|θ)] ,
donde X̄ = 2, n = 1 y Z(n) viene dado por (5.8). Se precisa de los siguientes
cálculos:

E[X|θ] =
θ

1− θ
,
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E [E(X|θ)] = E

(
θ

1− θ

)
=

1
B(2, 5)

∫ 1

0

θ

1− θ
θ(1− θ)4dθ =

B(3, 4)
B(2, 5)

= 0,5,

Var[X|θ] =
θ

(1− θ)2
,

donde B(x, y) representa la función beta. Por otro lado,

Var [E(X|θ)] = E

[
θ

1− θ

]2

− E2

[
θ

1− θ

]
,

donde

E

[
θ

1− θ

]2

=
1

B(2, 5)

∫ 1

0

θ2

(1− θ)2
θ(1− θ)4dθ =

B(4, 3)
B(2, 5)

= 0,5,

y procediendo de forma similar tenemos,

E2

[
θ

1− θ

]
=

[
B(3, 4)
B(2, 5)

]2

= 0,25.

Además,

E [Var(X|θ)] = E

[
θ

(1− θ)2

]
=

B(3, 3)
B(2, 5)

= 1.

Por tanto, el factor de credibilidad es:

Z(2) =
1 · 0,4375

1 · 0,4375 + 1
= 0,3043.

Finalmente el estimador de Bühlmann del número de reclamaciones para el segun-
do año viene dado por:

0,3043 · 2 + (1− 0,3043) · 0,5 = 0,9565.

Ejemplo 5.6 Una compañ́ıa de seguros Canadiense tiene dividido en cuatro ter-
ritorios las zonas en las que operan los veh́ıculos industriales que tiene asegurados.
Se dispone de información sobre el porcentaje de accidentes en cada uno de los
territorios, que se muestran en la tabla 5.4. Vamos a estimar, utilizando el modelo
de Bühlmann, la prima neta basada en el porcentaje de accidentes en cada uno de
los territorios para el año 1997.

El estimador del factor de credibilidad es:

Ẑ(n) =
ân

ŝ2 + ân
.
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Tabla 5.4: Porcentaje de accidentes por territorio (Herzog, 1996).

Territorios Años
1994 1995 1996

1 6.23 % 7.14 % 9.84 %
2 4.55 % 4.98 % 6.69 %
3 6.13 % 5.38 % 6.19 %
4 7.91 % 6.67 % 6.59 %

Utilizando (5.9), (5.10) y (5.11) obtenemos:

m̂1 = 7,737, m̂2 = 5,406, m̂3 = 5,900, m̂4 = 7,057, m̂ = x̄ = 6,525,

ŝ2
1 = 3,525, ŝ2

2 = 1,281, ŝ2
3 = 0,2037, ŝ4

2 = 0,5477, ŝ2 = 1,38935,

â = 0,6684, Ẑ(t) = 0,59071.

El estimador de la prima neta para los cuatro territorios es:

Territorio 1: Ẑ(n)x̄1 +
[
1− Ẑ(n)

]
m̂ = 0,59071× 0,4093× 6,525 = 7,240,

Territorio 2: 5,863,

Territorio 3: 6,155,

Territorio 4: 6,839.

Obsérvese que la experiencia individual contribuye a la prima en un 59.07 por
ciento y el colectivo de asegurados en un 40.93 por ciento.

5.3.2. Modelo de Bühlmann-Straub

El modelo de Bühlmann-Straub es una generalización del modelo de Bühlmann
estudiado en la sección anterior. Este modelo introduce observaciones ponderadas
con factor de ponderación mij , como se aprecia en la tabla 5.5.

En consecuencia, se tiene en cuenta que no todas las pólizas ni todos los
peŕıodos de tiempo de observación tienen la misma importancia. Para ello se in-
troduce el parámetro conocido mij , i = 1, . . . , k; j = 1, . . . , n y se considera que
las observaciones no son homogéneas en el tiempo, modelizando a través de los
pesos mij , i = 1, . . . , k; j = 1, . . . , n. Establecemos la siguiente notación:

ν = Var[θi] = mijVar[Xij |θi].

En la práctica este factor de ponderación suele representar el número de reclama-
ciones, mientras que Xij , i = 1, . . . , k; j = 1, . . . , n suele representar la cantidad
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Tabla 5.5: Datos de la cartera de seguros.

Años Pólizas o grupos de asegurados
1 2 . . . j . . . k

1 X11 X21 . . . Xj1 . . . Xk1

m11 m21 . . . mj1 . . . mk1

2 X12 X22 . . . Xj2 . . . Xk2

m12 m22 . . . mj2 . . . mk2

...
...

...
. . .

...
. . .

...

n X1n X2n . . . Xjn . . . Xkn

m1n m2n . . . mjn . . . mkn

reclamada. Siguiendo un argumento similar al elaborado en el modelo de Bühlmann
de la sección anterior se concluye (se ha prescindido de nuevo del sub́ındice j) que

H [µ(θi)|X1, . . . , Xn] = Zi(n)X̄i + [1− Zi(n)] X̄,

donde

Z(n) =
ma

ma + s2
,

m =
k∑

i=1

mi,

X̄ =
1
m

n∑

j=1

mjXj .

Como se observa, bajo este modelo el factor de credibilidad es diferente para cada
póliza.

Los parámetros estructurales del modelo se estiman a partir de:

µ̂ = X̄ =
1
m

k∑

i=1

miX̄i =
1
m

k∑

i=1

n∑

j=1

mijXij , (5.12)

X̄i =
1

mi

n∑

j=1

mijXij , (5.13)

ν̂ =
1∑k

i=1(ni − 1)

k∑

i=1

n∑

j=1

(
Xij − X̄i

)2
, (5.14)
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â =
1

m− 1
m

∑k
i=1 m2

i

[
k∑

i=1

mi

(
X̄i − X̄

)2 − ν(k − 1)

]
. (5.15)

Puede probarse que µ̂, ν̂ y â son estimadores insesgados de µ, ν y a, respectiva-
mente. El estimador de K es K̂ = ν̂/â, mientras que el estimador del factor de
credibilidad para el grupo o póliza i-ésimo es:

Ẑ(n) =
n

n + K̂
. (5.16)

Por lo tanto, se tiene que el estimador de Bühlmann-Straub para el número medio
de reclamaciones es

X̂i = Ẑ(n)X̄i +
[
1− Ẑ(n)

]
µ̂, (5.17)

y el estimador para la cantidad total reclamada

Ĉi = mi,ni+1X̂i. (5.18)

Existe una desventaja de este modelo y es que el estimador â puede en ocasiones
ser negativo, y el modelo no seŕıa viable.

Ejemplo 5.7 La tabla 5.6 recoge las cantidades totales reclamadas, aśı como el
número de veh́ıculos asegurados (entre paréntesis) en cada uno de los territorios
en los que operan veh́ıculos industriales con una póliza suscrita en una compañ́ıa
de seguros. Mediante el modelo de Bühlmann-Straub, vamos a estimar la cantidad
total reclamada para el año 2009 en cada uno de los territorios.

Tabla 5.6: Número de veh́ıculos expuestos al riesgo (Herzog, 1996).

Territorios Años
2006 2007 2008 2009

1 8000 11000 15000
(40) (50) (75) (75)

2 20000 24000 18000
(100) (120) (120) (95)

3 10000 15000 13500
(50) (60) (60) (60)

Es claro que n1 = n2 = n3 = 3. Además, tenemos para cada uno de los
territorios lo siguiente:
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Territorio 1: m11 = 40, m12 = 50, m13 = 75. Luego, m1 =
∑3

j=1 m1j = 40 +
50 + 75 = 165. Las cantidades medias reclamadas son x11 = 8000/40 = 200;
x12 = 11000/50 = 220 y x13 = 15000/75 = 200. Por tanto,

x̄1 =
1

m1

3∑

j=1

m1jx1j =
1

165
(8000 + 11000 + 15000) = 206,060.

Territorio 2: m21 = 100, m22 = 120, m23 = 120. Luego, m2 = 340. Las cantidades
medias reclamadas son ahora x21 = 200; x22 = 200 y x23 = 150. Por tanto,

x̄2 =
1

m2

3∑

j=1

m2jx2j =
1

340
(20000 + 24000 + 18000) = 182,353.

Territorio 3: m31 = 50, m32 = 60, m33 = 60. De donde, m3 = 170. Las cantidades
medias reclamadas son x31 = 200; x32 = 250 y x33 = 225. Por tanto, x̄3 = 226,470.

De todo ello, y utilizando (5.12), (5.13), (5.14) y (5.15), se deduce:

m = m1 + m2 + m3 = 675,

µ̂ =
1
m

3∑

i=1

miX̄i = 199,259,

ν̂ =
1∑3

i=1(tni − 1)

3∑

i=1

3∑

j=1

mij

(
Xij − X̄i

)2 = 46073,23,

â = 328,331.

Finalmente: k̂ = ν̂â = 140,325. El factor de credibilidad se obtiene a partir de
(5.16), el número medio de reclamaciones por medio de (5.17), mientras que la
cantidad total reclamada predicha para el año 2009 se obtiene usando (5.18). Las
cantidades estimadas aparecen en la tabla 5.7.

Tabla 5.7: Número estimado de veh́ıculos expuestos al riesgo.

Territorio Ẑ(n) X̂ Ĉ
1 0.5404 202.935 15220.18
2 0.7078 187.302 17793.76
3 0.5478 214.160 12850.08
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5.4. Modelos Bayesianos

El uso de distribuciones a priori, con un marcado carácter subjetivo, resulta
útil en el mercado de seguros, sobre todo si se tiene en cuenta que cuando se quiere
tarificar un riesgo nuevo no se dispone de información.

La visión Bayesiana se incorporó rápidamente a la disciplina actuarial no tar-
dando en demostrarse (Bailey (1945) y Mayerson (1964)) que algunas primas
obtenidas mediante la metodoloǵıa Bayesiana pod́ıan escribirse como fórmulas
de credibilidad. Aśı fue como surgió dentro de la ciencia actuarial la teoŕıa de la
credibilidad, que hoy en d́ıa abarca un terreno mucho más amplio del inicialmente
establecido. El problema de la teoŕıa de la credibilidad consiste en determinar las
ponderaciones que afectan a la experiencia de siniestralidad de una póliza respecto
a la experiencia de un colectivo al que pertenece dicha póliza.

Consideremos la cartera de seguros que aparece en la tabla 5.3, que consta de
k pólizas o asegurados y n peŕıodos de observación de las mismas.

En este contexto, la cuestión básica de la teoŕıa de la credibilidad es determinar
una prima establecida como una combinación lineal convexa entre la experiencia
particular de un asegurado y la experiencia del colectivo, esto es de toda la cartera.
Una expresión válida seŕıa:

Pj = Z(n)P̃j + [1− Z(n)] P0,

donde:

Pj : Prima a aplicar a los asegurados al riesgo j.

P0 : Prima a aplicar a un colectivo al que pertenece el asegurado j.

P̃j : Prima obtenida en base a la experiencia del asegurado j.

Z(n) : Factor de credibilidad que debe verificar ĺım
n→∞

Z(n) = 1, siendo n

el número de expuestos al riesgo j o el peŕıodo de observación de la póliza
j. Por tanto, si Z(n) = 1 la experiencia del asegurado es créıble al 100 %,
mientras que si Z(n) = 0, Pj = P0 y la prima del asegurado j coincide con
la del colectivo al que pertenece dicha póliza.

La fórmula de credibilidad puede además interpretarse de la siguiente manera:
se puede considerar a P0 como la información a priori; P̃j la nueva información
obtenida mediante la observación de la siniestralidad del riesgo j y Pj el resultado
de combinar la información a priori con la información adquirida. Por tanto,

Prima (a posteriori) = [1− Z(n)] Prima a priori + Z(n)Experiencia observada.

Visto de esta manera, la teoŕıa de la credibilidad sigue un esquema Bayesiano,
donde se da entrada a la información a priori con la información muestral, para
obtener finalmente un estimador revisado de la prima.
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Una de las principales aplicaciones de la teoŕıa de la credibilidad se presenta en
el seguro de automóviles, en el que la prima inicial se va modelando sucesivamente
a medida que se incorpora la información de la siniestralidad. Son los denominados
sistemas de tarificación bonus-malus. Se parte de un nivel x neutro, de modo que
para niveles superiores a x el asegurado entra en la escala malus y para niveles
inferiores a x el asegurado entra en la escala bonus.

Ejemplo 5.8 Veamos que la prima Bayes obtenida en el ejemplo 4.6 se puede
escribir como una fórmula de credibilidad.

La prima Bayes obtenida fue:

PB = (ν + 1)
a + nX̄

b + nν − 2
,

que puede reescribirse como,

PB =
(ν + 1)n

b + nν − 2
X̄ +

a(ν + 1)
b + nν − 2

.

Ahora, multiplicando y dividiendo el primer sumando de esta expresión por ν y el
segundo sumando por b− 2 resulta,

PB =
νn

b + nν − 2
ν + 1

ν
X̄ +

b− 2
b + nν − 2

a(ν + 1)
b− 2

,

que puede escribirse como

PB = Z(n)
(

ν + 1
ν

X̄

)
+ [1− Z(n)] PC ,

con:
Z(n) =

νn

b + nν − 2
,

siendo PC la prima colectiva.

Ejemplo 5.9 Sean Xi variables aleatorias independientes con distribución común
de Poisson de media θ, con función estructura gamma. Veamos que la prima cal-
culada bajo el principio de prima neta se puede escribir como una fórmula de
credibilidad.

Si la distribución a priori es G(a, b), sabemos que la distribución a posteriori
es G(a + nX̄, b + n). Utilizando (4.41) resulta:

PB =
a + nX̄

b + n
,

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



5.4. Modelos Bayesianos 123

que puede reescribirse como

PB =
n

b + n
X̄ +

b

b + n

a

b
,

donde se ha multiplicado y dividido el segundo sumando por b. Entonces resulta:

PB = Z(n)X̄ + [1− Z(n)]PC ,

con:
Z(n) =

n

b + n
,

siendo PC = a/b la prima colectiva.

Ejemplo 5.10 Vamos a comprobar que la prima Bayes obtenida en el ejemplo
4.5 se puede escribir como una fórmula de credibilidad.

Es inmediato probar que (4.45) puede rescribirse como

Z(n)X̄ + [1− Z(n)] PC ,

con:
Z(n) =

rn

b + nr − 1
,

siendo PC la prima colectiva.

5.4.1. Modelo de Jewell

Comencemos con el siguiente resultado relativo a la familia de distribuciones
exponencial.

Teorema 5.2 Dados un riesgo X con función de densidad f(x|θ), y la distribu-
ción a priori del parámetro conjugada para esa verosimilitud, entonces el estimador
de Bühlmann de la prima neta y el estimador Bayesiano (la prima neta Bayes)
coinciden cuando ambas distribuciones pertenecen a la familia exponencial.

Demostración: La demostración se realizará considerando la familia exponencial
continua. El caso discreto es similar. Aśı, dada la familia exponencial con función
de densidad,

f(x|θ) =
a(x)e−θx

c(θ)
, θ ∈ Θ, (5.19)

en la que c(θ) es la constante de normalización. La distribución a priori conjugada
natural para esta verosimilitud es:

π(θ) =
[c(θ)]−n0 e−θx0

d(n0, x0)
, (5.20)
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donde d(n0, x0) es de nuevo una constante de normalización y n0 y x0 dos parámet-
ros de la que depende. La distribución a posteriori es de nuevo del tipo (5.20), pero
con los parámetros actualizados:

n0 → n0 + n,

x0 → x0 +
n∑

i=1

Xi.

La prima neta de riesgo y la varianza de X vienen dadas por:

P (θ) = µ(θ) = −c′(θ)
c(θ)

,

Var[X|θ] =
c′′(θ)c(θ)− c′(θ)2

c(θ)2
= − d

dθ
[P (θ)] .

Derivando (5.20) con respecto a θ se obtiene:

π′(θ) =
1

d(n0, x0)

{
−n0 [c(θ)]−n0−1

c′(θ)e−θx0 − x0e
−θx0 [c(θ)]−n0

}

= π(θ)
[−n0c

′(θ)
c(θ)

− x0

]
= π(θ) [n0µ(θ)− x0] . (5.21)

Integrando ahora (5.21) sobre Θ tenemos:

π(θ)|Θ = n0

∫

Θ

µ(θ)π(θ)dθ − x0,

y suponiendo que π(θ) se anula en los extremos de Θ resulta:
∫

Θ

µ(θ)π(θ)dθ =
x0

n0
= m.

Entonces:
∫

Θ

µ(θ)π(θ|X1, . . . , Xn)dθ =
x0 +

∑n
i=1 Xi

n0 + n
= [1− Z(n)] m + Z(n)X̄,

con factor de credibilidad:
Z(n) =

n

n0 + n
.

Derivando (5.21) con respecto a θ queda:

π′′(θ) = π′(θ) [n0µ(θ)− x0] + π(θ)n0
−c′′(θ)c(θ) + c′(θ)2

c(θ)2

= π(θ) [n0µ(θ)− x0]
2 − π(θ)n0Var(X|θ).
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Finalmente, integrando (5.22) con respecto a Θ resulta:
∫

Θ

π′′(θ)dθ =
∫

Θ

[n0 (µ(θ)−m)]2 π(θ)dθ − n0E [Var (X|θ)]
= n0 {n0Var [µ(θ)]− E [Var (X|θ)]} .

Teniendo en cuenta que si π(θ) se anula en los extremos de Θ, también lo hará su
derivada, concluimos que

n0 =
E [Var (X|θ)]
Var [E (X|θ)] =

s2

a
,

y, por tanto, el factor de credibilidad Z(n) es igual al de Bühlmann.
En definitiva, el estimador de credibilidad de Bühlmann coincide con el esti-

mador Bayesiano de la prima en un gran número de situaciones. Esto ocurre, por
ejemplo, si la distribución a priori es conjugada y la verosimilitud es un miembro
de la familia exponencial, entonces el estimador de credibilidad de Bühlmann de
la prima neta coincide con el estimador de credibilidad Bayesiano. Aśı ocurre con
los pares de distribuciones beta-binomial, normal-normal, gamma-exponencial y
Poisson-gamma, como se puso de manifiesto en el ejemplo 5.12.

Ejemplo 5.11 Vamos a obtener las distribuciones a posteriori para los pares
de verosimilitudes- distribución a priori Poisson-gamma, binomial negativa-beta,
binomial-beta, gamma-gamma y normal-normal. Aśı mismo dar las expresiones de
las primas netas de riesgo, colectiva y Bayes para todos los casos y comprobar que
pueden escribirse como una fórmula de credibilidad.

La tabla 5.8 recoge los principales pares de verosimilitudes y distribuciones
a priori pertenecientes a la familia exponencial de distribuciones. A continuación
se recogen las primas netas de riesgo, colectivas y Bayes obtenidas para dichos
pares de verosimilitudes-distribuciones a priori. Como se observa, las primas Bayes
pueden reescribirse como una fórmula de credibilidad, con factor de credibilidad
igual al de Bühlmann (1967) en todos los casos considerados.

1. Poisson-gamma:

PR = θ, θ > 0,

PC =
a

b
,

PB =
a + nX̄

b + n
=

n

b + n
X̄ +

b

b + n

a

b
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Tabla 5.8: Distribuciones conjugadas en la familia exponencial.

Función de verosimilitud
Distribución a priori Distribución a posteriori

X | θ ∼ Po(θ)
θ ∼ G(a, b) G(a + n, b + nX̄)

X | θ ∼ NB(r, θ)
θ ∼ B(a, b) B(a + nr, b + nX̄)

X | θ ∼ Bi(m, θ)
θ ∼ B(a, b) B(a + nX̄, b + mn− nX̄)

X | θ ∼ G(ν, θ)
θ ∼ G(a, b) G(a + nν, b + nX̄)

X | θ ∼ N (θ, σ2)
θ ∼ N (a, τ2) N

(
aσ2+nX̄τ2

σ2+nτ2 , σ2τ2

σ2+nτ2

)

Po: Poisson, G: gamma, NB: Binomial negativa,
Bi: Binomial, B: Beta, N : Normal

= Z(n)X̄ + [1− Z(n)] PC ,

Z(n) =
n

b + n
.

2. Binomial negativa-beta:

PR =
rθ

1− θ
, r > 0, 0 < θ < 1,

PC =
ra

b− 1
, a > 0, b > 1,

PB =
r(a + nX̄)
b + nr − 1

=
rn

b + nr − 1
X̄ +

b− 1
b + nr − 1

ra

b− 1

= Z(n)X̄ + [1− Z(n)] PC , b + nr > 1,

Z(n) =
rn

b + nr − 1
.
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3. Binomial-beta:

PR = mθ, m > 0, 0 < θ < 1,

PC = m
a

a + b
, a > 0, b > 0,

PB =
m(a + nX̄)
a + b + mn

=
mn

a + b + mn
X̄ +

a + b

a + b + mn

ma

a + b

= Z(n)X̄ + [1− Z(n)]PC ,

Z(n) =
mn

a + b + mn
.

4. Gamma-gamma:

PR =
ν

θ
, ν > 0, θ > 0,

PC =
νb

a− 1
,

PB =
ν(b + nX̄)
a + nν − 1

=
νn

a + nν − 1
X̄ +

a− 1
a + nν − 1

νb

a− 1

= Z(n)X̄ + [1− Z(n)]PC ,

Z(n) =
νn

a + nν − 1
.

5. Normal-normal:

PR = θ, −∞ < θ < ∞,

PC = a, a > 0,

PB =
aσ2 + nX̄τ2

σ2 + nτ2
=

nτ2

σ2 + nτ2
X̄ +

σ2

σ2 + nτ2
a
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= Z(n)X̄ + [1− Z(n)] PC ,

Z(n) =
nτ2

σ2 + nτ2

Ejemplo 5.12 Vamos a comprobar que el factor de credibilidad obtenido en el
ejemplo 5.9 mediante la metodoloǵıa Bayesiana coincide con el de Bühlmann
(1967).

El factor de credibilidad obtenido fue,

Z(n)Bayes =
n

b + n
.

Por otro lado, el factor de credibilidad de Bühlmann viene dado por:

Z(n)Bühlmann =
nVar [E(X|θ)]

nVar [E(X|θ)] + E [Var(X|θ)] .

Ahora,

E[X|θ] = Var[X|θ] = θ, E[Var(X|θ)] = E[θ] =
a

b
,

Var[E(X|θ)] = Var[θ] = E[θ2]− E2[θ] =
a(a + 1)

b2
−

(a

b

)2

=
a

b2
.

Por tanto,

Z(n)Bühlmann =
n a

b2

n a
b2 + a

b

=
n

b + n
= Z(n)Bayes.

5.4.2. Modelo de Landsman y Makov

Landsman y Makov (1998) extienden el resultado de Jewell a la familia expo-
nencial de dispersión estudiada en el caṕıtulo anterior. De modo que se verifica el
siguiente resultado.

Teorema 5.3 En la familia exponencial de dispersión y usando la distribución a
priori (4.75), la prima Bayes viene dada por,

PB =
λ

∑n
i=1 Xi + µn0

λn + n0
=

λn

λn + n0
· X̄ +

n0

λn + n0
· µ, (5.22)

que es una fórmula de credibilidad exacta, con factor de credibilidad dado por

Z(t) =
λn

λn + n0
.

Además, la prima de Bühlmann coindice con la prima Bayes.
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Demostración: Se verifica que,

E[Xn+1|X] =
∫ θ1

θ0

µ(θ)
[q(θ)]−ñ0 exp(−θµ̃ñ0)

c(µ̃, ñ0)
dθ,

donde µ(θ) viene dada en (4.73). Mediante integración por partes, se obtiene fácil-
mente (5.22). La prima de Bühlmann coincide con la prima Bayes, puesto que ésta
última es lineal en las observaciones.
La expresión (5.22) depende del parámetro λ, y resulta evidente que si asignamos
una distribución a priori π(λ) a dicho parámetro, la prima neta Bayes resultante
es:

PB = X̄

∫
λn

λn + n0
π(λ)dλ + µ

∫
n0

λn + n0
π(λ)dλ, (5.23)

para lo que se ha asumido independencia entre los parámetros θ y λ. Si la distribu-
ción a priori del parámetro λ se desconoce podemos incorporar una estructura
jerárquica, que veremos más adelante, o bien elegir una clase amplia de distribu-
ciones de probabilidad en el escenario del análisis Bayesiano robusto. Este tema
también se abordará más adelante. Otra posibilidad, y aśı lo llevan a cabo Lands-
man y Makov (1999) es elegir una distribución a priori de máxima entroṕıa.

La entroṕıa de una variable aleatoria λ con distribución a priori π(λ) se define
como

Eπ(λ) = −
∫ ∞

0

π(λ) log π(λ)dλ. (5.24)

La distribución de máxima entroṕıa es aquélla que maximiza (5.24) sujeta a que
el parámetro satisfaga cierta restricción. Ahora tenemos el siguiente resultado que
presentamos sin prueba.

Teorema 5.4 Si tomamos en (5.23) la distribución de máxima entroṕıa que sat-
isfaga la restricción

∫ ∞

0

λπ(λ)dλ = λ0,

entonces la prima neta Bayes viene dada por

PB = Z(n)X̄ + [1− Z(n)]µ,

donde

Z(n) = 1− n0

nλ0
exp{n0/(nλ0)}Γ

(
0,

n0

nλ0

)
,

siendo:
Γ(α, x) =

∫ x

0

sα−1 exp(−s)ds,

la función gamma incompleta.
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5.4.3. Modelos Bayesianos jerárquicos

Con objeto de motivar esta sección, continuamos con el ejemplo Poisson-gamma,
en el que se supone que la distribución del número de siniestros para una póliza
de seguros sigue un distribución de Poisson con parámetro θ > 0. El camino que
hemos seguido hasta ahora es asumir que el actuario no tiene ningún problema
en especificar una distribución a priori para este parámetro, eligiendo, como hasta
ahora, la distribución a priori gamma con parámetros a > 0 y b > 0. El estimador
Bayesiano del parámetro θ > 0 y la prima Bayes, como ya sabemos, vienen dados
por

PB =
a + nX̄

b + n
, (5.25)

donde X̄ es la media muestral y n el número de peŕıodos de tiempo observados.
El problema que tiene esta aproximación es que en ocasiones el actuario no tiene

por qué conocer de manera exacta dicha distribución. Existen diversas soluciones
alternativas:

1. Elegir una clase amplia de distribuciones a priori, que contenga a dicha
distribución a priori inicial en la que se conf́ıa, y sobre dicha clases estudiar
la variación de PB . Esto se conoce en la literatura como análisis de robustez
Bayesiano. Este tema será tratado en una sección posterior.

2. Llevar a cabo un análisis emṕırico Bayes. Es decir, estimar los parámetros de
la distribución a priori a partir de los datos utilizando para ello la distribución
incondicional o marginal de los datos, esto es:

f(x) =
∫ ∞

0

f(x|θ)π(θ)dθ,

3. Suponer que no se conocen exactamente los parámetros de los que depende
la distribución a priori y admitir que uno o todos los parámetros de la mis-
ma (hiper-parámetros) siguen una determinada distribución de probabilidad
(llamada distribución hiperpriori). En este caso, el modelo de verosimilitud-
distribución a priori-distribución hiper-priori, se denomina modelo jerárquico.

La estructura de un modelo jerárquico suele expresarse en la forma de estados,
de la siguiente forma, elaborada para el desconocimiento de un sólo parámetro:

Primer nivel: Verosimilitud f(x|θ),

Segundo nivel: Distribución a priori π(θ|λ), hiper-parámetro λ,

Tercer nivel: Distribución hiperpriori π(λ).
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La estructura Bayesiana de verosimilitud-distribución a priori, analizada has-
ta el momento puede contemplarse como una estructura jerárquica con sólo dos
estados.

Veamos ahora un modelo jerárquico en el que la prima neta Bayes puede ree-
scribirse como una fórmula de credibilidad. El ejemplo es un caso más general del
modelo planteado en Klugman (1992). Para ello supongamos que disponemos de
una cartera de seguros con k > 0 asegurados en un año. Supongamos también
que el número de reclamaciones del asegurado i-ésimo sigue una distribución de
Poisson de parámetro θi > 0, con distribución a priori θi ∼ G(λ, b), i = 1, . . . , k.
Supongamos ahora que el hiper-parámetro a > 0 es desconocido, aleatorio y con
distribución hiper-priori impropia π1(λ) ∝ 1/λ. Nos encontramos con una estruc-
tura jerárquica con los siguiente niveles:

Primer nivel: Xi ∼ Po(θi), θi > 0, i = 1, . . . , k

Segundo nivel: θi ∼ G(λ, b), λ > 0, b conocido, i = 1, . . . , k

Tercer nivel: π(λ) ∝ 1/λ.

Las distribuciones marginales que se precisan para el análisis son los siguientes:

π(θ|X1, . . . , Xn) =
f(X1, . . . , Xn|θ)

∫
π(θ|λ)π(λ)dλ∫ ∫

f(X1, . . . , Xn|θ)π(θ|λ)π(λ)dθdλ
,

π(λ|X1, . . . , Xn) =
π(λ)

∫
f(X1, . . . , Xn|θ)π(θ|λ)dθ∫ ∫

f(X1, . . . , Xn|θ)π(θ|λ)π(λ)dθdλ
, (5.26)

donde θ = (θ1, . . . , θk). De aqúı en adelante, cuando no se especifique, tanto los
productos como las sumatorios se extienden desde 1 hasta k. Denotando mediante
X = (X1, . . . , Xn) la información muestral, tenemos:

∫
π(θ|λ)π(λ)dλ =

(∏
θb−1

i

)

Γ(b)

∫ ∞

0

λkb−1e−λ
∑

θidλ =

(∏
θb−1

i

)

(
∑

θi)
kb

,

∫
f(X|θ)π(θ|λ)dθ =

∫
. . .

∫ (
k∏

i=1

e−θiθXi
i

Xi!

)
k∏

i=1

λb

Γ(b)
θb−1

i e−λθidθ1 . . . dθk

=
λkb

Γ(b)
∏

Xi!

∏
Γ(Xi + b)

(λ + 1)kb+
∑

Xi

, (5.27)

Ahora:
∫

f(X|θ)π(θ|λ)π(λ)dλ =
∫ ∞

0

akb

Γ(b)
∏

Xi!

∏
Γ(Xi + b)

(λ + 1)kb+
∑

Xi

dλ.
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Haciendo ahora el cambio de variable µ = λ/(1 + λ) se llega, después de algunos
cálculos: ∫

f(X|θ)π(θ|λ)π(λ)dλ =
∏

Γ(Xi + b)
Γ(b)

∏
Xi!

B(kb,
∑

Xi). (5.28)

Por tanto, tenemos que:

π(θ|X) ∝ Γ(b)
∏

Xi!∏
Γ(Xi + b)

1
B(kb,

∑
Xi)

∏ e−θiθXi
i

Xi!

(∏
θb−1

i

)

(
∑

θi)
kb

=

(∏
θXi+b−1

i

)
e−

∑
θi

(
∑

θi)
kb ∏

Γ(Xi + b)

Γ(b)
B(kb,

∑
Xi)

. (5.29)

Puede probarse que (5.29) constituye una función de densidad de probabilidad
genuina si Γ(kb) se suprime del denominador (es decir, conocemos la constante de
normalización de la integral).

Ahora, utilizando (5.26), (5.27), (5.28), y después de algunos cálculos, se ob-
tiene la distribución a posteriori del parámetro λ, que viene dada por:

π(λ|X) ∝ 1
B(kb, kX̄)

λkb−1

(λ + 1)kX̄+kb
. (5.30)

Se verifica que π(λ|X) es una distribución de Pareto generalizada con parámetros
kb, kX̄, también denominada inversa Beta. Por tanto, en (5.30) el śımbolo ∝ se
puede reemplazar por el de igualdad.

Ahora tenemos que para el asegurado r-ésimo la prima neta Bayes vendrá dada
por

PB = E[θr|X] =
Γ(b)Γ(kb + kX̄)∏
Γ(Xi + b)Γ(kX̄)

∏
Γ(xXr + b + 1)Γ(kX̄ + 1)

Γ(b)Γ(kb + kX̄ + 1)

=
X̄(Xr + b)

X̄ + b
, (5.31)

donde Xr es la media del asegurado r-ésimo, ya que se dispone sólo de una obser-
vación (1 año). Ahora tenemos que (5.31) puede reescribirse como

PB = ZXr + (1− Z)X̄,

donde, el factor de credibilidad es:

Z =
X̄

b + X̄
.

Puesto que,

E[X̄|λ] =
b

λ

tenemos que el factor de credibilidad es en términos de λ, Z = 1/(1 + λ).
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El modelo jerárquico Poisson-gamma-gamma

En Gómez-Déniz et al. (2008c) se lleva a cabo el desarrollo del modelo jerárquico
Poisson-gamma-gamma que permite construir una nueva distribución de probabil-
idad discreta. Una propiedad importante de esta distribución es que resulta sobre-
dispersa (varianza mayor que la media), lo que la hace una buena candidata para
ser utilizada en el ramo de seguro de automóviles, donde emṕıricamente está com-
probado que se manifiesta esta propiedad (ver Meng et al., 1999). Esta distribución
se puede utilizar para calcular primas bonus-malus, pareciendo responder también
bastante bien el modelo para resolver problemas de sobrecargas.

En esta sección presentaremos dicho modelo y lo utilizaremos para ajustar
nuevos datos de reclamaciones de seguro de automóviles y calcular a partir de
dichos datos, las primas bonus-malus correspondientes.

El modelo jerárquico está construido partiendo de los siguientes niveles:

Nivel 1: Xi|λ ∼ Po(λ), i = 1, . . . , n, independientes (5.32)
Nivel 2: λ|b ∼ π1 (λ|a, b) = G(a, b), a, b > 0 (5.33)
Nivel 3: b ∼ π2 (b|α, β) = G(α, β), α, β > 0 (5.34)

donde Po(λ) denota la distribución de Poisson con media λ, y G(a, b) la distribu-
ción gamma. Utilizando (5.33) y (5.34) se obtiene la distribución incondicional
para el parámetro λ:

π1(λ|a, α, β) =
∫ ∞

0

π1(λ|b)π2(b)db

=
∫ ∞

0

ba

Γ(a)
λa−1e−bλ βα

Γ(α)
bα−1e−βbdb

=
1

B(a, α)β
(λ/β)a−1

(1 + λ/β)a+α
(5.35)

donde B(x, y) denota la función beta. Esta distribución se corresponde con la
distribución Tipo IV de Pearson, también llamada distribución beta de segunda
especie (Stuart y Ord (1987), caṕıtulo 6 y Johnson et al. (1995), caṕıtulo 27).
Escribiremos λ ∼ B2(a, α; β).

La distribución predictiva viene expresada en términos de la función confluente
hipergeométrica, como aparece a continuación.

p(x1, . . . , xn) = Pr(X1 = x1, . . . ,Kt = xn)

=
∫ ∞

0

f(x1, . . . , xn|λ)π(λ|a, α, β)dλ

=
1∏n

i=1 xi!

∫ ∞

0

e−tλλx 1
B(a, α)β

(λ/β)a−1

(1 + λ/β)a+α
dλ
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=
βxΓ(a + x)∏t
i=1 xi!B(a, α)

U(a + x, x− α + 1, βn),

donde U(a, b, z) representa la función confluente hipergeométrica definida (Goovaerts
y De Pril, 1980) como:

U(m, p, z) =
1

Γ(m)

∫ ∞

0

e−zssm−1(1 + s)p−m−1ds.

Si n = 1 obtenemos la distribución predictiva:

Pr(X = x) =
βxΓ(a + x)
x!B(a, α)

U(a + x, x− α + 1, β). (5.36)

La distribución (5.36) es unimodal, puesto que se trata de una mezcla de una
distribución de Poisson con una distribución unimodal (Holgate, 1970).

Los valores (5.36) se pueden obtener de manera recursiva teniendo en cuenta
que:

β(a + α)pa,α,β(x)− α(x + 1)pa,α+1,β(x + 1)− αβpa,α+1,β(x) = 0.

También, es posible obtener que los momentos factoriales de (5.36) vienen
dados por:

µ′[r](X) = βr · Γ(a + r)Γ(α− r)
Γ(a)Γ(α)

, if α > r, (5.37)

donde µ′[r](X) = E[X!/(X − r)!]. Se obtiene:

E[X] = µ′[1](X),

E[X2] = µ′[2](X) + µ′[1](X),

E[X3] = µ′[3](X) + 3µ′[2](X) + µ′[1](X).

Ahora, los hiper-parámetros del modelo pueden estimarse por el método de los
momentos resolviendo el sistema de ecuaciones:

f1 = µ′[1](X) =
aβ

α− 1
,

f2 = µ′[2](X) =
a(a + 1)β2

(α− 1)(α− 2)
,

f3 = µ′[3](X) =
a(a + 1)(a + 2)β3

(α− 1)(α− 2)(α− 3)
.

que proporciona los estimadores consistente:

â =
2f1(f2

2 − f1f3)
−f1f2

2 + 2f2
1 f3 − f2f3

, (5.38)
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α̂ =
f2
1 f2 − 4f2

2 + 3f1f3

f2
1 f2 − 2f2

2 + f1f3
, (5.39)

β̂ =
f1f

2
2 − 2f2

1 f3 + f2f3

f2
1 f2 − 2f2

2 + f1f3
. (5.40)

Finalmente, la distribución es sobredispersa (5.36), puesto que:

Var[X]
E[X]

= 1 +
β

α− 2

(
1 +

a

α− 1

)
> 1.

Para el modelo desarrollado pueden obtenerse expresiones cerradas para las
primas neta bonus-malus, como mostramos en el siguiente resultado.

Proposición 5.2 Dado el modelo Poisson-gamma-gamma presentado, la prima
neta bonus-malus viene dada por:

PBM =
(a + x)(α− 1)

a

U (a + x + 1, x− α + 2, βn)
U (a + x, x− α + 1, βn)

. (5.41)

Demostración: Se obtiene, de manera inmediata, teniendo en cuenta que la me-
dia de λ, aśı como la media a posteriori del parámetro dados los datos X =
(X1, . . . , Xn), vienen dadas por:

E[λ] =
aβ

α− 1
, if α > 1,

E[λ|X] = β(a + x)
U (a + x + 1, x− α + 2, βn)
U (a + x, x− α + 1, βn)

,

respectivamente.

Ejemplo 5.13 La tabla 5.9 muestra el número de asegurados para las reclama-
ciones x = 0, 1, . . . en dos carteras de seguros de automóviles en Suiza (1961) y
Bélgica (1993). Estas carteras de seguros aparecen en Denuit (1997) y Willmot
(1987). Suponiendo la estructura jerárquica (5.32)-(5.34) aśı como la estructura
Bayesiana estándar Poisson-gamma se trata de:

1. Estimar mediante el método de los momentos los parámetros del modelo
jerárquico y mediante el método de máxima verosimilitud los parámetros en
el modelo Poisson-gamma.

2. Obtener las tablas de frecuencias ajustadas y estudiar la bondad de los
ajustes mediante el test χ2.

3. Obtener para ambos modelos y ambas carteras de seguros una matriz de
orden 3×4 en la que el elemento aij , i = 1, 2, 3; j = 1, 2, 3, 4, sea el porcentaje
de prima a aplicar en el peŕıodo i con j reclamaciones, bajo un sistema de
tarificación bonus-malus y el principio de prima neta.
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4. Calcular para ambos modelos y ambas carteras de seguros el porcentaje
de penalización de la prima al incrementarse, en la clase 0, el número de
reclamaciones en 1 unidad.

Tabla 5.9: Reclamaciones en dos carteras de seguros de automóviles.

Suiza, 1961 Bélgica, 1993
Número de

reclamaciones Observadas Observadas

0 103704 57178
1 14075 5617
2 1766 446
3 255 50
4 45 8
5 6 0
6 2 −

Veamos la respuesta a cada una de estas cuestiones:

1. A partir de las ecuaciones (5.38)-(5.40) se obtienen los estimadores por mo-
mentos del modelo Poisson-gamma-gamma. Para la estimación por máxima
verosimilitud de los parámetros del modelo Poisson-gamma se procede igual
que en el ejemplo 4.9. Los valores obtenidos aparecen en la tabla 5.10.

Tabla 5.10: Resumen datos correspondientes a la tabla 5.11

PGG PG
Suiza, 1961 Bélgica, 1993 Suiza, 1961 Bélgica, 1993

X̄ 0.15 0.10 0.15 0.10
s2 0.18 0.11
α̂ 6.52 4.69
â 1.55 3.05 1.03 1.27
b̂ 6.65 12.10
β̂ 0.55 0.12
χ2 1.71 2.39 12.02 11.15
g.l. 2 1 2 1

p-valor 0.42 0.12 0.00 0.00
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Tabla 5.11: Ajuste de reclamaciones en el ramo de automóviles.

Suiza, 1961 Bélgica, 1993
Número de

reclamaciones Observadas Estimadas Observadas Estimadas

0 103704 103715.0 57178 57183.9
1 14075 14041.4 5617 5594.3
2 1766 1799.1 446 467.6
3 255 249.5 50 43.8
4 45 39.2 8 5.2
5 6 7.1 0 0.55
6 2 1.5 − −

2. Los valores ajustados aparecen en la tabla 5.11. En la tabla 5.10 aparecen
también los valores de la χ2, el número de grados de libertad y el p-valor.
Es evidente que el modelo Poisson-gamma-gamma mejora las estimaciones
obtenidas mediante el modelo Poisson-gamma.

3. Sustituyendo los valores de los parámetros de la tabla 5.10 en la expresión
(5.41) se obtienen las primas netas bonus-malus que se muestran en las tablas
5.12 y 5.13. Los valores en negrita corresponden al modelo Poisson-gamma
y los otros al modelo Poisson-gamma-gamma. Puede observarse, a la vista
de las mismas, que las primas son ligeramente mayores para los asegurados
en la clase x = 0 en el modelo Poisson-gamma-gamma y menores para los
asegurados en la clase x = 1. Insistimos que las carteras de seguros de au-
tomóviles el mayor número de asegurados está en la clase x = 0 y después
en la clase x = 1. El resto de las clases tienen un porcentaje de asegurados
muy bajo en relación con las dos clases anteriores.

4. Los porcentajes de penalización pedidos aparecen en la tabla 5.14. Se observa
que este porcentaje es mucho menor para el modelo Poisson-gamma-gamma.
Es decir, este modelo resuelve el problema de las sobrecargas estudiado en
el caṕıtulo anterior. Por un lado, los asegurados en la clase x = 0 pagan una
prima ligeramente mayor a cambio de que si experimentan una reclamación
el porcentaje de penalización en la prima no sea demasiado grande.

En Gómez-Déniz et al. (2006b) los autores realizan un estudio de sensibilidad
del modelo anterior, mientras que Pérez et al. (2006) han desarrollado el modelo
anterior para el principio de varianza.
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Tabla 5.12: Primas netas bonus-malus. Modelo Poisson-gamma-gamma y Poisson-
gamma (en negrita). Suiza, 1961.

x
n 0 1 2 3 4
0 100.00
1 87.26 165.54 269.07 407.00 590.05

86.92 171.32 255.72 340.11 425.51
2 78.14 143.81 224.87 324.40 445.17

76.87 226.15 375.43 524.71 674.00
3 71.09 128.29 196.08 275.75 368.27

68.91 269.62 470.34 671.05 871.76

Tabla 5.13: Primas netas bonus-malus. Modelo Poisson-gamma-gamma y Poisson-
gamma (en negrita). Bélgica, 1993.

x
n 0 1 2 3 4
0 100.00
1 92.99 159.22 269.51 460.66 785.27

92.36 165.09 237.82 310.55 383.28
2 87.50 144.62 230.83 361.32 552.35

85.81 220.95 356.10 491.24 626.38
3 82.95 133.76 206.00 307.76 446.38

80.13 269.42 458.71 648.00 837.28

Tabla 5.14: Porcentaje de penalización al pasar de x0 a x1 en la clase 0.

x0 − x1 Suiza, 1961 Bélgica, 1993
0− 1 65.54 % 59.22 %

71.32% 65.09%
1− 2 64.80 % 55.52 %

160.18% 139.22%
2− 3 64.17 % 52.86 %

250.74% 213.97%
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El modelo jerárquico general

Abordamos ahora el modelo jerárquico general que resulta útil para jerarquizar
carteras y subcarteras de seguros.

El modelo jerárquico constituye una generalización del modelo de Bühlmann-
Straub (1972). Se supone que cada cartera puede estar dividida en un cierto número
de subcarteras, cada una de ellas caracterizada por un parámetro de riesgo de-
sconocido que describe como difiere una subcartera de las otras. El modelo más
flexible es el modelo jerárquico de múltiples niveles. El datos del esquema para dos
niveles (dos subcarteras) aparece en la tabla 5.15.

Tabla 5.15: Datos de modelo jerárquico de dos niveles.

p = 1 p = 2
θ1 θ2

θ11 θ12 . . . θ11 θ12 . . .
x111 x121 . . . x211 x221 . . .
x112 x122 . . . x212 x222 . . .

En la práctica θij representa las caracteŕısticas del asegurado j dentro de la
subcartera i y θi puede representar, por ejemplo, la zona geográfica i-ésima.

Para desarrollar el modelo podemos situarnos en el ramo de los seguros de
automóviles en España. El ramo de automóviles es el más importante después
del seguro de vida. El procedimiento de tarificación de un asegurado se realiza
en función de la zona geográfica española donde se circula habitualmente. Aśı,
determinadas regiones españolas tienen una siniestralidad mayor que otras, debido
sobre todo a sus condiciones geográficas, climatológicas, número de veh́ıculos que
componen el parque automoviĺıstico, etc.

En este sentido, en España la división se efectúa en tres zonas diferentes (A,B
y C) según el riesgo atribúıdo a las mismas. En la tabla 5.17 aparecen algunas de
las provincias pertenecientes a cada una de las tres zonas.

La zona A se considera de siniestralidad alta, la zona B de siniestralidad media,
y la zona C de siniestralidad baja.

Por lo que se refiere a las caracteŕısticas individuales de los conductores ase-
gurados podemos mencionar el sexo, la edad, estado civil, antigüedad de posesión
del carnet de conducir, número de veces que precisó examinarse para la obtención
del mismo, etc.

El objetivo del modelo vuelve a ser encontrar los estimadores de credibilidad
para las primas de riesgo individuales, es decir las primas a cobrar en cada uno de
los contratos.

El modelo jerárquicos más simple ha sido planteado por Klugman (1992), y se
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Tabla 5.16: Zonas geográficas en el ramo de automóviles.

A B C
Asturias Alicante Albacete

Guipúzcoa Barcelona Almeŕıa
Las Palmas Madrid Granada

Tenerife Málaga Soria
Vizcaya Sevilla Teruel

...
...

...

denomina one-way, que se corresponde con el modelo clásico de Bühlmann-Straub
(1972). Recordemos que una cartera consiste en pólizas o contratos más o menos
similares, aunque nunca completamente idénticas. Como ya hemos hecho anterior-
mente, esto lo modelizamos mediante la variable aleatoria θjs, que describe total-
mente las caracteŕısticas del riesgo j, j = 1, 2, ..., k en el peŕıodo s, s = 1, 2, ..., n.
Intuitivamente uno asume que las diferencias entre los contratos y peŕıodos son
causadas por parámetros diferentes θ11, θ12, ..., θkn.

Sin embargo en la mayoŕıa de los modelos de teoŕıa de la credibilidad se supone
que los parámetros θjs son homogéneos en el tiempo, i.e. los parámetros de riesgo
para un contrato fijo no cambian con el mismo; luego desaparecen los sub́ındices
s, en los parámetros de riesgo, y escribimos θ1, θ2, ..., θk. Consideraremos de nuevo
a estos parámetros como variables aleatorias.

Resulta obvio que este modelo es más realista que los tratados hasta este mo-
mento pero como contrapartida presenta el inconveniente de su mayor complejidad
matemática.

El modelo jerárquico general consta de los siguientes niveles:

Primer nivel: f(x|θ, F ),

Segundo nivel: π1(θ|µ, G),

Tercer nivel: π2(µ, F, G).

El primer nivel indica que los datos dependen de los parámetros de interés θ
y algún otro parámetro F . El segundo nivel indica cómo vaŕıan los parámetros
adicionales desconocidos µ y G. Finalmente se incorpora un tercer nivel donde
se considera una distribución conjunta de los parámetros. El objetivo del modelo
consiste en estimar la media y la varianza a posteriori dada la observación muestral
X = (X1, . . . , Xn), para lo que se precisa de la distribución a posteriori de θ, que
viene dada por (Klugman, 1992),

π(θ|X) =
∫ ∫ ∫

π1(θ|X, µ, F, G)π2(µ, F,G|X)dµdFdG,
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donde

π1(θ|X,µ, F, G) =
f(X|θ, F )π1(θ|µ,G)∫
f(X|θ, F )π1(θ|µ,G)dθ

,

π2(µ, F, G|X) =
π2(µ, F,G)

∫
f(X|θ, F )π1(θ|µ,G)dθ∫ ∫ ∫ ∫

f(X|θ, F )π1(θ|µ,G)π2(µ, F, G)dµdFdG
,

siendo π1(θ|µ,G) la distribución a priori de θ (elegida por el actuario), π2(µ, F, G)
la distribución conjunta de los parámetros implicados y π1(θ|x, µ, F, G) y π2(µ, F,G|x)
las distribuciones a posteriori dados los datos.

La media y la varianza a posteriori de los elementos de θ = (θ1, θ2, ..., θk) son
de especial importancia. Si θi es uno de esos elementos, la media y varianza a
posteriori de θi pueden obtenerse a partir de,

E[θi|X] =
∫

θiπ(θ|X)dθ,

E[θ2
i |X] =

∫
θ2

i π(θ|X)dθ.

Es obvio que el cálculo de estas integrales múltiples puede resultar complejo,
de ah́ı que generalmente se impongan restricciones al modelo general para hac-
er el asunto más tratable, trabajando, en el escenario Bayesiano, con el modelo
jerárquico normal, que presentamos a continuación.

El modelo jerárquico normal

En este modelo suponemos las distribuciones en el primer y segundo nivel son
distribuciones del tipo normal multivariantes. Los siguintes argumentos justifican
la elección de esta distribución:

1. El análisis se hace frecuentemente con indemnizaciones medias y no con ind-
emnizaciones totales (o con número medio de siniestros y no con siniestros).
Además, eligiendo una distribución normal para la que la media sea grande
en comparación con la desviación t́ıpica de la misma, se asegura que la dis-
tribución concentra prácticamente toda su masa de probabilidad en (0,∞).

2. Es computacionalmente fácil trabajar con la distribución normal.

3. Podŕıa darse el caso en que el modelo incluya observaciones dependientes.
El modelo normal multivariante es uno de los pocos en que es fácilmente
tratable la dependencia.

El más sencillo de los modelo jerárquicos, como comentamos anteriormente, es el
denominado por Klugman (1992) one-way, que se corresponde en su versión clásica
con el modelo de Bühlmann-Straub (1972). El modelo se especifica por medio de
tres niveles:
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Primer nivel: Xij ∼ N (θi, σ
2/mij), i = 1, 2, . . . k, j = 1, 2, . . . , n,

Segundo nivel: θi ∼ N (µ, τ2), i = 1, 2, . . . , k,

Tercer nivel: π2(µ, σ2, τ2).

El primer nivel consiste de n observaciones para cada uno de los k grupos. Sea
Xij la j-ésima observación del grupo i-ésimo. Las cantidades mij son conocidas, y
aqúı representan el número de siniestros. Se supone que la varianza σ2 es constante.
En el segundo nivel, θ1, θ2, ...θk son independientes dados µ y τ2.

La metodoloǵıa Bayesiana que adoptaremos en esta investigación diferirá sus-
tancialmente de la adoptada por Klugman (1992). El nuevo modelo considerado en
esta investigación es más sencillo de aplicar, en el sentido de que sólo se precisarán
calcular integrales numéricas sobre τ2, mientras que en el modelo de Klugman
(1992) es necesario elaborar complejas integrales múltiples. En este sentido se pro-
nuncia Berger (1985), quien además señala la ventaja de que no se precisa de la
manipulación de complejas matrices.

El modelo propuesto en esta investigación consta de los siguientes niveles:

Primer nivel: Xi ∼ N (θi, σ
2/n), σ2 conocida, i = 1, 2, . . . , p,

Segundo nivel: θi ∼ N (µ, τ2),

Tercer nivel: π(µ, τ2).

El primer nivel indica que las variables Xij ∼ N (θi, σ
2); ahora bien nosotros

consideraremos las variables aleatorias X̄i =
∑n

j=1 Xij/n a las que denominaremos
por simplicidad Xi y que obviamente seguirán una distribución N (θi, σ

2/n). Por
tanto el valor observado X será para nosotros la media observada para cada clase,
esto es

X = (X1, X2, ..., Xp) , con Xi =
n∑

j=1

Xij/n.

Suponemos también que la distribución conjunta π(µ, τ2) se puede factorizar como

π(µ, τ2) = π1(µ) · π2(τ2),

es decir, los parámetros son independientes. Para el cálculo de la media a posteriori
de θ se requiere del siguiente resultado.

Corolario 5.1 (Berger (1985)) Si π(µ, τ2) ≡ 1 y p ≥ 4 (de modo que π2(τ2|X)
que aparece abajo sea propia), tomando:

M =
σ2

σ2 + τ2
,
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se tiene:
E[θ|X] = X − E (M) (X −X · 1),

y

Var[θ|X] = σ2I − σ2E (M)
(

I − 1
p
1
)

+ Var[M ](X − X̄ · 1)(X − X̄ · 1)>,

donde E es la esperanza respecto a la distribución:

π22(τ |X) = k(σ2 + τ2)−(p−1)/2 exp
{
− s2

2(σ2 + τ2)

}
,

1 = (1, ..., 1)>, (1) ≡ matriz toda de unos, s2 =
∑p

i=1(Xi−X̄)2 y k es la constante
de normalización que resulta al integrar sobre τ2 y normalizar.

Observemos que según el resultado del corolario anterior la media a posteriori de
θ, E[θ|X], y por tanto la prima neta Bayes PB puede escribirse como:

PB = Xi −
∫∞
0

σ2(Xi−X̄)
σ2+τ2

exp{− s2

2(σ2+τ2)
}

(σ2+τ2)(p−1)/2 g(τ2)dτ2

∫∞
0

exp{− s2

2(σ2+τ2)
}

(σ2+τ2)(p−1)/2 g(τ2)dτ2

= Xi − σ2(Xi − X̄)

∫∞
0

1
σ2+τ2

exp{− s2

2(σ2+τ2)
}

(σ2+τ2)(p−1)/2 g(τ2)dτ2

∫∞
0

exp{− s2

2(σ2+τ2)
}

(σ2+τ2)(p−1)/2 g(τ2)dτ2

= Z ·Xi + (1− Z) · X̄,

con

Z = 1− σ2

∫∞
0

1
σ2+τ2

exp{− s2

2(σ2+τ2)
}

(σ2+τ2)(p−1)/2 g(τ2)dτ2

∫∞
0

exp{− s2

2(σ2+τ2)
}

(σ2+τ2)(p−1)/2 g(τ2)dτ2

,

es decir, una fórmula de credibilidad
En lo que sigue se requiere de la marginal de X dada π0, que calculamos a

continuación.

m(X|π0) =
∫

Θ

f(X|θ)π0(θ)dθ

=
∫

Θ

1
(σ
√

2π)n
exp

{
−

∑
(Xi − θ)2

2σ2

}
1

τ
√

2π
exp

{
− (θ − a)2

2τ2

}
dθ.

A continuación, utilizando la identidad:
n∑

i=1

(Xi − θ)2 =
n∑

i=1

(Xi − x̄)2 + n(X̄ − θ)2,
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la densidad predictiva, m(X|π0), puede escribirse como

m(X|π0) =
1

(σ
√

2π)n

1
τ
√

2π
exp

{
−

∑
(Xi − X̄)2

2σ2

}

×
∫

Θ

exp
{
−nτ2(X̄ − θ)2 + σ2(θ − a)2

2σ2τ2

}
dθ

= k

∫

Θ

exp
{
−nτ2(X̄2 − 2X̄θ + θ2) + σ2(θ2 − 2aθ + a2)

2σ2τ2

}
dθ,

donde

k =
1

(σ
√

2π)n

1
τ
√

2π
exp

{
−

∑
(Xi − X̄)2

2σ2

}
,

luego

m(X|π0) = k

∫

Θ

exp
{
− (nτ2 + σ2)θ2 − (2τ2nX̄ + 2aσ2)θ + (nτ2X̄2 + a2σ2)

2σ2τ2

}

= k

∫

Θ

exp

{
−θ2 − 2nτ2X̄+2aσ2

nτ2+σ2 θ + nτ2X̄2+a2σ2

nτ2+σ2

2σ2τ2

nτ2+σ2

}
dθ

= k

∫

Θ

exp




−

(
θ − nτ2X̄+aσ2

nτ2+σ2

)2

+ τ2tX̄2+a2σ2

nτ2+σ2 −
(

τ2tX̄+aσ2

nτ2+σ2

)2

2σ2τ2

nτ2+σ2





dθ

= k′
∫

Θ

exp




−

(
θ − nτ2X̄+aσ2

nτ2+σ2

)2

2σ2τ2

nτ2+σ2





dθ,

con

k′ = k exp





nτ2X̄2+a2σ2

nτ2+σ2 −
(

nτ2X̄+aσ2

nτ2+σ2

)2

2σ2τ2

nτ2+σ2





. (5.42)

Aśı,

m(X|π0) = k′
στ
√

2π√
nτ2 + σ2

∫

Θ

1
στ
√

2π√
nτ2+σ2

exp




−

(
θ − nτ2X̄+aσ2

nτ2+σ2

)2

2σ2τ2

nτ2+σ2





dθ

= k′
στ
√

2π√
nτ2 + σ2

.
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Sustituyendo ahora k′ por (5.42) resulta,

m(X|π0) =
1

(σ
√

2π)n

σ√
τ2t + σ2

exp





nτ2X̄2+a2σ2

nτ2+σ2 −
(

nτ2X̄+aσ2

nτ2+σ2

)2

2σ2τ2

nτ2+σ2





× exp
{
−

∑
(Xi − X̄)2

2σ2

}

=
σ

(σ
√

2π)n
√

nτ2 + σ2
exp





nτ2X̄2+a2σ2

nτ2+σ2 −
(

nτ2X̄+aσ2

nτ2+σ2

)2

2σ2τ2

nτ2+σ2




·

× exp
{
−

∑
(Xi − X̄)2

2σ2

}

=
σ

(σ
√

2π)n
√

nτ2 + σ2
exp

{
−

∑
(Xi − X̄)2

2σ2

}

× exp

{
n

[
a(a− 2X̄) + X̄2

]

2(nτ2 + σ2)

}
.

A continuación desarrollaremos dos ejemplos con datos de Klugman (1992).
El objetivo será obtener las primas neta Bayes, y realizar un análisis comparativo
con los resultados obtenidos por Klugman (1992) y los que se obtendŕıan con el
modelo clásico de Bühlmann-Straub (1972). En nuestro trabajo, y por simplici-
dad supondremos una distribución no informativa para el parámetro τ2, esto es,
g(τ2) ≡ 1.

Ejemplo 5.14 Los datos de este primer ejemplo están tomados de Klugman
(1992). Los datos son simulados, con el objetivo de que conociéndose los ver-
daderos resultados, puedan hacerse análisis comparativos. El ejemplo consiste de
k = 10 grupos con n = 5 observaciones para cada uno de los grupos. Los datos
mij = 1 para las 50 observaciones, que se encuentran en la tabla 5.17.

Puesto que el ejemplo es simulado, los verdaderos valores θ1, θ2, . . . , θ10 se cono-
cen. La observación muestral consistirá de las medias observadas para cada clase,
esto es:

X = (109,636, 101,240, 90,934, 110,048, 100,350, 101,802, 106,630, 117,604,

87,472, 105,126),

siendo X̄ = 103,1842, s2 = 737,70354, p = 10 y σ2 = 100/5 = 20.
El factor de credibilidad es 0,810226 en nuestro modelo y 0,8218 en el modelo

de Klugman (1992). En el modelo clásico el valor de Z(n) es 0,8129, y la media
a posteriori, primas netas Bayes, para cada una de las clases están expuestos en
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Tabla 5.17: Datos escenario 1. (Klugman, 1992)

Clases Años
1 2 3 4 5 θi X̄i

1 124.930 110.670 106.930 104.05 101.60 111.97 109.636
2 97.160 89.28 102.88 111.10 105.78 98.87 101.240
3 103.570 86.82 92.49 87.99 83.80 90.98 90.934
4 119.530 125.92 98.05 117.57 94.17 108.44 111.048
5 95.680 110.43 83.59 110.54 101.51 99.06 100.350
6 102.040 93.60 106.12 98.70 108.55 95.44 101.802
7 112.710 101.64 106.50 111.71 100.59 105.09 106.630
8 119.160 111.54 127.24 115.02 115.06 90.51 117.604
9 81.710 90.45 91.51 84.74 88.95 95.99 87.472
10 102.510 123.81 113.83 94.97 90.51 105.60 105.126

la Tabla 5.18, donde también aparecen las primas Bayes estimadas a partir del
modelo de Bühlmann-Straub (1972).

En las tablas adjuntas se ha utilizado la siguiente notación:

I: Modelo propuesto

II: Modelo de Klugman (1992)

III: Modelo de Bühlmann-Straub

IV: Primas Bayes verdaderas

A continuación calcularemos la varianza a posteriori que nos permitirá obtener
los intervalos de credibilidad. Para el cálculo de la varianza utilizamos el resultado
del corolario 5.1. En nuestro caso, y puesto que, E[M ] = 0,189774, E[M2] =
0,0463006, resulta:

Var[θ|X] = 20I − 3,8
(

I − 1
10

(1)
)

+ 0,01028(X − 103,1842 · 1)(X − 103,1842 · 1)>

= 16,2I + 0,38(1) + 0,01028(X − 103,1842 · 1)(X − 103,1842 · 1)>,

por tanto
Var(θ|X) = 16,58 + 0,01028(X − 103,1842)2.

En la tabla 5.19 se recogen las varianzas a posteriori para cada una de las
clases aśı como los intervalos de credibilidad al 90 por ciento para nuestro modelo
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Tabla 5.18: Primas Bayes.

Clase I II III IV
1 108.412 108.486 108.42 111.970
2 101.608 101.586 98.870 101.600
3 93.258 93.117 93.220 90.980
4 108.745 109.646 109.570 108.440
5 100.887 100.855 100.88 99.060
6 102.064 102.048 102.060 95.440
7 105.976 106.016 105.980 105.090
8 114.867 115.034 114.900 111.990
9 90.453 90.271 90.410 95.990
10 104.757 104.780 105.600 104.760

Tabla 5.19: Varianzas a posteriori e intervalos de credibilidad.

Clase Varianza, I Intervalos, I Varianza, II Intervalo, II
1 17.008 102.851;116.420 16.075 101.890;115.081
2 16.618 94.534;107.945 15.646 95.079;108.093
3 18.122 83.931;97.936 17.304 86.274;99.960
4 17.064 103.252;116.843 16.304 103.004;116.288
5 16.662 93.635;107.064 15.694 94.338;107.371
6 16.600 95.099;108.504 15.624 95.546;108.550
7 16.702 99.907;113.352 15.737 99.490;112.540
8 18.717 110.487;124.720 17.961 108.062;122.005
9 19.117 80.279;94.664 18.402 83.215;97.328
10 16.618 98.420;111.831 15.645 98.273;111.286

y el de Klugman (1992). A la vista de la tabla 5.18 se desprende que las primas
Bayes del modelos propuesto están más próximas a las obtenidas bajo el modelo de
Bühlmann-Straub (1972) para todas las clases excepto para la clase 4 que está más
próximo el de Klugman (1992). Esto era de esperar, pues el factor de credibilidad
en nuestro modelo está más cercano al factor de credibilidad de Bühlmann-Straub
(1972) que el de Klugman (1992). Estas diferencias se ilustran en los gráficos 5.1
y 5.2.

Si comparamos con el verdadero valor del parámetro, el modelo de Klugman (1992)
se acerca más a este para las clases 1, 2, 3, 5, 6 y 10 y el nuestro para las restantes
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Figura 5.1: Diferencias entre la verdadera prima Bayes y la estimada en ambos
modelos.

clases. A la vista de la tabla 5.19 se desprende que los intervalos de credibilidad
contienen al estimador de Bühlmann-Straub en los dos modelos y para todas las
clases. Los intervalos de credibilidad en nuestro modelo contienen a los verdaderos
valores en todas las clases salvo para la clase 9, que es también la que presenta
mayor varianza. Los intervalos de credibilidad de Klugman (1992) contienen a los
verdaderos valores para todas las clases excepto para la clase 6.

Ejemplo 5.15 Los datos de este ejemplo han sido nuevamente extráıdos de Klug-
man (1992, pp. 125-129), y son datos reales procedentes de National Council
on Compensation Insurance, y correspondientes a un estado Norteamericano. Se
muestran en el apéndice de este texto y corresponden a 133 clases de empleos
sobre un peŕıodo de siete años de observación. Los datos Yij son número de sinie-
stros que provocaron incapacidad parcial permanente. mij representa los costes o
pagos graduados que fueron corregidos en términos inflacionarios para represen-
tar unidades monetarias constantes. Los datos utilizados para Xij son Yij/mij , el
número de siniestros relativo por cada clase y año.

Se utilizarán, igual que lleva a cabo Klugman (1992), los primeros seis años
de los siete con el propósito de estimar tanto las primas netas Bayes como el
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Figura 5.2: Diferencias entre la verdadera prima Bayes y el estimador de
Bühlmann-Straub, BS.

número de siniestros para el séptimo año, y para las clases 4, 11, 112, 70, 20 y
89. Al igual que en el escenario 1 los datos que utilizaremos será la media para
cada clase, aunque en este caso para los primeros seis años, esto es, Xi ≡ X̄i =
(
∑6

j=1 Yij/mij)/n, i = 1, 2, . . . , k = 133.
Hay que tener en cuenta que de las 133 clases sólo se han tomado las 130 para

las que mi =
∑

mij > 0. Es decir, se excluyen las clases 7, 18 y 128. Además se
excluyen también del estudio los 13 años para los que no se producen pagos. Estos
son:

Clase 4: años 1, 2, 3, 5 y 6

Clase 54: años 1, 2, 3, 5 y 6

Clase 61: años 1 y 2

Clase 86: año 1

Por tanto, disponemos de un total de 130 × 6 − 13=767 observaciones. Los tres
niveles del modelo son:
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Primer nivel: Xi ∼ N (θi, σ
2/n), σ2 =0.002

Segundo nivel: θi ∼ N (µ, τ2),

Tercer nivel: π(µ, τ2), π(µ) ≡ 1, π(τ2) ≡ 1.

Ahora p = 130, X̄ = 0,05317 y s2 = 1,89251804, Z = 0,977631.
Las primas netas Bayes para nuestro modelo, aśı como las que aparecen en

Klugman (1992) y las calculadas bajo el modelo de Bühlmann-Straub (1972) apare-
cen recogidas en la tabla 5.20. El siguiente paso consiste en predecir el número de

Tabla 5.20: Primas Bayes.

Clase I II III
4 0.0000 0.0404 0.0395
11 0.0440 0.0442 0.0434
112 0.0030 0.0019 0.0020
70 0.0012 0.0114 0.0205
20 0.0316 0.0315 0.0316
89 0.4158 0.3697 0.2989

siniestros para el séptimo año. Para el séptimo año, en la clase i, el número espera-
do de siniestros es mi7 ·E[θ|x], es decir mi7 veces el estimador puntual a posteriori.
Los valores obtenidos se recogen en la tabla 5.21. Para el cálculo de la varianza hay

Tabla 5.21: Número de siniestros (estimados).

Clase mi7 yi7 I II III
4 0.0 0 0 0 0
11 229.83 8 10.16 10.16 7.37
112 18809.67 45 57.12 36.34 66.82
70 54.81 0 0.065 0.63 3.51
20 1315.37 22 41.85 41.45 17.04
89 79.63 40 33.11 29.42 4.23

que tener en cuenta E[M ] = 0,0223688, E[M2] = 0,000508242, de donde resulta

Var[X|θ] = 3,26 · 10−4 + 7,87 · 10−6(X − 0,05317)2.

A la vista de la tabla 5.20 observamos que la prima Bayes está más próxima
a la estimada bajo el modelo de Bühlmann-Straub (1972) en nuestro modelo para
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Tabla 5.22: Varianzas e intervalos de credibilidad al 90 por ciento.

Clase m2
i7 ·Var[Xi|θ] Intervalo

4 0 0–0
11 17.22 3.33–16.98
112 115347.32 -501.56–615.80
70 0.97 -1.55–1.68
20 564.05 2.51–80.64
89 2.07 30.74–35.47

las clases 11 y 20, mientras que para el resto de las clases está más próximo
el estimador de Klugman (1992). En la tabla 5.21 se observa que el número de
siniestros predicho en nuestro modelo está más próximo al verdadero valor, yi7,
para las clases 70 y 89, mientras que el de Klugman (1992) lo está para las clases
112 y 20. Ambos modelos coinciden en las clases 4 y 11. Sin embargo el valor que
prevee el modelo de Bühlmann-Straub (1972) está más cercano a nuestro modelo
en la clase 112 y al de Klugman (1992) en las clases 70, 20 y 89.

Los intervalos de credibilidad, que pueden verse en la tabla 5.22 contienen al
verdadero valor salvo para la clase 89 (en el modelo de Klugman (1992) ocurre
igual). De nuevo el intervalo de credibilidad para la clase 89 no contiene al esti-
mador de Bühlmann-Straub (1972).

5.4.4. Un modelo basado en una función general de pérdida

El modelo propuesto en Gómez-Déniz (2008a) incluye a los modelos de Bühlmann
(1967) y al modelo de Jewell (1974) como casos particulares, dando lugar a nuevas
fórmulas de credibilidad dependientes de un parámetro adicional.

Hemos visto que bajo determinadas formas funcionales h(x) y mediante el pro-
cedimiento de minimizar la pérdida esperada a posteriori, la familia de funciones
de pérdida:

L1(a, x) = h(x)(x− a)2, (5.43)

bajo determinados pares de verosimilitud y distribuciones a priori da lugar a primas
Bayes que pueden expresarse como fórmulas de credibilidad, es decir:

PL1
B = Z(n)g(x̄) + [1− Z(n)] PL1

C , (5.44)

donde se ha denotado mediante PL1
B y PL1

C las primas Bayes y colectivas que se
obtienen al utilizar la función de pérdida (5.43), respectivamente.
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Comprobaremos ahora que una generalización de la expresión (5.44) puede
obtenerse utilizando la denominada función de pérdida ponderada y equilibrada,
dada por:

L2(a, x) = wh(x)(δ0(x)− a)2 + (1− w)h(x)(x− a)2, (5.45)

donde 0 ≤ w ≤ 1 es un factor peso determinado por el investigador, h(x) es, como
en el caso de la función de pérdida (5.43), una función peso positiva y δ0(x) es una
función de los datos.

La función de pérdida ponderada y equilibrada es una función de pérdida gener-
alizada que fue introducida por Zellner (1994, pp.371–390) y que también aparece
en Dey et al. (1999), Farsipour y Asgharzadeh (2004) y Jafari et al. (2006) cuando
h(x) = 1 en (5.45). Ahora, la función de pérdida (5.43) es un caso particular de
(5.45), que se obtiene cuando w es igual a 0.

Además, se obtendrá una generalización del modelo de Bühlmann (1967),
aśı como del modelo de Jewell (1974).

En esta sección se obtendrán nuevas y más ricas fórmulas de credibilidad uti-
lizando la función de pérdida (5.45) y el principio de prima neta. Para ello se
requiere del siguiente resultado.

Teorema 5.5 Las primas de riesgo y colectiva bajo la función de pérdida (5.45)
vienen dadas por:

PL2
R (θ) ≡ PL2

R = w
Ef(x|θ) [δ0(X)h(X)|θ]

Ef(x|θ) [h(X)|θ]

+ (1− w)
Ef(x|θ) [Xh(X)|θ]
Ef(x|θ) [h(X)|θ] , (5.46)

PL2
C = wδ∗0 + (1− w)

Eπ

[
PL2

R h(PL2
R )

]

Eπ

[
h(PL2

R )
] , (5.47)

respectivamente, donde δ∗0 es un estimador objetivo para la prima de riesgo PL2
R .

Demostración: Minimizando Ef(x|θ)

[
L2(θ, PL2

R )
]

y Eπ(θ)

[
L2(PL2

R , PL2
C )

]
con re-

specto a PL2
R y PL2

C respectivamente, se obtiene el resultado.
La prima Bayes, PL2

B , se obtiene reemplazando en (5.47) la distribución a priori
π(θ) por la distribución a posteriori π(θ|X).

Obsérvese ahora que poniendo γ = Eπ

[
PL2

R h(PL2
R )

]
/Eπ

[
h(PL2

R )
]
,

PL2
C ∈ (δ∗0 , γ) , si δ∗0 < γ,

PL2
C ∈ (γ, δ∗0) , si δ∗0 > γ,

y el mismo resultado ocurre cuando C se reemplaza por B. Por lo tanto, el actuario
puede elegir el valor de δ∗0 para obtener una prima de acuerdo a sus preferencias.
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El siguiente resultado proporciona primas netas de credibilidad obtenidas cuan-
do utilizamos la función de pérdida (5.45) y establecemos que h(x) = 1.

Proposición 5.3 Si la prima Bayes obtenida cuando se utiliza la función de
pérdida (5.43) es una fórmula de credibilidad, entonces la prima Bayes que se
obtiene al utilizar la función de pérdida (5.45) es también una fórmula de credi-
bilidad, en la forma:

PL2
B = Z(n)l(PL1

C ) + [1− Z(n)] l(X̄), (5.48)

con Z(n) ∈ [0, 1] y

l(x) = (1− w)2x + w(1− w)Eπ(θ|X)

[
Ef(x|θ) (δ0(X|θ))

]
+ wδ∗0 .

Demostración: Utilizando (5.46) y (5.47) con h(x) = 1 tenemos:

PL2
R = wE [δ0(X)|θ] + (1− w)Ef(x|θ) [X|θ]

y

PL2
C = wδ∗0 + (1− w)Eπ(θ)

[
wEf(x|θ) [δ0(X)|θ] + (1− w)Ef(x|θ) [X|θ]]

= wδ∗0 + w(1− w)Eπ(θ)

{
Ef(x|θ) [δ0(X|θ)]

}

+ (1− w)2Eπ(θ)

[
Ef(x|θ)δ0(X)|θ] .

Por lo tanto,

PL2
B = wδ∗0 + w(1− w)Eπx(θ)

{
Ef(x|θ) [δ0(X)|θ] + (1− w)2PL1

B

}
.

Ahora, si PL1
B es una fórmula de credibilidad de la forma

PL1
B = Z(n)PL1

C + [1− Z(n)] X̄,

entonces

PL2
B = wδ∗0 + w(1− w)Eπ(θ|X)

{
Ef(x|θ) [δ0(X)|θ]}

+ (1− w)2
{

Z(n)PL1
C + [1− Z(n)] X̄

}

= Z(n)
[
(1− w)2PL1

C + w(1− w)Eπ(θ|X)

{
Ef(x|θ) [δ0(X)|θ]} + wδ∗0

]

+ [1− Z(n)]
[
(1− w)2X̄ + wδ∗0 + w(1− w)Eπ(θ|X)

{
Ef(x|θ) [δ0(X)|θ]}

= Z(n)l(PL1
C ) + [1− Z(n)] l(X̄).
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Corolario 5.2 Si suponemos que la verosimilitud es un miembro de la familia
exponencial de distribuciones y que la distribución a priori es la natural conjugada,
entonces la prima Bayes obtenida cuando se utiliza la función de pérdida (5.45)
es una fórmula de credibilidad exacta.

Demostración: Es inmediato, teniendo en cuenta que bajo la función de pérdida
L(x, a) = (x − a)2 y las hipótesis de verosimilitud perteneciente a la familia ex-
ponencial de distribuciones y la natural conjugada como distribución a priori, la
prima Bayes es una fórmula de credibilidad exacta.

Obsérvese que el factor de credibilidad en la proposición 5.3 es el mismo que
el factor de credibilidad obtenido bajo la función de pérdida L(x, a) = (x− a)2.

El siguiente resultado es consecuencia inmediata de aplicar el corolario 5.2 a
los pares de verosimilitudes y distribuciones a priori que se mencionan.

Corolario 5.3 La prima Bayes obtenida al utilizar la función de pérdida (5.45)
puede reescribirse como una fórmula de credibilidad cuando se utilizan los pares
de verosimilitudes y distribuciones a priori siguientes: Poisson-gamma, binomial
negativa-beta, binomial-beta, normal-normal y gamma-gamma.

Ejemplo 5.16 Considérense de nuevo los datos normalizados sobre daños de hu-
racanes que aparecen en Pielke y Landsea (1998) y supongamos que los mismos
siguen una distribución gamma de parámetros θ > 0 y ν > 0, conocido. Suponien-
do una distribución a priori G(a, b), a > 0, b > 0 para el parámetro θ, vamos a
estimar por el método de los momentos los valores de los parámetros de la dis-
tribución a priori y utilizarlos para calcular las primas netas Bayes obtenidas bajo
la función de pérdida ponderada y equilibrada. Elegimos:

1. Como valor de δ0(X) = δ0(X|θ) la moda de la verosimilitud.

2. Como valor de w: 0; 0,15; 0,30; 0,45; 0,60; 0,75; 0,90.

3. Como valor de ν: 10; 20; 30; 50; 100.

La verosimilitud y la distribución a priori son, respectivamente:

f(x|θ) =
θν

Γ(ν)
xν−1e−θx, x > 0, θ > 0, ν > 0, (5.49)

π(θ) =
ab

Γ(b)
θb−1e−aθ, θ > 0, a > 0, b > 0. (5.50)

La distribución marginal de X se calcula como:

f(x) =
∫ ∞

0

θν

Γ(ν)
xν−1e−θx ab

Γ(b)
θb−1e−aθ =

abΓ(ν + b)
Γ(ν)Γ(b)

xν−1

(a + x)ν+b
.
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Se trata de una distribución de Pearson tipo VII con parámetros a, b y ν. La
media y varianza de esta distribución vienen dadas por:

E[X] =
νa

b− 1
, b > 1,

Var[X] =
a2ν(b− 1) + 2ν2a2

(b− 1)2(b− 2)
, b > 2.

Los estimadores por momentos, obtenidos a partir de la media y la varianza de
los datos, aparecen en la tabla 5.23. Las primas colectiva y Bayes, para el modelo

Tabla 5.23: Modelo ajustado mediante método de los momentos.

Caso ν a b
1 10 3231,54 3,7502
2 20 1551,13 3,6402
3 30 1020,48 3,6054
4 50 605,908 3,5783
5 100 300,605 3,5583
6 1000 29,8522 3,5406

gamma-gamma, son:

PC =
νa

b− 1
, b > 1,

PB =
ν(a + nX̄)
b + nν − 1

, b + nν > 1.

Para el cálculo de las primas pedidas se requiere de

E [δ0(X|θ)] =
(ν − 1)a

b− 1
, b > 1.

Por lo tanto,

Eπ(θ|X) [δ0(X|θ)] =
(ν − 1)(a + nX̄)

b + nν − 1
.

Finalmente, utilizando (5.48) se obtienen los valores de las primas que aparecen
en la tabla 5.24.

Una generalización del modelo de Bühlmann

Según lo estudiado en secciones precedentes, bajo el modelo de Bühlmann
(1967) la prima Bayes puede escribirse como una fórmula de credibilidad con el

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



156 Modelos de Credibilidad

Tabla 5.24: Primas Bayes basadas en la pérdida cuadrática ponderada.

w 0,0 0,15 0,3 0,45 0,6 0,75 0,9
1 11749.9 11423.9 11150.7 10930.4 10762.9 10648.4 10586.7
2 11749.9 11586.9 11450.3 11340.1 11256.4 11199.1 11168.3
3 11749.9 11641.2 11550.2 11476.7 11420.9 11382.7 11362.2
4 11749.9 11684.7 11630.1 11586.0 11552.5 11529.6 11517.3
5 11749.9 11717.3 11690.0 11668.0 11651.2 11639.8 11633.6
6 11749.9 11746.7 11743.9 11741.7 11740.1 11738.9 11738.3

factor de credibilidad verificando la fórmula:

Z(n) =
n VarE[X|θ]

nVarE(X|θ] + EVar[X|θ] . (5.51)

Hemos probado además que este factor coincide con el obtenido por Jewell (1974).
En esta sección generalizaremos el resultado de Bühlmann (1967) utilizando la
función de pérdida (5.45).

La idea central es reemplazar la prima teórica (desconocida) por una expresión
lineal de la forma c0 +

∑n
s=1 csXs dependiente de la experiencia de reclamaciones

Xi, i = 1, . . . , n, usando la función de pérdida (5.45). Para ello supondremos que
las variables X1|θ,X2|θ, . . . ,Xn|θ son independientes e idénticamente distribuidas.
Se utilizará la siguiente notación:

µ(θ) = wE [δ0(X)|θ] + (1− w)E(Xs|θ),
m = wδ∗0 + (1− w) {wE [E (δ0(X)|θ)] + (1− w)E [E(Xs|θ)]} , (5.52)
a = Var [E(Xs|θ)] ,

s2 = E [Var(Xs|θ)] ,

que ha sido tradicionalmente usada en la literatura actuarial (ver Bühlmann, 1967
y 1969, Herzog, 1996 y Goovaerts et al., 1990).

Los coeficientes ci, i = 0, . . . , n deberán calcularse, atendiendo al criterio de
los mı́nimos cuadrados (reemplazando la pérdida cuadrática por la pérdida general
(5.45) como:

mı́n
ci

E


w

(
δ0(X)− c0 −

n∑
s=1

csXs

)2

+ (1− w)

(
µ(θ)− c0 −

n∑
s=1

csXs

)2

 .

Calculando las correspondientes derivadas parciales e igualando a cero, obten-
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emos el sistema de ecuaciones:

c0 = wE [δ0(X)|] + (1− w)E [µ(θ)]−
n∑

s=1

csE(Xs),

c0E(Xr) = wE (Xrδ0(X)) + (1− w)E [Xrµ(θ)]−
n∑

s=1

csE(XrXs), r = 1, . . . , n,

que equivale al sistema:
n∑

s=1

csCov(Xr, Xs) = (1− w)Cov [Xr, µ(θ)] + wCov [Xr, δ0(X)] ,

r = 1, 2, . . . , n. (5.53)

Teniendo en cuenta ahora:

Cov(Xr, Xs) = E [Cov(Xr, Xs|θ)] + Cov [E[Xr|θ], E[Xs|θ]]
= E(0) + Var

[
µ(θ)− wE(δ0(X))

1− w

]
= Var [µ∗(θ)] = a∗,

donde:

µ∗(θ) =
µ(θ)− wE [δ0(X)]

1− w
,

Var[Xr] = E [Var(Xr|θ)] + Var [E(Xr|θ)] = s2 + a,

y

Cov [Xr, µ(θ)] = E [Cov(Xr, µ(θ)|θ)] + Cov [E[Xr|θ], E[µ(θ)|θ]]
= E(0) + Cov [E(Xr|θ), E(µ(θ)|θ)]
=

Var [µ(θ)]− wCov [δ0(X), µ(θ)]
1− w

,

el sistema (5.53) se reduce a:

cs2 + a∗cn = Var [µ(θ)]− wCov [δ0(X), µ(θ)] + wCov [Xr, δ0(X)] ,

de donde obtenemos:

c =
Var [µ(θ)] + w {wCov [Xr, δ

∗
0 ]− Cov [δ0(X), µ(θ)]}

s2 + a∗n
.

y por lo tanto:

H[µ(θ)|X1, X2, . . . , Xn] = c0 + cnX̄ = wE (δ0(X)) + (1− w)E [µ(θ)]
− cnE(Xs) + cnX̄

= wE [δ0(X)] + (1− w)E [wE (δ0(X)
+ (1− w)E(X|θ))− cnE(X) + cnX̄

]
. (5.54)
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Si suponemos ahora que δ∗0 = E [δ0(X)], utilizando (5.52), la expresión (5.54),
después de poner c∗ = c/(1− w)2, puede reescribirse como:

H[µ(θ)|X1, X2, . . . , Xn] = m−
{

m− wδ∗0
(1− w)2

− wcnE [E (δ0(X|θ))]
1− w

}
+ cnX̄

= m− c∗(m− wδ∗0)n + w(1− w)E [E (δ0(X|θ))] nc∗

+ c∗n(1− w)2X̄
= (1− c∗n)m + {wδ∗0 + w(1− w)E [E (δ0(X|θ))]
+ (1− w)2X̄

}
c∗n.

Para finalizar, denotando mediante c∗n por Z(n) se tiene:

H[µ(θ)|X1, X2, . . . , Xn] = Z(n)l(X̄ + [1− Z(n)] l(PL2
C ).

Obsérvese que si w = 0 entonces µ∗(θ) = µ(θ), a∗ = a y por lo tanto:

Z(n) = a/(s2 + na),

que corresponde con el factor de credibilidad que se obtiene usando la pérdida
(5.43) y por lo tanto con el factor de credibilidad de Bühlmann (1967) y el de
Jewell (1974).

El siguiente resultado es consecuencia inmediata de aplicar el corolario 5.2 a
los pares de verosimilitudes y distribuciones a priori que se mencionan.

Corolario 5.4 La prima Bayes obtenida al utilizar la función de pérdida (5.45)
puede reescribirse como una fórmula de credibilidad cuando se utilizan los pares
de verosimilitudes y distribuciones a priori siguientes: Poisson-gamma, binomial
negativa-beta, binomial-beta, normal-normal and gamma-gamma.

5.4.5. Modelos de credibilidad basados en robustez

Como hemos visto en los apartados anteriores, la teoŕıa moderna de la credibili-
dad puede interpretarse como un proceso Bayesiano en el que las medidas de riesgo
se actualizan en la medida en que se obtiene la experiencia del riesgo. Los primeros
investigadores actuariales, como Margolin (1975) se opońıan abiertamente a esta
metodoloǵıa. Sin embargo, otros ya señalaban (Kahn, 1975) que el procedimiento
de tarificación a posteriori (metodoloǵıa Bayes) constituye uno de los mejores es-
cenarios en los que la aproximación Bayesiana, esto es el uso de probabilidades a
priori subjetivas, no resulta apropiada.

Sin embargo, la mayoŕıa de los investigadores, entre los que cabe citar a Bühlmann
(1967), Freifelder (1974), Klugman (1992) y Makov (2001), defienden abiertamente
la aproximación Bayesiana. A pesar de esta vieja controversia entre estad́ıstica
clásica y Bayesiana, seŕıa demasiado atrevido asegurar que existen dos escuelas en
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teoŕıa de la credibilidad, la clásica y la Bayesiana, sino que existe una separación
que se debe en parte a las distintas situaciones prácticas en que nos encontremos.
En algunas ocasiones los juicios subjetivos no pueden evitarse; por ejemplo cuando
una compañ́ıa introduce una nueva clase de cobertura. En este caso, el actuario
deberá realizar una valoración inicial del riesgo en base al conocimiento de otros
riesgos similares. La prima obtenida inicialmente se irá ajustando en la medida de
que se disponga de experiencia de siniestralidad.

La cŕıtica que surgió hace ya bastantes décadas en relación con la metodoloǵıa
Bayesiana, y no sólo en el ámbito actuarial, provocó en los años 80 multitud de
trabajos en el escenario de lo que ha venido denominándose análisis de robustez o
sensibilidad Bayesiano.

Consiste éste en admitir que el conocimiento que el investigador tiene sobre
la distribución a priori no es completo y admitir cualquier distribución a priori
parecida (próxima) a una inicial en la que el investigador tiene cierta seguridad.

La idea de que el investigador no tiene conocimiento exacto sobre la distribución
a priori puede venir marcada por el hecho de que la decisión sobre la elección
de la distribución a priori deba ser tomada por dos decisores que no se pongan
de acuerdo. Por ejemplo, seŕıa dif́ıcil distinguir entre la distribución normal y la
de Cauchy, ya que son muy parecidas. En el gráfico 5.3 aparecen representadas
algunas densidades tipo normal y de Cauchy con parámetros de localización y
escala. Excepto por las colas, se trata de distribuciones muy similares.

En otra posible situación, el investigador conf́ıa en que la distribución a priori
es unimodal pero no está seguro si utilizar (para el caso continuo) una distribución
gamma o una distribución inversa gaussiana.

La solución que la estad́ıstica Bayesiana robusta ha encontrado para estas situa-
ciones de incertidumbre ha sido considerar clases de distribuciones de probabilidad
que contengan, por un lado la distribución a priori inicial en la que se conf́ıa ini-
cialmente y, por otro lado, alguna caracteŕıstica en la que conf́ıe el investigador; o
bien, esta última caracteŕıstica solamente. Sobre dicha clase se calculará el rango
de variación de la magnitud a posteriori de interés, de modo que un rango pequeño
señalará que el investigador puede garantizar de modo objetivo su especificación
a priori inicial. Un rango grande dará señales de carencia de robustez y, por tan-
to, de prudencia en las decisiones tomadas a partir de la magnitud a posteriori
calculada. El lector interesado en la estad́ıstica Bayesiana robusta aplicada en las
ciencias actuariales puede consultar a Caldeŕın et al. (2007), Gómez-Déniz et al.
(1999a, 1999b, 2000, 2002a, 2002b, 2005a, 2005b, 2006c y 2008d), Makov (1995) y
Ŕıos et al. (1999)

En ĺıneas generales, y en el ámbito actuarial, el planteamiento es el siguiente,
dada la clase

Γ = {Distribuciones a priori del parámetro θ ∈ Θ},
a la que pertenece la distribución a priori asignada al parámetro, π0(θ) ∈ Γ, y dada
la observación muestral X = (X1, . . . , Xn), se trata de calcular los extremos de la
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Figura 5.3: Función de densidad normal (trazo continuo) y función de densidad de
Cauchy (trazo discontinuo) para los valores: gráfico superior µ = 0 y σ = 1 para la
normal y σ = 0,8 para la Cauchy y gráfico inferior µ = 0 y σ = 2 para la normal
y σ = 1,6 para la Cauchy.

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



5.4. Modelos Bayesianos 161

medida de riesgo Bayes sobre la clase Γ. Si la magnitud a posteriori (Bayes) de
interés es %B , el investigador deberá examinar el comportamiento de esa magnitud
cuando se incorpora incertidumbre sobre la distribución a priori. Especificada una
clase de distribuciones a priori plausibles, denotada por Γ, el análisis se dirige a
calcular las oscilaciones de %B en esa clase, cuantificando esas oscilaciones por el
intervalo: (

inf
π∈Γ

%B , sup
π∈Γ

%B

)
.

La lectura de este intervalo da una idea al usuario de cuánto pueden variar sus
conclusiones si su incertidumbre sobre la distribución a priori está bien modelizada
por Γ.

Dos modelo desarrollados basados en esta idea, y que conducen a nuevas fórmu-
las de credibilidad, serán analizados en las dos secciones siguientes. Se trata de
la aproximaciones gamma-minimax (Eichenauer et al., 1988) y posterior regret
gamma-minimax.

Modelo gamma-minimax

La metodoloǵıa Bayes basa su decisión final en el objetivo de minimizar la
pérdida esperada con respecto a una distribución a priori. Parece razonable ad-
mitir que el investigador no tiene por qué tener un conocimiento exacto sobre la
distribución a priori. Se han propuesto diversas respuestas a este planteamiento,
entre las que figura el principio gamma-minimax. Este principio restringe el con-
junto de acciones Bayes posibles a aquéllas que sean compatibles con la información
de que se dispone.

El primer, y hasta el momento, el único trabajo referido a fórmulas de cred-
ibilidad utilizando la aproximación gamma-minimax se debe a Eichenauer et al.
(1988). La idea, que se expone aqúı de manera escueta, responde a lo siguiente.

Sea un riesgo X con función de densidad f(x|θ) dependiente de un parámetro
de riesgo θ. Sabemos, y nos restringiremos al principio de prima neta, que si el
actuario elige la prima Bayes PB ha de ser consciente de que el riesgo asumido es:

R(θ, PB) =
∫

L(x, PB)f(x|θ)dx,

en la que la integral se cambiará por la sumatoria para el caso en el que X sea
discreta. Introduzcamos ahora las siguientes definiciones que será útiles en ade-
lante:

Definición 5.1 La cantidad

r(π, P (θ)) =
∫

R(θ, P (θ))π(θ|X)dθ

se denomina riesgo Bayes en un problema de decisión Bayesiano con experi-
mentación.
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Definición 5.2 Dada la distribución a priori π(θ), una acción δ∗ ∈ ∆, donde ∆
es el conjunto de acciones posibles, es Bayes si

r(π, δ∗) = inf
δ∈∆

r(π, δ).

Supongamos ahora que el actuario no tiene conocimiento exacto sobre la dis-
tribución a priori y sólo es capaz de establecer que pertenece a cierta clase de dis-
tribuciones de probabilidad Γ. Por ejemplo, el actuario podŕıa tener conocimiento
de que la distribución a priori es unimodal y considerar la clase de distribuciones
de probabilidad unimodales.

Definición 5.3 Dada la distribución a priori π(θ), una acción δ∗ ∈ ∆, donde ∆
es el conjunto de acciones posibles, es gamma-minimax si

sup
π∈Γ

r(π, δ∗) = inf
δ∈∆

sup
π∈Γ

r(π, δ).

Presentamos ahora el siguiente resultado debido a Eichenauer et al. (1988),
planteado bajo el modelo de verosimilitud gamma y distribución a priori gamma
y el principio de prima neta.

Teorema 5.6 Sea un riesgo X con distribución gamma con parámetros θ > 0, ν >
0 y π1(θ) la distribución (a priori del parámetro θ) gamma con parámetros a >
0, b > 0, siendo

a =
cd

ν(d− c2)
, (5.55)

b =
2d− c2

d− c2
. (5.56)

Entonces, dadas

PB =
cd + nν(d− c2)X̄

d + nν(d− c2)
, (5.57)

donde n es el número de peŕıodos de tiempo de observación y X̄ es la media
muestral, y la clase de distribuciones a priori

Γ =
{
π(θ) : Eπ(P (θ)) ≥ c, Eπ(P (θ)2) ≤ d, c > 0, d > 0, d > c2

}
,

se tiene:

1. PB es una prima neta Bayes con respecto a π1(θ).

2. PB es una prima neta gamma-minimax.

3. PB es una fórmula de credibilidad.
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Demostración: Procederemos de la siguiente manera. La verosimilitud y la dis-
tribución a priori son como en (5.49) y (5.50), respectivamente.

Como ya sabemos, la distribución a posteriori del parámetro θ dada una mues-
tra de tamaño n con media X̄ es de nuevo una distribución gamma con los parámet-
ros actualizados, a + nX̄ y b + nν.

1. Se tiene que la prima neta de riesgo viene dada por PR = E[X|θ] = ν/θ,
mientras que la prima neta colectiva es PC = E[P (θ)] = νa/(b−1), b > 1. La
prima neta Bayes es PB = ν(a+tX̄)/(b+nν−1), b > nν−1. Reemplazando
ahora a y b por las expresiones (5.55) y (5.56) se obtiene (5.57).

2. Ahora tenemos:

R(P (θ), PB) = Ef(x|θ)

{[
ν

θ
− ν(a + nX̄)

b + nν − 1

]2
}

=
ν2

θ2
+

ν2

(b + nν − 1)2
Ef(x|θ)

(
a2 + 2atX̄ + n2X̄2

)

− 2ν2

θ(b + nν − 1)
Ef(x|θ)(a + nX̄)

=
ν2

θ2
+

ν2

(b + nν − 1)2

[
a2 + 2an

ν

θ
+

n(ν + nν2)
θ2

]

− 2ν2

θ(b + nν − 1)

(
a +

nν

θ

)

=
ν2

(b + nν − 1)2

{
1
θ2

[
nν + (b− 1)2

]− 1
θ

[
2a(b− 1) + a2

]}
.

Mientras que:

r(π, PB) = Eπ [R(P (θ), PB)]

=
1

(b + nν − 1)2
{[

nν + (b− 1)2
]
Eπ(θ)

[
P (θ)2

]

− 2νa(b− 1)Eπ(θ) [P (θ)] + ν2a2
}

.

Por otro lado, tenemos:

Eπ1 [P (θ)] =
νa

b− 1
, b > 1,

Eπ1

[
P (θ)2

]
=

ν2a2

(b− 1)(b− 2)
, b > 2.

Se trata de probar que

sup
π∈Γ

r(π, PB) < sup
π∈Γ

r(π, δ), ∀δ ∈ ∆,
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pero r(π1, PB) ≥ r(π, PB), π ∈ Γ, mientras que r(π, PB) ≤ r(π, δ), δ ∈ ∆,
por ser PB acción Bayes. Luego,

r(π, PB) ≤ r(π1, PB) ≤ r(π1, δ) ≤ sup
π∈Γ

r(π, δ).

Por lo tanto, sup
π∈Γ

r(π, PB) ≤ sup
π∈Γ

r(π, δ).

3. La prima neta colectiva bajo π1(θ) es PC = c y la prima neta Bayes (5.57)
puede ahora reescribirse como:

PB = Z(n)X̄ + [1− Z(n)]PC ,

donde el factor de credibilidad es

Z(n) =
nν(d− c2)

d + nν(d− c2)
.

Resulta conveniente resaltar que si el actuario conoce perfectamente la dis-
tribución a priori, la acción que debe elegir es la prima Bayes. Si no la conoce
totalmente pero conoce alguna particularidad sobre la misma elegirá la prima
gamma-minimax, como se detalla en la ilustración 5.4. Esto no es descabellado

Prima bayes

Prima gamma-minimax

Conocimiento acerca

de la distribución a priori

Total

Parcial

Prima bayes

Prima gamma-minimax

Conocimiento acerca

de la distribución a priori

Total

Parcial

Figura 5.4: Ilustración de la acción a elegir ante certeza o imprecisión en la dis-
tribución a priori.

puesto que podemos desconocer para un determinado riesgo, un asegurado o un
grupo de ellos, la media del número de reclamaciones por ejemplo, pero conocer
en cierta medida como se distribuye la misma. Por ejemplo, si tiene determinada
moda. Aśı, en seguro de automóviles el valor más frecuente del número medio de
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reclamaciones es cero, y por tanto la moda es cero. Luego, si el número de recla-
maciones se modela mediante la distribución de Poisson, parece lógico elegir como
distribución a priori del parámetro una clase que contenga a las distribuciones
unimodales.

En el resultado que aparece en el teorema 5.6 la clase Γ recoge información
acerca de caracteŕısticas del parámetro de riesgo en el colectivo de asegurados, la
cartera de seguros.

Modelo posterior regret-gamma minimax

Una aproximación alternativa al método Bayes y a la metodoloǵıa gamma-
minimax, y también conectada con el análisis de robustez, la constituye la aproxi-
mación posterior regret gamma-minimax. Admitimos de nuevo que el actuario no
conoce exactamente la distribución a priori, pero es capaz de dar cierta clase Γ de
distribuciones a priori posibles.

Si ρ(πx, P ) es la pérdida esperada a posteriori de una acción P , perteneciente
al conjunto de acciones posibles ∆, obtenida cuando se utiliza como distribución
a posteriori π(θ|X), la acción posterior regret de P , que será notada como RPB ,
se define (ver Rı́os et al. (1995) y Zen y DasGupta (1993)) como:

r(π(θ|X), P ) = ρ(π(θ|X), P )− ρ(π(θ|X), RPB),

que mide la pérdida de optimalidad por elegir P en lugar de la acción óptima RPB .
Ahora se tiene la siguiente definición.

Definición 5.4 RPB ∈ ∆ es una acción posterior regret gamma-minimax si

inf
P∈∆

sup
π∈Γ

r(π(θ|X), P ) = sup
π∈Γ

r(π(θ|X), RPB).

Es fácil deducir (ver Rı́os et al. (1995) y Zen y DasGupta (1993)) que bajo
pérdida cuadrática o principio de prima neta, la acción posterior regret gamma-
minimax es el punto medio del intervalo [infπ∈Γ PB , supπ∈Γ PB ], esto es:

RPB =
1
2

(
inf
π∈Γ

PB + sup
π∈Γ

PB

)
. (5.58)

Esta acción es óptima en el sentido que minimiza el máximo de la función
de riesgo sobre la clase de distribuciones Γ. Por lo tanto, el investigador no ten-
drá problemas asegurándose el menor valor del máximo riesgo que pueda obtener.

Ahora la situación para el caso en que no se conozca exactamente la distribución
a priori permite decidir entre la acción gamma-minimax y la acción posterior regret
gamma-minimax, como se muestra en la figura 5.5.

Supongamos para fijar ideas, que la verosimilitud es un miembro de la fa-
milia exponencial de distribuciones (5.19) y que la distribución a priori sobre el

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



166 Modelos de Credibilidad

Prima bayes

Prima gamma-minimax

Prima regret-gamma-minimax

Conocimiento acerca

de la distribución a priori

Total

Parcial

Prima bayes

Prima gamma-minimax

Prima regret-gamma-minimax

Conocimiento acerca

de la distribución a priori

Total

Parcial

Figura 5.5: Ilustración de la acción a elegir ante certeza o imprecisión en la dis-
tribución a priori.

parámetro θ es la conjugada natural (5.20), pero que el investigador es incapaz de
especificarla completamente. De ah́ı que use la siguiente clase de distribuciones a
priori:

Γ1 =
{

π(θ) : x
(1)
0 ≤ x0 ≤ x

(2)
0 , n0 conocido

}
, (5.59)

Γ2 =
{

π(θ) : γ1 ≤ m ≤ γ2, n0 conocido, m =
x0

n0

}
, (5.60)

Γ3 =
{

π(θ) : x
(1)
0 ≤ x0 ≤ x

(2)
0 , n

(1)
0 ≤ n0 ≤ n

(2)
0

}
.

El siguiente resultado proporciona las primas neta posterior regret gamma-
minimax cuando se utiliza las clases Γj , j = 1, 2, 3.

Teorema 5.7 Dada la verosimilitud perteneciente a la familia exponencial de dis-
tribuciones (5.19) y la distribución a priori conjugada (5.20), entonces la prima
posterior regret gamma-minimax bajo el principio de prima neta cuando se utiliza
Γj , j = 1, 2, 3, viene dada por:

RPBj =
Xj + nX̄

Nj + n
, j = 1, 2, 3, (5.61)

donde,

X1 =
1
2

(
x

(1)
0 + x

(2)
0

)
, N1 = n0, (5.62)

X2 =
1
2

(γ1 + γ2) n0, N2 = n0, (5.63)
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X3 =
x

(1)
0 n

(1)
0 + x

(2)
0 n

(2)
0 +

(
x

(1)
0 + x

(2)
0

)
n

n
(1)
0 + n

(2)
0 + 2n

, N3 =
2n

(1)
0 n

(2)
0 +

(
n

(1)
0 + n

(2)
0

)
n

n
(1)
0 + n

(2)
0 + 2n

.

(5.64)

Demostración: La prima neta Bayes, cuando la verosimilitud es un miembro de
la familia exponencial y la distribución a priori es la natural conjugada viene dada
por:

PB =
x0 + nX̄

n0 + n
.

Ahora resulta claro que

inf
π∈Γ1

PB =
x

(1)
0 + nX̄

n0 + n
,

sup
π∈Γ1

PB =
x

(2)
0 + nX̄

n0 + n
,

de donde, utilizando (5.58) se obtiene:

RPB =
X1 + nX̄

n0 + n
.

Dada la restricción impuesta en la clase de distribuciones Γ2 es inmediato obtener
que n0γ1 ≤ x0 ≤ n0γ2. Luego:

inf
π∈Γ2

PB =
n0γ1 + nX̄

n0 + n
,

sup
π∈Γ2

PB =
n0γ2 + nX̄

n0 + n
,

de donde, utilizando (5.58) se obtiene:

RPB =
X2 + nX̄

n0 + n
.

Finalmente, para la clase Γ3 resulta:

inf
π∈Γ3

PB =
x

(1)
0 + nX̄

n
(2)
0 + n

,

sup
π∈Γ3

PB =
x

(2)
0 + nX̄

n
(1)
0 + n

,
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de donde, utilizando (5.58) se obtiene:

RPB =
1
2

(
x

(1)
0 + nX̄

n
(2)
0 + n

+
x

(2)
0 + nX̄

n
(1)
0 + n

)

=
1
2

x
(1)
0 n

(1)
0 + n

(2)
0 x

(2)
0 +

[
x

(1)
0 + x

(2)
0

]
n + nX̄

[
n

(1)
0 + n

(2)
0

]

n
(1)
0 n

(2)
0 +

[
n

(1)
0 + n

(2)
0

]
n + n2

=
X3 + nX̄

2
[

n
(1)
0 n

(2)
0 +

[
n

(1)
0 +n

(2)
0

]
n+n2

n
(1)
0 +n

(2)
0 +2n

+ n− n

]

=
X3 + nX̄

2n
(1)
0 n

(2)
0 +2

[
n

(1)
0 +n

(2)
0

]
n+2n2−

[
n

(1)
0 +n

(2)
0

]
n−2n2

n
(1)
0 +n

(2)
0 +2n

+ n

=
X3 + nX̄

N3 + n
.

Puesto que los intervalos cerrados en la recta real son conjuntos conexos, uti-
lizando la proposición 3.2 en Rı́os et al. (1995) se deduce que RP (π; Γj), j = 1, 2, 3,
son acciones Bayes.

El siguiente resultado prueba que las primas Bayes obtenidas en el teorema
anterior pueden expresarse como fórmulas de credibilidad.

Corolario 5.5 Si se supone que la verosimilitud es un miembro de la familia expo-
nencial de distribuciones (5.19) y que la distribución a priori es la natural conjuga-
da (5.20) con parámetros (Xj , Tj) , j = 1, 2, 3 dados en (5.62), (5.63) y (5.64) re-
spectivamente, entonces las primas netas regret gamma-minimax RPBj , j = 1, 2, 3
en (5.61) pueden reescribirse como fórmulas de credibilidad, siendo el factor de
credibilidad como en (5.8).

Demostración: Es inmediato que en todos los casos contemplados se tiene que

RPBj = Z(n)X̄ + [1− Z(n)]m, j = 1, 2, 3,

donde Z(n) = n/(Nj + n) y m = Xj/Nj , j = 1, 2, 3.

Ejemplo 5.17 Considérese la cartera de seguro de automóviles en Bélgica (1993)
expuesta en el ejemplo 5.13. Vamos a calcular las primas netas Bayes cuando se
supone que la distribución del número de reclamaciones es Poisson con parámetro
θ y la distribución a priori es gamma con parámetros a > 0, b > 0. Vamos a
calcular también las primas netas posterior regret gamma-minimax para las clases
(5.59) y (5.60), tomando x

(1)
0 = 1, x

(2)
0 = 2, γ1 = 0,1, γ2 = 0,2 y n0 = b̂, siendo b̂

el estimador máximo verośımil del parámetro b. Considerar los peŕıodos de tiempo
de observación n = 1, n = 5 y las medias muestrales X̄ = {0, 2, 4, 6, 8, 10}.
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Los estimadores máximo verośımiles de los parámetros a y b fueron calculados
en el ejemplo 5.13, â = 1,27 y b̂ = 12,10. Las primas netas Bayes se obtienen susti-
tuyendo estos valores en (5.25). Las primas posterior regret se calculan atendiendo
al resultado el teorema anterior. En este caso se obtienen:

RPB =
X1 + nX̄

b + n
, X1 =

1
2
(a1 + a2),

RPB =
X2 + nX̄

b + n
, X2 =

1
2

(b(γ1 + γ2)) ,

para las clases Γ1 y Γ2, respectivamente. Las primas resultantes aparecen en la
tabla 5.25.

Tabla 5.25: Factor de credibilidad, prima neta Bayes y prima neta Bayes regret
gamma-minimax para la clase Γ1.

X̄, n = 1 PB RPB1 RPB2

0 0.096 0.114 0.138
2 0.249 0.267 0.291
4 0.402 0.419 0.443
6 0.555 0.572 0.596
8 0.707 0.725 0.749
10 0.860 0.877 0.901

X̄, n = 5 PB RPB1 RPB2

0 0.074 0.087 0.106
2 0.659 0.672 0.696
4 1.243 1.257 1.275
6 1.828 1.842 1.860
8 2.413 2.426 2.440
10 2.998 3.011 3.030

Puede verse que las primas posterior regret gamma-minimax son más con-
servadoras que las primas Bayes respectivas en todos los casos considerados. La
diferencia es mayor para la clase Γ2. El factor de credibilidad que resulta es
Z(1) = 0,076 y Z(5) = 0,293.
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Caṕıtulo 6

Aplicaciones en Riesgos
Operacionales

6.1. Introducción

La cuantificación de pérdidas debidas a riesgos operacionales está recibien-
do una considerable atención en la investigación financiera actual. Debido a las
nuevas indicaciones regulatorias conocidas como Basilea II (BIS, 2005) en el sec-
tor bancario, se está realizando un considerable esfuerzo en la implementación
de procedimientos tanto cualitativos como cuantitativos para modelizar el riesgo
operacional.

El riesgo operacional de una compañ́ıa financiera o de seguros tiene su origen
en sucesos que no pueden ser clasificados como riesgos de mercado o de crédito.
El riesgo operacional se define como: el riesgo de pérdidas resultantes de una falta
de adecuación o un fallo de los procesos, el personal o los sistemas internos o bien
de acontecimientos externos.

El Comité de Basilea (2001) ha propuesto tres metodoloǵıas para la medición
del riesgo operacional en términos del capital económico. Dichas metodoloǵıa son:

Método del indicador básico,

Método estándar,

Procedimientos de medición avanzada.

Dentro del último apartado tenemos el modelo de medición interna, los cuadros
de mando y el modelo LDA (loss distribution approach) de pérdidas agregadas,
que estudiaremos detalladamente. Las caracteŕısticas generales de las metodoloǵıas
anteriores han sido ampliamente descritas en la literatura y no serán comentadas
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172 Aplicaciones en Riesgos Operacionales

aqúı. Textos sobre modelizacion de riesgos operacionales son (entre otros): Cruz
(2002 y 2004), Panjer (2006), Chernobai et al. (2007) y los art́ıculos de revisión
de Chavez-Demoulin et al. (2006) y Moosa (2007). En castellano destacamos los
textos editados por Fernández-Laviada (2007) y por Sarabia y Guillén (2007),
donde aparecen diversas aplicaciones.

En este caṕıtulo propondremos metodoloǵıas avanzadas para la medición del
riesgo operacional en tres vertientes diferentes: frecuencia, severidad y modelos
agregados. Estos modelos harán uso de las ideas de la teoŕıa de la credibilidad.

Los contenidos del caṕıtulo son los siguientes. En la sección 6.2 realizaremos
algunas reflexiones metodológicas sobre la metodoloǵıa en riesgos operacionales.
La sección 6.3 se dedica a la modelización de la frecuencia en riesgos operacionales.
Diversos modelos para la cuantificación de la severidad en riesgos operacionales
aparecen descritos en la sección 6.4. La sección 6.5 se dedica a la modelización
de la distribución de pérdidas agregadas (LDA). Finalmente, en la sección 6.6.2
veremos varias aplicaciones de los modelos aqúı descritos.

6.2. Metodoloǵıa Bayesiana en riesgos operacio-
nales

Uno de los principales problemas en la aplicabilidad de riesgos operacionales
es la falta de datos, tanto de frecuencia de un riesgo como de la severidad. Este
hecho afecta obviamente a la estimación de las distribuciones marginales de tales
pérdidas. La principal razón de esta falta de datos es que las instituciones fi-
nancieras comenzaron a recoger datos relativos a riesgos operacionales hace pocos
años, debido a la relativamente reciente definición del concepto de riesgo opera-
cional. Teniendo en cuenta este inconveniente, la metodoloǵıa Bayesiana junto con
las técnicas de simulación, son las herramientas naturales para el tratamiento de
este tipo de información. Es bien conocido que en análisis de datos, se recomien-
da el uso de la metodoloǵıa Bayesiana cuando se dispone de poca información,
además de cuando se quiere combinar información de expertos con la informa-
ción proporcionada por los datos. La metodoloǵıa Bayesiana ha sido descrita en
el caṕıtulo 4. En este nuevo caṕıtulo, aplicaremos las herramientas Bayesianas a
la modelización de la frecuencia y severidad datos de pérdidas en un contexto de
riesgos operacionales.

6.3. Riesgos operacionales: modelización de la fre-
cuencia

La elección de un modelo para la distribución de la frecuencia depende de var-
ios factores: por un lado del tipo de datos disponibles y por otro de la fuente o
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fuentes de la que proceden (datos de pérdidas internos y/o externos y/o auto-
evaluaciones). Puede resultar complicado (al menos desde el punto de vista psi-
cológico) diseñar preguntas en una auto-evaluación del riesgo que sean compatible
con una distribución, por ejemplo, binomial negativa (Alexander, 2007). Si nos
planteamos la pregunta ¿cuál es el número esperado de sucesos de pérdida para
el próximo año?, la respuesta es clara y compatible con un modelo de Poisson de
media λ. Sin embargo, puede resultar un poco más dif́ıcil aplicar la distribución
binomial para datos externos de algún consorcio. La información disponible de un
consorcio no suele registrar el valor N (número total de eventos) para cada banco,
por lo que se debeŕıa utilizar alguna aproximación razonable, como es el caso de
la distribución de Poisson.

En esta sección desarrollaremos dos modelos para la predicción de la frecuencia
del riesgo operacional. Comenzaremos con el modelo Poisson-gamma, que puede
ser el de mayor utilidad. A continuación, presentamos el binomial-beta, que puede
ser utilizado en caso de disponer de información más detallada de cada entidad
bancaria.

6.3.1. Modelo Poisson-gamma

En este modelo la frecuencia temporal (diaria, mensual o anual) X de pérdi-
das debidas a riesgos operacionales se puede modelizar según una distribución de
Poisson Xi ∼ Po(λ) con función de cuant́ıa

fXi|λ(xi|λ) =
e−λλxi

xi!
, xi = 0, 1, 2, . . . (6.1)

Notar que la distribución de probabilidad (6.1) es condicionada para cada valor
del parámetro λ. En consecuencia, la frecuencia temporal media no es constante
de un peŕıodo a otro puesto que λ es un parámetro aleatorio. Establecemos que λ
se distribuye según una variable aleatoria tipo gamma de modo que:

λ ∼ G(α, σ),

con función de densidad:

π(λ; α, σ) =
λα−1 exp(−λ/σ)

σαΓ(α)
, λ > 0. (6.2)

Supongamos ahora que la entidad bancaria dispone de datos procedentes de algún
consorcio (o del propio sector o de alguna auto-evaluación) de modo que sea capaz
de asignar la media y varianza del número de sucesos:

E[λ] = m,

Var[λ] = s2,

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



174 Aplicaciones en Riesgos Operacionales

que conducen a los siguientes valores iniciales de los parámetros:

α = m2/s2, (6.3)
σ = s2/m. (6.4)

A continuación dado λ, se dispone de una serie temporal de frecuencias X =
(X1, X2, . . . , Xn), cuya función de verosimilitud es,

L(X|λ) =
n∏

i=1

e−λλXi

Xi!
. (6.5)

Por medio del teorema de Bayes, combinando (6.2) con (6.6) tenemos que,

π(λ|X) ∝ L(X|λ) · π(λ;α, σ)

=
n∏

i=1

e−λλXi

Xi!
· λα−1 exp(−λ/σ)

σαΓ(α)

∝ λα̃−1 exp(−λ/σ̃)

donde los parámetros α̃ y σ̃ se actualizan de acuerdo con la tabla 6.1. De modo
alternativo, puesto que la gamma es una distribución conjugada tenemos que,

λn|X ∼ G
(

α̃n =
n∑

i=1

Xi, σ̃n =
1

n + 1/σ

)
, (6.6)

donde el sub́ındice n significa que la estimación está basada en n peŕıodos de
tiempo.

Tabla 6.1: Modelo de frecuencia para riesgos operacionales Poisson-gamma: ac-
tualización de parámetros.

Parámetros Valores a priori Valores actualizados
α α α̃ = α +

∑n
i=1 Xi

σ σ σ̃ =
1

n + 1/σ

La cantidad de interés es el valor de una frecuencia futura Xn+1 dada la serie
temporal X. Tenemos que,

E[Xn+1|X] = E[λ|X] =
nX̄ + α

n + 1/σ

=
n

n + 1/σ
· X̄ +

1/σ

n + 1/σ
· α · σ

= Z(n)X̄ + [1− Z(n)]E[λ] (6.7)

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



6.3. Riesgos operacionales: modelización de la frecuencia 175

Tabla 6.2: Registro mensual de sucesos de pérdida: frecuencia baja.

Mes 1 2 3 4 5 6 7 8 9 10 11 12
No. sucesos 2 1 0 0 2 0 0 2 0 3 1 0
Mes 13 14 15 16 17 18 19 20 21 22 23 24
No. sucesos 1 2 0 0 0 2 3 2 3 0 1 0

que es una fórmula de credibilidad, donde el factor de credibilidad viene dado por,

Z(n) =
n

n + 1/σ
. (6.8)

Cuando el horizonte temporal n aumenta, el factor de credibilidad w se acerca a
uno, y la predicción de una frecuencia se basa en la únicamente en la serie histórica.
Por otro lado, si el valor de n es pequeño, el factor de credibilidad disminuye y la
predicción se basará principalmente en la opinión del experto E[λ].

Ejemplo 6.1 (Estimación de la frecuencia de Poisson usando datos históricos)
En esta situación vamos a aplicar el modelo Poisson-gamma antes visto en tres
situaciones: riesgos de frecuencia baja, media y alta.

Riesgos de baja frecuencia. La tabla 6.2 presenta datos históricos de frecuen-
cias de pérdidas mensuales (media 1.04 por mes). La figura 6.1 presenta la
estimación secuencial de las estimaciones de máxima verosimilitud, de cred-
ibilidad (fórmula 6.8) para el siguiente peŕıodo, aśı como la evolución del
factor de credibilidad (fórmula (6.8)).

Riesgos de baja media. La tabla 6.3 recoge datos históricos de frecuencias de
pérdidas mensuales, con un total de 90 sucesos y una media muestral de 3.75.
La figura 6.2 presenta nuevamente las estimaciones secuenciales de máxima
verosimilitud y de credibilidad (fórmula 6.8) para el siguiente peŕıodo.

Riesgos de alta frecuencia. La tabla 6.4 presenta datos históricos de 233 fre-
cuencias de pérdidas, con una media mensual de 9.71. La figura 6.3 presenta
la la evolución secuencial de los estimadores de máxima verosimilitud y de
credibilidad.

6.3.2. Modelo binomial-beta

En esta ocasión disponemos de datos de frecuencias de riesgos operacionales
relativos a distribuciones binomiales, de modo que,

fXi|Θ(xi|θ) =
(

Ni

xi

)
θxi(1− θ)Ni−xi , xi = 0, 1, . . . , Ni (6.9)
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Tabla 6.3: Registro mensual de sucesos de pérdida: frecuencia media.

Mes 1 2 3 4 5 6 7 8 9 10 11 12
No. sucesos 5 7 5 9 1 3 5 3 2 3 1 0
Mes 13 14 15 16 17 18 19 20 21 22 23 24
N. sucesos 2 2 6 3 3 5 5 6 3 3 4 4

Tabla 6.4: Registro mensual de sucesos de pérdida: frecuencia alta.

Mes 1 2 3 4 5 6 7 8 9 10 11 12
No. sucesos 13 5 12 12 8 8 9 7 10 10 9 7
Mes 13 14 15 16 17 18 19 20 21 22 23 24
N. sucesos 6 7 12 10 11 12 9 10 10 7 10 19

donde i = 1, 2, . . . , n y θ ∈ (0, 1). Puesto que θ representa una proporción, elegimos
como distribución a priori una beta de primera especie, con función de densidad,

π(θ; a, b) =
1

B(a, b)
θa−1(1− θ)b−1, 0 < θ < 1, (6.10)

donde B(a, b) representa la función beta clásica, y donde el experto tiene que
asignar dos parámetros a y b a partir de la experiencia del consorcio en riesgos
operacionales. Si establecemos que E[θ] = m y Var[θ] = s2 entonces:

a =
m2 −m(s2 + m2)

s2
,

b =
m− (s2 + m2)

s2
− a.

La función de verosimilitud basada en una muestra X1, . . . , Xn viene dada por,

L(X|θ) =
n∏

i=1

(
Ni

Xi

)
θXi(1− θ)Ni−Xi

∝ θ
∑n

i=1
Xi(1− θ)

∑n

i=1
Ni−

∑n

i=1
Xi

Haciendo uso del teorema de Bayes visto en el caṕıtulo 4, la función de densidad
a posteriori es,

π(θ|X) ∝ L(X|θ) · π(θ; a, b)

= θã−1(1− θ)b̃−1
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Figura 6.1: Modelo Poisson-gamma: frecuencia baja. Estimadores secuenciales en
cada mes de máxima verosimilitud (EMV) y de credibilidad (gráfico superior).
Factor secuencial de credibilidad (gráfico inferior).
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Figura 6.2: Modelo Poisson-gamma: frecuencia media. Estimadores secuenciales
en cada mes de máxima verosimilitud (EMV) y de credibilidad (gráfico superior).
Factor secuencial de credibilidad (gráfico inferior).
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Figura 6.3: Modelo Poisson-gamma: frecuencia alta. Estimadores secuenciales en
cada mes de máxima verosimilitud (EMV) y de credibilidad (gráfico superior).
Factor secuencial de credibilidad (gráfico inferior).
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donde las cantidades ã y b̃ se encuentran definidas en la tabla 6.5 y los parámetros
a y b se actualizan de acuerdo con la citada tabla. La predicción de una observación
futura viene dada por,

E[Xn+1|X] =
∫ 1

0

µn+1(θ)π(θ|X)dθ

=
∫ 1

0

Nn+1θ
Γ(ã + b̃)
Γ(ã)Γ(b̃)

θã−1(1− θ)b̃−1dθ

= Nn+1

( ∑n
i=1 Ni∑n

i=1 Ni + a + b
·
∑n

i=1 Xi∑n
i=1 Ni

+
a + b∑n

i=1 Ni + a + b
· a

a + b

)
.

Si

Z(n) =
∑n

i=1 Ni∑n
i=1 Ni + a + b

,

es el factor de credibilidad,

X̄ =
∑n

i=1 Xi∑n
i=1 Ni

,

es la media ponderada y µθ = a
a+b , tenemos que

E[Xn+1|X] = Nn+1[Z(n) · X̄ + [1− Z(n)] · µθ],

que escribimos como,

E

[
Xn+1

Nn+1
|X

]
= Z(n) · X̄ + [1− Z(n)] · µθ,

y es la prima de credibilidad.

Tabla 6.5: Modelo de frecuencia para riesgos operacionales binomial-beta: actua-
lización de parámetros.

Parámetros Valores a priori Valores actualizados
a a ã =

∑n
i=1 Xi + a

b b b̃ =
∑n

i=1 Ni −
∑n

i=1 Xi + b

6.4. Riesgos Operacionales: modelización de la se-
veridad

Para la modelización de la severidad presentamos cuatro modelos basados en
las distribuciones lognormal, Pareto (clásica y generalizada) y exponencial, que

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 
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son cuatro de las distribuciones usuales para modelizar la severidad (caṕıtulo 3).
En los cuatro modelos obtendremos fórmulas de predicción basadas en la teoŕıa
de la credibilidad.

6.4.1. Modelo lognormal-normal

Supongamos que X, la severidad de las pérdidas debidas a riesgos opera-
cionales, se pueden modelizar según una distribución lognormal X ∼ LN (µ, σ2),
definida en la sección 3.2.4. Espećıficamente, supongamos ahora que, dados µ y
σ, los datos de pérdidas operacionales X = (X1, . . . , Xn) son variables aleatorias
independientes LN (µ, σ2) con función de densidad,

f(x|µ, σ) =
1

xσ
√

2π
exp

{
− (log x− µ)2

2σ2

}
, x > 0. (6.11)

Definimos ahora el vector de las pérdidas transformadas,

Y = (Y1, . . . , Yn) = (log X1, . . . , log Xn),

que por definición Yi = log Xi ∼ N (µ, σ2). Mediante experiencias previas, el ex-
perto conoce el valor del parámetro σ y supone que la distribución a priori de µ
es una normal N (µ0, σ

2
0) con función de densidad:

π(µ; µ0, σ0) =
1

σ0

√
2π

exp
{
− (µ− µ0)2

2σ2
0

}
, µ ∈ IR . (6.12)

La función de verosimilitud de la muestra transformada Y es,

L(Y |µ, σ) =
n∏

i=1

1
σ
√

2π
exp

{
− (Yi − µ)2

2σ2

}
. (6.13)

Ahora, multiplicando la verosimilitud de los datos (6.13) por la función de densidad
a priori (6.12) se obtiene que,

π(µ|Y ) ∝ 1
σ0

√
2π

exp
{
− (µ− µ0)2

2σ2
0

} n∏

i=1

1
σ
√

2π
exp

{
− (Yi − µ)2

2σ2

}

∝ exp
{
− (µ− µ̃0)2

2σ̃2
0

}
,

que coincide con la distribución de una normal N (µ̃0, σ̃
2
0), y donde los parámetros

µ̃0 y σ̃0 vienen dados en la tabla 6.6.
A continuación nos interesa la predicción de una observación Xn+1 (o de su

transformada Yn+1 = − log Xn+1 es términos de la experiencia pasada X. Tenemos
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por tanto que,

E[Yn+1|X] = E[µ|X] =
µ0 + w

∑n
i=1 Yi

1 + n · w
= Z(n) · Ȳ + [1− Z(n)] · µ0, (6.14)

que es una fórmula de credibilidad, donde Ȳ es el estimador de µ basado en las
pérdidas operacionales históricas transformadas, mientras que µ0 es la estimación
basada en la opinión de un experto. El factor de credibilidad Z(n) viene dado por,

Z(n) =
n

n + σ2/σ2
0

, (6.15)

cuyo valor se encuentra en el intervalo [0, 1]. Notar que si el tamaño muestral
aumenta, n →∞, entonces w → 1, y toda la predicción se basa en la experiencia
acumulada de severidad. Sin embargo, si el tamaño de muestra es pequeño, el
factor de credibilidad se convierte en próximo a cero y la predicción se basará en
la opinión del experto µ0.

Tabla 6.6: Modelo de severidad para riesgos operacionales lognormal-normal: ac-

tualización de parámetros, donde w =
σ2

0

σ2
.

Parámetros Valores a priori Valores actualizados

µ0 µ0 µ̃0 =
µ0 + w

∑n
i=1 Yi

1 + n · w
σ2

0 σ2
0 σ̃2

0 =
σ2

0

1 + n · w

6.4.2. Modelo Pareto generalizada-gamma

Supongamos ahora que la severidad de las pérdidas operacionales pueden ser
modelizadas de acuerdo a una distribución generalizada de Pareto X ∼ P(α, σ),
según la definición dada en la sección 3.2.1. La función de densidad de las pérdidas
por riesgos operacionales es,

f(x|α, σ) =
α

σ

(
1 +

x

σ

)−(α+1)

1(x > 0). (6.16)

A pesar de la aparente sencillez de (6.16) existe una diferencia con la distribución
de Pareto clásica. Mientras que la Pareto clásica dispone de un estad́ıstico sufi-
ciente para la estimación de (α, σ) dado por (

∑n
i=1 log Xi, X1:n), en este caso no es
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posible una reducción de este tipo. Por tanto, independientemente de la distribu-
ción a priori que elijamos, no existe una expresión cerrada para la distribución a
posteriori. Esto hace que los procedimientos Bayes emṕıricos estén recomendados.

Supongamos que se dispone de una muestra de tamaño n, X = (X1, . . . , Xn)
de la severidad un riesgo. La función de verosimilitud de (6.16) viene dada por,

L(X|α, σ) =
(α

σ

)n n∏

i=1

(
1 +

Xi

σ

)−(α+1)

(6.17)

Para la estimación establecemos dos supuestos. En el primer supuesto consider-
amos el parámetro σ conocido. En este caso, la distribución pertenece a la familia
exponencial. Elegimos a priori una distribución gamma,

α ∼ G(c, d),

donde los parámetros se asignan a partir de datos del consorcio, de acuerdo a la
técnica descrita en la sección 6.3.1. Combinando la gamma con la verosimilitud,
se obtiene que

α|X ∼ G
(

n + c,
1

vσ + 1/d

)
(6.18)

donde:

vσ =
n∑

i=1

log(1 + Xi/σ).

El estimador Bayes del parámetro α viene dado por,

E[α|X] =
n + c

vσ + 1/d

=
vσ

vσ + 1/d
· n

vσ
+

1/d

vσ + 1/d
· cd (6.19)

= Z · α̂EMV + (1− Z) · E[α] (6.20)

donde Z es el factor dado por,

Z =
vσ

vσ + 1/d
,

y αEMV = n/vσ el estimador de máxima verosimilitud de α. En esta situación
(6.20) no es estrictamente una fórmula de credibilidad, puesto que depende del
valor de las severidades Xi.

En un segundo supuesto consideramos los dos parámetro α y σ desconocidos. Si
disponemos de datos a priori sobre la media m y la varianza muestral s2, podemos
estimar σ mediante la ecuación:

σ̂EB =
m(s2 + m2)

s2 −m2
(6.21)
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de donde el estimador Bayes emṕırico viene dado por,

E[α|X] =
n + c

vEB + 1/d
=

vEB

vEB + 1/d
· α̂EMV +

1/d

vEB + 1/d
·E[α], (6.22)

donde:

vEB =
n∑

i=1

log(1 + Xi/σ̂EB).

Nuevamente (6.22) es una fórmula de credibilidad no estricta. La expresión (6.21)
presupone la existencia del momento de orden dos. Si esta hipótesis no es créıble
(véase el estudio de Moscadelli (2004) donde aparecen algunas evidencias emṕıricas
sobre las colas de este tipo de distribuciones), podemos basar la estimación de σ
en los percentiles de la distribución de las severidades, que obviamente siempre
existen. Supongamos dos percentiles xpi , i = 1, 2 correspondientes a probabilidades
pi, i = 1, 2. Se verifica entonces que:

log(1− pi) = −α log(1 + xpi/σ), i = 1, 2.

Eliminando α, el estimador σ̂PER basado en percentiles es la solución en σ de la
ecuación,

log(1− p1)
log(1− p2)

=
log(1 + xp1/σ)
log(1 + xp2/σ)

.

Nuevamente el estimador de α se puede escribir como una fórmula de credibilidad.

6.4.3. Modelo exponencial-gamma invertida

En este modelo suponemos que los datos de severidad debidos a riesgos opera-
cionales se adecúan a una distribución exponencial de media θ > 0, introducida
en la sección 3.2.2. Si X = (X1, . . . , Xn) es la muestra de pérdidas, la función de
verosimilitud viene dada por,

L(X|θ) =
n∏

i=1

exp(−Xi/θ)
θ

. (6.23)

Para modelizar la media θ, elegimos como distribución a priori una distribución
gamma invertida,

θ ∼ GI(a, b),

con función de densidad

π(θ; a, b) =
baθ−a−1 exp(−b/θ)

Γ(a)
, θ > 0 (6.24)

con a, b > 0, introducida en la sección 3.2.3. Para la asignación de los hiperparáme-
tros a y b, supongamos que disponemos de datos históricos del sector relativos a
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este tipo de pérdidas operacionales. Si disponemos de la media m y la desviación
t́ıpica s sectorial:

E[θ] = m,

Var[θ] = s2,

de donde:

a =
2s2 + m2

s2
, (6.25)

b =
m(s2 + m2)

s2
. (6.26)

Combinando (6.23) con (6.24) obtenemos la distribución a posteriori, que viene
dada por,

π(θ|X) ∝ L(X|θ)π(θ)

∝ θ−n exp

(
−

n∑

i=1

Xi/θ

)
θ−a−1 exp(−b/θ)

= θ−(n+a)−1 exp

(
−(

n∑

i=1

Xi + b)/θ

)
, (6.27)

que se trata nuevamente de una distribución gamma invertida con parámetros:

θ|X ∼ GI
(

ã = a + n, b̃ = b +
n∑

i=1

Xi

)
(6.28)

Ahora, la predicción de la observación Xn+1 según los datos X basada en credi-
bilidad es:

E[θ|X] =
b +

∑n
i=1 Xi

a + n− 1

=
n

a + n− 1
·
∑n

i=1 Xi

n
+

a− 1
a + n− 1

· b

a− 1
= Z(n) · X̄ + [1− Z(n)]E[θ], (6.29)

donde el factor de credibilidad es,

Z(n) =
n

a + n− 1
.

Una importante propiedad adicional de este modelo es que la distribución pre-
dictiva de una observación futura es del tipo Pareto generalizada, que posee una
expresión cerrada par la función de distribución y por tanto facilita los cálculos.
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6.4.4. Modelo Pareto clásica-gamma

Este modelo resulta de especial utilidad cuando disponemos de datos de sev-
eridad de riesgos operacionales que exceden un umbral, como es el caso de la
distribución clásica de Pareto (caṕıtulo 3).

Supongamos entonces que la distribución de probabilidad de las pérdidas du-
rante los últimos diez años (se supone independencia) es Pareto con función de
densidad,

f(x|a, b) =
a

b

(x

b

)−(a+1)

, x ≥ b > 0,

donde a > 0, a = αβ, siendo α > 0 conocido y β > 0, para cada celda, según
la tabla 6.7. Nótese que en este modelo se ha introducido un nuevo parámetro
de distorsión. Suponemos que β tiene como distribución a priori una distribución
gamma con parámetros σ > 0, λ > 0, de modo que:

π(β|σ, λ) =
λσ

Γ(σ)
βσ−1e−λβ , β > 0, σ > 0, λ > 0. (6.30)

Vamos a obtener:

1. El estimador del parámetro β bajo función de pérdida cuadrática. Suponemos,
al igual que Bühlmann et al. (2008), que α = 1, E[β] = 5 y los valores λ son:
0.5; 1; 1.5; 2; 2.5; 3; 3.5; 4; 4.5 y 5.

2. Los estimadores que se obtienen cuando la distribución a priori es exponen-
cial, i.e. σ = 1 en (6.30).

3. La distribución marginal de los datos. Representarla gráficamente para λ =
0,5; λ = 1 y para el caso en que se adopte como distribución a priori la
distribución exponencial.

Los estimadores y la distribución marginal se obtienen de la siguiente manera:

1. Por medio de la función de pérdida cuadrática el estimador de β es la media
de la distribución a posteriori de este parámetro. La función de verosimilitud
de los datos viene dada por:

L(X1, . . . , Xn|β) =
n∏

i=1

(
αβ

λ

)(
Xi

b

)−(αβ+1)

=
(

αβ

b

)n n∏

i=1

exp
[
−(αβ + 1) log

(
Xi

b

)]

=
(

αβ

b

)n

exp

[
−(αβ + 1)

n∑

i=1

log
(

Xi

b

)]
.
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Tabla 6.7: Pérdida en millones de dólares, excediendo 1 millón de dólares, en el
Banco considerado (Bühlmann et al., 2008)

1 2 3 4 5 6 7 8 9 10
1.557 9.039 1.166 1.548 1.578 1.201 1.006 1.741 1.364 1.074
1.079 2.138 1.037 1.040 1.282 2.815 1.169 1.165 2.036 1.103
1.047 1.008 1.136 1.045 1.092 3.037 1.215 1.010 1.014 1.664
1.199 1.761 2.104 1.774 1.658 1.001 1.116 1.096 1.217 1.049
1.395 1.654 1.774 1.045 2.025 1.114 1.010 1.060 1.202 1.104
1.060 1.073 1.161 1.856 1.129 1.422 1.560 1.352 1.095 2.924
3.343 2.435 1.080 1.636 1.946 2.397 1.059 1.044 1.348 1.265
2.297 4.357 1.154 1.403 1.831 1.241 1.059 1.678 1.191 1.333
1.297 1.576 1.257 2.522 1.478 1.522 1.050 1.882 1.161 1.424
1.180 1.113 1.231 1.113 1.208 1.243 1.231 1.401 1.017 1.435

Luego, la distribución a posteriori del parámetro β dada los datos X1, . . . , Xn

resulta

π(β|X1, . . . , Xn) ∝ βσ+n−1 exp

[
−β

(
α

n∑

i=1

log
(

Xi

b

)
+ λ

)]
,

que es una distribución gamma con los parámetros actualizados:

σ −→ σ + n,

λ −→ λ + α
n∑

i=1

log
(

Xi

b

)
.

Por tanto, la media a posteriori del parámetro β es

E[β|X1, . . . , Xn] =
σ + n

α
∑n

i=1 log
(

Xi

b

)
+ λ

= Zα · β̂EMV + (1− Zα) · E[β],

donde,

Zα =
α

∑n
i=1 log(Xi/b)

α
∑n

i=1 log(Xi/b) + λ
,

que es nuevamente una fórmula de credibilidad. Ahora, puesto que

E[β] =
σ

λ
= 5,

se deduce que σ = 5λ. Finalmente, los valores del estimador de E[β|X],
para los distintos valores de λ, aparecen en la tabla 6.9, y en el gráfico 6.4
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donde se ha tenido en cuenta, obviamente, que b = 1. Puede observarse que
la secuencia de valores adopta la misma forma en todos los casos y que,
salvo para la celda 7, el estimador calculado bajo la distribución a priori
exponencial es menor que bajo los otros dos modelos. Destacar que que el
estimador de credibilidad es, en casi todos las celdas, menor que el estimador
obtenido bajo la distribución a priori gamma.

Tabla 6.8: Estimador Bayesiano del parámetro de la distribución de Pareto. Dis-
tribución a priori del parámetro gamma.

λ 1 2 3 4 5 6 7 8 9 10
0.5 3.047 1.659 4.251 3.035 2.793 2.491 6.975 3.908 4.724 3.438
1.0 3.259 1.867 4.360 3.248 3.015 2.718 6.544 4.056 4.767 3.627
1.5 3.430 2.051 4.441 3.419 3.196 2.908 6.267 4.168 4.799 3.775
2.0 3.570 2.214 4.504 3.559 3.347 3.068 6.075 4.257 4.823 3.894
2.5 3.687 2.360 4.554 3.677 3.474 3.206 5.933 4.328 4.842 3.992
3.0 3.787 2.492 4.595 3.777 3.584 3.325 5.824 4.387 4.858 4.074
3.5 3.872 2.611 4.629 3.863 3.678 3.430 5.738 4.436 4.870 4.144
4.0 3.946 2.719 4.658 3.938 3.761 3.522 5.668 4.478 4.881 4.204
4.5 4.011 2.818 4.683 4.003 3.834 3.604 5.611 4.515 4.890 4.256
5.0 4.069 2.908 4.704 4.061 3.899 3.677 5.562 4.546 4.897 4.302

Tabla 6.9: Estimador Bayesiano del parámetro de la distribución de Pareto. Dis-
tribución a priori del parámetro exponencial.
λ 1 2 3 4 5 6 7 8 9 10
1 2.893 1.521 4.166 2.881 2.634 2.331 7.372 3.795 4.688 3.298

2. La distribución marginal de los datos se calcula de la siguiente forma (α = 1):

f(x|b, σ, λ) =
∫ ∞

b

f(x|β, b)π(β|σ, λ)dβ

=
λσ

Γ(σ)

∫ ∞

b

βσe−λβ−(β+1) log(x/b)dβ

=
σλσb

x [λ + log(x/b)]σ+1 .

La gráfica de la función de densidad aparece representada en la figura 6.5.
Se observa que las dos correspondientes a la distribución a priori gamma
poseen colas más pesadas que la correspondiente a la distribución a priori
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Figura 6.4: Valor del estimador en las distintas celdas para el caso de distribución
a prior gamma y λ = 0,5, . . . , 5, distribución a priori exponencial (×) y estimador
de credibilidad (∗).

exponencial (caso λ = 0,2, σ = 1). De ah́ı que la primera resulte más
adecuada para modelizar el riesgo operacional.

6.5. Modelo de distribución de pérdidas agregadas
LDA

Según lo comentado en la sección 6.1, atendiendo a los requerimientos de
Basilea II, la mayoŕıa de los bancos adoptan una aproximación a la distribución
agregada de pérdidas totales LDA. Para ello, al igual que bajo el modelo colectivo
compuesto en estad́ıstica actuarial, se requiere la siguiente información:

1. El número de pérdidas operacionales, N . Se trata de sucesos que dan lugar
a la materialización de un riesgo de carácter operacional.

2. Las pérdidas operacionales o severidades Xk. Constituyen éstas, impactos
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Figura 6.5: Distribución marginal en el modelo Pareto clásica-gamma de riesgo
operacional.

negativos en resultados o en el patrimonio de la entidad, registrados con-
tablemente, como consecuencia de cualquier evento de riesgo operacional.

El objetivo es la estimación del capital riesgo del banco correspondiente cumplien-
do, simultáneamente, con los requerimientos de Basilea II. Este comité:

1. Aconseja calcular el capital riesgo (conocido también como capital regulato-
rio) como el percentil de la distribución de pérdidas totales para un nivel de
probabilidad del 99.99 % y un horizonte temporal de un año. Este percentil
suele conocerse como VaR (Valor en Riesgo operacional) o CaR (Capital en
Riesgo operacional).

2. Establece ocho ĺıneas de negocio:

a) Administración de activos.

b) Banca comercial.

c) Banca minorista.

d) Intermediación minorista.
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e) Finanzas corporativas.

f ) Negociación y ventas.

g) Pagos y liquidación.

h) Servicios de agencia.

y establece siete categoŕıas de sucesos de riesgo:

a) Fraude interno.

b) Fraude externo.

c) Relaciones laborales y fallos de seguridad en el puesto de trabajo.

d) Clientes, productos y prácticas empresariales.

e) Daños a activos materiales.

f ) Incidencias en el negocio y fallos en los sistemas.

g) Ejecución, entrega y gestión de procesos.

Cada una de las pérdidas por riesgo operacional debe asignarse a una de las
celdas de una matriz de riesgos y el capital en riesgo debe calcularse en este entorno.

La evidencia emṕırica pone de manifiesto que la magnitud del capital riesgo
podŕıa estar determinada sólo por pérdidas extremas y poco frecuentes. De ah́ı que
para las estimaciones oportunas se tenga en cuenta solamente valores de pérdidas
que superen un umbral determinado, generalmente elevado. Es por esto que la
teoŕıa de valores extremos juega un papel destacado en esta disciplina.

Teniendo en cuenta que la distribución de pérdidas totales, y los supuestos es-
tablecidos sobre las variables aleatorias que la conforman, responden exactamente
al modelo colectivo compuesto, ampliamente utilizado en estad́ıstica actuarial, no
puede sorprendernos que los métodos utilizados en esta disciplina se apliquen tam-
bién para la estimación de riesgos operacionales. De ah́ı que se trabaje actualmente
con metodoloǵıas de la estad́ıstica actuarial.

Siguiendo por tanto, las recomendaciones del comité de Basilea, el proceso de
pérdidas agregadas puede ser modelizado mediante un proceso estocástico dado
por una suma aleatoria, donde el número de sumandos viene gobernado por un
proceso N(t) (frecuencia operacional del proceso) y cada uno de los sumandos
es una variable aleatoria no negativa que representa la severidad debida al riesgo
operacional. Más estrictamente tenemos la siguiente definición.

Definición 6.1 (Proceso LDA) El proceso agregado de pérdidas operacionales
viene definido por medio de:
(1) El proceso de severidad: Las severidades {Xk}k=1,2,... son variables aleatorias
no negativas independientes e igualmente distribuidas que representan la magnitud
de cada pérdida operacional.
(2) El proceso de frecuencia: El número N(t) de sucesos de pérdidas en el intervalo
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de tiempo N(t) con t ≥ 0 es aleatorio. El proceso de conteo {N(t)}t≥0 viene
generado por una sucesión de puntos {T1, T2, . . .} aleatorios no negativos tales
que,

0 ≤ T1 ≤ T2 ≤ . . . c.s.

y
N(t) = sup{n ≥ 1 : Tn ≤ t}, t ≥ 0

(3) Los procesos de severidad y de frecuencia son independientes.
(4) El proceso de pérdidas agregadas viene definido por,

SN (t) =
N(t)∑

k=1

Xk, t ≥ 0. (6.31)

Veamos algunos ejemplos t́ıpicos de procesos de frecuencia usuales en LDA.

Ejemplo 6.2 El proceso LDA-Poisson estándar está basado en el proceso de Pois-
son homogéneo con parámetro de intensidad λ y función de cuant́ıa,

Pr(N(t) = n) =
e−λt(λt)n

n!
, n = 0, 1, 2, . . .

El proceso geométrico-LDA se basa en la distribución geométrica como medida de
conteo,

Pr(N(t) = n) =
γ

γ + t

(
t

γ + t

)n

, n = 0, 1, 2, . . .

con γ > 0. Si disponemos de frecuencias debidas a riesgos operacionales con clara
sobredispersión, el proceso binomial negativa-LDA es el adecuado:

Pr(N(t) = n) =
(

n + r − 1
n

)(
γ

γ + t

)r (
t

γ + t

)n

, n = 0, 1, 2, . . .

con r > 0, que incluye como caso particular a la distribución geométrica.

Como distribuciones de probabilidad asociadas a N(t) se suele trabajar con las
distribuciones Poisson y Binomial Negativa como acabamos de ver. En relación a
las severidades, se puede trabajar con una gran número de distribuciones (caṕıtulo
3). Por ejemplo, las distribuciones de exponencial, gamma, Weibull, lognormal y
Pareto. Esta última suele ser la más utilizada porque permite modelizar de una
manera natural y sencilla el hecho destacado anteriormente de que se trabaja con
datos de pérdidas por encima de un umbral establecido. En caso que se adopte una
distribución exponencial para las pérdidas individuales, esta distribución permite
obtener una expresión cerrada para la distribución del proceso S, como veremos a
continuación (Sarabia et al. (2006) y Rolski et al., (1999)).
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Distribución del número

de pérdidas (discreta)

Distribución de la cuantía

asociada a cada pérdida (continua)

Distribución de 

pérdida total (continua)

Distribución del número

de pérdidas (discreta)

Distribución de la cuantía

asociada a cada pérdida (continua)

Distribución de 

pérdida total (continua)

Figura 6.6: Esquema del proceso LDA: distribución del número de sucesos que
dan lugar a pérdidas y distribución de las pérdidas para obtener la distribución de
pérdidas agregadas.

Si bien los datos del propio banco que se analiza se suelen recoger durante varios
años, en la práctica el horizonte temporal con el que se trabaja es de un año. Se
trata entonces conjuntamente la información interna de la que se dispone del banco
y la información colateral, v́ıa opinión de expertos para, haciendo uso del teorema
de Bayes, hacer las predicciones correspondientes. Esto obviamente responde a una
metodoloǵıa bayesiana pura en la que destaca el trabajo de Shvchenko y Wüthrich
(2006).

Dado que el modelo básico de riesgo operacional es similar al modelo colec-
tivo compuesto de estad́ıstica actuarial, Bühlmann et al. (2008) han aplicado el
modelo de Bühlmann-Straub (1972) en este escenario. Para ello han tratado sep-
aradamente el número de sucesos con pérdidas y las pérdidas correspondientes
en un banco dado. Aśı, para el caso de pérdidas han trabajado con un banco,
denominado banco 1 (figura 6.7).

Estos autores han supuesto una distribución de Pareto para las pérdidas en
cada una de las 10 celdas de riesgo, que aparecen en la tabla 6.7, y en la que las
pérdidas observadas superan el millón de dólares. Usando esta información junto
a la información de la estructura bancaria en su conjunto (información colateral
a priori) han obtenido los estimadores de credibilidad de uno de los parámetros
de la distribución de Pareto. En este caso el banco 1 tiene un parámetro de riesgo
dado por β1, mientras que el resto de bancos tiene el parámetro de riesgo βj , j =
2, . . . , M , para una estructura de M bancos. La información colateral la incorporan
suponiendo que el valor esperado del parámetro en el colectivo de la estructura
bancaria es conocido.

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



194 Aplicaciones en Riesgos Operacionales

Datos del banco 1

Información 

colateral

1        2      … 10 Celdas de riesgo

BANCO 1 OTROS BANCOS

SECTOR INDUSTRIAL

Datos del banco 1

Información 

colateral

1        2      … 10 Celdas de riesgo

BANCO 1 OTROS BANCOS

SECTOR INDUSTRIAL

Datos del banco 1

Información 

colateral

1        2      … 10 Celdas de riesgo

BANCO 1 OTROS BANCOS

SECTOR INDUSTRIAL

Datos del banco 1

Información 

colateral

1        2      … 10 Celdas de riesgo

BANCO 1 OTROS BANCOS

SECTOR INDUSTRIAL

Información 

colateral

1        2      … 10 Celdas de riesgo

Información 

colateral

Información 

colateral

1        2      … 101        2      … 10 Celdas de riesgo

BANCO 1 OTROS BANCOS

SECTOR INDUSTRIAL

Figura 6.7: Niveles de información en riesgos operacionales.

6.5.1. Propiedades generales del proceso LDA

Algunas propiedades del proceso LDA son conocidas, y pueden obtenerse a par-
tir de las propiedades del modelo clásico de riesgo colectivo, de amplia utilización
en la ciencia actuarial (ver por ejemplo: Kass et al. (2001), Klugman et al. (2004),
Panjer (2006), Sarabia et al. (2006)). Destacamos las siguientes propiedades del
proceso LDA:

Función de distribución. La función de distribución de (6.31) viene dada por,

FSN (t)(s) =
∞∑

n=1

Pr(N(t) = n)F ∗nX (s), s > 0 (6.32)

y
FSN (t)(0) = Pr(N(t) = 0), (6.33)

donde F ∗nX representa la función de distribución de la n-ésima convolución
de la severidad Xk.

Media y varianza. La media y la varianza vienen dadas por,

E[SN (t)] = E[N(t)] · E[X], (6.34)
Var[SN (t)] = E[N(t)] ·Var[X] + Var[N(t)] · (E[X])2. (6.35)
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Función caracteŕıstica. La función caracteŕıstica del proceso viene dada por,

ϕSN (t) = PN(t)[ϕX(t)], (6.36)

donde PN(t) es la función generatriz del proceso de conteo y ϕX(t) la función
caracteŕıstica de la severidad.

Normalidad Asintótica. La siguiente propiedad se aplica al caso del proceso
de Poisson, pero puede extenderse a otros procesos. Supongamos SN = Sλ

con λ →∞ y t > 0 fijo. Entonces si λ →∞ se verifica,

Pr

(
Sλ − E[Sλ]√

Var[Sλ]
≤ x

)
→ Φ(x),

siempre que E[Xk] < ∞, donde E[Sλ] y
√

Var[Sλ] vienen definidos en (6.34)
y (6.35) y donde Φ(·) denota la función de distribución de una distribución
normal estándar.

Comportamiento de la cola. La cola superior de tiene una expresión sencilla
en algunos casos especiales, cuando Xk pertenecen a la clase de distribuciones
sub-exponenciales, que incluye a la distribución lognormal, Pareto, Weibull
con colas pesadas etc. En este caso se verifica que,

Pr(SN > s) ∼ E[N(t)] · Pr(X > s), s →∞.

Ejemplo 6.3 (Proceso LDA Pareto-Poisson) Supongamos que las severi-
dades siguen una distribución clásica de Pareto de parámetros α y σ, y que el
proceso de conteo es de tipo Poisson de modo que E[N(t)] = Var[N(t)] = λt,
λ, t > 0. De acuerdo con las ecuaciones (6.34) y (6.35) la media y varianza del
proceso LDA Pareto-Poisson vienen dadas por,

E[SN (t)] = λt · ασ

α− 1
, α > 1,

Var[SN (t)] = λt · ασ2

α− 2
, α > 2.

La función caracteŕıstica del proceso no tiene una expresión sencilla, y por tanto
los cálculos de este proceso pueden ser algo laboriosos.

La obtención o cálculo de la distribución del LDA (6.32) no resulta sencilla.
Para trabajar con ella se recurre a una serie de métodos exactos o aproximados:

1. El algoritmo de recursión de Panjer (Panjer, 1981 y Sarabia et al., 2006, pp.
428-435).

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



196 Aplicaciones en Riesgos Operacionales

2. La transformada rápida de Fourier (Bertram, 1981 y Heckman y Meyers,
1983).

3. Método de DePril (Kuon et al., 1987).

4. Método de Kornya (Kuon et al., 1987).

5. La aproximación basada en métodos de Monte Carlo (Heckman y Meyers,
1983).

6. Aproximación a la pérdida total (Gerber, 1979, caṕıtulo 4 y Sarabia et al.,
2006, pp. 438-449).

7. Cálculo exacto mediante el uso de la convolución (Sarabia et al., 2006, pp.
419-424)

Pasemos a describir algunos procesos importantes cuya función de distribución
o de densidad dispone de una expresión expĺıcita.

6.5.2. Procesos LDA con distribución expĺıcita

El siguiente resultado (Sarabia et al, (2006)) permite obtener la distribución
exacta del proceso LDA, en el caso de severidades de tipo exponencial.

Teorema 6.1 Si el proceso de frecuencia tiene por función de probabilidad pn y
la distribución de la severidad es exponencial de parámetro θ > 0, entonces la
función de densidad, aśı como la función de distribución del proceso LDA vienen
dadas por:

fS(x; θ) =
e−θx

x

∞∑
n=1

pn
(θx)n

(n− 1)!
, x > 0, (6.37)

FS(x; θ) = 1− e−θx
∞∑

j=0

P̃j
(θx)j

j!
, x > 0,

donde P̃j =
∑∞

n=j+1 pn, j = 0, 1, . . .

El siguiente resultado corresponde al caso en que el proceso de frecuencia es un
proceso de Poisson homogéneo. Tenemos el siguiente teorema.

Teorema 6.2 (Proceso LDA Poisson-Exponencial) La función de densidad
exacta del modelo LDA con proceso de conteo Poisson y severidad exponencial
viene dada por,

fS(s;λ, θ) = exp {−(λt + s/θ)}
√

λt

θs
I1

(
2
√

λts/θ
)

, s > 0 (6.38)
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y
fS(0; λ, θ) = exp(−λt), (6.39)

donde

Iν(x) =
∞∑

k=0

(x/2)2k+ν

k!Γ(ν + k + 1)
, x ∈ IR , ν ∈ IR

es la función modificada de Bessel de clase ν.

6.5.3. Otros Procesos LDA

La importancia de la modelización de las pérdida agregadas por medio de los
modelos LDA es evidente. Como acabamos de ver la aplicabilidad de estos mode-
los depende de la disponibilidad de una fórmula adecuada del tipo (6.32) o de la
existencia de algún tipo de recurrencia que permita realizar los cálculos compota-
cionales. En este sentido la investigación en riesgos ha realizado un importante
esfuerzo, de modo que los resultados disponibles se pueden aplicar en este ámbito.
En este apartado incluimos otros modelos LDA de utilidad que pueden ser im-
plementados con relativa facilidad. La ventaja de los procesos que incluimos a
continuación es que son válidos para cualquier tipo de distribución para la sev-
eridad (por ejemplo, no necesariamente con colas pesadas o no necesariamente de
tipo absolutamente continuo). Incluiremos a continuación los resultados suponien-
do la severidad absolutamente continua.

Proceso LDA de Panjer.
Supongamos que la distribución de conteo {pn}n=0,1,... pertenece a la clase de
distribuciones de Panjer (clase (a, b, 0)), donde la función de masa de probabilidad
pn = Pr(N = n) verifica:

pn

pn−1
= a +

b

n
, n = 1, 2, . . . , (6.40)

En este caso, la función de densidad de SN satisface la siguiente fórmula recursiva:

fS(x; a, b) =





PN (fS(0)) , x = 0,

p1f(x) +
∫ x

0

(
a +

by

x

)
f(y)fS(x− y)dy, x > 0,

(6.41)

siendo f(x) la función de densidad de la severidad X y el proceso de conteo N
pertenece a la clase (a, b, 0).
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Proceso LDA Poisson generalizada.
En este proceso (Ambagaspitiya y Balakrishnan, 1994) la variable aleatoria de
conteo sigue una distribución de Poisson generalizada con función de cuant́ıa:

Pr(N = n) = λ(λ + nθ)n−1 exp(−λ− nθ)
n!

, n = 0, 1, . . . (6.42)

y 0 en otro caso, donde λ > 0, máx{−1,−λ/m} ≤ θ < 1 y m ≥ 4 es el mayor
entero tal que λ+nθ > 0 cuando θ es negativo. En este proceso, no es nuevamente
necesaria ninguna hipótesis sobre la distribución de las severidades, excepto que sea
absolutamente continua, con función de densidad f(x) para x > 0. En este caso,
la función de densidad gS(x; λ, θ) del modelo LDA verifica la ecuación integral

gS(x; λ, θ) = p1(λ, θ)f(x) +
λ

λ + θ

∫ x

0

(
θ +

λy

x

)
gS(x− y;λ + θ, θ)f(y)dy, (6.43)

donde p1(λ, θ) = Pr(N = 1).

Proceso LDA binomial negativa-inversa Gaussiana.
Gómez-Déniz et al. (2008e) han propuesto recientemente una distribución discreta
altamente flexible, denominada distribución binomial negativa-inversa Gaussiana.
Esta distribución se obtiene a partir de una mezcla de la distribución binomial neg-
ativa con una distribución inversa Gaussiana. La función de masa de probabilidad
es

Pr(N = n) =
(

r + n− 1
n

) n∑

j=0

(−1)j

(
n

j

)
exp

{
ψ

µ

[
1−

√
1 +

2(r + j)µ2

ψ

]}
,

(6.44)
con n = 0, 1, 2, . . . y r, µ, ψ > 0. Este modelo de conteo permite ajustar correc-
tamente situaciones de sobredispersión, mejorando los ajustes de la distribución
binomial negativa clásica. Si la distribución de las severidades es absolutamente
continua con función de densidad f(x) para x > 0, entonces la función de densidad
gS(x; r) del correspondiente modelo LDA satisface la ecuación integral

gS(x; r) = pr(0)+
∫ x

0

ry + x− y

x
gS(x−y; r)f(y)dy−

∫ x

0

ry

x
gS(x−y; r+1)f(y)dy.

(6.45)

6.6. Aplicaciones

Veamos dos aplicaciones de los modelos previamente estudiados.
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6.6.1. Tipoloǵıa en procesos LDA

En este apartado obtendremos diversas funciones de densidad exactas del pro-
ceso LDA Poisson-exponencial según tres escenarios, siguiendo las recomenda-
ciones de Basilea:

Frecuencia baja: λ = 1,

Frecuencia media: λ = 5,

Frecuencia alta: λ = 10.

Combinaremos las frecuencias anteriores con diversas severidades, cuya media in-
dividual θ puede tomar seis valores: 100, 150, 200, 250 y 300 u.m. Las gráficas de las
diferentes funciones de densidad aparecen representadas en las figuras 6.9 (frecuen-
cia baja), 6.10 (frecuencia media) y 6.11 (frecuencia alta). Es importante señalar
de nuevo que las gráficas de las funciones de densidad son exactas (teorema 6.2),
y no han sido obtenidas mediante simulación. A partir de la información gráfica y
de los resultados de la sección 6.5 podemos obtener las siguientes conclusiones:

La media del proceso LDA aumenta tanto con la intensidad media de la
frecuencia como con la media de la severidad (ecuación 6.34).

La variabilidad del proceso LDA aumenta nuevamente tanto con la intensi-
dad media, como con la los momentos de orden uno y dos de la severidad.
Este aumento se hace especialmente visible para valores medios y grandes
de la severidad (figuras 6.9 a 6.11).

El coeficiente de asimetŕıa del proceso disminuye al aumentar la magnitud de
la frecuencia (figura 6.11). Para valores moderados y grandes de la severidad,
la aproximación normal asintótica parece razonable.

Las probabilidades asociadas al proceso (tanto centrales como las de las
colas) se pueden obtener de forma exacta.

6.6.2. Aplicación del modelo exponencial-gamma invertida

En este apartado usaremos el modelo exponencial-gamma invertida para pre-
decir la severidad debida a riesgos operacionales (sección 6.4.3). Para ello utilizare-
mos la información proporcionada por Guillén et al. (2007) correspondiente a una
entidad financiera cuyo nombre se mantiene en el anonimato. Puesto que el mod-
elo dispone de un estad́ıstico suficiente (y por tanto incluye toda la información),
para la aplicación de nuestros resultados sólo se requieren los dos primeros mo-
mentos. La asignación de los hiperparámetros y los estimadores de credibilidad
son los que aparecen en la citada sección. La tabla 6.10 recoge los estad́ısticos
descriptivos de siete categoŕıas de sucesos debidos a riesgos operacionales: fraude
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interno, fraude externo, prácticas de empleo y seguridad laboral, interrupción ne-
gocio, clientes, productos y fallos de sistemas, daños en activos f́ısicos y ejecución,
entrega y gestión de procesos.

Los resultados de las estimaciones aparecen en las tablas 6.11 (riesgos 1, 2 y
3) y 6.12 (riesgos 4, 5, 6 y 7). La figura 6.8 muestra las funciones de densidad
a priori y a posteriori del modelo exponencial-gamma invertida en dos riesgos
operacionales de diferente naturaleza. En el riesgo operacional 1 (fraude interno) la
distribución a posteriori está muy concentrada debido a que existe una importante
evidencia emṕırica, lo que hace disminuir la variabilidad, mientras que el riesgo 4
(interrupción negocio) muestra mayor variabilidad en la distribución a posteriori,
puesto que se dispone de una menor evidencia muestral. Además de las predicciones
del suceso siguiente mediante credibilidad se han incluido los valores VaR[X; q] y
TVaR[X; q] de la distribución a posteriori, para valores q=0.95, 0.99, 0.997, 0.999
y 0.999, además del intervalo de credibilidad al 95 por ciento.

Tabla 6.10: Estad́ısticos descriptivos de siete categoŕıas de riesgos debidas a riesgos
operacionales (en millones de L).

Tipo de riesgo Número de Media D. t́ıpica
pérdidas muestral muestral

1. Fraude interno 1247 32.24 269.43
2. Fraude externo 538 15.60 69.68
3. Prácticas de empleo y seguridad laboral 721 7.84 20.04
4. Interrupción negocio 45 22.46 33.25
5. Clientes, productos y fallos de sistemas 6526 36.59 268.28
6. Daños en activos f́ısicos 2395 74.91 1192.55
7. Ejecución, entrega y gestión de procesos 75 7.39 17.72
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Figura 6.8: Funciones de densidad a priori (ĺınea discontinua) y a posteriori (ĺınea
continua) del modelo exponencial-gamma invertida en riesgo operacional tipo 1
(gráfica superior) y riesgo operacionales tipo 4 (gráfico inferior).
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Tabla 6.11: Estad́ısticos para los datos de riesgos operacionales para los tipos de
riesgos 1, 2 y 3.

Cantidades Riesgo 1 Riesgo 2 Riesgo 3
a inicial 1.8129 1.8451 1.9378
b inicial 29.4315 14.7437 8.1359
a final 1248.8100 539.8450 722.9380
b final 40232.7000 8407.5400 5660.7800
E[Θ] 36.2061 17.4459 8.6761
DT[Θ] 40.1575 18.9774 8.9594
E[Xn+1|X] 32.2426 15.6029 7.8411
DT[Xn+1|X] 0.9131 0.6728 0.2920
Factor de credibilidad 0.9993 0.9984 0.9987
VaR[X; 0,95] 33.7732 16.7413 8.3334
VaR[X; 0,99] 34.4436 17.2544 8.5528
VaR[X; 0,997] 34.8670 17.5823 8.6923
VaR[X; 0,999] 35.2161 17.8548 8.8079
VaR[X; 0,9999] 35.8694 18.3699 9.0256
TVaR[X; 0,95] 34.1848 17.0566 8.4682
TVaR[X; 0,99] 34.7854 17.5197 8.6656
TVaR[X; 0,997] 35.1762 17.8242 8.7949
TVaR[X; 0,999] 35.5032 18.0809 8.9035
TVaR[X; 0,9999] 36.1235 18.5726 9.1108
Int. credib. inf. 0.95 30.5020 14.3394 7.2894
Int. credib. sup. 0.95 34.0810 16.9760 8.4339
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Tabla 6.12: Estad́ısticos para los datos de riesgos operacionales para los tipos de
riesgos 4, 5, 6 y 7.

Cantidades Riesgo 4 Riesgo 5 Riesgo 6 Riesgo 7
a inicial 2.2107 1.8167 1.8036 1.9565
b inicial 29.4373 33.5436 67.6850 7.8078
a final 47.2107 6527.8200 2396.80 76.9565
b final 1040.1400 238820.00 179477.00 562.0580
E[Θ] 24.3152 41.0700 84.2324 8.1626
DT[Θ] 22.0987 45.4446 93.9663 8.3460
E[Xn+1|X] 22.5086 36.5906 74.9131 7.3997
DT[Xn+1|X] 3.3476 0.4530 1.5308 0.8547
F. de credib. 0.9738 0.9999 0.999665 0.9874
VaR[X; 0,95] 28.4928 37.3419 77.4661 8.9049
VaR[X; 0,99] 31.8000 37.6608 78.5669 9.6858
VaR[X; 0,997] 34.1006 37.8599 79.2582 10.2143
VaR[X; 0,999] 36.1329 38.0227 79.8258 10.6719
VaR[X; 0,9999] 40.2951 38.3240 80.8822 11.5848
TVaR[X; 0,95] 30.5397 37.5376 78.1417 9.3870
TVaR[X; 0,99] 33.6952 37.8212 79.1243 10.1185
TVaR[X; 0,997] 35.9405 38.0037 79.7602 10.6259
TVaR[X; 0,999] 37.9452 38.1552 80.2903 11.0704
TVaR[X; 0,9999] 42.0907 38.4398 81.2907 11.9667
Int. credib. inf. 0.95 16.8858 35.7134 71.9722 5.9116
Int. credib. sup. 0.95 29.9627 37.4889 77.9725 9.2552
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Figura 6.9: Funciones de densidad teóricas del modelo de riesgos operacionales
LDA de pérdidas agregadas Poisson-exponencial de frecuencia baja λ = 1 (gráfico
superior) y λ = 2 (gráfico inferior) para diferentes severidades (θ es la pérdida
media de un suceso). La gráfica con ĺınea discontinua representa el modelo LDA
con mayor severidad media.
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Figura 6.10: Funciones de densidad teóricas del modelo de riesgos operacionales
LDA de pérdidas agregadas Poisson-exponencial de frecuencia media λ = 5 (gráfico
superior) y λ = 10 (gráfico inferior) para diferentes severidades (θ es la pérdida
media de un suceso). La gráfica con ĺınea discontinua representa el modelo LDA
con mayor severidad media.
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Figura 6.11: Funciones de densidad teóricas del modelo de riesgos operacionales
LDA de pérdidas agregadas Poisson-exponencial de frecuencia alta λ = 100 (gráfico
superior) y λ = 200 (gráfico inferior) para diferentes severidades (θ es la pérdida
media de un suceso). La gráfica con ĺınea discontinua representa el modelo LDA
con mayor severidad media.
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Caṕıtulo 7

Conclusiones

En este trabajo se ha realizado una investigación sobre el desarrollo, análisis y
aplicación de modelos de credibilidad en el ámbito de los seguros y en riesgos op-
eracionales. Se han presentado de una manera rigurosa, utilizando las herramientas
adecuadas en cada caso, los diferentes modelos de credibilidad, tanto los modelos
clásicos como los de desarrollo más reciente. Se han propuesto nuevas aporta-
ciones al tema. La exposición y desarrollo de los diferentes modelos ha venido
acompañada con su aplicación en problemas reales de naturaleza actuarial y de
riesgos operacionales.

El caṕıtulo 1 se ha dedicado al estudio del concepto de credibilidad, presentando
una perspectiva histórica. Las conclusiones son las siguientes:

La teoŕıa de la credibilidad constituye en la actualidad, uno de los temas
centrales de investigación y práctica en seguros.

El desarrollo histórico de la teoŕıa de la credibilidad ha venido asociado al
desarrollo metodológico de obtención de primas de seguros.

La utilización de la metodoloǵıa Bayesiana en credibilidad, ha supuesto un
importante avance metodológico de esta teoŕıa, y ha estado presente desde
sus oŕıgenes.

La investigación actual en teoŕıa de la credibilidad hace uso intensivo de
diversas metodoloǵıas de naturaleza matemática y estad́ıstica.

En el caṕıtulo 2 se han estudiado principios de primas y medidas de riesgo. Las
conclusiones de este caṕıtulo son:

Los diferentes principios de cálculo de primas, aśı como la metodoloǵıa asoci-
ada a su obtención, constituye un elemento imprescindible en la tarificación
mediante credibilidad.

207
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208 Conclusiones

De acuerdo con la literatura más reciente, se han descrito un total de 16
propiedades que debeŕıa verificar un principio de cálculo de prima.

Existen cuatro métodos para la obtención de primas: método ad-hoc, método
basado en caracterizaciones, método económico y método de las funciones
de pérdida.

Las medidas de riesgo y primas basadas en la cola de la distribución (es
decir valor en riesgo VaR y valor en riesgo en la cola TVaR) ocupan un lugar
destacado en la investigación actual en seguros y serán igualmente estudiadas
en este caṕıtulo.

El caṕıtulo 3 se ha dedicado a la modelización del riesgo en familias paramétri-
cas son. Las conclusiones son:

La modelización del riesgo por medio de familias paramétricas de distribu-
ciones constituye la metodoloǵıa clásica de establecer la población de refer-
encia tanto en seguros como en teoŕıa de la credibilidad.

Se han estudiado de forma detallada las siguientes distribuciones como mod-
elos de riesgo: distribuciones de Pareto, distribuciones exponencial, gamma y
gamma invertida, distribuciones normal y lognormal, distribución de Weibull
y distribución inversa Gaussiana.

Para las distribuciones de riesgo anteriores, se han obtenido expresiones cer-
radas para el valor en riesgo VaR y el valor en riesgo en la cola TVaR.

El análisis de las colas de una distribución es un aspecto clave en la decisión
de cuál distribución elegir.

Se ha introducido un modelo de regresión (modelización mediante covari-
ables) basado en la distribución inversa Gaussiana.

Los modelos anteriores han sido estimados y validados mediante técnicas
adecuadas con datos reales de pérdidas por huracanes.

Los instrumentos de estad́ıstica Bayesiana y las primas Bayes han sido estudi-
adas en el caṕıtulo 4. Las conclusiones son las siguientes:

la metodoloǵıa Bayesiana constituye el marco idóneo para el desarrollo de
nuevos modelos de credibilidad. Dicha metodoloǵıa se está aplicando con
éxito tanto en la práctica actuarial moderna como en la teoŕıa de la credi-
bilidad.

Se ha utilizado la metodoloǵıa Bayesiana para la estimación de diversas
familias paramétricas, entre ellas la distribución clásica de Pareto.
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Se ha presentado una importante clase de distribuciones de pérdida (sección
4.6) y se ha realizado su correspondiente estimación Bayesiana. Los esti-
madores obtenidos se puede escribir en términos de una fórmulas de credi-
bilidad.

La metodoloǵıa Bayesiana ha sido utilizada para estimar la prima de riesgo
a través, primero de la prima colectiva y, posteriormente mediante la prima
Bayes.

Las familias de distribuciones exponencial y exponencial de dispersión con-
stituyen dos importantes herramientas para la obtención de primas de cred-
ibilidad.

En el caṕıtulo 5 se han estudiado y propuestos diversos modelos de credibilidad.
Las conclusiones son las siguientes:

El modelo de Bühlmann (1967) de distribución libre constituye el punto de
partida de la moderna teoŕıa de la credibilidad. Dicho modelo no precisa de
ninguna hipótesis sobre la distribución de los parámetros, y da lugar a la
fórmula clásica de credibilidad, junto con la expresión del factor de credibil-
idad, donde se pondera tanto la experiencia individual como la información
disponible del colectivo.

El modelo de Bühlmann-Straub (1972) introduce observaciones ponderadas,
mejorando el modelo precedente.

Tomando como punto de partida el modelo de Bühlmann (1967), se han
desarrollado numerosos modelos de credibilidad, basados en metodoloǵıa
Bayesiana. El análisis Bayesiano constituye una herramienta imprescindible
cuando se quieren conjugar las dos fuentes de información de las que se
disponen en el escenario actuarial, esto es, la información individual o de una
póliza en particular y la información colateral, usualmente la de la cartera
de seguros. Con esta metodoloǵıa es posible obtener expresiones de credi-
bilidad cuando se utilizan pares de verosimilitudes y distribuciones a priori
ampliamente utilizadas en la práctica.

En un trabajo pionero Jewell (1974) y posteriormente Landsman y Makov
(1998) prueban que la expresión básica de credibilidad aparece siempre que
se utilice la familia de distribución exponencial, en el primer caso, y la familia
exponencial de dispersión en el segundo. También se ha demostrado que es
posible obtener nuevas expresiones de credibilidad utilizando la función de
pérdida cuadrática ponderada y equilibrada. Se obtiene entonces un modelo
mucho más general que de nuevo incluye a los anteriores.
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Se han revisado modelos de credibilidad basados en funciones de pérdida
generales, como el propuesto por Gómez-Déniz (2008a) construido a partir
de la función de pérdida cuadrática ponderada y equilibrada. Este modelo
es más general que muchos de los modelos anteriores, en el sentido que los
incluye como caso particular.

La metodoloǵıa Bayesiana no está libre de cŕıticas, debido en buena parte
a la utilización de la distribución a priori, que puede ser elegida libremente
por el actuario. Por esta razón se han propuesto otros modelos que tratan de
salvar este posible inconveniente. El primero de ellos es el modelo jerárquico,
que permite asignar una distribución a priori (hiper-priori) a alguno de los
parámetros de la distribución a priori. De este modo la elección de ésta ya
no puede ser vista como arbitraria, si la distribución hiper-priori que se elija
es del tipo no informativa.

En esta investigación se han desarrollado tres modelos jerárquicos diferentes.
El primero de ellos aśı como el modelo jerárquico normal son totalmente
novedosos, basados en algunos modelos de Klugman (1992). Los resultados
obtenidos por los nuevos modelos mejoran los resultados obtenidos por Klug-
man.

Otra v́ıa alternativa para salvar la cŕıtica a la metodoloǵıa Bayesiana la
constituyen los modelos de credibilidad basados en el análisis de robustez
Bayesiana, los basados en la aproximación gamma-minimax y posterior re-
gret gamma-minimax. En el último caso se ha presentado un nuevo mode-
lo que constituye una generalización del modelo de Jewell (1974) y del de
Landsman y Makov (1998), y que incluye a éstos como casos particulares.

Finalmente, el caṕıtulo 6 se han presentado aplicaciones de los modelos de cred-
ibilidad en riesgos operacionales. Se ha realizado una reflexión sobre la metodoloǵıa
a utilidad, fundamentalmente de carácter Bayesiano, donde las fórmulas de predic-
ción basadas en la teoŕıa de la credibilidad juegan un papel importante. Desta-
camos las siguientes conclusiones:

Para la modelización de la frecuencia de sucesos debidos a riesgos opera-
cionales de debe combinar tanto la información de los datos como la experi-
encia del sector. A este respecto, los modelos presentados Poisson-gamma y
binomial-beta recogen estas caracteŕısticas.

Los modelos para estudiar la severidad, deben igualmente combinar los dos
tipos de información: muestral y del colectivo. Con este propósito, los mode-
los de credibilidad parecen adecuados. Los modelos lognormal-normal, Pareto
generalizada-gamma, exponencial-gamma invertida y Pareto clásica-gamma
resultan adecuados dependiendo de la naturaleza de la información disponible.
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En todos estos casos existe una fórmula de credibilidad para realizar la
predicción.

Siguiendo las recomendaciones de Basilea II, los modelos de pérdidas agre-
gadas (proceso LDA) son especialmente útiles. Para el ajuste y cómputo de
la distribución agregada, se conocen muchas de sus propiedades, y es posible
obtener las distribuciones exactas.

Se han obtenido y descrito diversas distribuciones exactas de modelos LDA,
que permiten obtener probabilidades y momentos exactos, sin necesidad de
recurrir a técnicas e simulación.

Los modelos anteriores han sido estimados con información real de pérdidas
debidas a riesgos operacionales. Se han obtenido estimadores de credibilidad
para la predicción del siguiente peŕıodo.
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Apéndice A

Datos de Klugman (1991)

Clase Año Pij Yij Clase Año Pij Yij

1 1 32,322 1 5 1 310,389 15
1 2 33,779 4 5 2 292,464 10
1 3 43,548 3 5 3 262,560 18
1 4 46,686 5 5 4 273,257 25
1 5 34,713 1 5 5 372,730 27
1 6 32,857 3 5 6 263,443 20
1 7 36,600 4 5 7 355,826 28
2 1 45,995 3 6 1 291,784 27
2 2 37,888 1 6 2 267,439 44
2 3 34,581 0 6 3 288,555 40
2 4 28,298 0 6 4 308,364 31
2 5 45,265 2 6 5 387,095 40
2 6 39,945 0 6 6 351,445 34
2 7 39,322 4 6 7 342,518 37
3 1 289,047 5 7 1 0,000 0
3 2 392,176 8 7 2 0,000 0
3 3 368,982 8 7 3 0,000 0
3 4 323,770 8 7 4 0,000 0
3 5 385,222 16 7 5 0,000 0
3 6 346,390 8 7 6 0,000 0
3 7 324,132 9 7 7 0,000 0
4 1 0,000 0 8 1 41,403 3
4 2 0,000 0 8 2 34,066 11
4 3 0,000 0 8 3 32,729 4
4 4 0,037 0 8 4 32,235 0
4 5 0,000 0 8 5 32,777 2
4 6 0,000 0 8 6 28,620 4
4 7 0,000 0 8 7 24,263 1
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Clase Año Pij Yij Clase Año Pij Yij

9 1 6,452 0 15 1 215,898 11
9 2 6,927 1 15 2 224,229 11
9 3 5,851 0 15 3 224,306 10
9 4 3,033 1 15 4 212,232 6
9 5 1,787 0 15 5 245,198 11
9 6 1,074 1 15 6 203,698 16
9 7 0,685 0 15 7 210,496 15

10 1 537,311 11 16 1 57,265 4
10 2 569,041 12 16 2 62,662 3
10 3 597,146 15 16 3 66,984 6
10 4 570,295 15 16 4 63,211 3
10 5 1116,750 18 16 5 77,680 4
10 6 774,454 10 16 6 61,944 3
10 7 534,953 11 16 7 44,195 3
11 1 149,683 6 17 1 347,835 22
11 2 157,947 6 17 2 326,396 7
11 3 174,549 5 17 3 307,978 13
11 4 181,317 10 17 4 350,914 20
11 5 202,066 13 17 5 546,047 23
11 6 187,564 7 17 6 410,980 8
11 7 229,830 8 17 7 377,287 18
12 1 609,467 20 18 1 0,000 0
12 2 645,375 20 18 2 0,000 0
12 3 667,384 27 18 3 0,000 0
12 4 573,144 15 18 4 0,000 0
12 5 782,643 38 18 5 0,000 0
12 6 478,749 8 18 6 0,000 0
12 7 454,967 13 18 7 0,000 0
13 1 120,027 0 19 1 77,909 3
13 2 131,020 1 19 2 78,925 0
13 3 161,145 8 19 3 77,558 1
13 4 182,135 5 19 4 69,525 1
13 5 276,520 11 19 5 65,972 0
13 6 158,310 2 19 6 63,274 0
13 7 168,420 7 19 7 75,335 2
14 1 196,722 13 20 1 1787,463 50
14 2 209,923 12 20 2 2027,230 90
14 3 196,199 13 20 3 1853,812 54
14 4 188,820 14 20 4 1742,135 63
14 5 202,807 19 20 5 2119,499 56
14 6 180,979 8 20 6 1545,169 35
14 7 195,628 6 20 7 1315,368 22
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Clase Año Pij Yij Clase Año Pij Yij

21 1 258,885 10 27 1 131,306 1
21 2 314,825 10 27 2 130,015 2
21 3 299,999 10 27 3 138,982 1
21 4 314,081 11 27 4 131,359 5
21 5 258,487 17 27 5 187,921 6
21 6 235,082 8 27 6 148,775 3
21 7 230,142 8 27 7 134,179 3
22 1 86,381 4 28 1 103,473 3
22 2 95,036 4 28 2 102,280 0
22 3 134,285 4 28 3 111,964 1
22 4 113,491 8 28 4 115,853 2
22 5 141,717 0 28 5 164,759 3
22 6 128,956 0 28 6 138,420 3
22 7 105,489 1 28 7 123,096 0
23 1 766,953 7 29 1 129,504 5
23 2 912,516 8 29 2 150,853 13
23 3 866,413 9 29 3 180,207 8
23 4 898,687 15 29 4 226,038 21
23 5 1806,752 34 29 5 499,272 33
23 6 1018,684 14 29 6 344,642 13
23 7 984,843 11 29 7 436,146 21
24 1 62,153 1 30 1 18,708 0
24 2 84,116 1 30 2 16,761 2
24 3 75,524 1 30 3 9,341 0
24 4 109,237 1 30 4 11,269 0
24 5 119,034 2 30 5 2,485 0
24 6 116,794 1 30 6 2,056 0
24 7 136,571 3 30 7 1,556 0
25 1 3431,494 59 31 1 133,124 6
25 2 3882,069 68 31 2 156,835 13
25 3 3805,563 76 31 3 256,429 20
25 4 3919,527 77 31 4 253,184 9
25 5 4352,809 94 31 5 157,622 12
25 6 3949,550 73 31 6 75,804 2
25 7 3927,784 73 31 7 71,884 4
26 1 32,582 2 32 1 220,004 13
26 2 24,922 2 32 2 206,989 15
26 3 30,317 2 32 3 222,724 15
26 4 29,732 2 32 4 268,898 12
26 5 49,201 0 32 5 291,268 39
26 6 34,379 4 32 6 290,797 22
26 7 21,536 0 32 7 244,777 20
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Clase Año Pij Yij Clase Año Pij Yij

33 1 3,769 0 39 1 239,966 26
33 2 1,985 0 39 2 242,634 27
33 3 3,108 0 39 3 295,803 31
33 4 3,046 0 39 4 281,269 25
33 5 14,316 0 39 5 376,989 36
33 6 10,908 1 39 6 234,967 20
33 7 10,516 0 39 7 218,695 18
34 1 283,926 8 40 1 29,923 1
34 2 217,928 15 40 2 33,448 3
34 3 229,275 18 40 3 32,704 2
34 4 224,755 0 40 4 40,210 2
34 5 427,331 4 40 5 53,806 0
34 6 384,840 1 40 6 45,562 1
34 7 420,079 1 40 7 45,396 0
35 1 9,159 0 41 1 1100,645 54
35 2 4,492 0 41 2 1241,328 54
35 3 7,229 0 41 3 1185,711 48
35 4 9,169 0 41 4 1251,523 35
35 5 8,106 0 41 5 1420,391 44
35 6 12,594 0 41 6 1281,866 82
35 7 8,913 0 41 7 1170,673 30
36 1 981,952 22 42 1 43,101 1
36 2 527,044 17 42 2 34,826 0
36 3 533,930 21 42 3 47,346 2
36 4 451,839 19 42 4 70,784 2
36 5 352,529 20 42 5 26,081 0
36 6 230,163 16 42 6 77,421 0
36 7 243,936 19 42 7 7,120 2
37 1 543,295 12 43 1 1348,008 48
37 2 540,957 20 43 2 1408,717 59
37 3 515,061 22 43 3 1616,470 65
37 4 534,942 12 43 4 1485,584 73
37 5 620,379 13 43 5 1954,211 91
37 6 553,122 17 43 6 1528,900 62
37 7 510,214 9 43 7 1252,694 43
38 1 1029,563 67 44 1 1123,507 43
38 2 1097,433 58 44 2 1148,065 37
38 3 1272,550 68 44 3 1198,427 36
38 4 1357,884 92 44 4 1258,329 56
38 5 1622,744 68 44 5 1290,727 70
38 6 1160,147 77 44 6 1213,667 26
38 7 1056,315 57 44 7 1209,309 47
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Clase Año Pij Yij Clase Año Pij Yij

45 1 1558,521 50 51 1 14,229 0
45 2 1798,188 54 51 2 13,704 0
45 3 1804,204 48 51 3 15,445 1
45 4 1963,514 81 51 4 25,915 0
45 5 2758,736 122 51 5 38,275 0
45 6 2266,418 55 51 6 27,823 0
45 7 2135,638 77 51 7 18,472 0
46 1 1677,159 84 52 1 89,758 4
46 2 1818,022 132 52 2 118,457 1
46 3 1716,822 134 52 3 126,104 3
46 4 1828,931 94 52 4 106,947 5
46 5 2389,001 141 52 5 117,231 7
46 6 1838,996 93 52 6 101,401 2
46 7 1586,483 106 52 7 57,373 6
47 1 107,175 0 53 1 149,060 1
47 2 95,723 2 53 2 189,778 2
47 3 78,302 0 53 3 152,892 3
47 4 37,141 0 53 4 186,371 3
47 5 33,023 1 53 5 245,861 3
47 6 31,017 0 53 6 216,972 3
47 7 43,081 0 53 7 104,665 6
48 1 113,138 5 54 1 0,000 0
48 2 148,338 15 54 2 0,000 0
48 3 199,211 9 54 3 0,000 0
48 4 245,298 12 54 4 0,075 0
48 5 305,085 13 54 5 0,000 0
48 6 282,832 14 54 6 0,000 0
48 7 179,536 15 54 7 0,000 0
49 1 389,615 11 55 1 161,352 19
49 2 352,236 7 55 2 232,134 16
49 3 465,380 12 55 3 145,447 14
49 4 458,031 12 55 4 178,502 12
49 5 686,360 12 55 5 220,084 9
49 6 707,343 9 55 6 111,862 2
49 7 499,189 16 55 7 119,294 10
50 1 85,845 2 56 1 15,655 0
50 2 85,783 0 56 2 18,035 0
50 3 104,434 0 56 3 23,572 1
50 4 99,875 2 56 4 26,767 0
50 5 103,061 0 56 5 0,201 0
50 6 96,433 2 56 6 21,955 0
50 7 78,010 3 56 7 23,234 3
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Clase Año Pij Yij Clase Año Pij Yij

57 1 117,163 6 63 1 3,119 0
57 2 134,122 13 63 2 3,685 0
57 3 139,911 6 63 3 3,764 0
57 4 160,603 8 63 4 3,831 0
57 5 188,862 10 63 5 4,993 1
57 6 210,026 10 63 6 3,780 0
57 7 204,768 3 63 7 2,618 0
58 1 150,296 0 64 1 28,386 0
58 2 166,081 3 64 2 32,964 1
58 3 155,572 0 64 3 44,084 0
58 4 150,686 0 64 4 81,340 2
58 5 225,843 3 64 5 89,199 1
58 6 73,296 1 64 6 81,750 0
58 7 191,223 1 64 7 87,903 2
59 1 273,622 2 65 1 91,605 1
59 2 312,386 4 65 2 112,329 1
59 3 384,966 7 65 3 90,227 2
59 4 408,276 4 65 4 115,104 3
59 5 748,580 11 65 5 106,548 2
59 6 426,061 5 65 6 89,530 3
59 7 376,149 3 65 7 101,780 1
60 1 196,698 4 66 1 64,214 0
60 2 217,671 3 66 2 81,465 0
60 3 239,066 6 66 3 66,600 0
60 4 235,468 5 66 4 82,745 0
60 5 366,125 3 66 5 94,381 1
60 6 280,203 4 66 6 86,545 1
60 7 202,221 2 66 7 92,120 1
61 1 0,000 0 67 1 113,122 2
61 2 0,000 0 67 2 141,183 6
61 3 0,288 0 67 3 186,196 12
61 4 0,433 1 67 4 214,230 12
61 5 1,312 0 67 5 193,758 10
61 6 1,268 0 67 6 221,813 10
61 7 0,806 0 67 7 201,130 8
62 1 128,762 6 68 1 7,329 0
62 2 129,566 5 68 2 13,180 0
62 3 156,728 2 68 3 8,650 0
62 4 170,342 4 68 4 7,822 1
62 5 205,975 5 68 5 13,752 0
62 6 161,752 1 68 6 9,581 0
62 7 128,477 1 68 7 10,006 1
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Clase Año Pij Yij Clase Año Pij Yij

69 1 174,102 2 75 1 259,342 10
69 2 201,453 3 75 2 282,100 31
69 3 209,368 5 75 3 265,376 34
69 4 253,491 6 75 4 254,058 27
69 5 265,070 2 75 5 335,424 33
69 6 269,752 5 75 6 244,496 23
69 7 192,365 8 75 7 214,138 20
70 1 38,714 0 76 1 646,899 31
70 2 40,550 0 76 2 706,321 27
70 3 48,034 0 76 3 699,304 25
70 4 47,987 0 76 4 705,517 34
70 5 58,351 0 76 5 867,373 46
70 6 54,275 0 76 6 638,322 38
70 7 54,812 0 76 7 572,799 56
71 1 83,008 3 77 1 107,353 5
71 2 82,796 3 77 2 104,486 8
71 3 99,997 0 77 3 124,194 12
71 4 106,843 5 77 4 175,424 7
71 5 145,506 4 77 5 206,059 12
71 6 110,815 5 77 6 177,489 7
71 7 103,664 5 77 7 167,093 9
72 1 121,196 10 78 1 77,171 3
72 2 148,555 6 78 2 76,506 6
72 3 186,487 6 78 3 98,673 6
72 4 309,997 21 78 4 103,028 13
72 5 265,607 14 78 5 122,334 16
72 6 228,599 10 78 6 57,534 4
72 7 107,859 7 78 7 80,913 12
73 1 66,966 2 79 1 263,738 28
73 2 65,204 5 79 2 308,347 27
73 3 79,769 2 79 3 296,709 18
73 4 73,765 0 79 4 303,772 23
73 5 108,141 6 79 5 377,930 39
73 6 84,860 3 79 6 185,310 14
73 7 90,598 4 79 7 172,616 26
74 1 820,970 64 80 1 1013,867 39
74 2 1071,589 57 80 2 956,509 35
74 3 851,567 65 80 3 1041,898 39
74 4 772,685 41 80 4 1122,146 34
74 5 1126,973 65 80 5 1400,163 51
74 6 416,385 36 80 6 1034,801 41
74 7 308,005 16 80 7 891,256 56
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Clase Año Pij Yij Clase Año Pij Yij

81 1 111,090 9 87 1 28,988 3
81 2 106,213 10 87 2 21,153 8
81 3 102,541 7 87 3 19,404 4
81 4 113,139 12 87 4 13,989 1
81 5 168,177 13 87 5 5,164 1
81 6 149,237 10 87 6 10,733 0
81 7 89,148 13 87 7 3,488 0
82 1 2913,910 82 88 1 7,247 0
82 2 2941,158 106 88 2 8,407 0
82 3 3413,532 81 88 3 10,825 0
82 4 3402,478 104 88 4 6,140 0
82 5 4313,542 132 88 5 18,044 1
82 6 3024,050 96 88 6 6,229 1
82 7 2844,038 89 88 7 3,670 0
83 1 3175,937 224 89 1 106,135 30
83 2 3058,315 148 89 2 93,503 36
83 3 3226,647 160 89 3 96,455 26
83 4 3575,413 199 89 4 118,534 73
83 5 4517,677 228 89 5 112,757 54
83 6 3478,879 178 89 6 93,584 48
83 7 2593,355 178 89 7 79,629 40
84 1 79,582 4 90 1 76,405 6
84 2 58,306 7 90 2 80,802 1
84 3 100,149 11 90 3 82,884 9
84 4 78,744 10 90 4 101,123 11
84 5 231,495 24 90 5 164,261 6
84 6 276,840 11 90 6 95,666 7
84 7 459,901 34 90 7 89,050 4
85 1 84,886 9 91 1 1328,932 31
85 2 94,043 3 91 2 1334,186 33
85 3 98,463 14 91 3 1334,642 32
85 4 132,101 13 91 4 1439,621 55
85 5 211,462 17 91 5 1900,358 57
85 6 172,669 28 91 6 1575,137 33
85 7 194,281 19 91 7 1495,906 39
86 1 0,000 0 92 1 1283,025 54
86 2 21,319 0 92 2 1337,012 61
86 3 20,923 0 92 3 1355,122 68
86 4 18,530 0 92 4 1519,127 91
86 5 27,521 1 92 5 1963,594 53
86 6 10,468 0 92 6 1524,377 80
86 7 11,961 0 92 7 1419,202 76
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Clase Año Pij Yij Clase Año Pij Yij

93 1 306,705 3 99 1 1055,156 25
93 2 314,853 1 99 2 1065,292 30
93 3 357,296 0 99 3 1141,624 35
93 4 439,514 4 99 4 1193,582 48
93 5 602,841 4 99 5 1615,875 61
93 6 554,907 3 99 6 1337,935 49
93 7 571,591 4 99 7 1269,005 38
94 1 209,037 1 100 1 309,501 10
94 2 249,768 3 100 2 347,849 16
94 3 242,952 3 100 3 339,384 16
94 4 223,889 3 100 4 323,840 11
94 5 286,412 12 100 5 410,613 15
94 6 247,946 6 100 6 325,568 8
94 7 246,528 4 100 7 301,404 9
95 1 598,297 12 101 1 1768,157 12
95 2 633,966 15 101 2 1809,730 18
95 3 650,776 12 101 3 1096,204 20
95 4 761,772 12 101 4 2053,998 20
95 5 863,569 27 101 5 2942,043 25
95 6 784,155 15 101 6 2383,743 30
95 7 748,876 18 101 7 2327,415 27
96 1 511,401 41 102 1 317,952 6
96 2 609,635 27 102 2 318,712 18
96 3 518,000 11 102 3 305,967 16
96 4 561,834 9 102 4 342,672 7
96 5 617,042 10 102 5 463,343 19
96 6 448,895 6 102 6 340,908 13
96 7 501,484 8 102 7 329,476 10
97 1 591,968 26 103 1 183,162 12
97 2 609,840 23 103 2 204,070 11
97 3 641,186 32 103 3 215,898 15
97 4 673,982 41 103 4 254,076 22
97 5 801,838 40 103 5 309,034 16
97 6 592,050 44 103 6 270,101 21
97 7 516,338 24 103 7 244,806 24
98 1 3307,708 46 104 1 49,076 6
98 2 3156,211 42 104 2 46,452 3
98 3 3223,638 65 104 3 53,448 3
98 4 3269,966 60 104 4 45,917 0
98 5 4895,145 103 104 5 66,054 0
98 6 3694,214 75 104 6 52,828 3
98 7 3564,236 55 104 7 43,959 1
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Clase Año Pij Yij Clase Año Pij Yij

105 1 2126,661 63 111 1 63,785 6
105 2 2273,041 63 111 2 67,671 3
105 3 2325,099 77 111 3 77,918 2
105 4 2452,336 61 111 4 82,328 6
105 5 3209,569 93 111 5 105,884 4
105 6 2439,080 68 111 6 75,422 5
105 7 2236,104 62 111 7 70,851 10
106 1 39,867 1 112 1 12075,618 29
106 2 39,843 2 112 2 12618,147 24
106 3 42,824 1 112 3 13622,255 21
106 4 37,455 1 112 4 14833,854 26
106 5 54,205 3 112 5 21163,600 45
106 6 40,643 0 112 6 19070,066 31
106 7 37,574 2 112 7 18809,666 45
107 1 231,292 0 113 1 2582,738 18
107 2 250,281 1 113 2 3288,781 25
107 3 241,722 1 113 3 3107,033 25
107 4 245,193 0 113 4 3201,166 17
107 5 448,444 0 113 5 4361,026 46
107 6 341,276 0 113 6 3310,561 33
107 7 295,566 0 113 7 2020,386 12
108 1 679,884 14 114 1 3178,428 3
108 2 906,121 17 114 2 2294,945 11
108 3 950,964 7 114 3 2563,539 8
108 4 977,763 9 114 4 2828,968 6
108 5 1340,554 20 114 5 4422,089 9
108 6 1026,951 24 114 6 3809,180 14
108 7 969,722 31 114 7 4112,043 9
109 1 53,708 3 115 1 142,476 2
109 2 67,571 2 115 2 153,847 0
109 3 63,940 5 115 3 172,002 4
109 4 71,650 1 115 4 186,035 5
109 5 98,161 4 115 5 202,441 1
109 6 79,249 7 115 6 185,968 2
109 7 59,117 3 115 7 191,504 4
110 1 44,035 1 116 1 818,162 6
110 2 48,523 2 116 2 831,213 1
110 3 57,823 3 116 3 911,948 18
110 4 45,613 3 116 4 1031,709 13
110 5 72,047 1 116 5 1439,935 21
110 6 30,096 1 116 6 1184,156 8
110 7 24,968 2 116 7 1254,184 9
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Clase Año Pij Yij Clase Año Pij Yij

117 1 471,076 2 123 1 104,253 2
117 2 261,442 6 123 2 138,179 2
117 3 439,570 10 123 3 139,056 2
117 4 421,738 2 123 4 172,297 5
117 5 842,236 6 123 5 187,190 5
117 6 96,233 4 123 6 132,517 5
117 7 72,651 0 123 7 142,657 2
118 1 90,679 2 124 1 3,275 0
118 2 89,372 3 124 2 5,693 0
118 3 75,521 3 124 3 4,508 0
118 4 98,495 7 124 4 4,805 0
118 5 119,188 3 124 5 9,067 0
118 6 94,799 2 124 6 5,967 0
118 7 70,064 3 124 7 5,588 0
119 1 5100,537 23 125 1 13,182 3
119 2 5307,799 26 125 2 20,734 2
119 3 2885,003 31 125 3 15,334 3
119 4 6305,052 22 125 4 17,762 1
119 5 8304,123 41 125 5 17,228 0
119 6 7028,993 46 125 6 1,666 11
119 7 6541,694 37 125 7 1,740 1
120 1 1310,079 24 126 1 76,205 1
120 2 1596,148 38 126 2 70,900 0
120 3 1577,690 34 126 3 87,235 2
120 4 1671,204 38 126 4 100,693 0
120 5 2328,100 73 126 5 143,081 0
120 6 2066,956 63 126 6 120,950 0
120 7 1728,151 50 126 7 123,444 2
121 1 66,772 0 127 1 180,970 4
121 2 70,669 0 127 2 249,116 5
121 3 70,737 0 127 3 221,405 7
121 4 73,274 0 127 4 161,425 7
121 5 87,124 2 127 5 199,852 6
121 6 83,261 0 127 6 172,033 6
121 7 89,242 0 127 7 140,378 7
122 1 2113,111 17 128 1 0,000 0
122 2 2294,597 38 128 2 0,000 0
122 3 2585,560 38 128 3 0,000 0
122 4 2524,492 53 128 4 0,000 0
122 5 3616,607 78 128 5 0,000 0
122 6 2887,929 81 128 6 0,000 0
122 7 2870,043 67 128 7 0,000 0
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Clase Año Pij Yij Clase Año Pij Yij

129 1 795,167 19 132 1 2,317 0
129 2 1147,475 26 132 2 3,972 0
129 3 950,837 27 132 3 33,190 0
129 4 849,241 15 132 4 47,261 2
129 5 976,607 22 132 5 35,413 2
129 6 673,329 16 132 6 16,984 1
129 7 535,045 15 132 7 18,797 0
130 1 82,610 0 133 1 66,213 2
130 2 87,124 2 133 2 65,696 0
130 3 111,903 0 133 3 69,913 0
130 4 123,734 1 133 4 46,289 0
130 5 120,606 3 133 5 91,119 0
130 6 148,423 1 133 6 78,456 1
130 7 70,599 0 133 7 84,362 2
131 1 61,802 0
131 2 116,093 2
131 3 64,425 2
131 4 56,817 0
131 5 92,627 1
131 6 119,006 6
131 7 120,145 8
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[27] Castillo, E., Hadi, A.S., Balakrishnan, N., Sarabia, J.M. (2005). Extreme Val-
ue and Related Models with Applications in Engineering and Science. John
Wiley, New York.

[28] Centeno, M.L., Silva, J.M. (2002). Optimal bonus scales under path-
dependent bonus rules. Scandinavian Actuarial Journal, 2, 129–136.

[29] Chavez-Demoulin, V., Embrechts, P., Neslehová, J. (2006). Quantitative mod-
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[54] Gómez-Déniz, E., Hernández, A., Vázquez-Polo, F. (1999b). The Esscher pre-
mium principle in risk theory: a Bayesian sensitivity study. Insurance: Mathe-
matics and Economics, 25, 387–395.

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



BIBLIOGRAFÍA 229
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[64] Gómez-Déniz, E., Vázquez, F., Pérez, J. (2006b). A note on computing bonus-
malus insurance premiums using a hierarchical Bayesian framework. Test, 15,
345–359.

[65] Goovaerts, M.J., De Pril, N. (1980). Survival probabilities based on Pareto
claim distributions. Astin Bulletin, 11, 154–157.

[66] Goovaerts, M.J., Kaas, R., Van Heerwaarden, A.E., Bauwelinckx, T. (1990).
Effective Actuarial Methods. North-Holland, Amsterdam.

© FUNDACIÓN MAPFRE 
Prohibida la reproducción total o parcial de esta obra sin el permiso escrito del autor o de  FUNDACIÓN MAPFRE 



230 BIBLIOGRAFÍA
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[121] Pérez, J.M., Sarabia, J.M., Gómez-Déniz, E., Vázquez, F.J. (2006). Applying
a Bayesian hierarchical model in Actuarial Science: inference and ratemaking.
In: Distribution Models Theory. World Scientific.

[122] Pielke, R.A., Landsea, C.W. (1998). Normalized Hurricane Damages in the
United States: 1925-95. Weather and Forecasting, 13, 621–631.

[123] Press, S.J. (2003). Subjective and Objective Bayesian Statistics: Principles,
Models and Applications. John Wiley, New York.
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dato de pérdidas, 35, 50, 75
dato normalizado, 50
diagram de barras, 69

distribución
a posteriori, 64–67, 69–71, 73, 76,

80, 85–87, 101, 103
a priori, 62–64, 66–71, 73, 76, 80,

81, 83, 86, 90, 91, 98, 100–
103, 110

beta, 69, 71, 91, 115, 125
beta de segunda especie, 85, 87,

133
binomial, 69, 125
binomial negativa, 84, 90–94
binomial negativa-inversa Gaus-

siana, 198
chi-cuadrado, 40, 74
conjugada, 73, 101
de Burr, 79
de Cauchy, 159
de Gumbel, 30
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fórmula
de credibilidad, 61, 62, 71, 74,

78, 81, 91, 100, 104
factor

de credibilidad, 6, 8, 10, 11, 115,
116, 118–121, 125, 128, 132,
145, 147, 154, 156, 158, 164,
168, 175, 180, 182, 185

familia de distribuciones
exponencial, 99, 106, 123, 154,

168
exponencial de dispersión, 102,

128
función

beta, 116, 133
confluente hipergeométrica, 133,

134
de densidad, 36–38, 40, 43, 47,

51
de distorsión de la cola, 22
de distribución, 40, 43, 44, 47
de distribución inversa, 29
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