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RESUMEN  
 
 

El impacto de las altas temperaturas en la mortalidad española toma cada vez más 

importancia en un contexto de cambio climático. Este trabajo busca predecir la mortalidad 

de las personas en edades afectadas por el verano del 2022 para materializar el riesgo, 

desde un punto de vista actuarial, a causa de un aumento por encima de lo esperado en la 

mortalidad. 

En primer lugar, se lleva a cabo un análisis mediante modelos GLM para identificar para 

qué edades, diferenciando por el género, se experimenta un impacto en la mortalidad a 

causa de altas temperaturas. A continuación, mediante la modelización de dos series 

temporales (mortalidad y temperatura) usando metodología VAR, la cual permite 

relacionar estas dos series, se estudia la causalidad y función impulso-respuesta entre la 

mortalidad diaria para un rango de edad vulnerable y la temperatura máxima diaria para 

ese mismo periodo de tiempo. Finalmente, se predice la mortalidad futura para estas 

edades teniendo en cuenta los valores pasados de la temperatura y de la mortalidad. 

Los resultados muestran como las altas temperaturas causan a la mortalidad tomando los 

datos del 2022 y cómo usando los valores pasados diarios de ese año de la variable 

climática, se estima un aumento en la mortalidad diaria futura. Además se demuestra 

como existe un mayor efecto en la mortalidad de las mujeres, sobre todo para edades 

avanzadas, más que para los hombres. 

 

Palabras Clave: Mortalidad, altas temperaturas, modelo VAR, función impulso-

respuesta. 
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1. INTRODUCCIÓN. 
 

El cambio climático y sus efectos directos en la salud humana son cada vez más 

estudiados debido a las grandes repercusiones que pueden ocurrir en pocos años si no se 

aplican soluciones eficientes. Europa se posiciona como un área climática clave para 

aplicar políticas de prevención y mitigación, ya que esta también sufrió y sufre en la 

actualidad de manera directa los efectos climatológicos. 

 

En el verano del 2022 se experimentaron temperaturas extremadamente altas en la mayor 

parte de Europa, especialmente al sur del continente en los países colindantes con el mar. 

En España el número de fallecidos en el mes de julio superó al mes de diciembre, donde 

la mortalidad española tendía siempre a tener uno de los picos más altos. 

Estos datos reflejan una correlación positiva entre defunciones y altas temperaturas y 

cómo comprender estas puede ser muy útil para entender los posibles valores futuros que 

puede tomar la mortalidad, siendo esta la motivación del estudio. Estimar la mortalidad 

en función de variables significativas como las climáticas permite, desde un punto de 

vista actuarial, gestionar mejor el riesgo, anticiparse a situaciones de estrés y asegurar así 

que el capital es suficiente para cubrir siniestros inesperados en seguros vida riesgo o que 

las primas son suficientes para cubrir la demanda en seguros de salud. 

 

El objetivo de este trabajo es conocer, diferenciando entre hombres y mujeres, para qué 

edades las olas de calor tienen un impacto significativo en la mortalidad. Determinadas 

las edades vulnerables, será para estas para las que se deba predecir su mortalidad futura 

ya que cuentan con mayor incertidumbre al estar influidas por la temperatura máxima, la 

cual antes no tenía tanto impacto y que en el futuro se espera que continúen creciendo por 

informes como el de la Organización Mundial de la Salud (OMS) publicado en el 2023. 

 

Para realizar el estudio, en primer lugar, se van a utilizar modelos lineales generalizados 

(Generalized Lineal Models, GLM) para conocer las edades afectadas por las 

temperaturas. El uso de estos modelos surge a raíz de la falta de linealidad entre las 

variables mortalidad y temperatura y la estimación de la distribución de mortalidad 

mediante Kernel, donde los resultados se ajustan a una Poisson. 
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Con los datos de la mortalidad mensual del 2022 de las mujeres para los meses de abril a 

septiembre de cada edad desde los 0 años hasta los 101 años, se realizan 101 modelos 

(uno para cada edad) siendo la variable dependiente la mortalidad (para esa edad) y la 

variable explicativa la temperatura. En cada modelo se analiza si la variable independiente 

tiene impacto significativo en la mortalidad. Este proceso se repite con la mortalidad 

mensual de los hombres para cada edad desde los 0 años hasta los 101 años. 

 

En cuanto a esta primera parte metodológica, los resultados indican como hay diferencia 

en las edades afectadas según el género. Para las mujeres, a partir de los 80 años en 

adelante, el calor tiene un impacto muy significativo en la mortalidad. Para los hombres 

el tramo más afectado por esta variable climática se encuentra entre los 50 a 75 años. 

Además, es notable que las mujeres tienen más edades vulnerables que los hombres, 

siendo en estos menor el impacto y menos significativo. 

Estas conclusiones son acordes a las estudiadas en otros trabajos, como en Ballester et al. 

(2023) donde en general para todos los países europeos existe la diferencia de género y 

edad cuando se estudia el impacto de las olas de calor. 

 

Las edades afectadas por altas temperaturas serán de interés para el estudio de predicción, 

y por ello, en segundo lugar, se va a llevar a cabo la modelización entre dos series 

temporales. Estas van a ser la temperatura máxima y la mortalidad diaria, también en el 

año 2022, para esas edades vulnerables afectadas por las temperaturas. 

Los modelos VAR, siendo una extensión de los ARIMA, permiten relacionar series 

temporales, pudiendo así crear la función respuesta al impulso y poder predecir una de 

las series (mortalidad) con la información de la otra (temperatura máxima). 

 

Entonces, una vez se conocen a qué edades el calor del 2022 afecta a la mortalidad se 

separan por rangos de edad y se obtiene su mortalidad diaria de mayo a septiembre de la 

base de datos del Sistema de Monitorización de la Mortalidad Diaria, comenzando así el 

segundo estudio. Para las mujeres se toma la mortalidad diaria de las edades de 75 a 84 

años y de 85 en adelante. Para los hombres se toma la mortalidad diaria de las edades de 

45 a 64 años y de 65 a 74 años. Estas son las edades en las que en la primera parte 

metodológica ha salido la variable temperatura como explicativa de la mortalidad. 
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Con los datos diarios de mortalidad de los cuatro grupos de edad (por tanto, cuatro series 

temporales) y los datos diarios de temperatura máxima para el mismo periodo, mediante 

la metodología VAR, se estudia la relación entre la serie temporal de mortalidad y la serie 

temporal de temperatura, teniendo así cuatro modelos VAR, uno por cada grupo de 

mortalidad diaria. En los cuatro se estudia por separado la Causalidad de Granger y en 

todos se concluye que las altas temperaturas causan efecto en la mortalidad y que, por lo 

tanto, la variable climática y sus valores pasados deben ser utilizados para predecir el 

número de fallecidos. Las funciones impulso respuesta de cada modelo también 

concluyen lo mismo. Además, un shock inesperado en la temperatura máxima diaria con 

datos del 2022 provoca un aumento en la mortalidad que durante varios periodos. 

Ambos resultados afirman que si se quiere predecir la mortalidad para esas edades es 

importante considerar los datos observados (presentes y pasados) de la temperatura 

máxima, y es así como se realiza la estimación de los fallecidos futuros en este estudio. 

 

En comparación con el estudio de mortalidad y temperatura diaria para el año 2022, se 

realiza la misma metodología pero datos anuales, desde el 1970 al 2022. Se toma la 

probabilidad de fallecimiento para una edad vulnerable por cada año y la temperatura 

máxima anual. Los datos reflejan, como si se toman series históricas anuales, el impacto 

de las altas temperaturas no es significativo en la mortalidad. 

 

Este trabajo confirma que, dada la situación de calor extremo a consecuencia del cambio 

climático en el año 2022 en España esto está afectando a ciertas edades, según su género. 

El efecto es que la mortalidad puede aumentar más de lo esperado en dichas edades y por 

eso es relevante la predicción de mortalidad para las mismas. Conocer los posibles valores 

futuros de mortalidad para edades afectadas por altas temperaturas es también importante 

a nivel actuarial, ya que se puede predecir el riesgo y por tanto hacer una gestión de este 

más eficiente. 

 

Además queda comprobado que si en vez de coger los datos diarios del 2022 se toman 

datos anuales con un histórico desde 1970, aunque haya estudios anteriores al siglo XXI 

que midan el impacto de las olas de calor en el número de fallecidos, se demuestra como 

los resultados son algo particular del año 2022. Aun así, en un contexto de cambio 

climático, puede que sea a partir de este año donde el efecto de la temperatura sea 

significativo en los años siguientes. 
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2. REVISIÓN DE LA LITERATURA. 
 

El impacto de la temperatura en la mortalidad española es algo muy estudiado desde 

científicos a economistas y el cómo paliar los efectos ha sido tema de debate en muchos 

artículos, en los que se han planteado soluciones y las posibles causas en caso de que estas 

no se apliquen de una manera óptima. 
 

En estudios previos al siglo XXI, Rubio et al. (1997) comentaban que conocer los 

patrones de temperatura era muy importante en términos de mortalidad para aquellas 

edades y género afectados por esta variable. 

 

Hay que mencionar que las temperaturas extremas bajas han sido las culpables de que el 

número de defunciones sea mayor en los meses fríos que en los meses cálidos. Si se toman 

datos de fallecidos mensuales para distintos años, se observa como en los meses de 

diciembre y enero el pico es mucho más alto que para el resto de los meses, a excepción 

del año 2022, donde el mayor número de fallecidos es en julio y agosto (además de enero). 

Así que los expertos antes del 2022 defendían que una política eficaz sería la enfocada en 

bajas temperaturas (Carmona et al., 2016) y prevenir los efectos de esta en la salud. 

Se podría pensar que si el cambio climático, causado por un nivel muy alto de gases de 

efecto invernadero, está provocando que las temperaturas suban (Achebak et al., 2020), 

los planes contra las bajas temperaturas no serían del todo necesarios, pero la realidad es 

distinta, ya que no hay evidencias suficientes en España de que esto esté sucediendo y 

que por tanto el número de fallecidos en meses de invierno haya disminuido. 

 

Por tanto, sin olvidar que los meses fríos son causantes de un aumento en la mortalidad, 

este trabajo se centra en el hecho, en principio anómalo, del año 2022, donde el exceso 

de mortalidad por temperatura en los meses de verano es comparable con los meses de 

invierno y donde se demuestra que las olas de calor han causado un impacto en la salud. 

 

Aunque las temperaturas extremas altas sean un tema de actualidad también hay estudios 

antiguos. En el año 2003, los meses de verano estuvieron azotados por olas de calor 

persistentes y con temperaturas muy elevadas en toda Europa, lo cual afectó directamente 

al número de personas fallecidas. 
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Para el caso de España, empezaron a estudiarse las distintas características que puede 

tener una persona para ser vulnerable a altas temperaturas en función de su género, edad, 

lugar de residencia… Este último pudo ser muy determinante para ese año ya que la 

mayoría de la sociedad empezó a vivir en las ciudades y estas conservan mucho más el 

calor (Martínez Navarro et al., 2004) potenciando así el gran número de fallecidos. 

Esta ola de calor en un periodo con temperaturas altas, y sus efectos en la mortalidad, 

impulsaron planes de prevención y de anticipación partiendo de la hipótesis de que las 

posibles temperaturas extremas futuras serían similares (Díaz et al., 2018) y, por ende, 

sus soluciones serían homogéneas. Años más tarde se demostraría que esa hipótesis de 

partida no era del todo acertada ya que, por ejemplo, la temperatura la cual indica a partir 

de qué grado ( ºC ) tiene un impacto significativo en la mortalidad, varía con el tiempo 

(Pliego et al., 2020). 

 

Tras este acontecimiento, y la posibilidad de haberlo anticipado, diecinueve años más 

tarde sucedió un hecho que ha sido el único comparable con los efectos del calor del 2003 

(Ballester et al., 2023) y cuyo resultado ha sido aún más grave, la ola extrema de calor 

que afectó a casi toda Europa, destacando países como España, en el verano del 2022. 

Esta afectó a personas vulnerables en función del género, edad, enfermedad previa… 

Este artículo empieza a marcar unas pautas claras de como en función de ser hombre o 

mujer, la edad a la que les afecta el calor extremo varía. 

 

El “Sistema de Monitorización de la Mortalidad Diaria” fue capaz de demostrar como en 

el verano del 2022 la mortalidad de toda España aumentó por encima de lo esperado de 

manera homogénea en la mayor parte de la península, algo que años anteriores no se había 

podido verificar por falta de impacto relevante (León-Gómez et al., 2023).  

 

Las mujeres son las gran afectadas por las olas de calor debido a sus características físicas 

como señaló la “Agencia de Seguridad de la Salud del Reino Unido” (UKHSA). 

El estudio de por qué a las mujeres de edades avanzadas, embarazadas o con alguna 

enfermedad les afecta más las olas de calor fue y sigue siendo algo muy analizado, por 

ejemplo, por Sánchez-Guevara et al. (2021) donde demostraron las características de las 

mujeres hacen que estas sean las más afectadas a partir de una cierta edad por estas 

temperaturas elevadas.  
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Como en este trabajo, se realizaron estudios mediante series temporales (Achebak et al., 

2020) al ser un buen método cuando se evalúan estas variables, donde se media la relación 

entre la mortalidad de las mujeres y las altas temperaturas en España. Se tenían evidencias 

para afirmar que esta relación era mucho más fuerte que para los hombres y como la edad 

era otra variable de interés. 

 

Este cambio climático está causado por la gran cantidad de gases de efecto invernadero 

los cuales provocan un impacto directo en las altas temperatura y, por ende, en el aumento 

de la mortalidad, ha supuesto también efectos indirectos, por ejemplo, en el ámbito de 

salud laboral en los sectores de trabajo más vulnerables (Carretero, 2023) donde se ha 

detectado un aumento en el número de fallecidos cuando los trabajadores tenían que estar 

expuestos a temperaturas muy elevadas durante largos periodos de tiempo. 

Otros efectos que tienen las olas de calor es agravar las enfermedades cardiovasculares o 

respiratorias de hombres y mujeres. La Organización Mundial de la Salud (OMS, 2021) 

estima que los efectos climatológicos adversos van a provocar cambios en las 

enfermedades generando así un aumento de alrededor de medio millón de muertes más 

de lo esperado al año (Linares et al., 2017). 

 
Frente a esta situación climatológica conocida y por informes como el de la OMS (2024), 

que comentan como esto no va a ser algo temporal, a menos que se actúe con la disciplina 

suficiente, se les da a los países europeos el requisito de hacer planes de prevención 

adecuados teniendo en cuenta que son estos mismos, los que en cierta parte, provocan 

esta situación (Gómez y Rodríguez, 2021) muy dañina para el clima. 

 

Por tanto, el impacto de las temperaturas extremas, tanto por ser bajas como por ser 

elevadas, tienen un impacto significativo en la mortalidad. Aunque el efecto de las 

temperaturas cálidas no hubiera sido tan significativo en las defunciones en un pasado, es 

en el verano del 2022 donde se evidencian las consecuencias del cambio climático y como 

en estos meses se observa un mayor número de fallecidos que en invierno.  Por ello, en 

términos actuariales, existe una importancia de las aseguradoras en predecir la mortalidad 

futura de las personas vulnerables (conociendo su edad y género). Hay que tener en cuenta 

que el cambio climático continúa y la cantidad elevada de gases efecto invernadero 

también y, con ello, el aumento de la temperatura máxima. 
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3. DESCRIPCIÓN DE LA MUESTRA E HIPÓTESIS DE 
PARTIDA. 

 
 
 
3.1. DESCRIPCIÓN DE LA MUESTRA. 
 

Este trabajo gira en torno a la mortalidad y la temperatura en España, en particular para 

el verano del 2022. Antes de desarrollar los modelos de predicción, se van a realizar 

estudios previos. Para todo ello se toman distintas bases de datos, las cuales se van a 

enumerar en orden de aplicación. 

 

 

3.1.1. Descripción de la muestra para la hipótesis de partida. 

 

Como parte introductoria para las hipótesis de partida, se va a graficar cómo el verano del 

2022 ha supuesto unas cifras de mortalidad por encima de lo esperado y, para conseguirlo, 

se toman los datos de Eurostat (EUROSTAT, 2024), donde con frecuencia mensual, 

medido en porcentaje, representa las defunciones desde enero de 2020 hasta septiembre 

del 2023. 

 

Continuando con el estudio en las hipótesis de partida, se analiza el comportamiento 

mensual de la mortalidad en base a la temperatura de manera general (sin separar por 

género ni edad) en los años 2021 y 2022 entre los meses de abril y septiembre1. 

Para ello, se toman datos mensuales de temperatura en España de los datos abiertos de la 

Agencia Estatal de Meteorología, del archivo llamado “TM_MES_2021” y 

“TM_MES_2022” (AEMET, s.f.). y para la parte de mortalidad, se usa la base de datos 

de defunciones mensuales que proporciona el INE (Instituto Nacional de Estadística, s.f.). 

Esto se va a realizar para corroborar que existe una relación entre ambas variables, además 

de estudiar si esta relación es o no lineal e intentar conocer la función de distribución de 

la mortalidad. Todo esto se utilizará como análisis previo del apartado 4 del trabajo. 

 

 

 
1 También se comenta brevemente para meses fríos usando la misma base de datos. 
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Una vez realizado un contexto y estudios previos, la metodología y parte central de este 

estudio va a estar dividido en dos bloques con bases de datos y frecuencia distintas. 

 

La primera parte metodológica del trabajo se centra en conocer cómo la mortalidad se 

comporta por las altas temperaturas en función del género y edad. La segunda parte 

metodológica está basada en el estudio de causalidad y predicción de la mortalidad usando 

modelos VAR unidireccionales (miden el impacto unidireccional de la serie temporal alta 

temperatura en la serie temporal mortalidad) 

 

 

3.1.2. Descripción de la muestra para la primera parte metodológica. 

 

Indagando en el primer bloque metodológico, se realizan modelos de regresión (GLM) 

con el fin de conocer el impacto de la temperatura en la mortalidad en el año 2022 según 

características individuales y para conseguirlo, se ha necesitado tomar la mortalidad 

mensual para cada edad, desde los 0 años hasta los 101, diferenciando los datos por 

hombres y mujeres. 

Se han generado 101 modelos de mujeres, uno para cada edad, y 101 modelos de hombres, 

uno para cada edad, donde se estudia la relación entre la variable dependiente, la 

mortalidad (por edad), y la variable independiente, la temperatura, para los meses de abril 

a septiembre y así conocer a qué edades les afecta el aumento de la temperatura. 

Estos datos se obtienen del Instituto Nacional de Estadística (INE, s.f) donde se toma para 

cada edad su mortalidad en los meses cálidos (abril-septiembre) primero para mujeres y 

después para hombres en 2022. En la parte de la temperatura mensual se siguen tomando 

los mismos datos que antes de la AEMET en el archivo “TM_MES_2022”. 
 

 

3.1.3. Descripción de la muestra para la segunda parte metodológica. 

 

Continuando con el estudio, y empezando con el segundo bloque metodológico, se 

elaboran modelos VAR, los cuales se van a usar para estudiar la causalidad y predecir la 

mortalidad futura. Las series temporales contarán con datos diarios de los meses de mayo 

a septiembre del 2022, para seguir con la línea del trabajo. 
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La parte de mortalidad diaria será estudiada gracias a la base de datos de MoMo (MoMo, 

2024), donde se tomará la mortalidad diaria por rangos de edad, en las mujeres para el 

grupo de 75-84 y +85 años y para hombres para 45-64 y 65-74 años (consiguiendo así 

cuatro series temporales de mortalidad diaria). 

 

Los rangos seleccionados son a raíz de los resultados de la primera parte metodológica. 

En esta se estudió para qué edades, en función del género, la temperatura influía en la 

mortalidad y es ese el motivo de que se tomen solo esos grupos de edades por género, ya 

que son los afectados por la situación climática y, por consiguiente, en los que interesa 

estimar el número de fallecidos futuro. 

 

Para obtener las temperaturas máximas diarias se han tomado las de Córdoba como base 

del estudio, al ser una de las provincias ejemplo donde el calor es más elevado y 

persistente, y en un enfoque de cambio climático, donde las temperaturas tienden a estar 

aumentando, pueden ser estas algo representativo tanto del presente como del futuro. 

La temperatura diaria se encuentra en los datos abiertos de la AEMET sobre datos 

meteorológicos diarios (AEMET, s.f). 

 

Al final de los resultados del segundo bloque metodológico, se comentará brevemente un 

segundo modelo VAR estudiado con datos anuales, donde se toma una serie histórica 

desde el 1970 al 2022 tanto de mortalidad como de temperatura máxima anual. 

Se toman las series temporales de mortalidad para algunas de las edades que los modelos 

GLM hayan concluido que existe un impacto significativo de la temperatura, igual que 

cuando se tenían datos diarios.  

Los datos de mortalidad en este caso se obtienen de Human Mortality Database (Human 

Mortality Database, 2021), donde se toman para cada género la qx correspondiente a cada 

edad desde el 1970 al 2021. Por falta todavía de los datos del 2022, se hace una 

estimación.  

Los datos de temperatura anual histórica se obtienen a través de una descarga de pago de 

la base de datos de la AEMET, en la que se ha realizado un estudio previo en cada año 

para conocer la temperatura máxima anual en cada comunidad autónoma, cogiendo una 

provincia como referencia, y haciendo una media entre todas estas. Este es el 

procedimiento aproximado debido a la gran cantidad de datos (AEMET, s.f). 
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3.2. HIPÓTESIS DE PARTIDA 
 

El verano del 2022 se ha considerado uno de los más calurosos de los últimos años, 

pudiéndose comparar con los años 2003 y 2016, aunque el porcentaje de muertos es más 

elevado incluso en este reciente año. Entre los meses de verano, se ha estimado que más 

de un tercio de la población fallecida fue a causa de las altas temperaturas observándose 

en el mes de julio un incremento por encima de lo esperado.  

Hay estudios a nivel nacional que han conseguido demostrar este suceso (León et al., 

2022) en personas de elevada edad o con enfermedades delicadas conociendo así, por 

edad y género, cuánto ha sido el exceso de fallecidos comparado con el esperado. 

Para corroborar que este evento, algo inesperado si lo comparamos con los años 2020 y 

2021, ha supuesto un aumento en las defunciones por encima de lo que se esperaba y es 

acorde a los distintos trabajos realizados en el país, se toman datos de Eurostat (2024), el 

cual ha recopilado datos de manera semanal sobre las defunciones. La figura 3.1 generada 

sobre los meses de España arroja los siguientes resultados hasta final del verano del 2023.  

 
Figura 3.1 
Exceso de mortalidad por mes en España 

 

 

 

 

 

 

 

 

 

 

El eje de abscisas representa los años de estudio y el eje de ordenadas el exceso de 

mortalidad, donde multiplicado por 100% se obtiene el porcentaje de exceso. 

Se observa como existen cuatro picos representativos de exceso de mortalidad por encima 

de lo esperado. Los dos primeros pertenecen a la primera y segunda ola del COVID en el 

año 2020. El tercero pertenece al verano del 2021, donde ya se empezaban a contabilizar 

Fuente: Elaboración propia 
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fallecimientos a causa de un aumento de las temperaturas. Sin embargo, este pasó a un 

segundo plano si lo comparamos con el cuarto y último pico representativo, julio del 

2022, donde el exceso de mortalidad representa casi un 50%, siendo el segundo más alto 

por debajo del inicio de la pandemia (García López, 2023) 

Aunque este gráfico únicamente se centre en España, países europeos como Portugal, 

Italia y Grecia, experimentaron porcentajes similares en los meses de más calor (Ballester 

et al., 2023). 

 

España es un país con gran variedad de temperaturas y, aunque el impacto de las altas 

temperaturas esté empezando a ser ahora significativo en la mortalidad, durante muchos 

años se ha estudiado el impacto de temperaturas extremas, tanto frías como cálidas, en el 

país y la necesidad de implementar planes para prevenir estos excesos. 

Tras un estudio de mortalidad mensual en España durante distintos años pasados, es 

evidente que las cifras más altas siempre se han producido en los meses de invierno, en 

específico, diciembre y enero. Aun así es evidente como el 2022 ha recordado como es 

igual de importante las políticas frente ambos sucesos. 

 

Por otro lado, si se observa la mortalidad mensual en los años 2021 y 2022 dada por el 

Instituto Nacional de Estadística, se empieza a ver una tendencia donde las tasas en los 

meses de verano empiezan a equipararse a la de los meses de invierno, siendo incluso en 

el año 2022 en algunos días superiores. Por ejemplo, el día 18 de julio en España se 

observaron 1.761 muertes siendo el día con más fallecidos, por encima de lo observado 

muchos días en enero (el mes con tasas más elevadas). 

 

El Informe Mensual Climatológico de Julio de 2022 de la Agencia Estatal de 

Meteorología representa cómo en toda España experimentaba la categoría más extrema 

de temperatura siendo superior a la temperatura que había al final de siglo veinte e inicio 

del siglo veintiuno (AEMET, 2022). 

Estos resultados son distintos a los que se muestran en el informe del 2021 (AEMET, 

2021) donde pocas zonas cuentan con calor extremo y es por lo general, más moderado. 
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Para compararlo analíticamente, se ha estudiado la relación entre la temperatura y la 

mortalidad para los meses cálidos, de abril a septiembre, para los años 2021 y 2022 y así 

analizar sus diferencias y similitudes. 

 
Figura 3.2 
Relación entre mortalidad y temperatura en España 2021 

 

 

 

  

 

 

 

 

 

 
Figura 3.3 
Relación entre mortalidad y temperatura en España 2022 

 

 

 

 

 

 

 

 

 

 

Para el año 2022, se puede ver en la figura 3.3 una fuerte relación de cómo a medida que 

va aumentando la temperatura, se experimenta un aumento en la mortalidad, siendo el 

punto máximo el número 7 que corresponde al mes de julio. 

Para el año 2021, en la figura 3.2, la relación no es tan directa pero sí que se empieza a 

ver una clara tendencia de que el aumento del calor, a medida que nos acercamos a julio 

y agosto, está influyendo en el número de fallecidos. 
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Estos gráficos van en consonancia con los informes de la AEMET donde destacaban el 

año 2022 como característico de esto y el 2021 como un aviso de lo que va a suceder. 

Para el futuro estudio, y asegurarse de que existe una relación alta entre ambas variables 

en los meses cálidos, se ha realizado, con datos mensuales, el habitual coeficiente de 

correlación de Pearson, usado para medir la relación entre la mortalidad y temperatura al 

ser dos variables aleatorias numéricas. 

 

Está definido como  

 𝜌!"#$%&'(%(,$*!+ =	
,!"#$%&'(%(	×	$+!,	
,!"#$%&'(%(	×		,$+!,

   

 

 

siendo el resultado2 para el 2022 de 0.4729103 y para el 2021 de 0.3533139. 

 

En primer lugar, se puede considerar que la correlación no es del todo elevada si tenemos 

en cuenta la relación que se observa en los gráficos de las figuras 3.2 y 3.3 comentados 

anteriormente, sobre todo para el año 2022. 

 

Por ello, se realiza otra prueba de correlación. En este caso, el denominado Coeficiente 

de correlación de Spearman definido por 

 

     𝜌 = 1 −	 /	∑ ('1*#*23'%	*2$#*	&"4	5#6+"42

2ú!*#"	(*	5#6+"4(𝑛ú𝑚𝑒𝑟𝑜	𝑑𝑒	𝑔𝑟𝑢𝑝𝑜𝑠29:)
  

 

 

Estos grupos se asignarán en función de características comunes entre ambas variables 

aplicándose la misma valoración, cuando se cumpla la misma condición y, por ende, 

estando en el mismo grupo. 

 

El objetivo no es que la relación entre ambas variables sea lineal como en la correlación 

de Pearson, lo que se busca es estudiar si estas se relacionan de la misma manera al mismo 

tiempo y agregarlas por grupos de movimientos similares. 

 

 
2 Resultados obtenidos a través de la función cor en R. 

(1) 

(2) 
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En este caso, resulta3 el coeficiente de Spearman para los meses cálidos del año 2022 una 

correlación de 0.7714286 y para el 2021 de 0.4857143. 

 

La principal distinción entre un coeficiente de correlación y el otro es que mientras que 

el de Pearson solo evalúa la relación lineal entre variables, el de Spearman lo hace para 

cualquier relación. Además, el primero está más afectado por los valores atípicos 

pudiendo, por tanto, infraestimar el resultado de correlación. 

Otra conclusión que se puede sacar de por qué el de Spearman se acerca más a lo visto en 

el gráfico, es a raíz de la distribución de los datos, ya que si estos no siguen una 𝑁𝑜𝑟𝑚𝑎𝑙 

(más adelante se demostrará esto) o la relación no lineal, este es el coeficiente (2) que 

mejor va a medir cómo la mortalidad y temperatura están relacionadas. 

 

Antes de continuar con el estudio, es importante remarcar que esos coeficientes surgen 

de la toma del rango de meses entre abril y septiembre, pues si el estudio se realiza para 

los meses fríos, de enero-marzo y octubre-diciembre, las correlaciones son negativas y 

muy elevadas (para el 2022 entre los meses de enero y marzo es de -0.9869361 y para los 

meses de octubre y diciembre de -0.7591465). Se observa cómo a medida que baja la 

temperatura, la mortalidad aumenta. 

 

Gracias a los datos del Instituto Nacional de Estadística se puede corroborar como hasta 

el 2022, el mayor número de muertes en España era en los meses de enero y diciembre, 

siendo, por ejemplo, en el 2021 el número de defunciones era un 28% mayor en enero 

que en agosto (el mes más cálido). Como se sabe, esto en el año siguiente, 2022, va a 

cambiar, ya que será en verano el mayor porcentaje. 

 

 

 

 

 

 

 

 

 
3 Resultados obtenidos a través de la función cor en R aplicando method = "spearman". 
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Las figuras 3.4 y 3.5 de los meses fríos del 2022 representan lo siguiente.4 

 
Figura 3.4 
Relación entre mortalidad y temperatura en España 2022 desde octubre a diciembre. 

 

 

 

 
 

 

 

 

 
 

Figura 3.5 
Relación entre mortalidad y temperatura en España 2022 desde enero a marzo. 

 

 

 

 

 

 

 

 

 

 

 

En la figura 3.4 los puntos 10, 11 y 12 corresponden a los meses octubre, noviembre y 

diciembre respectivamente. 

En la figura 3.5 los puntos 1, 2 y 3 corresponden a los meses enero, febrero y marzo 

respectivamente. 

 

 

 
4 En el Anexo también se encuentran los gráficos de meses fríos para el año 2021. 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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En el gráfico superior (octubre-diciembre) se observa que a partir de noviembre hay una 

bajada de temperatura y un aumento de la mortalidad. Este se mantiene elevado hasta 

febrero (gráfico inferior, punto 2 del eje de abscisas) cuando ya empieza a subir algo la 

temperatura y baja la mortalidad. 

Es por esto que este trabajo, aun considerando que la mortalidad en España en el 2022 

también es a causa de temperaturas muy bajas, se centra en los meses cálidos y el impacto 

de las altas temperaturas, al ser un fenómeno más reciente a raíz del cambio climático y, 

por tanto, algo más inesperado desde un punto de vista actuarial. 

 

Retomando el estudio del por qué el coeficiente de Spearman se ajusta más a los datos, 

se puede deducir que los datos no sigan una distribución 𝑁𝑜𝑟𝑚𝑎𝑙 o que la relación carece 

de linealidad. Para confirmarlo, se va a estudiar si la relación es lineal usando gráficos de 

dispersión e intentando ajustar una línea de regresión lineal. Además, en el siguiente 

apartado, mediante Kernel, se va a tener una idea de cómo es la distribución de mortalidad 

estimada. 

 

En primer lugar, si tomamos todos los meses del año 2022, el gráfico de dispersión arroja 

lo siguientes resultados en la figura 3.6. 
 

Figura 3.6 
Gráfico de dispersión entre mortalidad y temperatura para el año 2022 

 

 

 

 

 

 

 

 

 

La figura 3.6 muestra como no hay una relación lineal entre las variables al haber un 

número elevado en mortalidad tanto para temperaturas muy bajas como altas, y como no 

se puede crear un patrón o línea. Además, el coeficiente de correlación de Pearson nos da 
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un resultado de -0.1457972 si se toman los doce meses, por lo que hay poca correlación 

lineal. Por consiguiente, no muestran una relación lineal significativa. 

 

La figura 3.7 intenta ajustar todo el año 2022 a un modelo de regresión lineal. 
 

Figura 3.7 
Gráfico de dispersión entre mortalidad y temperatura para el año 2022 

 

 

 

 

 

 

 

 

 

El gráfico nos confirma al trazar la línea de regresión que la relación no es lineal. 

Es importante comentar que si el estudio se centra solo en meses cálidos, de abril a 

septiembre, en el siguiente gráfico de dispersión, la figura 3.8, se puede ajustar en mayor 

medida una línea de regresión. Aun así, se puede ver como todavía hay datos muy por 

encima o muy por debajo de la diagonal. 
 

Figura 3.8 
Gráfico de dispersión entre mortalidad y temperatura para los meses de abril a septiembre 
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El coeficiente de correlación de Pearson (1) puede no ser el más apropiado para medir la 

relación entre las variables de interés cuando estas no siguen linealidad y existen valores 

atípicos a raíz de los meses de enero, julio y diciembre. 

El coeficiente de correlación de Spearman (2), el cual no mide si la relación es lineal y es 

más robusto a valores atípicos, es más correcto para los datos de este trabajo. Este 

proporciona para los meses cálidos del 2022 un coeficiente de 0.7714286 entre la relación 

de la mortalidad y la temperatura, reflejando así una clara relación entre ambas. 

 

Este apartado, al comprobar la relación estrecha que siguen ambas variables en este año, 

resalta la utilidad de conocer el impacto de las temperaturas y comprobar si estas pueden 

ser de utilidad para predecir la mortalidad futura y, desde un punto de vista actuarial, 

estimar el aumento de mortalidad por encima de lo esperado. 
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4. METODOLOGÍA. 
 

Las olas de calor y el impacto en la mortalidad española ha sido caso de estudio desde 

principios del siglo. Como se comentaba anteriormente, los años 2003 y 2016 ya 

experimentaron aumentos significativos en la mortalidad a raíz del calor, pero es ahora 

en el 2022 donde se empieza a realmente poner el foco en esos planes de prevención poco 

efectivos y estudiar cómo las personas vulnerables están muy afectadas cada vez a 

temperaturas más elevadas y persistentes. 

Previamente, se demostró cómo en el año 2022 la mortalidad en los meses de verano 

estaba superando la mortalidad en los meses de invierno, algo inusual comparado con los 

años anteriores. Esto indica como el cambio climático está pudiendo cambiar los patrones 

de salud y longevidad de la población. Que en ese año las altas temperaturas fueran 

generalizadas en toda España, alcanzándose límites que se pensaban inalcanzables, ya no 

solo por la intensidad si no por la durabilidad, está haciendo, entre otras, que las personas 

vulnerables se enfrenten a un agravamiento de su condición a raíz de esta situación 

anómala. Esto tiene un efecto directo en cuanto riesgo de suscripción en seguros de salud, 

puesto que puede generar un aumento en la demanda de servicios por encima de lo 

esperado y que la prima para cubrir esto sea insuficiente.  

Por otro lado, en seguros de vida que cubran la mortalidad, si la persona asegurada se 

encuentra en aquellas edades afectadas más por el calor alto y persistente, puede que la 

probabilidad de fallecimiento aumente y, con ello, la cantidad de reservas que la 

aseguradora debe tener, con la consecuente disminución de fondos propios. 

 

 

4.1 PRIMERA PARTE METODOLÓGICA. 
 

La primera parte del estudio tiene como objetivo conocer para que edades el impacto 

de altas temperaturas es perjudicial en la mortalidad, dando lugar a un aumento de esta. 

Para ello, se van a tomar los datos mensuales de temperatura de los meses cálidos de 

España (abril a septiembre) en el año 2022. Para el análisis se han omitido los meses fríos, 

al estar este trabajo enfocado en el impacto de las temperaturas extremas de calor en la 

mortalidad, ya que si se incluyeran esos meses, habría que hacer dos estudios por separado 

para no sesgar las muertes en los meses de frío con las muertes en los meses de calor, y 

viceversa. 
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La idea metodológica es la siguiente. Se van a generar 101 modelos para mujeres y 101 

modelos para hombres, tomando como variable dependiente la mortalidad en función de 

la edad y como variable explicativa la temperatura.  

Cada modelo estará formado por la mortalidad mensual a la edad 𝑖 para el género 𝑗 de 

abril a septiembre y la temperatura mensual de abril a septiembre. 

Donde 𝑖	 ∈ [0, 101]  y 𝑗	 ∈ [𝑚𝑢𝑗𝑒𝑟, ℎ𝑜𝑚𝑏𝑟𝑒]   

 

𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑑𝑎𝑑	',!6<*# = 𝑐𝑡𝑒 + 𝑐𝑜𝑒𝑓𝑖𝑐𝑖𝑒𝑛𝑡𝑒 ∗ 	𝑡𝑒𝑚𝑝𝑒𝑟𝑎𝑡𝑢𝑟𝑎	   

𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑑𝑎𝑑	',="!>#* = 𝑐𝑡𝑒 + 𝑐𝑜𝑒𝑓𝑖𝑐𝑖𝑒𝑛𝑡𝑒 ∗ 	𝑡𝑒𝑚𝑝𝑒𝑟𝑎𝑡𝑢𝑟𝑎	   

 

El subíndice 𝑖 representa la edad, y se tiene la mortalidad desde la edad 0 hasta la 101 

para cada sexo, por lo que hay 101 modelos para mujer (uno por mortalidad a la edad 𝑖) 

y 101 modelos para hombre (uno por mortalidad a la edad 𝑖). 

Se toman tantas edades como posibles hay en la base de datos del Instituto Nacional de 

Estadística, para así hacer un estudio completo. Además, el motivo de estas dos variables 

(edad y género) es a raíz de diversos estudios que reflejan una diferencia en las edades a 

las que les afecta el calor en función del género.  

 

El objetivo no es solo conocer si la temperatura causa un efecto en la mortalidad sino 

conocer también qué edad causa ese efecto y a qué sexo pertenece. Esto da un análisis 

más útil para poder usarlo actuarialmente, donde la edad es siempre una variable muy 

importante y conocer si la mortalidad de las personas a una determinada edad va a estar 

influenciada por el calor puede aplicarse en muchos estudios. 

 

Una vez contada la idea metodológica, se va a llevar a la práctica. El primer paso es 

determinar qué modelo de regresión va a ser el utilizado para el estudio. Una vez obtenido, 

se realiza un bucle en R5, que para cada edad, dé los resultados del modelo y así poder 

ver si la variable explicativa (temperatura) es significativa para la variable dependiente 

(mortalidad) y en qué grado de significatividad. 

Para seleccionar el tipo de modelo de regresión, uno de los más comunes son los modelos 

lineales,  

 

 
5 En el anexo se encuentra el código. 
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     𝑦 = 𝛽? + 𝛽:𝑥 + 𝜀 

         donde         𝜀	~𝑁(0, 𝜎@) 

 

se estudia la relación entre la variable endógena (mortalidad) y la exógena (temperatura). 

Sin embargo, en este tipo de modelos se puede estar incumpliendo dos condiciones, entre 

otras, fundamental de ellos. 

La primera es que la relación debe ser lineal y en el apartado anterior se ha podido ver 

que si se tomaba la muestra de los doce meses, mediante el gráfico de dispersión y 

correlación de Pearson, indicaban una falta de linealidad. Para el caso de solo los seis 

meses cálidos, sucedía algo similar, aunque se podía trazar una línea algo más clara, la 

mayoría de los valores se encontraban o por encima o por debajo de esta. 

 

Otra condición que debe suponerse es que los residuos sigan una distribución normal. En 

primer lugar, la mortalidad está influida por diversos factores y su variabilidad puede 

generar que los residuos no cumplan con esa condición. Además, ya se ha visto como esta 

puede estar afectada por efectos extremos, generando así una mayor cantidad en los 

extremos de la distribución. Por ende, no se puede asegurar que la distribución del error 

siga una Normal. 

 

La falta del cumplimento de condiciones necesarias para usar modelos de regresión lineal 

clásicos, lleva a aplicar Modelos Lineales Generalizados, siendo una buena opción al no 

cumplir con algunos supuestos del modelo anterior.  

 

Los modelos líneas habituales cuentan con un avance, los modelos GLM( Generalized 

Linear Models ), en los cuales no hace falta que los errores sigan una ~𝑁𝑜𝑟𝑚𝑎𝑙, y así la 

variable respuesta, en este caso mortalidad, no requiere que esa sea su distribución.  

Estos modelos tienen como característico la función de enlace la cual está determinada 

por la variable explicativa y tomará la que mejor se ajuste a sus características. 

 

 

 

 

 

(3) 
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En cuanto al modelo lineal generalizado, se va a seguir cumpliendo esta idea, 

 

 𝑦 = 𝛽? + 𝛽:𝑥 + 𝜀 

 

pero la diferencia viene por la parte del componente sistemático 𝜂 donde se conoce que 

este en LM (Lineal Models) era igual a la esperanza de la variable dependiente y ahora 

en los generalizados no se va a cumplir exactamente esa igualdad, como se indica en 

estudios de datos con este tipo de modelos. Por la parte del modelo lineal habitual (López-

González y Ruiz-Soler, 2011) existe una relación directa entre ambos valores 

comentados,  mientras que por GLM se encuentra entre estos la conocida función de 

enlace (dependiendo de la variable respuesta), muy característica en estos modelos. 

 

En el caso de los lineales 

  	𝜂' = 𝑒𝑠𝑝𝑒𝑟𝑎𝑛𝑧𝑎	𝑚𝑎𝑡𝑒𝑚á𝑡𝑖𝑐𝑎	𝑑𝑒	𝑙𝑎	𝑣𝑎𝑟𝑖𝑎𝑏𝑙𝑒	𝑑𝑒𝑝𝑒𝑛𝑑𝑖𝑒𝑛𝑡𝑒' 

 

En el caso de los lineales generalizados, con la función enlace será                

   	𝜂' = 𝑔	(𝑒𝑠𝑝𝑒𝑟𝑎𝑛𝑧𝑎	𝑚𝑎𝑡𝑒𝑚á𝑡𝑖𝑐𝑎	𝑑𝑒	𝑙𝑎	𝑣𝑎𝑟𝑖𝑎𝑏𝑙𝑒	𝑑𝑒𝑝𝑒𝑛𝑑𝑖𝑒𝑛𝑡𝑒') 

 

La función de enlace	𝑔() es conocida por medir la relación entre la variable dependiente 

(en este caso la mortalidad) y la explicativa (en este caso la temperatura) sin la necesidad 

de que esta sea lineal.  

 

Para aplicar una función de enlace adecuada, se va a estudiar la distribución de 

mortalidad, donde se van a tomar los datos para todas las edades mensuales de España en 

el año 2022 con todos los meses, al ser lo más genérico. 

Se sabe que los valores que se tienen son valores aleatorios, y que aunque el número de 

muertes, por ejemplo, en mayo han sido de 36.759, las cantidades cercanas a este tienen 

alta probabilidad de que hubieran salido o que salgan si la situación es parecida. 

 

El método de estimación Kernel mide la probabilidad de obtener un valor según la 

cercanía de los valores próximos. Esto permite estimar la función de densidad de los datos 

asignando a cada uno de ellos una variable aleatoria continua dándole así distribución 

continua y una probabilidad, haciendo que los datos cercanos al obtenido cuenten con alta 

probabilidad de suceder. 

(4) 
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Por ende, se está suponiendo que la probabilidad de que el número de muertes en mayo 

hubiera sido de 36.760 es muy alta y no 0, como sí que en otros métodos se obtendría (al 

no ser exactamente esa cantidad). 

Mediante la programación en R, se realiza primero un Kernel Uniforme con el fin de no 

sesgar los resultados y después de uno Gaussiano. Para cada uno se va a determinar 

cuántos valores se deben incluir a la hora de medir puntos cercanos mediante ℎ. 

En el primer caso, se considerará para el Kernel Uniforme, 

 

 ℎ = 1.06	 (*4AB%3Bó2	$í+B3%	!6*4$#%
E

√$%!%ñ"	!6*4$#%-     

 

En el caso de Kernel Gaussiano, 

 

                  ℎ = 0.9min	(𝑑𝑒𝑠𝑣𝚤𝑎𝑐𝚤ó𝑛	𝑡í𝑝𝚤𝑐𝑎	𝑚𝑢𝑒𝑠𝑡𝑟𝑎V ;𝑞HI9𝑞@I/1.34	)	
:

√$%!%ñ"	!6*4$#%-    

 

Donde 𝑞HI9𝑞@I es la resta de cuantiles. 

 

Es importante esto ya que si ℎ es muy alta va a suavizar demasiado la función de densidad 

y se van a dar probabilidades altas a números muy lejanos, y si, por el contrario, es muy 

baja, va a considerar muy pocos datos cercanos y va a tender a una distribución empírica. 

 

Una vez realizados ambos, se generarán escenarios partiendo de la secuencia generada de 

posibles valores y la función de distribución obtenida. Se crean números aleatorios de una 

Uniforme (0,1) donde a cada valor de la función de distribución se le asigna uno de estos 

números aleatorios para cada uno de los escenarios, donde finalmente el resultado es el 

de la figura 5.1. En esta se observa como la distribución de número de fallecidos puede 

acercarse a una distribución de Poisson, por lo que será esta la seleccionada, tomando 

como función de enlace el logaritmo, algo habitual con esta distribución. 

 

Por tanto, ya conocido el tipo de modelo y la función de enlace, en primer lugar, se 

realizan los modelos para las edades de 0 a 101 en las mujeres en España para el año 

2022. Se usan los datos de abril a septiembre proporcionados por el Instituto Nacional de 

Estadística (INE) en su página web acerca de las defunciones y las temperaturas 

mensuales dados por la Agencia Estatal de Meteorología (AEMET). 

(5) 

(6) 
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Mediante la realización de un bucle, se aplica para cada edad de las mujeres un modelo 

generalizado usando la función 𝑔𝑙𝑚 siendo la variable dependiente la mortalidad a la 

edad i y la explicativa la temperatura, añadiendo la parte de la distribución que será 

Poisson, por el gráfico de la figura 5.1 y la función de enlace 𝑙𝑜𝑔 en cada modelo. 

Una vez realizado para todas las edades, se obtiene a partir de qué momento las mujeres 

están más afectadas por las altas temperaturas y a qué grado de significatividad. Estudios 

reciente como en Ballester et al., 2023 explican como los rangos de edad comprendidos 

entre hombres y mujeres a los que les afecta la temperatura son distintos. Ellos concluyen 

con que a las mujeres en Europa les afecta más el calor y las edades más perjudiciales 

para ellas son a partir de los 80 años. En este trabajo y con los modelos GLM por edad y 

sexo, se va a ver en los resultados si coincide con sus conclusiones para el territorio 

español. 

 

En segundo lugar, se realiza los modelos para las edades de 0 a 101 en los hombres en 

España para el año 2022, usando los datos de abril a septiembre proporcionados por el 

Instituto Nacional de Estadística (INE) en su página web acerca de las defunciones y las 

temperaturas mensuales dados por la Agencia Estatal de Meteorología (AEMET), como 

se ha utilizado para las mujeres. 

Mediante la realización del mismo bucle, se va a aplicar para cada edad de los hombres 

un modelo generalizado usando la función 𝑔𝑙𝑚 siendo la variable dependiente la 

mortalidad a la edad i (ahora del otro género) y la explicativa será la temperatura, 

añadiendo la parte de la distribución que será Poisson y la función de enlace 𝑙𝑜𝑔 en cada 

modelo. 
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4.2 SEGUNDA PARTE METODOLÓGICA. 
 

Hay una evidencia de que la temperatura extrema causa un aumento en la mortalidad y 

ese aumento es algo inesperado y heterogéneo, no va a afectar a todo el mundo igual. 

Conocer a qué edades, en función del género, les va a provocar un aumento en su 

mortalidad es el primer paso para reducir la incertidumbre. 

Una vez ya conocidas las edades vulnerables, es solo para estas para las que se debe 

estudiar el valor futuro de mortalidad por tres motivos: 

1. Para estas edades sí existe una respuesta en la mortalidad ante un shock en la 

temperatura. 

2. El resto de las edades no van a experimentar ningún cambio en su mortalidad. 

3. Las altas temperaturas siguen creciendo, lo que da a intuir, que la mortalidad 

de las edades afectadas también. 

 

El primer estudio ya se cubre en la primera parte metodológica, permitiendo conocer las 

edades, en función del género, afectadas por las olas de calor. 

Para poder llevar a cabo la segunda parte, la parte predictiva, se va a intentar estimar el 

proceso estocástico (una sucesión de variables aleatorias ordenadas en el tiempo), usando 

como base de estudio series temporales. 

Como se comentó en el punto tres del proyecto, se toman series temporales diarias de 

mortalidad y temperatura para demostrar cómo esta última puede ayudar a predecir la 

mortalidad en los meses calurosos. 

 

En términos de predicción de series temporales, los modelos ARIMA son los más usados 

debido a su efectividad, donde estudia la dependencia entre una variable y sus retardos y 

la dependencia entre una variable y el retardo de los errores de la predicción. 

 

𝑦$ = 𝑐𝑡𝑒 +	𝛾:𝑦$9: +	𝛾@𝑦$9@ 	+ 	𝛾+𝑦$9+ + 𝜀$ + 𝜙:𝜀$9: + 𝜙@𝜀$9@ + 𝜙J𝜀$9J				 

	𝑑𝑜𝑛𝑑𝑒	𝜀	~𝑖. 𝑖. 𝑑. (0, 𝜎2)	 

 

Siendo p la parte autorregresiva, d la parte media móvil y teniendo en cuenta que se 

pueden tomar diferencias para que se cumpla la condición de estacionariedad. 

 

(7) 
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La limitación de estos modelos es que solo se centran en una serie temporal y, como el 

estudio gira en torno a la mortalidad y a las altas temperaturas se opta por los modelos 

VAR, que permite ver la relación entre series temporales, pudiendo así medir la 

causalidad y estudiar el impacto del cambio climático en la mortalidad mediante 

funciones impulso respuesta. 

 

El Modelo Vector Autorregresivo (VAR) es un modelo multivariante que analiza series 

temporales donde la ecuación del modelo tiene tanto los retardos de la variable 

dependiente como los retardos de las variables explicativas.  

En este caso, al contemplar solo el efecto de las temperaturas sobre la mortalidad y no al 

revés, se opta por un VAR unidireccional. 

En este ejemplo se puede ver como se incluyen también los retardos de temperatura para 

explicar la mortalidad, y existirán tantos como el modelo determine.  

 

𝑦!"#$%&'(%($ = 𝛾!"#$%&'(%(. +	𝛾!"#$%&'(%(,!"#$%&'(%(𝑦!"#$%&'(%($/0
+	𝛾!"#$%&'(%(,%&$%$*!+*#%$6#%𝑦%&$%$*!+*#%$6#%$/0 	+ ⋯+ 𝜀!"#$%&'(%($ 	 

 

 

Conocidos los rangos de edad para los que es interesante predecir la mortalidad futura, se 

crean cuatro modelos VAR combinando cada una de las series temporales de mortalidad 

diaria con la serie temporal de temperatura máxima. 

 

            Modelo VAR 1 (mortalidad diaria del rango 1 y temperatura máxima) 

Modelo VAR 2 (mortalidad diaria del rango 2 y temperatura máxima) 

Modelo VAR 3 (mortalidad diaria del rango 3 y temperatura máxima) 

Modelo VAR 4 (mortalidad diaria del rango 4 y temperatura máxima) 

 

Cada rango i estará formado un grupo de edades, dos para mujeres y dos para hombres. 

Antes de la predicción, se siguen una serie de pasos previos, estudios de estacionariedad, 

de causalidad, de los residuos, obtención de las funciones respuesta impulso y 

descomposición de la varianza para así conseguir el objetivo esperado. 

(8) 
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Usar modelos VAR con datos diarios es algo muy utilizado en otros trabajos. Por ejemplo, 

Linares-Gil et al. (2017) comentaban que usar mortalidad diaria es mejor indicador si se 

habla de altas temperaturas. 

 

Es por ello que, para realizar predicciones eficientes con cada modelo se siguen una serie 

de pasos previos como son: el estudio de estacionariedad, de causalidad, de residuos, 

obtención de las funciones respuesta impulso y descomposición de la varianza; para así 

conseguir el objetivo esperado, predecir. 

 

4.2.1 Estacionariedad. 
 

En primer lugar, se debe estudiar si las series temporales (la mortalidad por distintas 

edades y género y la temperatura) son estacionarias. Esto surge a raíz de la necesidad de 

los modelos VAR para estimar y predecir de manera eficiente, ya que suponen que tanto 

en media como varianza las series que se toman van a ser estacionarias, al igual que los 

modelos ARIMA antes comentados. 

Para ello se toman todas las series de mortalidad en función de la edad y género que se 

tienen, además de la temperatura y se realizan distintos test para comprobarlo, ya que 

gráficamente no se puede concluir nada debido a que la serie que se toma es una sola 

muestra de un proceso estocástico y este resultado es aleatorio. 

 

Los test más comunes son el test de Dickey-Fuller, el test de Phillips-Perron y el 

procedimiento KPSS, siendo distinto a los dos primeros por no ser un test de raíz unitaria. 

En cuanto al test de Dickey-Fuller y Phillips-Perron, parten de la base de que la hipótesis 

nula determina si la serie tiene raíz unitaria mediante un modelo autorregresivo de orden 

1, AR(1). 

Dickey & Fuller (1979) determinan que si el coeficiente que acompaña al primer retardo 

en valor absoluto es igual 1, la serie temporal no es estacionaria, pero que esta tiende a 

ser estacionaria si ese coeficiente es menor, en valor absoluto, a 1. 

Por tanto, las hipótesis que marca son, 

𝐻?					|𝜌| = 1 
 

𝐻:					|𝜌| < 1 
 

Siendo |𝜌| el primer retardo del modelo AR(1) en absoluto. 
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Phillips & Perron (1988) realizaron el mismo estudio con ayuda de los diversos artículos 

que escribieron antes Dickey & Fuller, y partiendo de la misma idea que el de estos, 

mejoraron algunas limitaciones como, por ejemplo, los problemas con la autocorrelación. 

Mientras el test de DF establece que no hay relación entre los valores observados con sus 

pasados, el test de PP sí permite esta relación y esto ayuda a identificar si la serie es 

estacionaria, aun con presencia de correlación. 

 

Por último, el test KPSS (Kwiatkowski et al., 1992) sigue mejorando el test de Dickey & 

Fuller,  y el estudio aquí es directamente la estacionariedad, ver cómo se ha generado la 

serie y si ha sido bajo un proceso estacionario, y no tanto por  |𝜌|. 

 

Por ello, se realiza cada test en cada serie temporal mediante un bucle, con el fin de 

comprobar la estacionariedad de las series temporales. En caso de que no cumplan con 

esta idea, se tomarán tantas diferencias como sea necesario,6 y se volverán a realizar los 

tres test de nuevo, para comprobar, que una vez aplicadas las diferencias, si cumplen con 

la condición. 

El comando ndiffs va a determinar, de cada serie que necesite aplicar diferencias, la 

cantidad que se debe diferenciar para ser estacionarias. 

 

4.2.2 Modelo VAR. 
 

Una vez todas las series temporales son estacionarias, se estudia de qué orden es el 

modelo VAR (cuántos retardos de cada variable de deben incluir) tomando la mortalidad 

como variable dependiente, y los retardos de esta y de la temperatura como variables 

explicativas.  

En el siguiente apartado, se comprobará mediante la causalidad de Granger si el efecto de 

las variables explicativas es significativo y si por tanto la alta temperatura ayuda a 

predecir la mortalidad para cada rango de edad en función del género. 

 

Para elegir el mejor modelo en función de los retardos que se pueden añadir, se van a usar 

el Criterio de información de Akaike y el Criterio de información bayesiano, ya que el 

mejor modelo será el que minimice estos dos criterios. 

 
6 En el anexo se encuentra el código para ello. 
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						𝐴𝐼𝐶	(𝑚𝑜𝑑𝑒𝑙𝑜) = 	−2 log𝑀𝐿	(𝑚𝑜𝑑𝑒𝑙𝑜) + 2 ∗ 𝑛ú𝑚𝑒𝑟𝑜	𝑝𝑎𝑟á𝑚𝑒𝑡𝑟𝑜 

𝐵𝐼𝐶	(𝑚𝑜𝑑𝑒𝑙𝑜) = 	−2 log𝑀𝐿	(𝑚𝑜𝑑𝑒𝑙𝑜) + log(𝑜𝑏𝑠𝑒𝑟𝑣𝑎𝑐𝑖𝑜𝑛𝑒𝑠) ∗ 𝑛ú𝑚	𝑝𝑎𝑟á𝑚𝑒𝑡𝑟𝑜𝑠 

 

 

Donde M𝐿	(𝑚𝑜𝑑𝑒𝑙𝑜) representa la función del parámetro por Máxima Verosimilitud 

(Maximum Likelihood). 

 

Cada uno de los criterios cuenta con limitaciones. Por ejemplo, AIC, cuando la serie es 

pequeña, aplica más parámetros al modelo de los que realmente necesita y BIC más que 

añadir parámetros de más, lo que hace es penalizar cuando son demasiados. 

 

Combinando cada serie de mortalidad con la temperatura, se he estudiado, teniendo en 

cuenta las ventajas y limitaciones de cada criterio, y determinando cuántos retardos se 

deben añadir para explicar mejor el modelo, y en función de eso seleccionar el modelo 

VAR óptimo. 

 

 

4.2.3 Causalidad de Granger. 
 

Una vez todas las series temporales son estacionarias, y se conoce el orden del modelo, 

se debe estudiar la causalidad de Granger. En distintos trabajos con distintas variables, 

por ejemplo en Ashenfelter, et al. (1982) estudian la causalidad con modelos VAR. 

 

Granger, en el año 1969, establece que si se tienen evidencias de que si una variable causa 

a otra, los valores pasados de la causante ayudan a predecir los valores de la causada. En 

este trabajo, se comprueba que si la alta temperatura causa la mortalidad, se van a usar 

los retardos de temperatura para ayudar a predecir la mortalidad.  

Para ello, se va a aplicar grangertest entre cada serie de mortalidad y la temperatura 

máxima, para así estudiar si las altas temperaturas pueden ayudar a predecir la mortalidad 

en los meses cálidos. 

 

 

 

(9) 

(10) 



 30 

4.2.4 Función Impulso-Respuesta. 
 

Una vez que se sabe que las altas temperaturas sí que causan un impacto en la mortalidad, 

para analizar cómo se comportan y se relacionan distintas variables a lo largo del tiempo, 

la función de respuesta impulso (IRF, por sus siglas en inglés) es la técnica más utilizada. 

Cuando una variable exógena experimenta un cambio repentino, esta función recrea cómo 

la variable endógena se ve afectada por este efecto anómalo. 

En este trabajo, la variable a estudiar es la mortalidad tras un impacto inesperado de la 

temperatura. El tiempo que tarda la mortalidad en volver a su estado habitual antes de que 

sucediera el shock es muy relevante para conocer la magnitud del impacto y si este dura 

mucho en el tiempo. 

 

Se ha aplicado en cada rango de edad de hombres y mujeres, la función irf () en R de cada 

modelo VAR, siendo la variable de respuesta la mortalidad y estudiándose 8 periodos en 

adelante para calcular la respuesta al impulso. Además de calcular intervalos de confianza 

mediante el método Bootstrap para las estimaciones de la función respuesta impulso y 

medir así la incertidumbre, donde a mayor amplitud mayor será esta última. 

 

 

4.2.5. Descomposición de la varianza. 
 

Una vez estudiadas las IRF, es interesante el impacto de las altas temperaturas en la 

variabilidad de la mortalidad mediante la técnica de descomposición de la varianza . 

Durante 50 periodos se va a identificar qué parte de las fluctuaciones de la mortalidad son 

atribuibles a cambios en las temperaturas extremas y cuáles a las propias variaciones de 

la mortalidad por otros factores. 

Para ello se aplica la función fevd en cada modelo de mortalidad y temperatura 

especificando en qué variable se quiere hacer la descomposición de la varianza, en este 

caso, ante un impacto inesperado en la temperatura. 
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4.2.6. Residuos del modelo. 
 
Finalmente, antes de la predicción, para que los modelos sean válidos, se debe comprobar 

si el término de error cumple ciertas condiciones importantes7. 

 

4.2.6.1. Normalidad de los residuos. 

 

En primer lugar, se va a conocer la distribución de los errores los cuales deben seguir 

normalidad para asegurar precisión. 

 

Para ello se realizan dos test, Cramer-von Mises (CVM) y Anderson-Darling (AD), 

ambos muy usados para empezar a conocer la distribución, en este caso, del residuo. 

Ambos procedimientos parten de la idea de estudiar la diferencia entre la función de 

distribución estimada y la real. En este caso, se va a tomar como distribución estimada 

una Normal y se va a comparan con la distribución real desconocida, en el caso de que el 

pvalor sea mayor al nivel de significatividad, no hay evidencias para rechazar la hipótesis 

de normalidad y, por tanto, los residuos seguirán una distribución normal.  

Para ello, se aplicará a cada residuo de cada modelo cvm.test y ad.test, usando la Normal 

como distribución para la hipótesis nula con media 0 y de desviación típica el error. 

 

La diferencia entre CVM y AD, aunque estudian lo mismo, es que el primero da más 

valor a los datos de la parte central donde suele haber más datos y es el segundo el que 

da más peso a las colas de la distribución, más común en ciencias actuariales. 

 

4.2.6.2. Residuos incorrelados. 

 

En segundo lugar, se estudia si no hay autocorrelación en los residuos mediante el test de 

Ljung-box, que parte de la hipótesis nula que establece ausencia de autocorrelación. 

Para cada variable del modelo, tomando Box.test con diez retardos, se va a aplicar este 

procedimiento y en caso de que no se pueda rechazar la hipótesis nula de no 

autocorrelación se puede asegurar que los modelos están capturando bien los 

movimientos de cada serie al ser los errores independientes. 

 
7 Que cada término de error del modelo cumpla con las cuatro condiciones implica que el modelo tiene 
una alta capacidad predictiva y no está infraestimando o subestimando. 
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4.2.6.3. Residuos homocedásticos. 

 

En tercer lugar, los residuos tienen que distribuirse a lo largo del tiempo sin mostrar 

patrones y, por lo tanto, cumplir la condición de homogeneidad.  

Para cada rango de edad se genera, 

• Un modelo de regresión lineal donde la variable dependiente es el residuo al 

cuadrado de la mortalidad y las variables explicativas los retardos de temperatura 

máxima y la misma mortalidad. 

𝜀@!"#$%&'(%( = 𝛾$9:!"#$%&'(%( + 𝛾$9:
$*!+*#%$6#%	!%K 

 

 

• Un modelo de regresión donde la variable dependiente es el residuo al cuadrado 

de la temperatura máxima y las variables explicativas los retardos de la misma 

temperatura máxima y la mortalidad.  

 

𝜀@$*!+*#%$6#%	!%K = 𝛾$9:!"#$%&'(%( + 𝛾$9:
$*!+*#%$6#%	!%K 

 

 

Con esto se calcula el test Breush-Pagan, siendo la diferencia entre el tamaño de los 

residuos por la parte autorregresiva del modelo, todo ello multiplicado por el valor del  

𝑅@ del modelo de los errores generado previamente. 

 

 

4.2.6.4. Media cero. 

 

Finalmente, se comprueba si la media del término de error es nula. En caso de que no sea 

así, la estimación no será correcta y sobreestimará o infraestimará. 

Obtenida la media de los residuos, se comprueba si se encuentra dentro de la región 

crítica, calculado a partir de los cuantiles 2,5% y 97,5%. En caso de que la media esté 

dentro de este, la hipótesis de esperanza nula se cumple. 

Una vez comprobadas estas cuatro condiciones, se puede asegurar que los residuos de los 

modelos están incorrelados, son homocedásticos, con media cero y que siguen una 

distribución normal. 

(11) 

(12) 
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4.2.7. Predicción de la mortalidad. 
 
Una vez comprobados que los modelos VAR cumplen con la condición de causalidad, 

donde los valores pasados de las altas temperaturas son significativos para predecir la 

mortalidad, y que los errores siguen todas las condiciones necesarias de normalidad, 

homocedasticidad, media cero e incorrelación, se realiza la predicción para obtener los 

valores futuros de la mortalidad teniendo en cuenta las altas temperaturas. 

 

El uso de modelos VAR permite predecir una variable de interés con ayuda de otra, la 

cual afecte significativamente a la primera. A nivel actuarial esto es muy relevante a la 

hora de poder estimar la mortalidad futura teniendo la alta temperatura. 

Poder medir el riesgo y encontrar unos valores por los que puede fluctuar la mortalidad 

futura en función de la edad a raíz del cambio climático, tiene un impacto muy importante 

en las aseguradoras ya que conocerá si su capital, en caso de seguros donde se asegura la 

mortalidad, es suficiente para cubrir los sucesos posibles o si debe provisionar una 

cantidad mayor. Para seguros de salud, como se sabe que las temperaturas afectan a las 

personas con enfermedades cardiovasculares o respiratorias, el estudio es el mismo. Hay 

que conocer si las primas son suficientes para los eventos que pueden suceder, a raíz de 

las olas de calor extremas. 

 

Es importante considerar los resultados de Descomposición de la varianza, ya que 

muestran cómo el aumento de las temperaturas afecta a la mortalidad, pero este impacto 

es uno de los muchos factores que influyen en esta. 

 

Para ello, se van a utilizar Point forecast, valor esperado de la variable aleatoria para un 

periodo futuro determinado y Interval forecast, intervalo de confianza por el que el 

proceso estocástico va a fluctuar y en el que se va a encontrar el verdadero valor de la 

estimación. 

Tanto Point forecast como Interval Forecast se harán para los cuatro modelos VAR(1)8 

del estudio para tener así una visión más completa del estudio, tanto como por el valor 

esperado como por la incertidumbre que este puede tener. 

 

 
8 Un dato relevante es que cada serie temporal cuenta con 153 observaciones, lo que va a influir en la 
capacidad de predicción del modelo. 
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5. RESULTADOS. 
 

5.1 RESULTADOS PARA LA PRIMERA PARTE METODOLÓGICA. 
 

La figura 5.1 representa la estimación de la distribución de la mortalidad mediante el 

método Kernel, con el objetivo de establecer una función de enlace óptima de los modelos 

GLM en función de la variable dependiente, mortalidad. 
 

Figura 5.1 
Histograma de la mortalidad para conocer su distribución 

 

 

 

 

 

 

 

 

 

 

Kernel es una estimación, pero visualmente se aprecia como la mortalidad puede 

acercarse a otro tipo de distribuciones que no sean la Normal, siendo una de las posibles 

Poisson. 

Diversos estudios que han analizado la mortalidad usando modelos GLM y a la hora de 

modelar la mortalidad como variable explicativa asumen que sigue esta distribución 

Poisson (Puig, X., Ginebra, J., & Gispert, R., 2005). Esta se suele utilizar cuando la 

variable explicativa es categórica y, en este caso, representa el número de fallecidos en 

los meses cálidos para una edad específica, cuya frecuencia puede ser ajustada por una 

distribución de Poisson. Es por lo que en el trabajo se va a utilizar, ya conocida la familia, 

una función de enlace logarítmica. Esta es la más usada cuando la variable dependiente 

sigue este tipo de distribución. 
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Fuente: Elaboración propia 
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Una vez conocida la familia del modelo, se obtienen los resultados del primer estudio. 

Con los modelos GLM para las mujeres se va a ver para qué edades la temperatura es 

significativa en la mortalidad. 

 

Debido a la gran cantidad de modelos, se va a ir observando por rango de edad, 

empezando de los 0 a los 25. Para la edad 25 se observa como la temperatura no es 

significativa en la figura 5.2, aunque para ninguna de todas las edades de este rango lo es. 

 
Figura 5.2 
Resultados del modelo GLM para la edad 25. 

 

 

 

 

 

 

 

Aunque se observa que el coeficiente de temperatura es positivo, es decir, tiene una 

relación positiva con la mortalidad, el p-valor es muy elevado y, por tanto, no tenemos 

evidencias suficientes para rechazar la hipótesis nula, siendo esta:  

𝐻?:				𝛽' = 0 

 

donde 𝛽' corresponde al coeficiente de la temperatura, en este caso. 

 

Para el rango de edad entre 26 y 51, representando aquí el modelo para la edad 40, se ve 

que la variable temperatura tampoco es significativa. La única edad donde la temperatura 

provoca un efecto es para la edad de 49 años, algo anormal ya que se ve como en los años 

cercanos no hay ninguna edad más donde la variable independiente sea relevante. 

Por tanto, para edades tempranas de las mujeres, las olas de calor no tienen un efecto claro 

y directo9. 

 

 

 
9 Los resultados para los hombres demuestran como las altas temperaturas sí que van a causar efecto a 
edades más tempranas. 

Fuente: Elaboración propia 

(13) 
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Figura 5.3 
Resultados del modelo GLM para la edad 40 

 

 

 

 

 

 

 

 

Para este rango de edad y, en particular, para la edad 40, se sigue viendo un coeficiente 

positivo, pero no significativo en la variable explicativa por su elevado p-valor. 

 

Si se considera el siguiente, entre los 50 y 75 años, continúa sin ser relevante la variable 

temperatura, aunque se observa otra edad algo incorrelada con el resto de las edades 

cercanas que es la edad10 67, algo no muy característico al ser algo extraordinario.   

Sin embargo, sí es a partir de las últimas edades de este grupo, en particular para la edad 

74 y 75 donde se empieza a observar como la significatividad de la variable explicativa, 

temperatura, empieza a ser algo usual, como se observa en la figura 5.4 y figura 5.5. 

 

 
Figura 5.4 
Resultados del modelo GLM para la edad 74 

 

 

 

 

 

 

 

 

 

 

 
10 Es la única de las pocas edades antes de los 70 significativa para la mujer, resultado distinto si lo 
comparamos con el de los hombres. 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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En este caso, se observa como la temperatura tiene un efecto de aumento en la mortalidad 

por su coeficiente positivo (0.016399) y a un nivel de significatividad del 1%, se tienen 

evidencias para poder rechazar la hipótesis nula (13). Por lo tanto, al rechazarla se 

concluye que el coeficiente es significativo. 

 
Figura 5.5 
Resultados del modelo GLM para la edad 75 

          

 

 

 

 

 

 

 

 

 

Similar a los resultados en la figura 5.4, en este caso con un mayor nivel de confianza al 

0,1% de significatividad, se afirma en la figura 5.5 que para la edad 75, las altas 

temperaturas afectan a la mortalidad para el género femenino. 

Se va a observar como a medida que aumenta la edad, también aumenta el grado de 

confianza para rechazar la hipótesis nula. 

 

A partir de los 76 años para las mujeres, se sigue el patrón del rango anterior, donde la 

variable explicativa ya empieza a influir en la dependiente de manera muy habitual. A 

partir de la edad 80 en adelante, la temperatura va a ser significativa a un nivel de 

confianza, en la mayoría, muy alto hasta la 101, la última edad del estudio. 

Aquí se va a representar algunas edades, donde se confirma una relación entre ambas 

variables cuando las mujeres cuentan con edades avanzadas. 

 

 

 

 

 

Fuente: Elaboración propia 
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Figura 5.6 
Resultados del modelo GLM para la edad 79 

 

 

 

  

 

 

 

 

 

 
Figura 5.7 
Resultados del modelo GLM para la edad 80 

 

 

 

 

 

 

 

 

 
Figura 5.8 
Resultados del modelo GLM para la edad 83 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Figura 5.9 
Resultados del modelo GLM para la edad 90 

 

 

 

 

 

 

 

 

 

 
Figura 5.10 
Resultados del modelo GLM para la edad 95 

 

 

 

 

 

 

 

 
 

Figura 5.11 
Resultados del modelo GLM para la edad 101 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Para las figuras 5.6, 5.7, 5.8, 5.9, 5.10 y 5.11 los resultados representan lo mismo. Se 

identifica como para mujeres a partir de los 80 años, el coeficiente de temperatura es 

positivo y significativo en la mayoría a un nivel de confianza del 1%, lo que indica que 

se tiene mucha evidencia para rechazar la hipótesis que dice que el coeficiente de la 

temperatura no es significativo. 

 

De acuerdo con los resultados que presentaban sobre el impacto del calor del verano del 

2022 en la mortalidad de las mujeres en Ballester et al. (2023) y diversos estudios, se 

puede afirmar que es a partir de los 80 años, cuando las mujeres empiezan a experimentar 

los efectos del cambio climático y, con ello, el aumento de las temperaturas en los meses 

cálidos de nuestro país. 

 

Las siguientes figuras van a representar el impacto de la temperatura en los hombres, 

siguiendo la misma metodología y como para el estudio de las mujeres, debido a la gran 

cantidad de modelos, se va a ir analizando por rango de edad. 

 

De manera similar al análisis anterior, en la figura 5.12 no se observa ninguna relación 

significativa entre la temperatura y la mortalidad, aunque se podría resaltar que en los 

hombres de 22 años y 23 años se encuentra algo de relevancia de la variable 

independiente. Esto puede ser motivo del golpes de calor al realizar activades al aire libre 

sin una buena hidratación y con una falsa sensación de invulnerabilidad. 

 
Figura 5.12 
Resultados del modelo GLM para la edad 23 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 
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Para el rango de edad entre 26 y 51 años, representando aquí el modelo como ejemplo 

para la edad 40, figura 5.13, (en la media del tramo), se percibe que tampoco la 

temperatura es significativa. Por el contrario, sí se observa como para la edad 39 y edad 

48, aun con un nivel del 5%, la variable alta temperatura afecta al número de fallecidos a 

esas edades. Ya se empiezan a encontrar las primeras diferencias con las mujeres, ya que 

para edades más tempranas la temperatura empieza a provocar un impacto perjudicial. 

 
Figura 5.13 
Resultados del modelo GLM para la edad 40 

 

 

 

 

 

 

 

 

 

Aunque sigue habiendo edades a las que los hombres no se ven afectados por la 

temperatura al tener un p-valor muy elevado (como se ve en esta figura 5.13), se observa 

en la siguiente figura 5.14 como para edades cercanas, sí podemos empezar a rechazar la 

hipótesis de no significatividad, a diferencia con los modelos de las mujeres, donde para 

estas edades, se podía seguir concluyendo que la temperatura no tenía efecto en la 

mortalidad. 

 
Figura 5.14 
Resultados del modelo GLM para la edad 39 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Algo que resulta poco común en las mujeres, pero que empieza a observarse en los 

hombres de este rango de edad, como se ve en la figura 5.14, es el inicio de la afectación 

por las temperaturas a edades más tempranas. 

Esta idea se sigue mostrando en la figura 5.15, donde la variable explicativa tiene también 

un coeficiente positivo y significativo en la variable mortalidad. 

 
Figura 5.15 
Resultados del modelo GLM para la edad 48 

 

 

 

 

 

 

 

 

 

 

Comentando las edades entre los 50 y 75 años, se empiezan a ver las primeras diferencias 

con los modelos de mujeres. Para estas edades, en las mujeres hasta los 74 años no era 

normal ver un impacto significativo. Sin embargo, en los hombres para edades más 

tempranas, como es el rango que empieza en 50 años, ya existen varios modelos que 

muestran como un impacto en la temperatura afecta a la mortalidad. 

 
Figura 5.16 
Resultados del modelo GLM para la edad 58 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 



 43 

A la edad 58 de los hombres, en la figura 5.16, a un nivel de confianza del 1%, se puede 

concluir que la temperatura afecta significativamente en su mortalidad, conclusión que 

no se podía tomar en los modelos de mujeres. 

 

En las siguientes figuras se siguen mostrando modelos de hombres más jóvenes que las 

mujeres a los que les influye la temperatura. 

 

 
Figura 5.17 
Resultados del modelo GLM para la edad 61 

 

 

 

 

 

 

 

 
 

 

Figura 5.18 
Resultados del modelo GLM para la edad 72 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Figura 5.19 
Resultados del modelo GLM para la edad 74 

 

 

 

 

 

 

 

 

 

En las figuras 5.17, 5.18 y 5.19, se siguen demostrando las discrepancias entre hombres 

y mujeres, donde es para el género masculino algo relevante la significatividad de la 

temperatura, entre unos niveles del 5% y 1% de confianza, en la mortalidad, mientras que 

para las mujeres no existían evidencias para poder rechazar la hipótesis de no 

significatividad. 

 

Finalmente, a partir de los 76 años para los hombres, se observan tanto diferencias como 

similitudes, en comparación con las edades de las mujeres. 

La primera diferencia radica en que a partir de esta edad, es poco común encontrar edades 

en las que los hombres se vean afectados por la temperatura, a diferencia de las mujeres, 

que es a partir de esta, donde el impacto del calor empieza a ser influyente. 

Aun así, hay similitudes; por ejemplo, para ciertas edades muy avanzadas,  los hombres 

también les afecta las olas de calor extremas causado por el agravamiento de 

enfermedades cardiacas y de otras patologías. 

 

En consecuencia, aquí se representan edades, en la figura 5.20 y figura 5.21 donde en las 

mujeres la temperatura afectaba en su mortalidad y para hombres no es significativa y las 

figuras 5.22 y 5.23 para las edades 89 y 101, al ser unas de las pocas significativas para 

este rango, y comunes con el otro género. 

 

 

 

 

Fuente: Elaboración propia 



 45 

Figura 5.20 
Resultados del modelo GLM para la edad 79 

 

 

 

 

 

 

 

 

 

Comparándolo con la figura 5.6, en esta el p-valor era menor al 0,01% haciendo así que 

se pudiera rechazar la hipótesis de no significatividad y concluir que para la edad 79 en 

las mujeres las altas temperaturas afectaban a la mortalidad. Por el contrario, en esta 

figura 5.20, el resultado es totalmente distinto, se percibe como el p-valor es muy elevado 

indicando que no hay evidencia suficiente para negar la hipótesis nula de falta de 

significatividad en los hombres para esa misma edad. 

 
Figura 5.21 
Resultados del modelo GLM para la edad 80 

 

 

 

 

 

 

 

 

En esta figura 5.21, que representa la mortalidad para la edad 80 de los hombres, se puede 

estudiar en comparación con la figura 5.7 para las mujeres. Esta representaba como la 

mortalidad de la mujer para la edad 80 años estaba influenciada por las temperaturas, por 

el contrario, en la figura 5.21 no se observa el mismo efecto, y evidencia la falta de 

relevancia de la variable explicativa en la mortalidad del hombre al tener un pvalor tan 

elevado. 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Figura 5.22 
Resultados del modelo GLM para la edad 83 

 

 

 

 

 

 

 

 

 

El efecto que se sigue evidenciando es el mismo. Cuando se cambia el género, aunque la 

edad sea la misma, el efecto de la temperatura cambia, y como se observa en esta figura 

5.22, no hay evidencia para decir que el coeficiente es distinto de cero y, por ende, no son 

significativas las altas temperaturas en los hombres de 83 años. 

 

Estas siguientes figuras representan dos edades de similitud entre hombres y mujeres, 

resultado razonable si se considera que en el 2022 las olas de calor fueron muy 

prolongadas y con temperaturas muy elevadas y estas afectan directamente a la salud, 

pudiendo así afectar también a hombres en situaciones vulnerables. 

 
Figura 5.23 
Resultados del modelo GLM para la edad 89 

 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Figura 5.24 
Resultados del modelo GLM para la edad 101 

 

 

 

 

 

 

 

 

 

En las figuras 5.23 y 5.24, sí hay evidencias suficientes, a un nivel de confianza del 0,1% 

y 1% respectivamente, para concluir que las altas temperatura sí afectan a los hombres de 

estas edades muy avanzadas. 

 

Finalmente, todos estos resultados demuestran como a los hombres les influye menos el 

calor extremo, ya que hay menos edades en las que la temperatura es significativa y se 

observa como esta se concentra en edades más tempranas, si lo comparamos con las 

edades de las mujeres perjudicadas.  

Aun así, es importante recordar como a ciertas edades muy avanzadas, los hombres 

también están afectados por estos efectos y como se concluyó con las mujeres, tanto para 

los planes de prevención como desde el punto de vista actuarial, es relevante el impacto 

de las olas de calor persistentes que está experimentando el país y la diferencia entre el 

género y la edad. 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 
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5.2 RESULTADOS PARA LA SEGUNDA PARTE METODOLÓGICA. 
 

Gracias al primer estudio realizado se concluye que para las mujeres, las edades más 

afectadas por altas temperaturas son: 

• Entre los 75 y 84 años. 

• Igual o mayor de 85 años. 

 

En el caso de los hombres, se observa el efecto de la temperatura en edades: 

• Entre 45 y 64 años, 

• Entre los 65 y 74 años. 

 

Estos cuatro grupos de edades son para los que se va a tener los datos de la mortalidad 

diaria, teniendo así cuatro series temporales: 

 

• Igual o mayor de 85 años, siendo la primera serie temporal de mortalidad (M85). 

• Entre los 75 y 84 años, siendo la segunda serie temporal de mortalidad (M7584). 

• Entre 45 y 64 años, siendo la tercera serie temporal de mortalidad (H4564). 

• Entre los 65 y 74 años, siendo la cuarta serie temporal de mortalidad (H6574). 

 

Estas series temporales de mortalidad diaria se toman para los meses de mayo a 

septiembre. Cada una de estas se combinará con la serie temporal temperatura máxima 

diaria para los mismos meses. 

Finalmente, se obtendrán cuatro modelos VAR formado por cada serie temporal de 

mortalidad y temperatura diaria. 

 

 Modelo VAR 1 (mortalidad diaria M85 y temperatura máxima) 

Modelo VAR 2 (mortalidad diaria M7584 y temperatura máxima) 

Modelo VAR 3 (mortalidad diaria H4564 y temperatura máxima) 

Modelo VAR 4 (mortalidad diaria M6574 y temperatura máxima) 
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5.2.1 Estacionariedad. 
 

Siguiendo la metodología, la primera parte es comprobar la estacionariedad de las series 

temporales de mortalidad y temperatura máxima mediante los tres test comentados. 
 

Figura 5.25 
Resultados del test Dickey & Fuller para cada rango de mortalidad 

 

 

 

 

 

Observando los resultados de la figura 5.25 y partiendo de que la hipótesis nula es la no 

estacionariedad, a excepción de la última, a un nivel de 10% de confianza, el resto de las 

series temporales, en principio, son no estacionarias, ya que no hay suficiente evidencia 

para rechazar la hipótesis nula de no estacionariedad. 

 
Figura 5.26 
Resultados del test Phillips & Perron para cada rango de mortalidad 

 

 

 

 

 

Usando el procedimiento PP, es notable una diferencia en las tres últimas series de 

mortalidad, donde sí se tienen evidencias para rechazar la hipótesis nula y, por ende, 

asumir que son estacionarias. 

Como se comentó en la parte metodológica, el test de Phillips & Perron es una mejora del 

test de Dickey & Fuller en términos de autocorrelación y heterocedasticidad, y es por ello 

que se toman como definitivos los resultados del test PP que determina que las últimas 

tres series son estacionarias. 

 

Finalmente, se comprueba con el último test, el único que no es de raíz unitaria, para 

comprobar que los resultados son acordes con la decisión tomada. 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Figura 5.27 
Resultados del test KPSS para cada rango de mortalidad 

 

 

 

 

 

Partiendo de la hipótesis nula: la serie es estacionaria, se confirma que no hay suficientes 

evidencias para rechazar esa hipótesis en ninguna de las cuatro series, y por lo tanto, se 

dice que las series son estacionarias. 

 

Las hipótesis nulas de cada test para tener en cuenta son, 

 

Phillips & Perron 

			𝐻?		𝑁𝑜	𝑒𝑠𝑡𝑎𝑐𝑖𝑜𝑛𝑎𝑟𝑖𝑒𝑑𝑎𝑑 

 

KPSS 

𝐻?					𝐸𝑠𝑡𝑎𝑐𝑖𝑜𝑛𝑎𝑟𝑖𝑒𝑑𝑎𝑑 

 

Para las series temporales de mortalidad en mujeres de 75 a 84 años, hombres de 45 a 64 

años y hombres de 65 a 74 años, ambos test arrojan el mismo resultado. 

Por la parte del test PP, hay evidencias para rechazar la hipótesis nula por lo que las series 

son estacionarias. 

Por la parte del test KPSS, no hay evidencias para rechazar la hipótesis nula por lo que 

las series son estacionarias. 

Las hipótesis nula de cada test son opuestas, por lo que si se rechaza la hipótesis nula en 

una prueba y en la otra no, se demuestra que ambas pruebas coinciden en su conclusión. 

 

Con la mortalidad de mujeres iguales o mayores de 85 años, PP determina que no se 

puede rechazar la hipótesis nula y KPSS también indica que no hay evidencias para 

rechazarla. Ambos coinciden en no poder rechazar su hipótesis nula. Como se ha 

comentado antes, si las hipótesis nulas son opuestas, y en ninguna de las dos pruebas se 

rechaza la hipótesis nula, los resultados obtenidos son distintos para cada prueba, ya que 

Fuente: Elaboración propia 

(15) 

(14) 
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el primero indica que la serie temporal de mortalidad M85 es no estacionaria y el segundo 

test indica que sí es estacionaria. 

 

Finalmente, se van a tomar los resultados del test de Phillips & Perron, ya que este es 

robusto a la heterocedasticidad y autocorrelación además de no ser tan sensible como el 

test KPSS a la elección del futuro modelo. 

Se concluiría así que la mortalidad de mujeres igual o mayores de 85 años es no 

estacionaria, y, por consiguiente, se debe tomar diferencias solo en esta serie, con el fin, 

de convertirla en estacionaria. 

 

Por tanto, la única serie temporal en la que se deben tomar diferencias es en la mortalidad 

de mujeres igual o mayores de 85 años, donde aplicado ndiffs, este marca el número de 

diferencias necesarias para que la serie sea estacionaria.  En este caso 1 diferencia como 

marca la figura 5.28. 

 
Figura 5.28 
Resultado de las diferencias óptimas para la mortalidad M85 

 
 
 
 

 

Tras tomar una diferencia en esta serie11, se repiten los tres test de nuevo para verificar 

que se cumple el objetivo y se estudia su pvalor en la figura 5.29. 

 
Figura 5.29 
Resultados de los test para la mortalidad M85 con una diferencia 

 

 

 

 

 

 

 

 
11 Código de la toma de una diferencia en el Anexo. 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Los resultados de la figura 5.29 muestran como una vez se toma una diferencia en esa 

serie temporal, los tres test establecen estacionariedad en la misma. 

Tanto los test ADF y PP al ser la hipótesis nula la no estacionariedad, y tener evidencias 

para rechazarla, por tanto indican que la serie es estacionaria. Como para el test KPSS al 

ser la hipótesis nula la estacionariedad, y no tener evidencias para rechazarla, por tanto 

indica que la serie es estacionaria. Todas concluyen lo mismo. 

 

Siguiendo el mismo método para la serie temporal de temperatura máxima diaria, los 

resultados de los tres test utilizados se muestran en la figura 5.30. 
 

Figura 5.30 
Resultados de los test para la serie de temperatura máxima 

 

 

 

 

 

Aunque de Dickey – Fuller (ADF) se obtenga que es no estacionaria, los test de Phillips 

& Perron y KPSS asumen estacionariedad en la serie temporal, y como ambos test 

corrigen las limitaciones del primero, se considera esta idea. 

 

Por tanto, de las cinco series temporales que se tienen (cuatro de mortalidad y una de 

temperatura), se ha sido necesario tomar diferencias solo en la mortalidad de mujeres 

mayores a 85 años y, una vez tomadas, se obtiene que todas las series son estacionarias. 

 

 

5.2.2 Modelo VAR. 
 

Una vez se tienen las series de mortalidad y temperatura máxima con la condición de 

estacionariedad, se comprueba qué orden para cada modelo VAR (M85-TempMáxima, 

M7485-TempMáxima, H4564-TempMáxima, H6574-TempMáxima) es el que mejor se 

ajusta a los datos. 

 

Fuente: Elaboración propia 
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Se ha realizado para cada combinación, mortalidad_M85_diff con TempMaxima, 

mortalidadM_7584 con TempMaxima, mortalidadH_4564 con TempMaxima y 

mortalidadH_6574 con TempMaxima, un procedimiento para seleccionar con cuántos 

retardos el modelo VAR es mejor, siguiendo el criterio de información AIC y BIC. 
 

Figura 5.31 
Resultadoscriterios información M85 

 

 

 

 

 
 

Figura 5.32 
Resultados criterio información M7584 

 

 

 

 

esultados criterios información H6574 

Figura 5.33 
Resultados criterios información H4564 

 

 

 

 

 
 

Figura 5.34 
Resultados criterios información H6574 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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En la mayoría de las figuras, los criterios de información establecen el coger dos retardos 

(lags) de las variables, pero cuando luego se toma el modelo con esos dos retardos, solo 

es el primer retardo de la temperatura el significativo.  Por ello, aunque en algunos 

modelos los criterios mejoren (se minimice el resultado) con el segundo retardo, se opta 

por solo añadir retardos significativos y que realmente influyan en la variable de interés, 

mortalidad, y, por tanto, se toma solo un retardo en cada modelo VAR. 

 

Un ejemplo de lo ahora comentado; para los hombres entre 45 y 64 años tanto el AIC 

como BIC establecen que el mejor modelo VAR es el que contiene dos retardos pero la 

figura 5. 35 representa el siguiente resultado. 
 

 

Figura 5.35 
Resultados del modelo VAR H4564 con dos retardos 

 

 

 

 

 

 

 

 

 

Se observa como al meter dos retardos de ambas variables (TempMaxima.l1, 

TempMaxima.l2, mortalidadH_4564.l1, mortalidadH_4564.l2) ni el primer retardo de 

temperatura máxima ni el segundo son significativos al tener un p-valor superior a 

cualquier nivel de confianza, y, por consiguiente, ninguno causa efecto en la mortalidad. 

 

Al contrario, como se observa la figura 5.36, si se añade solo un retardo de ambas 

variables (TempMaxima.l1, mortalidadH_4564.l1) ambos son significativos para 

predecir la mortalidad (el pvalor < al nivel de significancia). 

 

 

 

Fuente: Elaboración propia 
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Figura 5.36 
Resultados del modelo VAR H4564 con un retardo 

 

 

 

 

 

 

 

 

Como el objetivo del trabajo es demostrar cómo la temperatura máxima afecta a la 

mortalidad, se opta solo por usar retardos significativos.  

Finalmente se obtiene que los cuatro modelos siguen un VAR de orden 1, VAR (1), al ser 

solo el primer retardo significativo. 

 

En las siguientes figuras se va a ilustrar12 como en todos los modelos VAR de orden 1, el 

retardo de la temperatura es significativo para el valor de la mortalidad y por tanto, se 

sigue afirmando la hipótesis de que para estas edades conocer el valor pasado de la 

temperatura máxima ayudará a predecir la mortalidad futura. 

 

 
Figura 5.37 
Resultados del modelo VAR M85 con un retardo 

 

  

 

 

 

 

 

 

 

 

 
12 El modelo VAR para H4564 es el ilustrado en la figura 5.36 de la página anterior. 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Figura 5.38 
Resultados del modelo VAR M7584 con un retardo 

 

 

 

 

 

 

 

 
Figura 5.39 
Resultados del modelo VAR H6574 con un retardo 

 
 
 
 
 
 
 
 
 
 
 
 
5.2.3 Causalidad de Granger 
 

La presentación de las figuras 5.36, 5.37, 5.38 y 5.39 ya da a intuir como sí existe una 

relación positiva y significativa para la predicción de la mortalidad en función de la 

temperatura máxima, pero para comprobarlo, se estudia la causalidad de Granger. 

Como se comentaba en la parte metodológica, si se demuestra que las temperaturas 

extremas causan la mortalidad, se puede decir que las altas temperaturas ayudan a 

predecir los valores futuros de la mortalidad para ciertas edades en función del género. 

 

Para las mujeres de edades iguales o superiores a 85 años, se observaba en la figura 5.37 

como el retardo de temperatura máxima era significativo en la mortalidad. El resultado 

del test de causalidad muestra lo siguiente en la figura 5.40. 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Figura 5.40 
Resultados de causalidad de Granger para M85 

 
 
 
 
 
 
 
 
 
En esta figura se confirma como a un nivel de confianza del 5% se tienen evidencias para 

decir que las altas temperaturas causan la mortalidad. 

Esto viene a raíz de que la hipótesis nula del test es la no causalidad y, por tanto, si el 

pvalor es menor que el nivel de confianza, se tienen indicios para rechazar esta hipótesis 

y, en consecuencia, decir que sí que existe causalidad. 

 

Para las mujeres de edades de 75 a 84 años, se esperan que las conclusiones de la figura 

5.41 sean similares a los que se obtuvieron en la figura 5.38, la cual evidenciaba la 

existencia de una relación positiva y significativa entre la temperatura pasada y la 

mortalidad. 

 
Figura 5.41 
Resultados de causalidad de Granger para M7584 

 
 
 
 
 
 
 
 
 
 
A un nivel de confianza del 0,1%, se tiene evidencia suficiente para afirmar que las altas 

temperaturas causan un aumento en la mortalidad para este rango de edad y, por tanto, 

que pueden ser utilizadas para estimar el número futuro de mujeres fallecidas para edades 

de 75 a 84 años. 

 

Las conclusiones para los hombres son bastante similares a las de las mujeres para ambos 

rangos de edad, como se observa en las figuras 5.42 y 5.43. 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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La figura 5.36 afirmaba que el valor pasado de las temperaturas máximas era significativo 

en la mortalidad de los hombres de edades entre 45 y 64 años. 

Siguiendo el test de causalidad, se puede afirmar con la figura 5.42, que para este rango 

de edad a un nivel de significatividad del 1%, el aumento de las temperaturas máximas 

en España afecta a la mortalidad. Por tanto, su información es útil para predecir. 
 

Figura 5.42 
Resultados de causalidad de Granger para H4564 

 

 

 

 

 

 

Finalmente, la figura 5.38 revelaba el impacto significativo de la temperatura máxima en 

la mortalidad de los hombres de 64 a 75 años, ya que el retardo de alta temperatura servía 

para predecir la mortalidad. La figura 5.43 va en consonancia con estos resultados. 

 
Figura 5.43 
Resultados de causalidad de Granger para H6574 

 
 
 
 
 
 
 
 
 
 
A un nivel de confianza del 5%, se afirma que la variable de temperatura máxima causa 

la mortalidad para los hombres en este rango de edad y, por lo tanto, es útil tomar la 

variable climática para conocer el futuro del número de fallecidos. 

 

Una vez estudiados todos los modelos y confirmar que se cumple el test de causalidad de 

Granger entre cada serie temporal de mortalidad y temperatura máxima, hay evidencia 

suficiente para afirmar que la temperatura sí es una variable relevante para ayudar a 

predecir la mortalidad futura en el año 2022. 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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5.2.4 Función Impulso-Respuesta. 
 

Una vez comprobada la causalidad de Granger, afirmando que las altas temperaturas sí 

que causan un impacto en la mortalidad, se realiza la función impulso respuesta de la 

mortalidad ante un shock en la temperatura. 

Para ello se aplica irf en cada modelo, dando como response a la mortalidad, para estudiar 

en ocho retardos el impacto en la variable y el tiempo que tarda en volver a su valor 

habitual. 

 

Las figuras 5.44, 5.45, 5.46 y 5.47 reflejan cómo la mortalidad responde a un shock 

inesperado en la temperatura máxima. 

El eje de abscisas representa el momento del choque (el periodo) y en el eje de ordenadas 

el impacto en la mortalidad. 

 
Figura 5.44 
Resultados de función impulso respuesta M85 

 

 

 

 

 

 

 

 

 
Figura 5.45 
Resultados de función impulso respuesta M7584 

 

 

 
 
 
 
 
 
 
 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Figura 5.46 
Resultados de función impulso respuesta H4564 

 
 
 
 
 
 
 
 
 
 
 
 
 
 

Figura 5.47 
Resultados de función impulso respuesta H6574 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

En primer lugar, observando los resultados en estas figuras se puede evidenciar una 

respuesta positiva y directa de la alta temperatura sobre la mortalidad, entendiéndose una 

correlación positiva entre las mismas. 

 

Por ejemplo, en el caso de mujeres con edades superiores a 85 años, la figura 5.44, en el 

periodo 0 [1,] no se produce ningún cambio en la mortalidad ya que es el momento del 

choque, por lo que su efecto todavía no se ve reflejado. Será a partir del periodo 1 [2,] 

donde se evidencie la innovación en la temperatura sobre la mortalidad. Se observa como 

a medida que pasan los periodos, el impacto va disminuyendo progresivamente, como era 

de esperar, hasta tender al valor que tenía antes de este suceso. 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Gráficamente se demuestra que en el periodo uno, un impacto de la temperatura máxima 

ha supuesto un aumento en tres unidades aproximadamente en la mortalidad de las 

mujeres de igual o mayor edad a 85 años, como respuesta a ese choque inesperado. 

En cuanto al intervalo de confianza al 95%, se ve como los primeros periodos son amplios 

debido a una mayor incertidumbre en la estimación y cómo a medida que el valor tiende 

a la situación habitual, la diferencia es menor y más ajustada. 

Esto proporciona indicios de cómo el shock de la temperatura máxima afecta de manera 

significativa a la mortalidad, ya que hay una persistencia de respuesta durante varios 

periodos aunque este aumento va decreciendo. 

 

Para el resto de los rangos se experimenta una situación similar, un shock inesperado en 

la temperatura máxima diaria, ha supuesto un aumento por encima de lo esperado en la 

mortalidad durante unos periodos, hasta que finalmente tiende a su valor habitual, por 

tanto se evidencia una respuesta positiva y significativa. 

 

Aplicando esto a seguros de riesgo donde se cubra la mortalidad los resultados arrojan 

conclusiones interesantes. Existen evidencias de que las personas puedan fallecer por 

encima de lo esperado con anterioridad al estar en un momento de cambio climático, 

donde las olas de calor y altas temperaturas cada vez son más usuales y, por ende, se 

deberá provisionar más capital con el fin de poder cumplir con esta situación “de estrés”. 

Un aumento de la mejor estimación del pasivo supondría a su vez una disminución de los 

fondos propios por ese aumento en las reservas (mayor SCR) para cubrir ese incremento 

en la mortalidad, por ahora, inesperado.  

 
 
5.2.5 Descomposición de la varianza. 
 

Conocido el impacto que tienen las temperaturas máximas en la mortalidad de distintas 

personas en función de su edad y género, también es relevante conocer qué cantidad de 

cambios en la mortalidad vienen por este efecto climático y saber si depende de más 

variables. Los planes de actuación frente a las olas de calor para obtener mejoras en la 

salud están muy interesados en esto, ya que si se conoce que uno de los motivos de los 

cambios en la mortalidad viene por las altas temperaturas, se puede solucionar el 

problema de una manera más eficiente. 
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Figura 5.48 
Resultados de la descomposición de la varianza ante un shock en la temperatura para M85 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Se muestran solo 15 de los 50 periodos al ser algo representativo y, aunque se conozca 

que las altas temperaturas afectan a la mortalidad significativamente, para las mujeres de 

edad igual o superior a 85 años, los resultados muestran como la temperatura máxima 

afecta en la mortalidad y este movimiento va aumentando.  Sin embargo, es notable que 

el impacto viene en mayor parte por otros shocks en la propia mortalidad y como esta se 

ve afectada por estos a lo largo del tiempo. 

En adelante se van a ver el resto de los resultados de 15 periodos en adelante para los 

otros tres modelos, donde el efecto es muy similar al de la figura 5.48. 
 

Figura 5.49 
Resultados de la descomposición de la varianza ante un shock en la temperatura para M7584 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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A medida que pasan los periodos en la figura 5.49 el impacto de las altas temperaturas en 

la mortalidad aumenta, hasta que explica en el periodo 15 un 20% de los cambios que se 

experimentan en el número de defunciones de las mujeres entre 75 y 84 años. 

 
Figura 5.50 
Resultados de la descomposición de la varianza ante un shock en la temperatura para H4564 

 

 

 

 

 

 

 

 

 

El impacto de la temperatura en los cambios de la mortalidad para hombres de edades de 

45 a 64 en la figura 5.50 es mucho menor que el que se explica para mujeres en las figuras 

5.48 y 5.49 para las distintas edades. 

Esta diferencia de resultados muestra que es mucho mayor el porcentaje explicado por 

altas temperaturas en las mujeres que en los hombres, en consonancia tanto con lo 

observado en este trabajo como en otros estudios publicados. 

 
Figura 5.51 
Resultados de la descomposición de la varianza ante un shock en la temperatura para H6574 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Comparando la figura 5.51 con la figura 5.50, ambas para hombres, hay un mayor cambio 

justificado por las temperaturas extremas en la mortalidad, al ser edades más avanzadas 

y, por tanto, más susceptibles al calor extremo. No obstante, sigue siendo mucho menor 

que el que se proporcionaba en la mortalidad de las mujeres. 

 

En consecuencia, el estudio de descomponer la varianza, una vez se ha comprobado que 

existe causalidad de las altas temperaturas diarias en el número de fallecidos diarios, 

muestra que esta variable climática impacta más y explica un mayor porcentaje en la 

mortalidad de las mujeres que en los hombres, como otros artículos ya mencionados 

concluían. 

Además, se necesitan tener en cuenta otros componentes que también tienen un impacto 

significativo en la mortalidad como lugar de residencia, salud, poder adquisitivo… 

aunque el fin de este trabajo es solo demostrar que las altas temperaturas son una variable 

también relevante. 

 

5.2.6 Residuos del modelo. 
 

Para cada uno de los cuatro modelos VAR del trabajo se van a obtener los residuos del 

modelo, comprobando en los siguientes apartados si cumplen con los requisitos 

suficientes comentados en la parte metodológica para aceptar los modelos y, finalmente, 

realizar la predicción. 

 

5.2.6.1. Normalidad de los residuos. 

 

Con los test Cramer-von Mises y Anderson-Darling, que miden la distancia entre la 

distribución estimada y la teórica, se obtienen los siguientes resultados para los cuatro 

modelos, M85, M7584, H4564 y H6574. 

 
Figura 5.52 
Resultados de test para comprobar la normalidad en los residuos 

 
 
 
 
 
 Fuente: Elaboración propia 
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Partiendo de la hipótesis nula que dicta que la distribución es una Normal, se tienen 

evidencias suficientes en ambos test para no rechazar la hipótesis de normalidad al tener 

un pvalor mayor que cualquier nivel de significancia en todos los grupos. Por tanto, se 

puede afirmar que los residuos de los cuatro modelos cumplen con la condición de 

normalidad. 

 

 

   5.2.6.2. Residuos incorrelados. 

 
Tomando como hipótesis nula la independencia de los residuos, la siguiente figura 

mostrará si hay evidencias para aceptar esta condición o si, por el contrario, se muestra 

que el proceso no es ruido blanco y hay dependencia. 
 

Figura 5.53 
Resultados de test para comprobar la independencia en los residuos 

 
 
 
 
 
 
 
 
 
 

A la vista de los resultados de la figura 5.53, para todos los modelos, y para cada retardo 

(de mortalidad y temperatura, primera y segunda variable respectivamente) no hay 

suficiente evidencia para rechazar la hipótesis nula (independencia), al tener todos un 

pvalor por encima de los niveles de significatividad. Por consiguiente, se acepta que los 

residuos no tienen autocorrelación y son independientes. 

 
 
   5.2.6.3. Homocedasticidad. 

 

Para grupo de edad y género se generan dos modelos de regresión lineal, donde la 

diferencia entre uno y otra será la variable dependiente. En primer lugar, serán los 

residuos de la mortalidad al cuadrado y para el otro, los residuos de la temperatura 

Fuente: Elaboración propia 
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máxima al cuadrado, los dos con las mismas variables explicativas (los valores pasados 

de ambas). 

Una vez se tienen los modelos de regresión de los residuos, con el test BP se verifica la 

condición, teniendo este como hipótesis nula que los residuos son homocedásticos. 
 

Figura 5.54 
Resultados de test para comprobar la homocedasticidad en los residuos tomando los 
residuos de la mortalidad. 

 
 
 
 
 
 
 
 
Partiendo del modelo  𝜀@!"#$%&'(%( = 𝛾$9:!"#$%&'(%( + 𝛾$9:

$*!+*#%$6#%, la figura 5.54 

representa como no hay evidencias suficientes para rechazar la hipótesis nula 

(homocedasticidad), ya que el p-valor de todos los modelos es superior a todos los niveles 

de significatividad y, por tanto, se asume que los errores de la mortalidad son 

homocedásticos. 

 
 

Figura 5.55 
Resultados de test para comprobar la homocedasticidad en los residuos tomando los 
residuos de la temperatura máxima. 

 
 
 
 
 
 
 
 
En este caso, el modelo de regresión del error es  𝜀@$*!+*#%$6#% = 𝛾$9:!"#$%&'(%( +

𝛾$9:
$*!+*#%$6#%,  la figura 5.55 representa que no hay evidencias suficientes para rechazar 

la hipótesis nula (homocedasticidad), ya que el p-valor de nuevo es superior a todos los 

niveles de significatividad. Se asume que los errores de la temperatura para todos los 

modelos son homocedásticos. 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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   5.2.6.4. Media centrada en cero. 

Para verificar que las predicciones van a ajustarse a los valores observados se comprueba 

que la media del error de los cuatro modelos VAR es nula. 
Figura 5.56 
Resultados de test para conocer la media de los errores 

 

 
 
 
 
 
 
La media del error en los cuatros modelos de combinación de series temporales es cero 

como muestra la figura 5.56, asegurando así predicciones sin sesgo y confirmando que 

los residuos se comportan como ruido blanco. 

 

5.2.7 Predicción de mortalidad. 
 

Una vez comprobado que las series temporales son estacionarias, que se ha tomado un 

modelo VAR con un número óptimo de retardos en función de las características de la 

muestra, que los residuos de este cumplen con cuatro condiciones fundamentales y que 

una de las series temporales (máxima temperatura) causa unidireccionalmente a la otra 

serie temporal (mortalidad), se puede realizar la predicción de la variable de interés con 

la información que proporciona la otra variable. 

 

El modelo predictivo para cada modelo VAR permite obtener la mortalidad diaria futura 

para días cercanos de mujeres y hombres en función de los rangos de edad que utiliza 

MoMo (“Sistema de Monitorización de la Mortalidad Diaria”). 

 

Los resultados de las figuras usan la serie temporal de 153 observaciones ( datos de mayo 

a septiembre) de mortalidad para predecir la mortalidad futura, pero teniendo en cuenta 

las altas temperaturas diarias. Se va a poder estudiar la tendencia que está prediciendo el 

modelo y cómo la mortalidad va a crecer en comparación con los últimos datos conocidos, 

a medida que se tienen esos registros de aumento en la temperatura. 

Fuente: Elaboración propia 



 68 

La figura 5.57 muestra los datos de mortalidad conocidos de las mujeres de edad igual o 

superior a 85 años sin tomar diferencias y la figura 5.58 muestra los datos de mortalidad 

conocidos de las mujeres de edad igual o superior a 85 años tomando una diferencia. 
 

Figura 5.57 
Número de defunciones diarias las mujeres a partir de 85 años en 2022 

 
 
 
 
 
 
 
 
 
 
 
 

 

Figura 5.58 
Variación de defunciones diarias las mujeres a partir de 85 años en 2022 

 
 
 
 
 
 
 
 
 
 
 
 

Los resultados de la figura 5.58 muestran la variación de mortalidad de mujeres a partir 

de los 85 años, ya que en el punto 5.2.1, “Estacionariedad”, los test concluían que en esta 

serie temporal había que tomar diferencias para eliminar la tendencia. 

Al tomar una diferencia, la serie se genera a partir de: 

 

		𝑡 = 1												𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑑𝑎𝑑$ −	𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑑𝑎𝑑$9: 

	𝑡 = 2												𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑑𝑎𝑑$ −	𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑑𝑎𝑑$9: 

𝑡 = 3												𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑑𝑎𝑑$ −	𝑚𝑜𝑟𝑡𝑎𝑙𝑖𝑑𝑎𝑑$9: 

 

Fuente: Elaboración propia 

… 

Fuente: Elaboración propia 
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La variabilidad diaria de la mortalidad implica que pueda haber diferencias negativas ya 

que un día puede haber dos fallecidos menos un día, al día siguiente cinco fallecidos más 

y al próximo ocho menos. Contar con datos diarios hace que estas variaciones sean más 

sensibles que si se tomaran mensuales o anuales. 

Es importante remarcar que todos los estudios previos de causalidad y función impulso 

respuesta como el modelo VAR cuentan con la variable mortalidad en diferencias, 

mortalidad_M85_diff. 

 
Los valores futuros de variación que se obtienen a través de la predicción (con ayuda de 

los valores de la temperatura) se encuentran en la figura 5.59 hasta el periodo 34. Los 

siguientes periodos que no se muestran en esta figura siguen presentando un aumento 

notable en la mortalidad. 

Una aclaración importante es que a partir de la figura para mujeres entre 75-84 años, no 

se ha tomado diferencias y por tanto los resultados que salen, no son la varianza de un día 

a otro, si no realmente la predicción de mortalidad diaria. 
 

Figura 5.59 
Valor esperado de las defunciones diarias para mujeres a partir de 85 años 
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Los valores negativos de la figura 5.59 son la representación de cómo cambia la 

variabilidad de la mortalidad de un periodo a otro. En este caso, lo que se obtiene es la 

variación en la tasa de crecimiento o decrecimiento según el momento futuro. A medida 

que pasa el tiempo esta predicción tiende a 0, representando que existe un cambio en la 

mortalidad diaria hasta que esta variación en los días se estabiliza. 

El signo negativo surge a raíz de los últimos días de la muestra donde la diferencia entre 

un día y otro es negativa (ya que son los días finales de septiembre) y al contar con datos 

diarios, aunque la mortalidad siga siendo alta, la variabilidad de un día a otro es tan sutil 

que influye a la hora de las diferencias y por eso se ve tanta variación. 

 

La figura 5.60 muestra los datos diarios de mortalidad conocidos de las mujeres de edad 

entre 75 y 85 años. A primera vista se observa como el número de fallecidos diarios es 

menor que a partir de los 85 años por causas naturales. 

 
Figura 5.60 
Número de defunciones diarias las mujeres de 75 a 84 años en 2022 

 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Figura 5.61 
Valor esperado de las defunciones diarias para mujeres de 75 a 84 años 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

La figura 5.60 representa la mortalidad diaria conocida para las mujeres de edades de 75 

a 84 años, y como a partir de estos valores observados, se predice la mortalidad futura 

diaria con los datos de altas temperaturas en la figura 5.61. 

Se observa una gran diferencia con la figura 5.59, ya que en esta serie no están tomadas 

diferencias (no se necesitaban) y por eso esta predicción sí mide exactamente el aumento 

de la mortalidad diaria, y no la variabilidad de los días. 

 

Fuente: Elaboración propia 

Figura 5.61                                                                                                                                   
Continuación: Valor esperado de las defunciones diarias para mujeres de 75 a 84 años  

Fuente: Elaboración propia 
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La figura 5.62 muestra los datos diarios de mortalidad conocidos de los hombres entre los 

45 y 64 años, siendo estos los de menor cuantía en comparación con todos los datos 

diarios de todas las series de mortalidad estudiadas. 

 
Figura 5.62 
Número de defunciones diarias los hombres de 45 a 64 años en 2022 

 

 

 

 

 

 

 

 
Figura 5.63 
Valor esperado de las defunciones diarias para hombres de 45 a 64 años 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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Para los hombres el efecto es el mismo que para las mujeres, y esto se observa en la figura 

5.63, cuya tendencia es un incremento en la mortalidad, en función de los datos conocidos 

de temperatura y mortalidad diaria. 

 

Finalmente, la figura 5.64 muestra los datos diarios de mortalidad conocidos para los 

hombres de edades comprendidas entre los 65 y 74 años. 

 
Figura 5.64 
Número de defunciones diarias los hombres de 65 a 74 años en 2022 

 

 

 

 

 

 

 
 

Figura 5.65 
Valor esperado de las defunciones diarias los hombres de 65 a 74 años 

 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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La figura 5.65 representa una pequeña diferencia con el resto de los resultados donde el 

crecimiento de la mortalidad es positivo, pero mucho más lento que si lo comparamos 

con el resto, pudiendo ser por diversos motivos. Uno de ellos es que se ha evidenciado un 

menor impacto del calor en la mortalidad en los hombres que en las mujeres. Es, por ello, 

que hay menos edades a las que los hombres se vean afectados por estas temperaturas y 

puede ser la causa de que esta variable climática no sea de tanta utilidad para predecir, 

como sí lo es para las mujeres. Esta idea va en consonancia con la figura 5.51, la cual 

refleja que, aunque el calor explique un porcentaje de la mortalidad, este es menor para 

hombres que para mujeres. 

 

 

Figura 5.65                                                                                                                       
Continuación: Valor esperado de las defunciones diarias los hombres de 65 a 74 años 

Fuente: Elaboración propia 
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5.3. RESULTADOS PARA MODELOS VAR CON FRECUENCIA ANUAL. 
 

El estudio entre la mortalidad y la temperatura suele estudiarse con frecuencia diaria.  

Por ejemplo, Achebak et al. (2020) comentaban como es mucho más apropiado medir 

esta relación con datos diarios debido a las características de ambas variables. 

Aunque se afirme que es preferible la utilización de estos y en este trabajo se realice de 

esta manera, se ha querido probar con datos anuales para analizar los posibles efectos. 

 

Una vez realizados los modelos GLM que sirven para estudiar a qué edad, en función del 

género, las altas temperaturas tienen un impacto en la mortalidad, se escogen tres edades 

para cada sexo y se toma la qx correspondiente a cada edad desde el 1970 al 2022. Cada 

serie temporal de la mortalidad según la edad se va a combinar con la temperatura anual 

para el mismo tramo de años. 

El proceso metodológico es exactamente el mismo que el de la segunda parte 

metodológica, aunque existe un código específico para este estudio en el Anexo.         

Primero se comprueba que las series son estacionarias, qué modelo VAR es el 

apropiado…, pero la principal diferencia viene por el estudio de la Causalidad de Granger 

y los resultados obtenidos del mismo. 

 

La causalidad de Granger estudia si una variable ayuda a predecir otra, al tener un efecto 

causal en la misma. En este caso, si las altas temperaturas ayudan a predecir la mortalidad 

por un impacto causal del clima sobre la probabilidad de fallecer. 

 

Se estudia la mortalidad para las edades 59, 72 y 74 para hombres y 80, 85, 90 y 94 para 

las mujeres. En todos los modelos VAR se va a obtener el mismo resultado.  Por ello, se 

va a representar en las siguientes dos figuras el modelo VAR (1) para las series temporales 

altas temperaturas y probabilidad de fallecer para mujeres de 85 años, siendo esta edad y 

género representativo de la muestra. 
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Figura 5.66 
Causalidad de Granger entre mortalidad y altas temperaturas para mujeres de 85 años. 

 

 

 

 

 

 

Si se compara el resultado de este test con cualquiera de las series temporales diarias se 

observa que en esta figura no hay evidencias suficientes como para rechazar la hipótesis 

de que la temperatura no sirve para predecir la mortalidad, al tener un pvalor del 0.3012. 

Se concluye que las altas temperaturas no tienen un efecto causal en la mortalidad anual 

y, por tanto, no sirven de ayuda para predecir la probabilidad de fallecer dentro de un año. 

 
Figura 5.67 
Modelo VAR (1) para mujeres de 85 años. 

 

 

 

 

 

 

La figura 5.67 representa un modelo VAR (1) ya que los criterios de información AIC y 

BIC determinaron que era el óptimo para la edad 85. Se observa como el valor pasado de 

alta temperatura no es significativo para la variable explicativa mortalidad y por tanto no 

es interesante usar el retardo climático para predecir la mortalidad ya que no le provoca 

ningún efecto relevante. 

  

En consecuencia, no se tienen evidencias que con series históricas anuales la temperatura 

sea relevante a la hora de explicar o predecir la mortalidad para ninguna de las siete edades 

de hombres y mujeres estudiadas en el trabajo. Por el contrario, ya se sabe que si la 

frecuencia es con datos diarios del 2022 el efecto de causalidad es significativo y, con 

ello, la utilidad de las altas temperaturas para predecir la mortalidad diaria. 

Fuente: Elaboración propia 

Fuente: Elaboración propia 
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6. CONCLUSIÓN. 
 
 

Conocer cómo se comporta la mortalidad a causa de las temperaturas extremas ha sido 

un tema estudiado desde antes del siglo XXI por autores como Díez (1996) donde 

analizaba el impacto de las temperaturas frías como cálidas en función del género y edad. 

El año 2003 supuso un punto de inflexión ya que se alcanzaron temperaturas 

extremadamente altas teniendo un efecto directo y significativo en la mortalidad española. 

Esto hizo que el gobierno del momento implantara en el año siguiente un plan preventivo 

frente a los efectos de las altas temperaturas en la salud. 

Con el paso de los años, unas hipótesis imprecisas y el aumento de la temperatura a causa 

del cambio climático se empezó a dar una mayor prioridad a cómo mitigar el impacto de 

las olas de calor en las personas vulnerables. 

Un año antes del verano con mayor número de fallecidos, López-Bueno et al. (2021) 

destacaban la importancia de conocer la temperatura la cual afectaba a las personas en 

términos de salud, trabajo y mortalidad. 

 

Este trabajo ha supuesto un estudio en España tanto para comprobar qué edades, en 

función del género, son las más perjudicadas por el verano del 2022 y demostrar cómo 

un shock en las altas temperaturas supone un impacto en el número de fallecidos, 

pudiendo así utilizarse esta variable climatológica para predecir la mortalidad futura. 

Ballester et al. (2023) diferenciaron cómo la ola de calor que asoló Europa afectó de 

distinta manera a hombres y mujeres teniendo mucha mayor repercusión en las segundas.  

 

Para comprobarlo y ver el impacto en España en particular, se empieza por un análisis de 

correlación entre las temperaturas y mortalidad de los meses de abril a septiembre de los 

años 2021 y 2022 donde se concluye que aunque el primero fue un posible aviso, es al 

siguiente año, en el 2022, donde se observa una correlación positiva elevada entre ambas 

variables, siendo uno de los pocos años que cuenta con un mayor número de fallecidos 

en julio que en el mes de diciembre y con valores muy cercanos a los de enero. 

 

Es por ello por lo que el trabajo se centra en los meses cálidos de este año para conocer 

las edades que están más afectadas por esta situación de temperaturas extremas y observar 

si existen diferencias entre las edades de mujeres y hombres. 
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Una vez realizado un modelo lineal generalizado (GLM) para cada edad en función de su 

la mortalidad y las temperaturas mensuales, se confirma una diferencia en las edades en 

las que hay un impacto significativo de la variable independiente, temperatura, en la 

variable dependiente, mortalidad, en función del sexo. 

  

Para las mujeres, es a partir de la edad 76 hasta la última edad de la muestra 101, donde 

la temperatura tiene una relación positiva significativa con la mortalidad, y hay suficiente 

evidencia para rechazar la hipótesis de no significatividad para este rango de edades. 

Para los hombres, las edades afectadas son más tempranas, comprendidas entre los 50 

años y 75 aproximadamente y es a partir de esta edad donde la temperatura deja de ser 

relevante. Este resultado contrasta con el obtenido para las mujeres, para quienes la 

temperatura empieza a ser significativa justo a partir de la edad 76. 

Esto refleja la primera gran diferencia entre hombres y mujeres, además son estas las que 

durante más edades se ven afectadas por las olas de calor debido a sus condiciones 

hormonales y particulares, causado por una mayor retención del calor que los hombres. 

 

Esto demuestra que no todas las edades cuentan con un impacto del calor en la mortalidad, 

por eso se realiza ese estudio previo de identificar las edades que son vulnerables a los 

efectos extremos. Una vez conocidas, el análisis se enfoca en conocer la mortalidad futura 

para esos rangos de edad ya que en un contexto de cambio climático y aumento de las 

emisiones de gases de efecto invernadero la tendencia es que la temperatura máxima 

continue aumentando y por ende, el riesgo de un aumento en la mortalidad por encima de 

lo esperado para esas edades afectadas. 

 

A raíz del uso de modelos VAR se puede analizar la conexión entre las dos series 

temporales con frecuencia diaria. Al combinar cada una de las series temporales de 

mortalidad para cada edad con la temperatura máxima, se obtienen cuatro modelos VAR 

(uno por cada rango de edad estudiado) y se obtiene gracias a las funciones impulso-

respuesta como un shock en la variable impulso, temperatura máxima, genera una 

respuesta de aumento en la mortalidad durante unos periodos hasta que tiempo después 

vuelve a su valor habitual. Además por la causalidad de Granger se puede afirmar como 

los valores pasados de la temperatura máxima sirven para predecir la mortalidad futura 

en todos los rangos de edad vulnerables. 
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Es importante recordar que los datos diarios son muy utilizados en los modelos de series 

temporales cuando se quieren estudiar variables climatológicas y en este trabajo se 

demuestra además como si en vez de tomar frecuencia diaria se toma frecuencia anual 

para edades sensibles al calor, con datos históricos desde el 1970, no existen evidencias 

de que la temperatura máxima ayude a predecir la mortalidad futura para el año que viene. 

 

Por tanto, el impacto del cambio climático y con ello el aumento de las temperaturas 

tienen un efecto importante en este país. En el año 2022 se ve un nuevo patrón de 

mortalidad donde las altas temperaturas están causando un aumento en las cifras de la 

primera. Se comprueba como no todas las edades están afectadas y como una de las 

diferencias viene por el género. Las mujeres mayores a 76 años y los hombres de edades 

de 50 a 75 son los más perjudicados, aunque son las primeras las que realmente sufren 

los efectos climáticos. Es para estad edades para las que se desea conocer la mortalidad 

futura, o al menos una aproximación, ya que van a estar impactadas por una variable 

específica que se espera que siga estando en un futuro, las altas temperaturas máximas. 

 

Con el trabajo se ha conseguido que de un hecho genérico como es el impacto de las altas 

temperaturas en la mortalidad, se conozcan las edades afectadas diferenciado por hombres 

y mujeres. Con esta información, se ha podido estimar la mortalidad futura para estas 

edades, y con ello estimar el posible riesgo de un aumento en el número de fallecidos. 

Este aumento es solo una estimación ya que se ha demostrado que el impacto del calor ha 

sido algo particular del año 2022 ya que si se toman datos anuales desde un histórico de 

más de 30 años para predecir no se consiguen evidencias de que la variable temperatura 

haya supuesto un efecto significativo en la mortalidad. 

Esta idea se refuerza con los datos ya conocidos del 2023, donde se vuelve a picos de 

mortalidad mucho más altos en diciembre y enero que en verano, dando a entender que 

aunque la temperatura siga aumentando a consecuencia del cambio climático (y 

seguramente el número de fallecidos por encima de lo esperado en los meses con olas de 

calor), el impacto que genera en la mortalidad no va a ser homogéneo a lo largo de los 

años. 
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ANEXO. 
 

A1. Gráficos para el año 2021 en los meses fríos. 
 

 

 

 

 

 

 

 

 

Ambos gráficos reflejan lo mismo que las figuras 3.4 y 3.5 para los meses fríos del 2022. 

Se observa como a medida que baja la temperatura, la mortalidad aumenta. Es por ello 

que en este trabajo se estudian solo los meses cálidos, ya que en caso de que se quisieran 

medir también estos, habría que hacerlo por seperado, para no sesgar los resultados. 

 

 

A2. Código de R. 
 

#EXCESO DE MORTALIDAD 

#Graficar el exceso de mortalidad para ver cómo en verano del 2022 hubo un aumento. 

Excesodemortalidad<-read.csv2(file.choose(),header = FALSE,nrows = 45) 

Fecha<-ts(Excesodemortalidad$V1) 

exceso<-ts(Excesodemortalidad$V2) 

Exceso<-exceso/100 

data=ts((Excesodemortalidad$V2/100),freq=12,start=c(2020,1)) 

plot(data,main="", xlab="", ylab="Exceso de mortalidad") 

axis(3, at = time(data), labels = Excesodemortalidad$V1, las = 2) 

 

#RELACION TEMP Y MORTALIDAD  

#2022# 

Mortalidad<-read.csv2(file.choose(),header = FALSE) 

Temperaturas<-read.csv2(file.choose(),header = FALSE) 
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Mortalidadts<-ts(Mortalidad$V2)[4:9] 

Temperaturasts<-ts(Temperaturas$V2)[4:9] 

serie_temporal <- ts(data = cbind(Mortalidadts, Temperaturasts), start = 4) 

library(ggplot2) 

df <- data.frame(Fecha = time(serie_temporal), Muerte = Mortalidadts, Temperatura = 

Temperaturasts) 

 

ggplot(df, aes(x = Fecha)) + 

  geom_line(aes(y = Muerte, color = "Muerte")) + 

  geom_line(aes(y = Temperatura * 1000, color = "Temperatura")) +  

  scale_y_continuous(sec.axis = sec_axis(~./1000, name = "Temperatura")) +  

  labs(title = "Relación mortalidad-temperatura 2022", x = "Meses", y = "Muerte", color 

= "Variable") + 

  scale_color_manual(values = c(Muerte = "purple", Temperatura = "red")) + 

  theme_minimal() + 

  xlim(min(df$Fecha), max(df$Fecha))   

cor(Mortalidadts,Temperaturasts) 

#se basa en los rangos de los datos y es menos sensible a los valores atípicos  

correlation_spearman <- cor(Mortalidadts, Temperaturasts, method = "spearman") 

print(correlation_spearman) 

 

#2021# 

Mortalidad21<-read.csv2(file.choose(),header = FALSE) 

Temperaturas21<-read.csv2(file.choose(),header = FALSE) 

Mortalidadts21<-ts(Mortalidad21$V2)[4:9] 

Temperaturasts21<-ts(Temperaturas21$V2)[4:9] 

serie_temporal21 <- ts(data = cbind(Mortalidadts21, Temperaturasts21), start = 4) 

library(ggplot2) 

install.packages("ggplot2") 

library(ggplot2) 

df21 <- data.frame(Fecha21 = time(serie_temporal21), Muerte = Mortalidadts21, 

Temperatura = Temperaturasts21) 

ggplot(df21, aes(x = Fecha21)) + 

  geom_line(aes(y = Muerte, color = "Muerte")) + 
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  geom_line(aes(y = Temperatura * 1000, color = "Temperatura")) +  

  scale_y_continuous(sec.axis = sec_axis(~./1000, name = "Temperatura")) +  

  labs(title = "Relación mortalidad-temperatura 2021", x = "Meses", y = "Muerte", color 

= "Variable") + 

  scale_color_manual(values = c(Muerte = "purple", Temperatura = "red")) + 

  theme_minimal() + 

  xlim(min(df21$Fecha21), max(df21$Fecha21))   

cor(Mortalidadts21,Temperaturasts21) 

correlation_spearman21 <- cor(Mortalidadts21, Temperaturasts21, method = 

"spearman") 

print(correlation_spearman21) 

 

#Invierno# 

#2022 Enero-Marzo 

MortalidadtsInv<-ts(Mortalidad$V2)[c(1:3)] 

TemperaturastsInv<-ts(Temperaturas$V2)[c(1:3)] 

serie_temporalInv <- ts(data = cbind(MortalidadtsInv, TemperaturastsInv)) 

dfInv <- data.frame(Fecha = time(serie_temporalInv), Muerte = MortalidadtsInv, 

Temperatura = TemperaturastsInv) 

 

ggplot(dfInv, aes(x = Fecha)) + 

  geom_line(aes(y = Muerte, color = "Muerte")) + 

  geom_line(aes(y = Temperatura * 1000, color = "Temperatura")) +  

  scale_y_continuous(sec.axis = sec_axis(~./1000, name = "Temperatura")) +  

  labs(title = "Relación mortalidad-temperatura", x = "Meses", y = "Muerte", color = 

"Variable") + 

  scale_color_manual(values = c(Muerte = "purple", Temperatura = "red")) + 

  theme_minimal() + 

  xlim(min(dfInv$Fecha), max(dfInv$Fecha))   

cor(MortalidadtsInv,TemperaturastsInv) 

 

#2022 Octubre-Diciembre 

MortalidadtsInv<-ts(Mortalidad$V2)[c(10:12)] 

TemperaturastsInv<-ts(Temperaturas$V2)[c(10:12)] 
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serie_temporalInv <- ts(data = cbind(MortalidadtsInv, TemperaturastsInv)) 

dfInv <- data.frame(Fecha = time(serie_temporalInv), Muerte = MortalidadtsInv, 

Temperatura = TemperaturastsInv) 

 

ggplot(dfInv, aes(x = Fecha)) + 

  geom_line(aes(y = Muerte, color = "Muerte")) + 

  geom_line(aes(y = Temperatura * 1000, color = "Temperatura")) +  

  scale_y_continuous(sec.axis = sec_axis(~./1000, name = "Temperatura")) +  

  labs(title = "Relación mortalidad-temperatura", x = "Meses", y = "Muerte", color = 

"Variable") + 

  scale_color_manual(values = c(Muerte = "purple", Temperatura = "red")) + 

  theme_minimal() + 

  xlim(min(dfInv$Fecha), max(dfInv$Fecha))   

cor(MortalidadtsInv,TemperaturastsInv) 

 

#2021 

MortalidadtsInv21<-ts(Mortalidad$V2)[c(1:3, 10:12)] 

TemperaturastsInv21<-ts(Temperaturas$V2)[c(1:3, 10:12)] 

serie_temporalInv21 <- ts(data = cbind(MortalidadtsInv21, TemperaturastsInv21)) 

 

dfInv21 <- data.frame(Fecha21 = time(serie_temporalInv21), Muerte = 

MortalidadtsInv21, Temperatura= TemperaturastsInv21) 

 

ggplot(dfInv21, aes(x = Fecha21)) + 

  geom_line(aes(y = Muerte, color = "Muerte")) + 

  geom_line(aes(y = Temperatura * 1000, color = "Temperatura")) +  

  scale_y_continuous(sec.axis = sec_axis(~./1000, name = "Temperatura")) +  

  labs(title = "Relación mortalidad-temperatura", x = "Meses", y = "Muerte", color = 

"Variable") + 

  scale_color_manual(values = c(Muerte = "purple", Temperatura = "red")) + 

  theme_minimal() + 

  xlim(min(dfInv21$Fecha21), max(dfInv21$Fecha21))   

 

cor(MortalidadtsInv21,TemperaturastsInv21) 
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#VER SI ES RELACION LINEAL 

#Grafico dispersión 

RELACION<-read.csv2(file.choose(),header = TRUE) 

plot(RELACION$TEMP[c(4:9)], RELACION$MORT[c(4:9)],  

     main = "Dispersión entre mortalidad y temperatura", 

     xlab = "Temperatura", ylab = "Mortalidad", 

     pch = 19, col = "blue") 

 

dtRELACION <- data.frame(Edad = RELACION$MES, TasaMortalidad = 

RELACION$MORT, Temperatura = RELACION$TEMP) 

 

#Correlacion 

cor(RELACION$TEMP[c(4:9)],RELACION$MORT[c(4:9)]) 

correlation_spearman<- cor(RELACION$TEMP[c(4,9)], RELACION$MORT[c(4,9)], 

method = "spearman") 

print(correlation_spearman21) 

 

#Relacion lineal 

modelo <- lm(RELACION$MORT[c(4:9)] ~ RELACION$TEMP[c(4:9)], data = 

RELACION) 

residuos<-residuals(modelo) 

shapiro.test(residuos)  

 

plot(RELACION$TEMP[c(4:9)], RELACION$MORT[c(4:9)],  

     xlab = "Temperatura", ylab = "Mortalidad",  

     main = "Gráfico de dispersión de Temperatura vs Mortalidad") 

abline(modelo, col = "red") 

legend("downright", legend = "Línea de Regresión", col = "red", lty = 1) 

 

#DISTRIBUCION DE LA MORTALIDAD# 

datos<-RELACION$MORT 

n<-length(datos) 

max(datos) 

hist(datos) 
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#Uniform Kernel 

h2=0.9*min(sd(datos),(quantile(datos,0.75)-quantile(datos,0.25))/1.34)*(1/n^(1/5)) 

f<-c() 

punto=seq(35000,48000,1) 

for (j in 1:length(punto)){ 

  f[j]=(1/(h2*n))*sum(dunif((punto[j]-datos)/h2,0,2)) 

} 

df<-data.frame(cbind(punto,f)) 

plot(df) 

plot(cumsum(f),xaxt='n')  

 

#Gaussian Kernel 

h1=1.06*sd(datos)/(n^(1/5)) 

f<-c() 

punto=seq(35000,48000,1) 

for (j in 1:length(punto)){ 

  f[j]=(1/(h1*n))*sum(dnorm((punto[j]-datos)/h1,0,1)) 

} 

df<-data.frame(cbind(punto,f)) 

plot(df) 

plot(cumsum(f),xaxt='n')  

 

aux<-cbind(punto,cumsum(f)) 

escenarios=1000 

mortalidad<-c() 

for (i in 1:escenarios){ 

  mortalidad[i]<-aux[which(round(aux[,2],3) == round(runif(1,0,1),3)),1][1] 

} 

mortalidad<-va[complete.cases(va)] 

hist(mortalidad) 
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#MODELOS REGRESION MUJERES Y HOMBRES# 

 

#MUJERES 

bbddMUJERES<-read.csv2(file.choose(),header = TRUE) 

 

dtModeloMUJERES <- data.frame(Edad = bbddMUJERES$EDAD, TasaMortalidad = 

bbddMUJERES$MORTALIDAD, Temperatura = bbddMUJERES$TEMP) 

 

dtModeloMUJERES <- na.omit(dtModeloMUJERES) 

 

modelosM <- list() 

 

for (edad in unique(dtModeloMUJERES$Edad)) { 

  datos_edadM <- subset(dtModeloMUJERES, Edad == edad) 

   

  modeloM <- glm(TasaMortalidad ~ Temperatura, data = datos_edadM, family = 

poisson(link="log"))   

  modelosM[[paste("Edad", edad)]] <- modeloM 

} 

 

for (i in 1:length(modelosM)) { 

  cat("Resumen del modelo para", names(modelosM)[i], ":\n") 

  print(summary(modelosM[[i]])) 

} 

for (i in 1:50) { 

  cat("Resumen del modelo para", names(modelosM)[i], ":\n") 

  print(summary(modelosM[[i]])) 

} 

 

vermodelo<-modelosM[[59]] 

print(summary(vermodelo)) 

cat("Resumen del modelo para 25:\n") 

print(summary(modelosM[[70]])) 
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#HOMBRES 

bbddHOMBRES<-read.csv2(file.choose(),header = TRUE) 

 

dtModeloHOMBRES <- data.frame(Edad = bbddHOMBRES$EDAD, TasaMortalidad = 

bbddHOMBRES$MORTALIDAD, Temperatura = bbddHOMBRES$TEMP) 

 

dtModeloHOMBRES <- na.omit(dtModeloHOMBRES) 

 

modelosHOMBRES <- list() 

 

for (edad in unique(dtModeloHOMBRES$Edad)) { 

  datos_edadHOMBRES <- subset(dtModeloHOMBRES, Edad == edad) 

   

  modeloHOMBRES <- glm(TasaMortalidad ~ Temperatura, data = 

datos_edadHOMBRES,family = poisson(link="log")) 

   

  modelosHOMBRES[[paste("Edad", edad)]] <- modeloHOMBRES 

} 

 

for (i in 1:50) { 

  cat("Resumen del modelo para", names(modelosHOMBRES)[i], ":\n") 

  print(summary(modelosHOMBRES[[i]])) 

} 

 

for (i in 1:length(modelosHOMBRES)) { 

  cat("Resumen del modelo para", names(modelosHOMBRES)[i], ":\n") 

  print(summary(modelosHOMBRES[[i]])) 

} 

 

vermodelo<-modelosHOMBRES[[59]] 

print(summary(vermodelo)) 
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# SERIES TEMPORALES DATOS ANUALES 

#PAQUETES 

install.packages("tidyverse") 

install.packages("lubridate") 

install.packages("car") 

install.packages("urca") 

install.packages("tseries") 

install.packages("astsa") 

install.packages("forecast") 

install.packages("foreign") 

install.packages("timsac") 

install.packages("vars") 

install.packages("lmtest") 

install.packages("mFilter") 

install.packages("dynlm") 

install.packages("nlme") 

install.packages("quantmod") 

install.packages("xts") 

 

library(fpp2) 

library(matrixStats) 

library(tseries) 

library(gridExtra) 

library(knitr) 

library(readxl) 

install.packages("grid.arrange") 

library(lmtest) 

library(tidyverse) 

library(lubridate) 

library(car) 

library(urca) 

library(tseries) 

library(astsa) 

library(forecast) 
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library(foreign) 

library(timsac) 

library(vars) 

library(lmtest) 

library(mFilter) 

library(dynlm) 

library(nlme) 

library(quantmod) 

library(xts) 

 

#Lectura de datos  

mortalidadST <- read.csv2(file.choose(), header = TRUE, skip = 0,) 

Tabla_mortalidad=ts(mortalidadST) 

temperaturaMaxST <- read.csv2(file.choose(), header = TRUE, skip = 0,) 

TempMaxima=ts(temperaturaMaxST[c(1:52),2]) 

length(TempMaxima) 

 

 

mortalidad_59<-ts(Tabla_mortalidad[c(22:74),6]) 

mortalidad_72<-ts(Tabla_mortalidad[c(22:74),7]) 

mortalidad_74<-ts(Tabla_mortalidad[c(22:74),8]) 

mortalidad_80<-ts(Tabla_mortalidad[c(22:74),2]) 

mortalidad_85<-ts(Tabla_mortalidad[c(22:74),3]) 

mortalidad_90<-ts(Tabla_mortalidad[c(22:74),4]) 

mortalidad_94<-ts(Tabla_mortalidad[c(22:74),5]) 

 

install.packages("graphics", dependencies = TRUE) 

 

#ESTACIONARIO EN MEDIA 

plotedad59=autoplot(mortalidad_59) + 

  ggtitle("mortalidad_59") + 

  ylab("q_59")+ 

  theme(plot.title = element_text(hjust = 0.5))  
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plotedad72=autoplot(mortalidad_72) + 

  ggtitle("mortalidad_72") + 

  ylab("q_72")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plotedad74=autoplot(mortalidad_74) + 

  ggtitle("mortalidad_74") + 

  ylab("q_74")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plotedad80=autoplot(mortalidad_80) + 

  ggtitle("mortalidad_80") + 

  ylab("q_80")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plotedad85=autoplot(mortalidad_85) + 

  ggtitle("mortalidad_85") + 

  ylab("q_85")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plotedad90=autoplot(mortalidad_90) + 

  ggtitle("mortalidad_90") + 

  ylab("q_90")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plotedad94=autoplot(mortalidad_94) + 

  ggtitle("mortalidad_94") + 

  ylab("q_94")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

quartz() 

grid.arrange(plotedad59, plotedad72, plotedad74,plotedad80, plotedad85, 

plotedad90,plotedad94, ncol = 3) 
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#Comprobar si son estacionarios  

 

#Mortalidad  

adf=c()    #HO: No Estacionariedad 

for (i in 2:8){ 

   

  adf[i]=adf.test((Tabla_mortalidad)[c(22:74),i])$p.value 

   

} 

 

Resultados_adf=data.frame(Adf.test=c(adf[2],adf[3],adf[4],adf[5],adf[6],adf[7],adf[8])) 

rownames(Resultados_adf)<-

c("Edad_80","Edad_85","Edad_90","Edad_94","Edad_59","Edad_72","Edad_74") 

Resultados_adf 

 

#NR(H0) por lo tanto da indicio de que no son estacionarios. 

 

pp=c() #H0->No Estacionariedad 

 

for (i in 2:8){ 

   

  pp[i]=pp.test((Tabla_mortalidad)[c(22:74),i])$p.value 

   

} 

Resultados_pp=data.frame(pp.test=c(pp[2],pp[3],pp[4],pp[5],pp[6],pp[7],pp[8])) 

rownames(Resultados_pp)<-

c("Edad_80","Edad_85","Edad_90","Edad_94","Edad_59","Edad_72","Edad_74") 

Resultados_pp 

 

#NR(H0) por lo tanto da indicio de que no son estacionarios. 
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kpss=c() #H0-> Estacionariedad 

 

for (i in 2:8){ 

   

  kpss[i]=kpss.test((Tabla_mortalidad)[c(22:74),i])$p.value 

   

} 

Resultados_kpss=data.frame(kpss.test=c(kpss[2],kpss[3],kpss[4],kpss[5],kpss[6],kpss[7

],kpss[8])) 

rownames(Resultados_kpss)<-

c("Edad_80","Edad_85","Edad_90","Edad_94","Edad_59","Edad_72","Edad_74") 

Resultados_kpss 

#R(H0) por lo tanto da indicio de que no son estacionarios. 

#aqui h0 es estacionario. 

 

#Temperatura  

 

TestKPSStemp<-kpss.test(TempMaxima)$p.value 

#NR(H0) por lo tanto da indicio de que es estacionaria. 

TestADFtemp<-adf.test(TempMaxima)$p.value 

TestPPtemp<-pp.test(TempMaxima)$p.value 

 

#Diferencias para que sean estacionarios  

diferencias=c() 

 

for (i in 2:8){ 

   

  diferencias[i]=ndiffs((Tabla_mortalidad)[c(22:74),i]) 

   

} 

 

Resultados_logdiferencias=data.frame(Numero_de_diferencias=c(diferencias[2],diferen

cias[3],diferencias[4],diferencias[5],diferencias[6],diferencias[7],diferencias[8])) 
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rownames(Resultados_logdiferencias)<-

c("Edad_80","Edad_85","Edad_90","Edad_94","Edad_59","Edad_72","Edad_74") 

Resultados_logdiferencias 

 

Diferenciastemp<-ndiffs(TempMaxima) 

 

#comprobar si tras diferenciar las series, son estacionarias 

 

lgmortalidad_59<-log(mortalidad_59) 

lgmortalidad_72<-log(mortalidad_72) 

lgmortalidad_74<-log(mortalidad_74) 

ndiffs(lgmortalidad_59) 

 

mortalidad_59_diff<-diff(lgmortalidad_59,lag=2) 

mortalidad_72_diff<-diff(lgmortalidad_72,lag=1) 

mortalidad_74_diff<-diff(lgmortalidad_74,lag=1) 

mortalidad_80_diff<-diff(mortalidad_80,lag=2) 

mortalidad_85_diff<-diff(mortalidad_85,lag=1) 

mortalidad_90_diff<-diff(mortalidad_90,lag=1) 

mortalidad_94_diff<-diff(mortalidad_94,lag=1) 

 

mortalidad_59_diff<-ts(mortalidad_59_diff) 

mortalidad_72_diff<-ts(mortalidad_72_diff) 

mortalidad_74_diff<-ts(mortalidad_74_diff) 

mortalidad_80_diff<-ts(mortalidad_80_diff) 

mortalidad_85_diff<-ts(mortalidad_85_diff) 

mortalidad_90_diff<-ts(mortalidad_90_diff) 

mortalidad_94_diff<-ts(mortalidad_94_diff) 

 

#Gráficos autoplot de los modelos 

plot1_diff=autoplot(mortalidad_59_diff) + 

  ggtitle("mortalidad_59_diff") + 

  ylab("q_59")+ 

  theme(plot.title = element_text(hjust = 0.5))  
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plot2_diff=autoplot(mortalidad_72_diff) + 

  ggtitle("mortalidad_72_diff") + 

  ylab("q_72")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plot3_diff=autoplot(mortalidad_74_diff) + 

  ggtitle("mortalidad_74_diff") + 

  ylab("q_74")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plot4_diff=autoplot(mortalidad_80_diff) + 

  ggtitle("mortalidad_80_diff") + 

  ylab("q_80")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plot5_diff=autoplot(mortalidad_85_diff) + 

  ggtitle("mortalidad_85_diff") + 

  ylab("q_85")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plot6_diff=autoplot(mortalidad_90_diff) + 

  ggtitle("mortalidad_90_diff") + 

  ylab("q_90")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plot7_diff=autoplot(mortalidad_94_diff) + 

  ggtitle("mortalidad_94_diff") + 

  ylab("q_94")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

quartz() 

grid.arrange(plot1_diff, plot2_diff, plot3_diff, plot4_diff, plot5_diff, plot6_diff, 

plot7_diff, ncol = 3) 
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adf_diff_59<-adf.test(mortalidad_59_diff)$p.value 

adf_diff_72<-adf.test(mortalidad_72_diff)$p.value 

adf_diff_74<-adf.test(mortalidad_74_diff)$p.value 

adf_diff_80<-adf.test(mortalidad_80_diff)$p.value 

adf_diff_85<-adf.test(mortalidad_85_diff)$p.value 

adf_diff_90<-adf.test(mortalidad_90_diff)$p.value 

adf_diff_94<-adf.test(mortalidad_94_diff)$p.value 

 

Resultados_adf_diff <- data.frame( 

  nombre = c("adf_diff_59", "adf_diff_72", "adf_diff_74", "adf_diff_80", "adf_diff_85", 

"adf_diff_90", "adf_diff_94"), 

  pvalor = c(adf_diff_59, adf_diff_72, adf_diff_74, adf_diff_80, adf_diff_85, 

adf_diff_90, adf_diff_94) 

) 

 

kable(Resultados_adf_diff) 

 

pp_diff_59<-pp.test(mortalidad_59_diff)$p.value 

pp_diff_72<-pp.test(mortalidad_72_diff)$p.value 

pp_diff_74<-pp.test(mortalidad_74_diff)$p.value 

pp_diff_80<-pp.test(mortalidad_80_diff)$p.value 

pp_diff_85<-pp.test(mortalidad_85_diff)$p.value 

pp_diff_90<-pp.test(mortalidad_90_diff)$p.value 

pp_diff_94<-pp.test(mortalidad_94_diff)$p.value 

 

Resultados_pp_diff <- data.frame( 

  nombre = c("pp_diff_59", "pp_diff_72", "pp_diff_74", "pp_diff_80", "pp_diff_85", 

"pp_diff_90", "pp_diff_94"), 

  pvalor = c(pp_diff_59, pp_diff_72, pp_diff_74, pp_diff_80, pp_diff_85, pp_diff_90, 

pp_diff_94) 

) 

kable(Resultados_pp_diff) 

kpss_diff_59<-kpss.test(mortalidad_59_diff)$p.value 

kpss_diff_72<-kpss.test(mortalidad_72_diff)$p.value 
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kpss_diff_74<-kpss.test(mortalidad_74_diff)$p.value 

kpss_diff_80<-kpss.test(mortalidad_80_diff)$p.value 

kpss_diff_85<-kpss.test(mortalidad_85_diff)$p.value 

kpss_diff_90<-kpss.test(mortalidad_90_diff)$p.value 

kpss_diff_94<-kpss.test(mortalidad_94_diff)$p.value 

 

Resultados_kpss_diff <- data.frame( 

  nombre = c("kpss_diff_59", "kpss_diff_72", "kpss_diff_74", "kpss_diff_80", 

"kpss_diff_85", "kpss_diff_90", "kpss_diff_94"), 

  pvalor = c(kpss_diff_59, kpss_diff_72, kpss_diff_74, kpss_diff_80, kpss_diff_85, 

kpss_diff_90, kpss_diff_94) 

) 

 

kable(Resultados_kpss_diff) 

 

#Causalidad de Granger  

 

TempMaxima=ts(temperaturaMaxST[c(3:54),2]) 

 

length(TempMaxima) 

 

grangertest(mortalidad_85_diff~TempMaxima,orden=1) 

 

#cambiando mortalidad por edad 

 

library(lmtest) 

install.packages("lmtest") 

 

###### Proceso VaR ##### 

VaR59<-cbind(mortalidad_59_diff,TempMaxima) 

VaR72<-cbind(mortalidad_72_diff,TempMaxima) 

VaR74<-cbind(mortalidad_74_diff,TempMaxima) 

VaR80<-cbind(mortalidad_80_diff,TempMaxima) 

VaR85<-cbind(mortalidad_85_diff,TempMaxima) 
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VaR90<-cbind(mortalidad_90_diff,TempMaxima) 

VaR94<-cbind(mortalidad_94_diff,TempMaxima) 

library(vars) 

 

 

modelo_var85 <- VAR(VaR85, lag.max = 1) 

summary(modelo_var85) 

BIC59<- BIC(modelo_var59) 

AIC59<- AIC(modelo_var59) 

 

summary(modelo_var94) 

modelo_var72 <- VAR(VaR72, lag.max = 10, ic = "AIC") 

modelo_var74<- VAR(VaR74, lag.max = 10, ic = "AIC") 

modelo_var80 <- VAR(VaR80, lag.max = 10, ic = "AIC") 

modelo_var85 <- VAR(VaR85, lag.max = 10, ic = "AIC") 

modelo_var90 <- VAR(VaR90, lag.max = 10, ic = "AIC") 

modelo_var94 <- VAR(VaR94, lag.max = 10, ic = "AIC") 

 

modelo_var90 <- VAR(VaR90, lag.max = 2, ic = "AIC") 

 

#Para seleccionar con cuantos retardos cada modelo es mejor CRITERIOS DE INFO: 

AIC Y BIC 

aic_values <- numeric(10) 

for (lag in 1:10) { 

  modelo_var <- VAR(VaR90, lag.max = lag, ic = "AIC") 

   

  aic_values[lag] <- AIC(modelo_var) 

} 

print(aic_values) 
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#SERIES TEMPORALES DATOS DIARIOS 2022  

#Lectura de datos  

mortalidadST <- read.csv2(file.choose(), header = TRUE, skip = 0,) 

Tabla_mortalidad=ts(mortalidadST) 

temperaturaMaxST <- read.csv2(file.choose(), header = TRUE, skip = 0,)[,2] 

TempMaxima=ts(temperaturaMaxST)[c(32:184)] 

length(TempMaxima) 

 

 

cor(TempMaxima,mortalidadM_85) 

 

mortalidadM_85<-ts(Tabla_mortalidad[c(32:184),3]) 

mortalidadM_7584<-ts(Tabla_mortalidad[c(32:184),4]) 

mortalidadH_4564<-ts(Tabla_mortalidad[c(32:184),5]) 

mortalidadH_6574<-ts(Tabla_mortalidad[c(32:184),6]) 

 

 

install.packages("graphics", dependencies = TRUE) 

 

#ESTACIONARIO EN MEDIA 

plotM85=autoplot(mortalidadM_85) + 

  ggtitle("mortalidad_Mujeres+85") + 

  ylab("Mortalidad")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plotM7584=autoplot(mortalidadM_7584) + 

  ggtitle("mortalidad_Mujeres75-84") + 

  ylab("Mortalidad")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

plot4564=autoplot(mortalidadH_4564) + 

  ggtitle("mortalidad_Hombres45-64") + 

  ylab("Mortalidad")+ 

  theme(plot.title = element_text(hjust = 0.5))  
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plot6574=autoplot(mortalidadH_6574) + 

  ggtitle("mortalidad_65-74") + 

  ylab("Mortalidad")+ 

  theme(plot.title = element_text(hjust = 0.5))  

 

quartz() 

grid.arrange(plotM85, plotM7584, plot4564,plot6574, ncol = 3) 

 

#Comprobar si son estacionarios  

 

## Mortalidad ## 

adf=c()    #HO: No Estacionariedad 

for (i in 3:6){ 

   

  adf[i]=adf.test((Tabla_mortalidad)[c(32:184),i])$p.value 

   

} 

 

Resultados_adf=data.frame(Adf.test=c(adf[3],adf[4],adf[5],adf[6])) 

rownames(Resultados_adf)<-c("M+85","M7584","H4564","H6574") 

Resultados_adf 

 

pp=c()    #HO: No Estacionariedad 

for (i in 3:6){ 

   

  pp[i]=pp.test((Tabla_mortalidad)[c(32:184),i])$p.value 

   

} 

 

Resultados_pp=data.frame(pp.test=c(pp[3],pp[4],pp[5],pp[6])) 

rownames(Resultados_pp)<-c("M+85","M7584","H4564","H6574") 

Resultados_pp 
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kpss=c()     

for (i in 3:6){ 

 

  kpss[i]=kpss.test((Tabla_mortalidad)[c(32:184),i])$p.value 

   

} 

 

Resultados_kpss=data.frame(kpss.test=c(kpss[3],kpss[4],kpss[5],kpss[6])) 

rownames(Resultados_kpss)<-c("M+85","M7584","H4564","H6574") 

Resultados_kpss 

 

#NR(H0) al 0,01 por lo tanto da indicio de que son estacionarios. 

#aqui h0 es estacionario. 

 

#Temperatura  

 

TestKPSStemp<-kpss.test(TempMaxima)$p.value 

#NR(H0) por lo tanto da indicio de que es estacionaria. 

TestADFtemp<-adf.test(TempMaxima)$p.value 

TestPPtemp<-pp.test(TempMaxima)$p.value 

 

resultados_estacionariedad <- data.frame( 

  Prueba = c("KPSS", "ADF", "PP"), 

  P_Value = c(TestKPSStemp, TestADFtemp, TestPPtemp), 

  stringsAsFactors = FALSE 

) 

 

# Muestra el data frame 

print(resultados_estacionariedad) 
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#Diferencias para que sean estacionarios  

Diferenciasmort<-ndiffs(mortalidadM_85) 

 

datos_tabla <- data.frame( 

  Serie = "Mortalidad M85", 

  Dif_Optimas = Diferenciasmort, 

  stringsAsFactors = FALSE 

) 

 

print(datos_tabla) 

 

#comprobar si tras diferenciar las series, son estacionarias 

mortalidad_M85_diff<-diff(mortalidadM_85,lag=1) 

mortalidad_M85_diff<-ts(mortalidad_59_diff) 

 

 

adf_diff_85<-adf.test(mortalidad_M85_diff)$p.value 

 

pp_diff_85<-pp.test(mortalidad_M85_diff)$p.value 

 

kpss_diff_85<-kpss.test(mortalidad_M85_diff)$p.value 

 

resultados_pruebas <- data.frame( 

  Prueba = c("ADF", "PP", "KPSS"), 

  P_Value = c(adf_diff_85, pp_diff_85, kpss_diff_85), 

  stringsAsFactors = FALSE 

) 

 

print(resultados_pruebas) 
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#Causalidad de Granger  

 

#MUJER +85 

TempMaxima=ts(temperaturaMaxST[c(33:184)]) 

 

length(mortalidad_M85_diff) 

 

grangertest(mortalidad_M85_diff~TempMaxima,orden=1) 

 

install.packages("vars") 

library(vars) 

 

 

#EL MODLEO VAR SE VE LUEGO PERO PARA COMPROBAR 

var<-cbind(mortalidadM_7584,TempMaxima) 

var_model <- VAR(var, lag.max = 1) 

summary(var_model) 

 

 

#MUJER 75-84 

TempMaxima=ts(temperaturaMaxST[c(32:184)]) 

 

length(mortalidadM_7584) 

 

grangertest(mortalidadM_7584~TempMaxima,orden=1) 

 

 

#HOMBRE 45-64 

TempMaxima=ts(temperaturaMaxST[c(32:184)]) 

 

length(mortalidadH_4564) 

 

grangertest(mortalidadH_4564~TempMaxima,orden=1) 
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#HOMBRE 65-74 

TempMaxima=ts(temperaturaMaxST[c(32:184)]) 

 

length(mortalidadH_6574) 

 

grangertest(mortalidadH_6574~TempMaxima,orden=1) 

 

###### Proceso VaR ##### 

#Variables a cambiar 

VaRM85<-cbind(mortalidad_M85_diff,TempMaxima) 

VaRM7584<-cbind(mortalidadM_7584,TempMaxima) 

VaRH4564<-cbind(mortalidadH_4564,TempMaxima) 

VaRH6574<-cbind(mortalidadH_6574,TempMaxima) 

length(TempMaxima) 

 

#Para seleccionar con cuantos retardos cada modelo es mejor CRITERIOS DE INFO: 

AIC  

aic_values <- numeric(5) 

for (lag in 1:5) { 

  modelo_var <- VAR(VaRH4564, lag.max = lag, ic = "AIC") 

   

  aic_values[lag] <- AIC(modelo_var) 

} 

print(aic_values) 

 

#BIC 

bic_values <- numeric(5) 

for (lag in 1:5) { 

  modelo_var <- VAR(VaRH4564, lag.max = lag, ic = "AIC") 

   

  bic_values[lag] <- BIC(modelo_var) 

} 

print(bic_values) 
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resultados <- data.frame( 

  Lag = 1:5, 

  AIC = aic_values, 

  BIC = bic_values 

) 

 

print(resultados) 

 

#Modelos con sus retardos 

modeloM85 <- VAR(VaRM85, lag.max = 1) 

summary(modeloM85) 

modeloM7584 <- VAR(VaRM7584, lag.max = 1) 

summary(modeloM7584) 

modeloH4564 <- VAR(VaRH4564, lag.max = 1) 

summary(modeloH4564) 

modeloH6574 <- VAR(VaRH6574, lag.max = 1) 

summary(modeloH6574) 

 

 

######### Residuos ######## 

res_85 <- residuals(modeloM85) 

res_7584 <- residuals(modeloM7584) 

res_4564 <- residuals(modeloH4564) 

res_6574 <- residuals(modeloH6574) 

 

library(goftest) 

 

######## 1-NORMALIDAD  

#H0 es Normalidad 

cvm_85 <- cvm.test(res_85, "pnorm", 0, sd(res_85), estimated = TRUE) 

ad_85 <- ad.test(res_85, "pnorm", 0, sd(res_85), estimated = TRUE) 

cvm_7584 <- cvm.test(res_7584, "pnorm", 0, sd(res_7584), estimated = TRUE) 

ad_7584<- ad.test(res_7584, "pnorm", 0, sd(res_7584), estimated = TRUE) 

cvm_4564 <- cvm.test(res_4564, "pnorm", 0, sd(res_4564), estimated = TRUE) 
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ad_4564 <- ad.test(res_4564, "pnorm", 0, sd(res_4564), estimated = TRUE) 

cvm_6574 <- cvm.test(res_6574, "pnorm", 0, sd(res_6574), estimated = TRUE) 

ad_6574 <- ad.test(res_6574, "pnorm", 0, sd(res_6574), estimated = TRUE) 

#NR(HO), cumplen con normalidad. 

 

resultados <- data.frame( 

  Grupo = c("85", "7584", "4564", "6574"), 

  CVM_Statistic = c(cvm_85$statistic, cvm_7584$statistic, cvm_4564$statistic, 

cvm_6574$statistic), 

  CVM_p_value = c(cvm_85$p.value, cvm_7584$p.value, cvm_4564$p.value, 

cvm_6574$p.value), 

  AD_Statistic = c(ad_85$statistic, ad_7584$statistic, ad_4564$statistic, 

ad_6574$statistic), 

  AD_p_value = c(ad_85$p.value, ad_7584$p.value, ad_4564$p.value, ad_6574$p.value) 

) 

 

print(resultados) 

 

###### 2-AUTOCORRELACION  

library(stats) 

library(tseries) 

 

res_85_segunda_variable <- res_85[, 2] 

length(res_85_segunda_variable) 

res_85_primera_variable <- res_85[, 1] 

tabla1_85 <- Box.test(res_85_primera_variable, lag = 10, type = "Ljung-Box") 

tabla2_85 <- Box.test(res_85_primera_variable, lag = 10, type = "Ljung-Box") 

 

autocorrelacion_85=tabla_85$p.value 

 

res_7584_segunda_variable <- res_7584[, 2] 

length(res_7584_segunda_variable) 

res_7584_primera_variable <- res_7584[, 1] 

tabla1_7584 <- Box.test(res_7584_primera_variable, lag = 10, type = "Ljung-Box") 
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tabla2_7584 <- Box.test(res_7584_primera_variable, lag = 10, type = "Ljung-Box") 

 

autocorrelacion_7584=tabla_7584$p.value 

 

res_4564_segunda_variable <- res_4564[, 2] 

length(res_4564_segunda_variable) 

res_4564_primera_variable <- res_4564[, 1] 

tabla1_4564 <- Box.test(res_4564_primera_variable, lag = 10, type = "Ljung-Box") 

tabla2_4564 <- Box.test(res_4564_primera_variable, lag = 10, type = "Ljung-Box") 

 

autocorrelacion_4564=tabla_4564$p.value 

 

res_6574_segunda_variable <- res_6574[, 2] 

length(res_6574_segunda_variable) 

res_6574_primera_variable <- res_6574[, 1] 

tabla1_6574 <- Box.test(res_6574_primera_variable, lag = 10, type = "Ljung-Box") 

tabla2_6574 <- Box.test(res_6574_primera_variable, lag = 10, type = "Ljung-Box") 

 

autocorrelacion_6574=tabla_6574$p.value 

#NR(HO), no estan correlados 

 

resultados <- data.frame( 

  Grupo = c("85", "85", "7584", "7584", "4564", "4564", "6574", "6574"), 

  Variable = c("Primera", "Segunda", "Primera", "Segunda", "Primera", "Segunda", 

"Primera", "Segunda"), 

  Statistic = c(tabla1_85$statistic, tabla2_85$statistic,  

                tabla1_7584$statistic, tabla2_7584$statistic,  

                tabla1_4564$statistic, tabla2_4564$statistic,  

                tabla1_6574$statistic, tabla2_6574$statistic), 

  p_value = c(tabla1_85$p.value, tabla2_85$p.value,  

              tabla1_7584$p.value, tabla2_7584$p.value,  

              tabla1_4564$p.value, tabla2_4564$p.value,  

              tabla1_6574$p.value, tabla2_6574$p.value) 

) 
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print(resultados) 

 

install.packages("tseries") 

library(tseries) 

 

VaRM85<-cbind(mortalidad_M85_diff,TempMaxima) 

VaRM7584<-cbind(mortalidadM_7584,TempMaxima) 

VaRH4564<-cbind(mortalidadH_4564,TempMaxima) 

VaRH6574<-cbind(mortalidadH_6574,TempMaxima) 

 

###### 3-Heterocedasticidad BP. H0: Homocedasticidad  

ec85<-data.frame(cbind(res_85_segunda_variable ^2,lag(mortalidad_M85_diff[1:151],-

1),lag(TempMaxima[1:151],-1))) 

fitaux85<-lm(ec85$X1~ec85$X2+ec85$X3) 

df<-2 

bp.statistic85<-(length(res_85)-df)*summary(fitaux85)$r.squared 

bp.pvalue85<-1-pchisq(bp.statistic85,df) 

bp.pvalue_85=bp.pvalue85 

 

ec7584<-data.frame(cbind(res_7584_segunda_variable 

^2,lag(mortalidadM_7584[1:151],-1),lag(TempMaxima[1:151],-1))) 

fitaux7584<-lm(ec7584$X1~ec7584$X2+ec7584$X3) 

df<-2 

bp.statistic7584<-(length(res_7584)-df)*summary(fitaux7584)$r.squared 

bp.pvalue7584<-1-pchisq(bp.statistic7584,df) 

bp.pvalue_7584=bp.pvalue7584 

 

ec4564<-data.frame(cbind(res_4564_segunda_variable 

^2,lag(mortalidadH_4564[1:151],-1),lag(TempMaxima[1:151],-1))) 

fitaux4564<-lm(ec4564$X1~ec4564$X2+ec4564$X3) 

df<-2 

bp.statistic4564<-(length(res_4564)-df)*summary(fitaux4564)$r.squared 

bp.pvalue4564<-1-pchisq(bp.statistic4564,df) 
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bp.pvalue_4564=bp.pvalue4564 

 

ec6574<-data.frame(cbind(res_6574_segunda_variable 

^2,lag(mortalidadH_6574[1:151],-1),lag(TempMaxima[1:151],-1))) 

fitaux6574<-lm(ec6574$X1~ec6574$X2+ec6574$X3) 

df<-2 

bp.statistic6574<-(length(res_6574)-df)*summary(fitaux6574)$r.squared 

bp.pvalue6574<-1-pchisq(bp.statistic6574,df) 

bp.pvalue_6574=bp.pvalue6574 

 

resultados <- c(bp.pvalue_85, bp.pvalue_7584, bp.pvalue_4564, bp.pvalue_6574) 

nombres <- c("M85", "M7584", "H4564", "H6574") 

tabla_resultados <- data.frame(Modelo = nombres, p_value = resultados) 

print(tabla_resultados) 

 

#### 

ec85<-data.frame(cbind(res_85_primera_variable ^2,lag(mortalidad_M85_diff[1:151],-

1),lag(TempMaxima[1:151],-1))) 

fitaux85<-lm(ec85$X1~ec85$X2+ec85$X3) 

df<-2 

bp.statistic85<-(length(res_85)-df)*summary(fitaux85)$r.squared 

bp.pvalue85<-1-pchisq(bp.statistic85,df) 

bp.pvalue_85=bp.pvalue85 

 

ec7584<-data.frame(cbind(res_7584_primera_variable 

^2,lag(mortalidadM_7584[1:151],-1),lag(TempMaxima[1:151],-1))) 

fitaux7584<-lm(ec7584$X1~ec7584$X2+ec7584$X3) 

df<-2 

bp.statstic7584<-(length(res_7584)-df)*summary(fitaux7584)$r.squared 

bp.pvalue7584<-1-pchisq(bp.statistic7584,df) 

bp.pvalue_7584=bp.pvalue7584 

 

ec4564<-data.frame(cbind(res_4564_primera_variable 

^2,lag(mortalidadH_4564[1:151],-1),lag(TempMaxima[1:151],-1))) 



 114 

fitaux4564<-lm(ec4564$X1~ec4564$X2+ec4564$X3) 

df<-2 

bp.statistic4564<-(length(res_4564)-df)*summary(fitaux4564)$r.squared 

bp.pvalue4564<-1-pchisq(bp.statistic4564,df) 

bp.pvalue_4564=bp.pvalue4564 

 

ec6574<-data.frame(cbind(res_6574_primera_variable 

^2,lag(mortalidadH_6574[1:151],-1),lag(TempMaxima[1:151],-1))) 

fitaux6574<-lm(ec6574$X1~ec6574$X2+ec6574$X3) 

df<-2 

bp.statistic6574<-(length(res_6574)-df)*summary(fitaux6574)$r.squared 

bp.pvalue6574<-1-pchisq(bp.statistic6574,df) 

bp.pvalue_6574=bp.pvalue6574 

 

resultados <- c(bp.pvalue_85, bp.pvalue_7584, bp.pvalue_4564, bp.pvalue_6574) 

nombres <- c("M85", "M7584", "H4564", "H6574") 

tabla_resultados <- data.frame(Modelo = nombres, p_value = resultados) 

print(tabla_resultados) 

 

####### 4-MEDIA 

media_85=c() 

qnorm(c(0.025,0.975),0,sd(res_85)/sqrt(length(res_85))) #Regi?n Cr?tica 

intervalo_85=qnorm(c(0.025,0.975),0,sd(res_85)/sqrt(length(res_85))) 

media_85=mean(res_85)  

 

media_7584=c() 

qnorm(c(0.025,0.975),0,sd(res_7584)/sqrt(length(res_7584))) #Regi?n Cr?tica 

intervalo_7584=qnorm(c(0.025,0.975),0,sd(res_7584)/sqrt(length(res_7584))) 

media_7584=mean(res_7584)  

 

media_6574=c() 

qnorm(c(0.025,0.975),0,sd(res_6574)/sqrt(length(res_6574))) #Regi?n Cr?tica 

intervalo_6574=qnorm(c(0.025,0.975),0,sd(res_6574)/sqrt(length(res_6574))) 

media_6574=mean(res_6574)  
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media_4564=c() 

qnorm(c(0.025,0.975),0,sd(res_4564)/sqrt(length(res_4564))) #Regi?n Cr?tica 

intervalo_4564=qnorm(c(0.025,0.975),0,sd(res_4564)/sqrt(length(res_4564))) 

media_4564=mean(res_4564)  

 

 

resultados <- c(media_85, media_7584, media_6574, media_4564) 

nombres <- c("M85", "M7584", "H4564", "H6574") 

tabla_resultados <- data.frame(Modelo = nombres, p_value = resultados) 

print(tabla_resultados) 

install.packages("knitr") 

library(knitr) 

 

Resultados_Mujer85=data.frame(Resultados_85=c(autocorrelacion_85,cvm_85$p.value

,ad_85$p.value,bp.pvalue_85,intervalo_85[1],media_85,intervalo_85[2])) 

rownames(Resultados_Mujer85)<-

c("autocorrelacion","cvm","ad","bp.pvalue","limite_inferior","media","limite_superior"

) 

kable(Resultados_Mujer85) 

 

Resultados_Mujer7584=data.frame(Resultados_7584=c(autocorrelacion_7584,cvm_758

4$p.value,ad_7584$p.value,bp.pvalue_7584,intervalo_7584[1],media_7584,intervalo_7

584[2])) 

rownames(Resultados_Mujer7584)<-

c("autocorrelacion","cvm","ad","bp.pvalue","limite_inferior","media","limite_superior"

) 

kable(Resultados_Mujer7584) 

 

Resultados_Hombre6574=data.frame(Resultados_6574=c(autocorrelacion_6574,cvm_6

574$p.value,ad_6574$p.value,bp.pvalue_6574,intervalo_6574[1],media_6574,intervalo

_6574[2])) 
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rownames(Resultados_Hombre6574)<-

c("autocorrelacion","cvm","ad","bp.pvalue","limite_inferior","media","limite_superior"

) 

kable(Resultados_Hombre6574) 

 

Resultados_Hombre4564=data.frame(Resultados_4564=c(autocorrelacion_4564,cvm_4

564$p.value,ad_4564$p.value,bp.pvalue_4564,intervalo_4564[1],media_4564,intervalo

_4564[2])) 

rownames(Resultados_Hombre4564)<-

c("autocorrelacion","cvm","ad","bp.pvalue","limite_inferior","media","limite_superior"

) 

kable(Resultados_Hombre4564) 

 

###### Funcion respuesta impulso ######### 

#Como la temperatura sí que causa un impacto en la mortalidad (granger) 

#Impulso respuesta de la mortalidad ante una innovacion en la temperatura 

 

varM85_IRF <- irf(modeloM85, response = "mortalidad_M85_diff", n.ahead = 8, boot = 

TRUE) 

plot(varM85_IRF) 

 

varM7584_IRF <- irf(modeloM7584, response = "mortalidadM_7584", n.ahead = 8, boot 

= TRUE) 

plot(varM7584_IRF) 

 

varh4564_IRF <- irf(modeloH4564, response = "mortalidadH_4564", n.ahead = 8, boot 

= TRUE) 

plot(varh4564_IRF) 

 

varH6574_IRF <- irf(modeloH6574, response = "mortalidadH_6574", n.ahead = 8, boot 

= TRUE) 

plot(varH6574_IRF) 
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#Descomposición de la varianza ante una innovacion en la temp 

var85_var<-fevd(modeloM85,n.ahead=50)$mortalidad_M85_diff 

 

var7584_var<-fevd(modeloM7584,n.ahead=50)$mortalidadM_7584 

 

var4564_var<-fevd(modeloH4564,n.ahead=50)$mortalidadH_4564 

 

var6574_var<-fevd(modeloH6574,n.ahead=50)$mortalidadH_6574 

 

#Se observa que aunque la tempertaura afecte lo que mas le afecta a su mortalidad es ella 

misma 

 

######## Prediccion ####### 

 

#M85 

fcast_VAR <- predict(modeloM85, n.ahead = 153)  

prediccion_dia_siguiente <- fcast_VAR$fcst$mortalidad[, "fcst"][153] 

prediccion_discreta <- round(prediccion_dia_siguiente) 

plot(fcast_VAR) 

mean_mortalidad <- fcast_VAR$fcst$mortalidad[, "fcst"] 

l_mortalidad <- fcast_VAR$fcst$mortalidad[, "lower"][153] 

u_mortalidad <- fcast_VAR$fcst$mortalidad[, "upper"][153] 

 

# Value at Risk al 99% 

VaR <- qnorm(0.99, mean = mean_mortalidad, sd = sd_mortalidad) 

 

#M7584 

fcast_VAR <- predict(modeloM7584, n.ahead = 153)  

prediccion_dia_siguiente <- fcast_VAR$fcst$mortalidad[, "fcst"][153] 

 

plot(fcast_VAR) 

mean_mortalidad <- fcast_VAR$fcst$mortalidad[, "fcst"] 

l_mortalidad <- fcast_VAR$fcst$mortalidad[, "lower"] 

u_mortalidad <- fcast_VAR$fcst$mortalidad[, "upper"] 
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# Value at Risk al 99% 

VaR <- qnorm(0.99, mean = mean_mortalidad, sd = sd_mortalidad) 

 

#H4564 

fcast_VAR <- predict(modeloH4564, n.ahead = 153)  

plot(fcast_VAR) 

mean_mortalidad <- fcast_VAR$fcst$mortalidad[, "fcst"] 

l_mortalidad <- fcast_VAR$fcst$mortalidad[, "lower"] 

u_mortalidad <- fcast_VAR$fcst$mortalidad[, "upper"] 

 

# Value at Risk al 99% 

VaR <- qnorm(0.99, mean = mean_mortalidad, sd = sd_mortalidad) 

 

#H6574 

fcast_VAR <- predict(modeloH6574, n.ahead = 360)  

plot(fcast_VAR) 

mean_mortalidad <- fcast_VAR$fcst$mortalidad[, "fcst"] 

l_mortalidad <- fcast_VAR$fcst$mortalidad[, "lower"] 

u_mortalidad <- fcast_VAR$fcst$mortalidad[, "upper"] 

 

# Value at Risk al 99% 

VaR <- qnorm(0.99, mean = mean_mortalidad, sd = sd_mortalidad) 

 

 

 

 


